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Opinnaytetytn aiheena oli muuttaa normaalisti radio-ohjattava auto itsestéaén ajavaksi lait-
teeksi ja samalla tutkia operaation vaatimuksia. Projektin autoon asennettiin pieni tieto-
kone ja autoa muokattiin niin, etté se voi ottaa tietokoneelta késkyja vastaan.

Opinnaytetydn aikana tutkittiin neuroneiden, neuroverkon, konenaén ja verkkotekniikan toi-
mintaa ja tuotiin kaikki yhtenaiseksi kokonaisuudeksi auton autonomian luomiseksi.

Aluksi projektissa luotiin mahdollisuus ohjata autoa tietokoneen valityksella. Taman jalkeen
autoon asennettiin kamera, jolla mahdollistettiin kuvadatan kerays ajon aikana. Auton ka-
meran suoratoisto tallennettiin auton komentojen kanssa. Komennot ja kuvamateriaali pari-
tettiin kesken&an ja siita luotiin yhtenainen taulukkoformaattiin perustuva tiedosto, joka oli
valmis neuroverkkoon syotettavaksi.

Neuroverkko koulutettiin luodulla datalla, mink& jalkeen auton ja tietokoneen vélille luotiin
uusi verkkokommunikointisovellus. Tietokoneella otettiin autosta vastaan kuvainformaa-
tiota, joka syotettiin koulutettuun neuroverkkomalliin. Tietokone loi arvauksen saamastaan
informaatiosta ja muokkasi sen verkon kautta lahettavéksi dataksi autolle. Auto ottaa ko-
mennon vastaan ja suorittaa koneen luomia arvauksia niin kauan kuin malli on kdynnissa.

Tyo6n tuloksena syntyi itsestdén ajava radio-ohjattava auto. Auto tunnistaa ymparistosta
ajoradan ja kykenee tekemdaan paatoksia saamansa datan perusteella.

Avainsanat Autonominen auto, itsestaan ajava ajoneuvo, koneoppiminen
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During the thesis neurons, neural network, machine vision and internet communication
was research for creating autonomous vehicle.

A web communication application was created for the car to receive direct commands from
the desktop computer. The car was fitted with a camera for data collection. Video stream
from the car was saved with commands from the desktop computer. Video stream was
merged with driving commands to create array file. This array file was ready to be fed to
neural network.

A convolutional neural network (CNN) model was created and trained with collected data.
New communication program was created so the CNN and the car were able to communi-
cate. Desktop computer receives video information from the car’'s camera and feeds it to
the loaded CNN model. CNN then creates a prediction based on that information, refor-
mats it and sends the order for the car to execute. The car continues to receive predictions
until either communication program is killed.

The product of the thesis was autonomous vehicle in RC car form factor. The vehicle is ca-
pable recognizing road and making decisions based on the data it receives.
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Erityissanasto

Neuroverkko

Konvoluutio

Max pool

Epoch

Batch

Ennusteet

Luokka/nimikkeet

RELU

Softmax

Tensorflow

Tflearn

Numpy

Python

Tornado

Verkko neuroneja, joita kayteta&n koneoppimiseen.

Neuroverkoissa kaytettava tapa skannata kuva lapi etsien

suurinta arvoa pikseleista.

Konvoluution yhteydessa kaytettava skannaus, joka etsii suu-

rimmat erityispiirteet kuvasta.

Koulutusvektorien painojen paivityksien kerrat.
Neuroverkkomalliin kerralla sy6tettéavan datan maara.
Predictor. Koulukseen kaytettava data.

Label. Koulutusdatalle annettu luokka tai nimike.
Rectified Linear Unit. Aktivointifunktio neuroneille.
Aktivointifunktio viimeiselle kerrokselle.
Koneoppimiseen kaytettava kirjasto.

Tensorflow’lle luotu korkeampi rajapinta, jonka tarkoituksena

on nopeuttaa ja yksinkertaistaa neuroverkon luontia.
Taulukoiden kasittelyyn luotu kirjasto Pythonille.
Ohjelmointikieli.

Web-sovelluksiin luotu kirjasto.
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OpenCV Konenakdon luotu kirjasto.

Paino Weight. Neuroneille luotava paino, joka vaikuttaa neuronei-

den aktivoitumiseen.

Taipumus Bias. Painoon lisattava arvo. Nopeuttaa oppimista.

ESC Electronic Speed Controller. Autossa oleva piiri, joka saataa

auton toimintoja ja hopeutta.

GPIO General Purpose Input Output. Raspberryn ohjelmoitavat pin-
nit.
Ylisovitus Tilanne, jossa neuroverkko oppii kaytdssa olevan datan liian

hyvin ja antaa tulokseksi liian suuren tarkkuuden.

Alisovitus Tilanne, jossa neuroverkko ei kykene luomaan datasta mal-
lia.
CUDA Nvidian rinnakkainen laskenta-alusta ja ohjelmointimalli, joka

hyodyntaa naytbnohjainta. Kaytetddn koneoppimisen no-

peuttamiseen
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1 Johdanto

Tassa opinnaytetytssa luodaan itse itsestddn ajava ajoneuvo ja tutkitaan, mita sen te-
keminen vaatii. Taysikokoisen ajoneuvon sijasta kaytdssa on radio-ohjattava auto, jonka
tarkoitus on ajaa sisatilassa luotua rataa ympari taysin itsendisesti. Autolle luodaan oma
neuroverkkomalli ja se koulutetaan itse keratylla datalla. Autolla on kdytbéssd oma tieto-
kone, joka ohjaa auton toimintaa ja valittda dataa. Neuroverkon koulutuksessa kaytetaan
poytatietokonetta.

Itsestdédn ajavia ajoneuvoja ja muuta automaatiota voi lahestya utooppisesta tai dystoop-
pisesta ndkdkulmasta. Utopistisessa maailmassa autonomiset ajoneuvot vahentavat lii-
kenteessa tapahtuvia tapaturmia ja kuolemia, tarjoavat jokaiselle edullisen tavan liikkua
kaupungeissa ja saastavat aikaa eliminoimalla ruuhkan. Dystooppisesta ndkdkulmasta
katsottuna autonomia aiheuttaisi tuhansien henkildiden tydttdmyyden. Vaikka onnetto-
muudet olisivatkin harvinaisempia, ne voivat johtua asioista, jotka ovat ihmiselle vaikea
selvittaa tai joihin vaikuttaminen on hankalaa. Konedly voi my6s kehittaa taipumuksia,
jotka eivat vastaa meidan sosiaalisia tai eettisia arvojamme. Tietoturvan taso nousee
my06s kysymykseksi autonomiassa. Todellisuus tulee varmaan olemaan utopistisen ja
dystooppisen nakemyksen vélimaastossa ja taysin itsestdan ajavien autojen yleistymi-

nen tulee kestamé&an vuosia, ellei vuosikymmenia. (1, s. 2.)

Automaation tasot voidaan jakaa kuuteen tasoon. Tason 0 autosta ei I6ydy mitaan ajo-
avusteita, ja tasossa 5 auto toimii taysin autonomisesti. Suurin osa tadndan kaduilla kul-
kevista autoista voidaan lokeroida tasoon 1. Monista uusista keskihintaisista autoista
I0ytyy kaistavahteja ja adaptiivisia vakionopeudensaétimia, jotka tekevat niista tason 2
autoja. Tasoon 3 yltavia autoja ovat esimerkiksi Tesla Model S ja X. Tasossa 3 auto
pystyy ottamaan ohjauksen itselleen, mutta siirtdd hallinnan takaisin kuljettajalle kohda-
tessaan tilanteen, jota se ei pysty selvittamaan itsekseen. Tason 4 auto vaatii vield ihmi-
sen ohjausta vaativissa tilanteissa, mutta auto kykenee ajamaan huomattavasti enem-
man itsekseen verrattuna tasoon 3. Kuvassa 1 kuvataan, mitd eri automaation tasot pi-

tavat sisallaan. (1, s. 6; 30.)



SOCIETY OF AUTOMOTIVE ENGINEERS (SAE) AUTOMATION LEVELS

Full Automation

Conditional
Automation Automation Automation

Driver Partial
Automation Assistance Automation

Driver is a necessity, but The vehicle is capable of The vehicle is capable of
is not required to monitor performing all driving performing all driving
the environment. The functions under certain functions under all
driver must be ready to conditions. The driver conditions. The driver
take control of the may have the option to may have the option to
vehicle at all times control the vehicle. control the vehicle.
with notice.

Zero autonomy; the Vehicle is controlled by Vehicle has combined
driver performs all the driver, but some automated functions,
driving tasks. driving assist features like acceleration and
may be included in the steering, but the driver
vehicle design. must remain engaged
with the driving task and
menitor the environment
at all times.

Kuva 1. SAE:n automaation tasot (2).

Automaation tason noustessa vaaditaan entistd enemman sensoreita, jotka keraavat da-
taa, lisda laskentatehoa seka parempia ohjelmistoja. Itsestddn ajavissa autoissa ohjel-

misto tehdaan kouluttamalla neuroverkko keratylla datalla.

Neuroverkko ei itsessaan ole uusi keksintd. Ensimmainen neuroverkkomalli luotiin virta-
piireja kayttamalla jo 1943 Warren McCullochin ja Walter Pittsin toimesta, mutta neuro-
verkot ovat nousseet suosiossa vasta talla vuosikymmenella. Suurin syy suosion nou-
suun on laskentatehon nousu ja saatavilla oleva datan maaré. Myoés sensorit ovat kehit-
tyneet tarkemmiksi, ja tallennustilan kasvu ovat mahdollistaneet suuremman datan maa-
ran kerayksen. (3; 4) Waymon insin60ri Sacha Arnoud kuvaili tilannetta, etta kun olet 90-
prosenttisesti valmis, jaljella oleva ty6 vaatii 10 kertaa suuremman tyomaaran. (5)



2 Koneoppimisen perusta

Meille ihmisille tulee yleensa itsestaan selvyytend, miten helppoa on erottaa koira kis-
sasta, mutta meiltd unohtuu, ettéa tamé& on miljoonien vuosien evoluution tulos. Kun ko-
neelle aletaan opettamaan asioiden ja esineiden tunnistamista, on lahdettava nollasta
likenteeseen ja mietittéava, miten voimme kayttéaa hyvaksi omaa tietamystamme kuvien
hahmottamisesta.

Itsestdédn ajava auto voidaan toteuttaa neuroverkolla. Ennen neuroverkon luontia pitaa
kerata paljon dataa. Mita enemman dataa on saatavilla, sen parempi ja tarkempi neuro-
verkosta tulee. Projektin auto luottaa taysin kamerasta saatuun dataan arvioidessaan
seuraavia liikkeitddn. Neuroverkko opetetaan manuaalisesta ajosessiosta keratylla da-
talla, ja neuroverkko pyrkii matkimaan tata ajoa. Neuroverkolle sydtetddn sessiosta saa-
tuja kuvia ja luokituksia, joiden perusteella se pystyy hahmottamaan datassa olevia yh-
tenaisyyksia ja antaa arvauksia. Verkolle annetaan painot (weight) ja taipumukset (bias),
joiden perusteella vaaria arvauksia karsitaan pois ja oikeille vastauksille annetaan enem-
man painoarvoa. Neuroverkolle annettava data pitda jakaa koulutusdataksi ja testi-
dataksi. Koulutusdataa tulee olla suhteessa testidataan huomattavasti enemman. Data
tulisi mielelldén jakaa niin, etta koulutukseen kaytettava data on noin 80 prosenttia koko
datan maarasta ja testaukseen kaytetaan loput 20 prosenttia. (6, s. 39.)

2.1 Neuroverkon lyhyt historia

1943 neuropsykologi Warren McCulloch ja matemaatikko Walter Pitts tekivat tutkimuk-
sen, miten aivojen neuronit mahdollisesti toimivat ja mallinsivat neuronien toiminnan yk-
sinkertaisella virtapiirilla. 1949 Donald Hebb jalosti neuroverkkojen ideaa eteenpain kir-
joittamalla "The Organization of Behaviour” -nimisen kirjan, jossa han ehdotti, ettd neu-
ronien vélinen yhteys vahvistuu, mitd useammin neuroneja kaytetaan. 1950-luvulla IBM

alkoi tekeméaan tutkimuksia neuroverkon simulaatiosta.

1959 Marcian Hoff ja Bernard Widrow loivat ADALINE- ja MADALINE-neuroverkot, joista

jalkimmainen on vieldkin kaytdéssa puhelinlinjojen kaiun suodatuksessa. Aikaisemmat



onnistumiset loivat innostuksen neuroverkkoja kohtaan, joka lopulta viileni, koska epa-
realistia odotuksia ei pystytty tayttamaan. 1982 luvulla kiinnostus neuroverkkoihin tuli
takaisin, kun John Hopfield esitti tutkimuksen, jossa ihmisen aivojen mallinnuksen sijaan

neuroverkkoja pyrittiin kayttamaan hyddyllisten laitteiden luontiin. (3; 4)

2.2 Neuroni ja neuroverkko

Biologisessa neuronissa dendriitti ottaa vastaan syotteen. Syéte viedaan sooman lapi,
josta signaali kulkee aksonille, jonka paassa on terminaalit. Aksonin terminaalit ovat kyt-
kettyna toisen neuronin dendriitteihin. Vastaavalla tavalla toimii my6s keinotekoinen neu-
roni. Neuronille voidaan antaa x maara syotteitd. Jokaiselle sydtteelle on oma paino, ja
syotteet summataan keskendén. Syttteiden summalle lisataan myds taipumus. Taipu-
mus ei ole neuroniverkossa pakollinen ominaisuus, mutta se nopeuttaa neuroniverkon
opetusta. Syétteiden ja taipumuksen summa viedaan aktivointifunktiolle. Aktivointifunk-
tiolla on oma kynnys, jonka pitaa ylittya, ettd neuroni aktivoituu. Mikali aktivointikynnys
ylitetaan, antaa neuroni arvon, joka toimii sy6tteena seuraaville neuroneille. Jos aktivoin-
tikynnysté ei ylitetd, neuroni ei aktivoidu eika neuronilta saada uutta arvoa eli neuroni
antaa tulokseksi arvon nolla. Aktivointikynnys riippuu taysin siita, mika aktivointifunktio

on kaytéssa. Kuvassa 2 on havainnollistettu yhden keinotekoisen neuronin toiminta.

) weights P
inputs bias

D
_1l'_-'.|4-——-——--——---—b-
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function
. - Transfer
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Kuva 2. Keinotekoinen neuroni (7).




Neuroverkko on minimissaan kolmikerroksinen. Ensimmainen kerros on aina syoteker-
ros ja viimeinen on tuloskerros. Sy6te- ja tuloskerroksen vélissa on yksi tai useampi pii-
lotettukerros. Jos piilotettuja kerroksia on useampi kuin yksi, kyseessa on syvaneuro-
verkko. Lisdamalla piilotettuja kerroksia, voidaan verkolle opettaa enemman ominaisuuk-
sia tai tehda siita tarkempi. Kerrosten maaraa kasvattamalla verkon koko kasvaa ja sa-
malla koulutuksessa menee pidemp&én. Kuvassa 3 on mallinnettu yksinkertaista neuro-
verkkoa, jossa syotekerroksessa on kolme kappaletta neuroneita. Sydtekerroksen neu-
ronit ovat kaikki yhdistetty piilotetun kerroksen neljaédn neuroniin. Piilotetun kerroksen
kaikki neljd neuronia ovat vastaavasti yhdistetty tuloskerroksen kahteen neuroniin. Esi-
merkin neuroverkko ottaa vastaan kolme syotettd ja luokittelee syotteet kahteen eri
osaan. Syoétteen eri piirteet aktivoivat eri neuroneja.

output layer

input layer

hidden layer

Kuva 3. Neuroverkko (8).

Neuroverkkomalleja voi olla useita erilaisia, mutta yksinkertaisin malli on eteenpéain syot-
tava eli "feed forward” -neuroverkko, jossa data menee suoraan neuronien lapi ja vertaa
verkon luomaa tulosta haluttuun tulokseen. Aluksi verkon neuroneille luodaan satunnai-
sesti omat painot. Kun syotteestd saatua tulosta verrataan haluttuun lopputulokseen,
painoja sdadetaan niin, ettd syottteen tulos olisi lahempéana toivottua tulosta. Neurover-

kon tarkkuutta voi sdataa eri tavoilla, mutta paras keino saada verkkoa tarkemmaksi on
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is0 maaraa dataa. Jos dataa on liilan pieni maara, neuroverkko oppii testidatan liian hy-
vin, jolloin verkko ilmoittaa olevansa erittdin tarkka. Téllainen verkko ei kuitenkaan osaa
luokitella uutta dataa hyvin. Tata kutsutaan ylisovitukseksi. Vastaavasti alisovituksessa
verkko ei kykene luomaan datasta mallia, jota se voisi kayttaa datan luokituksessa. (9;
10, s. 24-26.)

3 Laitteisto

3.1 Auton ominaisuuksien esittely

Itsestdén ajavan auton pohjana toimii radio-ohjattava auto Maverick Strada MT. Auto on
tyypiltdan nelivetoinen, ja ohjaavat renkaat ovat etuakselilla normaaliin tapaan. Auto on
tarkoitettu ulkona ajettavaksi, miké takia jokainen rengas on erillisjousitettu kahdella kier-
rejousella ja kahdella pneumaattisella iskunvaimentimella. Autolla on valmistajan mu-
kaan huippunopeus 40 kilometri& tunnissa. Koska autolla on tarkoitus ajaa sisétiloissa
koulutus- ja harjoitteluajo, on maksiminopeus rajoitettu ohjelmistollisesti. Auton voiman-
lAhteend toimii tasavirtamoottori, ja ohjaus on toteutettu servomoottorilla. Auto saa te-
honsa 7,2-volttiselta nikkelimetallihydridiakulta (NiMH). Akun kapasiteetti on 1800 mAh,
jataydella latauksella akku kestaa noin 20 - 30 minuuttia. Kayttdja antaa radio-ohjaimelta
ohjauskomennon, joka menee auton vastaanottimelle. Elektroninen nopeudensaadin eli
ESC ottaa vastaan komennot vastaanottimelta ja valittdd moottorille ja servolle ohjaus-

signaalit.

Auto on 400 mm pitk& ja 310 mm leved, ja sen akselivali on 275 millimetrid. Renkaan
halkaisija on 118 mm. Voimanvalityksen ratassuhde on 13,36:1. Sahkomoottorin malli
on MM-22 540, servon malli on Maverick MS-22, vastaanottimen malli on MRX-22 27
mHz AM ja nopeudensaatimen malli on MSC-22. ESC:n kayttdjannite on 6 - 8,4 volttia.
ESC:ssa on yli- ja alijannitesuoja, ylivirtasuojaus seka suojaus ylikuumenemista varten.
ESC:n PWM taajuus on 1,5 kHz. ESC siséaltaa 200 A FET:n ajamista varten ja 100 A



FET:n peruutusta varten. ESC:n BEC (battery eliminator circuit) jannite on 6 volttia ja

tata jannitetta kaytetdan vastaanottimen ja servon kayttoon. (11, s. 4.)

3.2 Raspberry Pi ja lisalaitteet

Raspberry Pi on monipuolinen ja yleisesti harrastajien ja hakkerien suosiossa ollut laite,
jolla on mahdollista tehda useita eri projekteja. Raspberryn halpa hinta on pitanyt sen
suosittuna, ja silla on aktiivinen yhteisd, jonka jasenet jakavat omia projektejaan. Mallista
riippuen Raspberryt sisaltavat eri maaran GPIO-pinneja, jotka ovat kayttajan itse ohjel-
moitavissa, USB-portteja, Ethernet-litdnnan seka video- ja aaniliitanttja. Projektissa on

kaytdssa Raspberry Pi 3 model B. Model B:n tekniset tiedot ovat kuvassa 4.



Raspberry Pi 3 Model B

Specifications
Processor

GPU

Memory
Operating System

Dimensions
Power

Connectors:
Ethernet
Video Output

Audio Output

GPIO Connector

Camera Connector
Display Connector

Memory Card Slot

Broadcom BCM2387 chipset.
1.2GHz Quad-Core ARM Cortex-Ab3
802.11 b/g/n Wireless LAN and Bluetooth 4.1 (Bluetooth Classic and LE)

Dual Core VideoCore V& Multimedia Co-Processor. Provides Open GL
ES 2.0, hardware-accelerated OpenVG, and 1080p30 H.2464 high-profile
decode.

Capable of 1Gpixelfs, 1.5Gtexel/s or 24GFLOPs with texture filtering and
DMA infrastructure

1GB LPDDR2

Boats from Micro SD card, running a version of the Linux operating system or
Windows 10 laT

85 x 56 % 17mm
Micro USB socket 5V1, 2.5A

10/100 BaseT Ethernat sockat

HDMI (rev 1.3 & 1.4
Composite RCA (PAL and NTSC)

Audio Output 3.5mm jack, HDMI
USE 4 x USB 2.0 Connector

A0-pin 2.54 mm (100 mil) expansion header; 2x20 strip
Providing 27 GPIO pins as well as +3.3 V, +5V and GND supply lines

15-pin MIPI Camera Serial Interface (CSI-2)

Display Serial Interface (DS 15 way flat flex cable connector with two data
lanes and a clock lane

Push/pull Micro SDIO

Kuva 4. Raspberry Pi 3 Model B:n tekniset tiedot (12, s. 2).

Raspberryyn on asennettu 64-gigatavuinen micro SDXC -tyyppinen muistikortti, joka on

formatoitu FAT32-tiedostomuotoon. Yli 32 Gt:n muistikortit on oletuksena formatoitu ex-

FAT-tiedostomuotoon, minka takia projektissa kaytettdva muistikortti piti erikseen for-

matoida FAT32-muotoon. Raspberrylle erikseen luotu Linux Debian variantin asennus-

media ei tue exFAT-tiedostomuotoa. Raspberrylle luodusta Debian Linux -versiosta kay-

tetédan yleisesti nimeéa Raspbian. (13; 14; 15)



Koska projekti kayttaa hyodykseen visuaalista dataa, Raspberryyn on liitetty kameramo-
duuli. Kameramoduuli on Raspberryn virallinen kamera, joka menee sille erikseen teh-
tyyn CSI-2-liittimeen kiinni. Kameran virallinen mallinimi on Camera Module V2, joka si-
saltdd Sonyn valmistaman IMX219-sensorin. Sensori on 8-megapikselinen, ja se tukee
1080 p:n tarkkuutta 30 kuvaa sekunnissa ja 720 p:n tarkkuutta 60 kuvaa sekunnissa.

Raspberry tukee myos USB-kayttbisia web-kameroita.

Raspberryn virtaldhteend on kaytdssa 3350 mAh:n akku. Akku on tarkoitettu kdnnykan
varavirtaldhteeksi. Akun jannite on 5 volttia, ja se antaa 1 ampeerin virtaa. Virranmaara
jaa teknisten tietojen suosituksen alle selkeasti, mutta on kuitenkin riittava, kun otetaan
huomioon, ettéd Raspberryyn on kytketty vain muutama lisalaite ja autolla on oma akku.
Auton akkua voi myos hyddyntdd Raspberryn virtalahteend, mutta se vaatii erillisen jan-
niteregulaattorin, koska ESC: n BEC jannite on liian suuri suoraan Raspberryn kaytetta-
vaksi. Riskind on myos, etta servon ja moottorin hetkittainen tehon tarve johtaa jannitteen
putoamiseen, mika voi sammuttaa Raspberryn. Erillisen akun kaytté on tassa tapauk-

sessa yksinkertaisin ja kustannustehokkain vaihtoehto.

3.3 GPIO

Raspberry Pi 3 Model B:ssé on yhteensa 40 kappaletta GPIO-pinnejad. Kuvassa 5 on
eritelty pinnien ominaisuudet.

GPIO14
UARTO_TXD
GPI015
UARTO_RXD
GPlO18
GP1023
GPl0O24
GPl025
SPI0_CEO_N
SPIO_CE1_N
12C ID EEPROM
GPlO12
Ground

GPIO19 @@ GPIO16

GP1026 @@ GPI020

Ground @ @ GPI021
Pi Model B+

Ground
PCM_CLK
Ground
Ground
GPl108
GP107
ID_SC

= 1=
R

00000000 BROO0
©0000D000060060600

27 28

GPIOS @@ Ground

Pi Model B/B+

[
s

Pow
GPlO2
SDA1I12C
GPIO3
SCL1I2C
GPlO4

Ground
GPIO17
GPlO27
GPl022

3v3
Power
GPlIO10
SPI0O_MOSI
GPI109
SPI0_MISO
GPlO11
SPI0_SCLK
Ground
ID_SD
12C ID EEPROM
GPlOG
GPlO13

Kuva 5. RPi model 3B -pinnit (16).
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GPIO-pinneista saa tarvittaessa 5 V:n tai 3,3 V:n tasajannitteen, ja pinnirivistdssa on
myds maapisteet. GPIO-pinnit voivat olla HIGH- tai LOW-asennossa, jolloin HIGH-
asento antaa 3,3 V:n jannitteen LOW-asento antaa 0 V:n jannitteen. Pinnit voivat olla IN-
tai OUT-tilassa, jossa Raspberry joko tuottaa tai ottaa vastaan signaalin. Pinneja voi kut-
sua niiden fyysisen sijainnin mukaan tai piirisarjan numeroinnin mukaan. GPIO 12- ja
GPIO 13 -pinneja voi kayttdd myds PWM-tilassa. Yksittainen pinni antaa turvallisesti
maksimissaan 16 mA:n virtaa ja GPIO-pinneista voi yhteensa ottaa turvallisesti 50 mA
(17; 18).

3.4 Tietokone

Projektissa kasitellddn suurta maaraa dataa. Kasittely vaatii paljon laskenta tehoa ja
muistia, eika Raspberryssa ole riittavasti kumpaakaan, minka takia laskenta suoritetaan

poytatietokoneella. Taulukossa 1 on eritelty koneen tekniset tiedot.

Taulukko 1. Tietokoneen tekniset tiedot.

Prosessori Intel Core i7-6700K

Naytonohjain | Nvidia GTX 1080, 8 Gt GDDR5X

Muisti 16 Gt DDR4 2666 MHz

Massamuisti | Samsung 950 Pro m.2 SSD 256 Gt

Kayttojarjes- | Windows 10 pro 64-bit

telméa

Laskennassa hytdynnetaan seka prosessoria etta naytonohjainta. Prosessorin kellotaa-
juus on nostettu Intelin 4,0 GHz:n turbotaajuudesta 4,5 GHz:n taajuuteen kaikilla ytimill&.

Naytonohjain on MSi:n versio, joka toimii rasituksessa noin 1900 MHz:n taajuudella.



11

Naytonohjaimen laskentateho on Nvidian peruskellotaajuudella 8,9 Tflopsia. Nayténoh-
jaimessa on 2560 kappaletta CUDA-ytimia, joita hyodynnetaan neuroverkon mallin kou-
lutuksessa. Tuhansien rinnakkaisten ytimien ansiosta neuroverkon koulutus voi olla jopa
10 kertaa nopeampaa kuin prosessorilla. Nopeuseroihin vaikuttavat verrattavat kom-
ponentit. (19)

4  Auton modifikaatio

Autossa oleva radiovastaanotin korvattiin Raspbery Pilla. Ennen muutosta vastaanotti-
melta ESC:lle tulevat ohjaussignaalit mitattiin yleismittarilla. Vastaanotin antaa ESC:lle
ohjaussignaalin renkaiden kaantdsateesta ja moottorin nopeudesta seka pydrimissuun-

nasta. Taulukosta 2 ndhdaan mitatut servon ohjausjannitteet.

Taulukko 2. Servon jannitearvot.

Servon asento Ohjausjannite (V)

Taysin oikealle 0,20
Keskiasento 0,25
Taysin vasemmalle 0,30

Servon kayttojannitteeksi mitattiin 5,11 volttia. Renkaat ovat keskiasennossa, kun oh-
jausjannite on 0,25 volttia, taysin oikealle kdannettyna 0,2 V:ssa ja taysin vasemmalle
k&annetty ohjausjannitteen ollessa 0,3 V. DC-moottorille menevan kayttojannitteen ar-
voksi mitattiin 7,26 - 7,5 volttia, kun moottori oli taysin kuormitettu. Taulukossa 3 on lis-

tattu mitatut moottorin ohjausjannitteet.

Taulukko 3. Moottorin ohjausjannitteet.

Moottorin tila Ohjausjannite (V)

Levossa 0,28
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Taysin eteenpéain 0,39

Taysin taaksepdin 0,22

ESC:n kytkentdkaaviota ei valitettavasti ole saatavilla, mutta se todennakdisesti toimii
kuin h-silta, jossa transistorit avautuvat kynnysjannitteen saavutettua. Muuttamalla jan-
nitettd matalammaksi, matalanpuolen transistorit avautuvat ja aiemmin avoinna olevat
korkean jannitteen puolen transistorit sulkeutuvat, jolloin virran kulkusuunta vaihtuu ja

moottori pyorii vastakkaiseen suuntaan.

Auton vastaanottimen ohjaussignaalien johdot yhdistettiin Raspberry Pin GPIO 12- ja
GPIO 13 -pinniin, jotka molemmat kykenevét tuottamaan PWM-signaalia. PWM-signaa-
lilla voidaan dynaamisesti vaikuttaa auton ohjauskulmiin ja moottorin pyérintanopeuteen.
Liitteesséd 1 ndhd&aéan auton kytkentédkaavio muutosten jalkeen. ESC:n ohjaussignaalin
johto on yhdistetty GPIO 12 -pinniin ja servon ohjaussignaali vastaavasti GPIO 13 -pin-
niin. Servo saa edelleen kayttdjannitteensa auton akulta ESC:n kautta. ESC ja Rasp-

berry on yhdistetty yhteiseen maapisteeseen. ESC:lla on oma paakatkaisin.

Autoon on lisatty ultraddnisensori, joka pystyy lukemaan etadisyyden esteisiin. Ultradéni-
sensori saa kayttdjannitteensa Raspberryn akulta. Echo-pinni on yhdistetty Raspberryn
GPIO 23 -pinniin, joka on OUPUT-tilassa. Trigger-pinni on yhdistetty GPIO 24-pinniin,
joka on INPUT-tilassa. Koska ultraaanisensorin trigger-signaali tuottaa 5 voltin jannit-
teen, taytyi jannitettd alentaa asentamalla 1 kQ resistori ennen Raspberryn liitantaa ja

asentaa vield 2 kQ alasvetoresistori maahan. Resistorin R, arvo lasketaan kayttamalla

kaavaa V. = Vi, - ﬁ . Kun tiedetaan, ettd vV, = 5V, V;, = 3,3V, saadaan R1:n arvoksi

1 kQ ja Rz:n arvoksi 2 kQ, koska Ry = %.
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5 Kaytossa olevat ohjelmistot

Projektissa on kayttssa useita eri ohjelmistoja ja kirjastoja. Projekti ohjelmoitiin Python
3 -kielella. Python on kielena helppo, ja se sopii hyvin aloitteleville ohjelmoijille. Pythonia
kaytettiin niin Raspberrylla kuin poytatietokoneella. Raspberrylle asennetussa Raspbian-
kayttojarjestelmassa Python oli esiasennettuna, mutta poytatietokoneelle se piti asentaa
erikseen. Raspbian-kayttojarjestelma on ladattavissa verkosta. (13)

Python 3 ladattiin https://www.python.org/downloads/-sivulta.Kaytéssa oleva versio on

Python 3.6.5, ja ohjelmasta asennettiin 64-bittinen versio.

5.1 NumPy

NumPy on Pythonille asennettava paketti, ja se on luotu tehokkaaseen moniulotteisien
taulukoiden prosessointiin ja manipulointiin. NumPylla voidaan my0ds sailyttdd dataa.
NumPy asennetaan Windowsin komentorivilla komennolla

"pip install numpy”.
Numpy saadaan Pythonissa kayttdon komennolla

‘import numpy as np”.

NumPya kaytetaan projektissa kerétyn datan sailytykseen ja kasittelyyn. (20)

5.2 OpenCV

OpenCV on avoimenléhdekoodin kirjasto, joka mahdollistaa konenaén. OpenCV mah-
dollistaa muun muassa reunojen havaitsemisen ja videon muokkauksen. OpenCV:ta voi-
daan kayttdd kameralla tai suoraan tietokoneen tyopoydalla.
OpenCV asennetaan Windowsin komentorivilla komennolla

"pip install opencv-python”.

OpenCV saadaan kayttoén Pythonissa komennolla


https://www.python.org/downloads/-sivulta
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“import cv2”.
Projektissa OpenCV:lla luetaan ja tallennetaan Raspberrylta tulevaa videon suoratois-
toa. (21)

5.3 Tornado ja socket

Tornado ja Socket ovat verkkokommunikointiin tarkoitettuja kirjastoja Pythonille. Socket
on Pythonin mukava tuleva moduuli, mutta Tornado pitda asentaa erikseen.
Tornado asennetaan Raspberryn ja Windowsin komentorivilla komennolla:
"pip install tornado” -Windows versio
“pip3 install tornado” -Raspberry versio.
Tornado otetaan kayttoon esimerkiksi komennoilla
‘import tornado.ioloop”
“import tornado.web’.
Socket saadaan kayttéon komennolla
‘import socket’.
Tornadoa ja Socketia kdytetdan Raspberryn ja poytatietokoneen vélisessd kommuni-
koinnissa langattoman verkon valityksella. (22; 23)

5.4 RPi Cam Web Interface

RPi Cam Web Interface on ohjelma, joka suoratoistaa videota Raspberrysta. Ohjelma
toimii ainoastaan Raspberryn kameramoduulilla eikd tue USB-kameroita. Suoratoisto on
katsottavissa verkkoselaimen kautta. Ohjelma tukee lisaksi videon nauhoitusta, yksittais-
ten kuvien tallennusta ja liikkeentunnistusta.
Ohjelma asennetaan Raspberryn komentorivilla komennoilla
“git clone https://github.com/silvanmelchior/RPi_Cam_Web_Interface.git”
“cd RPi_Cam_Web_Interface”

“/install.sh”.
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Kuvassa 6 ndhdaan ohjelman kayttoliittyma.

Download Videos and Images Edit motion settings Edit schedule settings
Camera Settings

Ssiam

Kuva 6. RPi Cam Web Interface.

Ohjelma kaynnistyy automaattisesti Raspberryn kaynnistyksen yhteydessa, ja sita kay-
tetdan verkkoselaimen kautta. Ohjelmaan paasee kasiksi kirjoittamalla selaimen osoite-
kenttdén http://192.168.1.105/html/. Suoratoiston resoluutio on 512 x 288 pikselia ja ku-
vasuhde on 16:9. (24)

5.5 Tensorflow

Tensorflow on alun perin Googlen luoma nykyaén avoimen lahdekoodin kirjasto, jolla
voidaan suorittaa numeerista laskentaa. Tensorflow tukee laskennan tekemista proses-
sorilla ja nayténohjaimella. Tensorflow'lla luodaan ja koulutetaan projektissa kaytdssa
oleva neuroverkko. Tensorflow vaatii 64-bittisen version Pythonista toimiakseen. Ten-
sorflow asennetaan Windowsin komentorivilla komennolla

"pip install tensorflow-gpu’”.
Tensorflow'n saa Pythonissa kaytt66én komennolla

“import tensorflow as tf”.
Tensorflow’sta asennettiin versio, joka tukee ndytbnohjainta. Kuvassa 7 on listattu laite-

vaatimukset ja ohjelmistovaatimukset GPU-tuelle.


http://192.168.1.105/html/
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Hardware requirements

The following GPU-enabled devices are supported:

* NVIDIA® GPU card with CUDA® Compute Capability 3.5 or higher. See the list of CUDA-enabled GPU cards [.

Software requirements

The following NVIDIA® software must be installed on your system:

- NVIDIA® GPU drivers E —CUDA 9.0 requires 384.x or higher.

* CUDA® Toolkit (5 —TensorFlow supports CUDA 9.0.
= CUPTI [ ships with the CUDA Toolkit.

+ cuDNN SDK £ (»=7.2)

+ (Optional) NCCL 2.2 [ for multiple GPU support.

+ (Optional) TensorRT 4.0 [ to improve latency and throughput for inference on some models.

Kuva 7. Tensorflow GPU:n laitevaatimukset (25)

Kaytossa oleva GTX 1080 tukee CUDA Compute Capability versiota 6.1. GPU-ajurit ovat

ladattavissa Nvidian sivulla https://www.nvidia.com/Download/index.aspx?lang=en-us ja

CUDA Toolkit on ladattavissa sivulta https://developer.nvidia.com/cuda-zone. Viimeinen

pakollinen vaatimus cuDNN SDK vaatii Nvidian sivulle rekisterditymista. Rekisterditymi-

sen jalkeen sivulta voi ladata cuDNN:n osoitteesta https://developer.nvidia.com/cudnn.

Sivulta ladattavat cuDNN:n pitda olla yhteensopiva Tensorflow'n CUDA-version kanssa.
Zip-tiedosto pitaa purkaa CUDA-asennuskansioon. Paketissa pitaa olla cuDNN64_7.dll-
niminen tiedosto, koska Tensorflow ei lataudu ilman sitd. CUDA, CUPTI ja cuDNN pitaa
asennuksen jalkeen viela lisatd Windowsin ymparistomuuttujan alle (engl. environmental
variable). Liittaminen tehdaan Windowsin komentorivilla komennoilla (25)

“SET PATH=C:\Program Files\NVIDIA GPU Computing

Toolkit\CUDA\W9.0\bin; %PATH%”

“‘SET PATH=C:\Program Files\NVIDIA GPU Computing

Toolkit\CUDA\W9.0\extras\CUPTI\Iibx64,;%PATH%”

“SET PATH=C:\tools\cuda\bin;%PATH%".


https://www.nvidia.com/Download/index.aspx?lang=en-us
https://developer.nvidia.com/cuda-zone
https://developer.nvidia.com/cudnn
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Kuvassa 8 on selvitetty Tensorflow’n versionumero ja kokeiltu, tunnistaako Tensorflow
naytonohjaimen. Tensorflow antaa versionumeroksi 1.7.0. GPU:n saatavuuteen saa-
daan arvoksi True, ja CUDA:n testaus palauttaa myds arvon True. Laitelistauksessa nay-

ténohjain tunnistautuu oikein.

tensorflow tf
»x> print(tf. wversion |}
1.7.0
=x> tf.test.is_gpu available (
cuda_only= "
min cuda compute capability= )}
True
»>»» tf.test.gpu_device_name ()
'fdevice:GPU: 0"
-=> tf.test.is_built with cuda()

True

e tensorflow.python.client device lib
»x> print(device libk.list local devices())

[mame: "/device:CPU:0"

device_type: "CFU"
memory limit: 268435456
locality {
incarnation: 13251306083693750108
, name: "/device:GPU:0"™
device_type: "GPU"
memory limit: 6594656337
locality {
bus_id: 1
links {

incarnation: T7539003809125961450

physical device desc: "device: 0, name: GeForce GITX 1080, pcl bus id: 0000:01:00.0,
compute capability: &6.1"

]

Kuva 8. Tensorflow-asennuksen testaus.

5.6 TFlearn

TFlearn on Tensorflow'n paélle rakennettu korkean tason API. TFlearnin ideana on olla
helppokayttdinen ja suoraviivaistaa neuroverkon luontia sekd pysya yhteensopivana
Tensorflow’n kanssa. TFlearn asennetaan Windowsin komentorivilla komennolla

"pip install tflearn”.
TFlearn otetaan kayttooén komennolla

“import tflearn”. (26)
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6 Datan kerays

Koulutusdatan keraykseen kaytetdan autosta tulevaa videokuvaa. Autolla ajetaan ma-
nuaalisesti internetin valityksella. Ajon aikana nauhoitetaan videokuvaa ja tallennetaan
komennot tekstitiedostoon. Auton ja tietokoneen kellot taytyy olla samassa ajassa, jotta
komentojen ja videokuvan paritus onnistuu oikein. Datan kerayksessa ja muokkauk-
sessa hyddynnetaan Ryan Zottin luomaa itsestdén ajavan auton mallia, mitd muokataan
omaa kayttotarkoitusta varten sopivaksi. Ryan Zottin koodi on nahtéavissa hanen Github-

sivultaan. (27)

Kaytossa oleva data vaikuttaa eniten neuroverkon laatuun. Keratylle datalle annetaan
kolme luokkaa auton komentojen mukaan: vasen, suoraan ja oikea. Luokat paritetaan
kuvaan aikaleiman perusteella, jonka jalkeen kaikki data yhdistetdan yhdeksi taulukko-

tiedostoksi, minké jalkeen data on oikeassa muodossa neuroverkkoon syotettavaksi.

6.1 Manuaaliajo

Manuaalisessa ajossa kaytetadn hyoddyksi Tornado-kirjastoa Pythonilla. Tornadolla luo-
daan web-sovellus, jota kaytetddn verkkoselaimella. Sovellus ottaa vastaan pdytatieto-
koneelta tulevat komennot ja lisdavat ne tekstitiedostoon. Sovelluksella ohjataan auton
servoa ja moottoria PWM-signaalilla Raspberryn GPIO-pinnien vélityksella. Liitteessa 2
on koko koodi manuaalista ajamista varten. Sovellus kaynnistetddn Raspberrylla komen-
nolla

“sudo python3 manuaali_ajo.py --speed_percent 100”.

Sovelluksella padsee ajamaan autoa menemalld selaimella osoitteeseen

192.168.1.105:5555/drive. Sovellus ottaa tietokoneelta neljd komentoa vastaan, jotka
ovat nappaimistdossa nappaimet «—, 1, — ja |. Komennoilla auto menee vasemmalle,
menee suoraan, menee oikealla ja peruuttaa. Sovellus pystyy ottamaan vastaan yhden
komennon kerrallaan, minka takia "vasen” ja "oikea” komennot liikuttavat autoa myds

eteenpain kaantéen renkaita samalla. (27)
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Raspberryn GPIO laitetaan BCM-tilaan ja aktivoidaan pinnit 12 ja 13. Pinnia 12 kaytetaan
moottorin ohjaukseen ja pinni 13 on servon ohjausta varten. Pinnit laitetaan ulostuloti-
laan komennoilla

“GPIO.setup(self.pinMotor, GPIO.OUT)”

“GPIO.setup(self.pinServo, GPIO.OUT)”".

Pinnit laitetaan PWM-tilaan komennoilla, joissa sulkeiden sisélla oleva ensimmainen ar-
gumentti valitsee pinnin numeron ja toinen argumentti valitsee PWM:n taajuuden
“self.pwm_motor = GPIO.PWM(self.pinMotor, 50)”
“self.pwm_servo = GPIO.PWM(self.pinServo, 50)”.

PWM:n taajuudeksi valittin 50 Hz iteroimalla eri taajuuksia, ja 50 Hz tuotti parhaan tu-
loksen. Lopulta PWM-signaali aloitetaan komennoilla
“self.powm_motor.start(6.6)”

“self.powm_servo.start(7.5)”.

PWM-signaalia saadetaan muuttamalla kayttdjaksoa. Kun kayttdjakso on 100 %, PWM-
signaali on jatkuvasti 3,3 V ja vastaavasti kayttdjakson ollessa 0 % signaali on jatkuvasti
0 V. Huippunopeuden saavuttamiseksi ESC vaatii vain 0,39 V. Tasta voidaan laskea

autolle maksimikayttojakso:

%x 100 % = 11,8 %.

Koska 40 km/h on aivan lilan suuri nopeus sisatilassa ajettavaksi, hopeutta rajoitetaan
kayttamalla kayttojaksoa 8,4 %, joka
vastaa jannitetta 0,28 V. Mikali nopeus kasvaa lineaarisesti jnnitteen noustessa, voi-

daan nopeuden kasvu laskea karkeasti seuraavasti

0.39V-0.28V _ mV . O b Bnsttisi C e
“aokmm 2,7—km/h. Mittausten mukaan 8,4 %:n kaytttjaksolla auton ei pitéisi lahtea

likkeelle, mutta kokeilemalla eri kayttdjaksoja, auto liikkuu jo 7,7 %:n kayttdjaksolla. Ero
mittausten ja testauksen kohdalla voi johtua joko heikkolaatuisesta yleismittarista, tai al-
kuperaisen vastaanottimen ohjaussignaali voi olla muodoltaan erilainen, ja ESC reagoi
eri tavalla saadessaan PWM-signaalia.

Vastaavalla tavalla saadaan laskettua servon asennot:

Vasemmalle: % X 100 % = 9 %.

Keskella: 03—235 X 100 % = 7,5 %.
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Oikealle: % X 100 % = 6 %.

Auton akun varauksella on vaikutus renkaiden keskikohtaan ja liikkkeellelahtoon.

6.2 Session tallennus

Web-sovelluksen ollessa kaynnissd Raspberrylla, poytatietokoneessa kaynnistettdan
sovellus tallenna_striimi.py. Liitteessa 3 on sovelluksen koko koodi. Suoratoiston tallen-
nuksessa luetaan Raspberrylta tuleva videokuva ja tallennetaan se .mov-tiedostomuo-
toon. Jokaisen yksittdisen luetun kuvan yhteydessa kuvalle luodaan aikaleima tekstitie-
dostoon. Video on resoluutiolta 512 x 288, ja videon nopeus on 20 kuvaa sekunnissa.
Suoratoisto luetaan ja tallennetaan kayttamalla OpenCV-kirjastoa Pythonilla. Sovelluk-

sen IP antaa yhden kuvan, jonka takia kuva pitaé silmukassa lukea joka kerta uudestaan.

Rivilla ” fourcc = cv2.VideoWriter_fourcc(*jpeg’)” maaritellaan kaytéssa oleva muoto.
Seuraavalla rivilla ” out = cv2.VideoWriter(‘'output.mov',fourcc, 20.0, (512,288))” maari-
tellaén videon nimi, muoto, kuvataajuus ja resoluutio.
Silmukassa netista luetaan kuva riveilla

“cap = cv2.VideoCapture(ip)”

“ret, frame = cap.read()”.

Kuva tallennetaan rivilla

“out.write(frame)”.

Kun sessio lopetetaan, siirrytddn selaimessa osoitteeseen 192.168.1.105/StoreLo-
gEntries. (27; 28) Taméan jalkeen manuaali_ajo.py-sovelluksen voi sulkea ja tal-
lenna_striimi.py-sovellus suljetaan painalla nappainta "q” Pythonin videoikkunan ollessa
aktiivinen. Manuaali_ajo.py luo tiedostot session.txt ja clean_session.txt ja tal-
lenna_striimi.py-sovellus luo output.mov-videotiedoston sekd video_timestamps.txt-

tekstitiedoston.
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6.3 Koulutusdatan luonti

Sessiosta saatu data pitdd muuttaa muotoon, joka voidaan syottdd neuroverkkoon.
Kaikki 4 sessiosta saatua tiedostoa pitaa siirtdd samaan kansioon. Muodonmuutos ta-
pahtuu sovelluksella save_all_runs_as_numpy_files.py. Sovellus ottaa videotiedoston ja
teksti tiedostot ja yhdistaa ne isoksi NumPy-tiedostoksi. Session tallennuksesta saadut
tiedostot ovat yhteensa noin 113 MB. Tulokseksi tuleva NumPy-tiedosto on kooltaan 5,7

Gt, mika on yli 50 kertaa suurempi tiedosto.

Ensimmaiseksi varikuvaa varten luodaan gammataulukko, joka tapahtuu funktiossa
"make_gamma_tables”. Datan prosessointi, joka tehdaan funktioissa process_session,
aloitetaan luomalla videon aikaleimoista lista, josta poistetaan rivinvaihto. Clean_ses-
sion.txt:sta luodaan komentolista. Komentolistasta jatetaan pois kaikki vaarat komennot,
luodaan riville indeksi ja lisdtddn komentolistaan komento ja aikaleima. Lopuksi komen-
noista viela poistetaan tyhjat komennot ja peruuttaminen. Listan alkuun ensimmainen
komento ja aikaleima maaritellaan aloituskohdaksi ja viimeisen aikaleiman jalkeen lisa-

taan lopetusajankohta.

Lopullista tiedostoa varten luodaan kaksi listaa: "predictors” ja "targets”. Silmukassa ava-
taan video luettavaksi ja luodaan laskuri kuville ja komennoille. Luetut komennot jaetaan
kolmeen osaan, joka muotoillaan seuraavasti

target = [0, 0, O].

Listassa ensimmainen kohta edustaa vasenta, toinen kohta edustaa eteenpéin ja viimei-
nen kohta on oikea. Luettu komento saa humeroksi 1 ja muut numerot pysyvét nollana.

Jokainen luettu komento nayttaa seuraavalta:

Vasen: target =[1, 0, O]
Suoraan: target = [0, 1, 0]
Oikea: target = [0, O, 1].

Kun videon kuva on saatu ja sdadetty gammataulukon mukaan, lisdtdéan kuva predicti-
ons-listaan ja komento lisataan targets-listaan. Kun kaikki kuvat ja komennot on kayty
lapi ja lisatty listoihin, tallennetaan listat yhdeksi tiedostoksi funktiossa “vi-
deo_to_rgb_npz®, jolloin tulokseksi saadaan predictors_and_targets.npz-NumPy-tie-

dosto. Liitteessa 4 on koodi koulutusdatan luontia varten. (27)
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7 Neuroverkko

Neuroverkon luontiin kaytetéaan Tflernia. Luodussa neuroverkon mallissa on sy6tekerros,
kaksi kappaletta konvoluutiokerroksia, kaksi kappaletta max pool
-kerroksia ja lopulta yksi tuloskerros. Syétteena neuroverkkoon kaytetdan Raspberrysta
tallennettua kuvaa ja nimiketta. Tulokseksi neuroverkko antaa kolme luokittelua kuvalle.
Naita luokitteluja hyddynnetdan itsestddn ajavan auton paattksenteossa. Tflearnilla voi-
daan tehda vastaava neuroverkko huomattavasti pienemmalla maaralla koodia, eika eri
ominaisuuksia tarvitse itse maaritella, vaan ne ovat suoraan kutsuttavissa. Haittapuolena

voidaan pitaa pienempaa kustomointi mahdollisuutta.

Kaikista erilaisista neuroverkon muodoista projektiin valittiin kayttavaksi konvoluutioneu-
roverkko, koska sen on todettu olevan paras kuvantunnistuksessa. Projektin konvoluu-
tioneuroverkossa on vain muutama kerros, koska projektiin riittdd ajoalueen reunojen
havaitseminen eika tarkkojen piirteiden havaitseminen ole tarkeaa. Pienella kerrosmaa-

ralla voidaan pitdd malli myds kooltaan pienena. (10, s. 14.)

7.1 Konvoluutio (convolutional layer)

Konvoluutio on talla hetkella kaikkein tehokkain tapa oppia neuroverkolla, mitd kuvassa
on. Konvoluutiokerroksella on leveyden ja pituuden liséksi myds syvyys. Konvoluution
ideana on, ettd kuva analysoidaan alue kerrallaan. Esimerkiksi voidaan ottaa 40 x 40 -
kuva, jota analysoidaan 7 x 7 -alueella. Aluetta liikutetaan kuvan yli vasemmalta oikealle,
ylhaalta alas. Aluetta liikutetaan yksi pikseli kerrallaan, kunnes koko kuva on kayty lapi.
Yhden pikselin liikutuksesta kaytetaan nimea “stride”. 7 x 7 -alueella olevat pikselit sum-
mataan ja kerrotaan painojen kanssa, minka jalkeen tulo viedaan aktivointifunktion Iapi
ja tulos saéilytetdan uuteen konvoluutio matriisiin. Kun osa ikkunasta menee kuvan yli,
kaytetaan yli menevien pikselien kohdalla tilapaisia arvoja. Tilapaisten arvojen kaytosta
ylimenevalla osalla kdytetddn nimea "same padding”. Samasta kuvasta eri ominaisuuk-

sia haettaessa kaytetdan joka ominaisuudella omia painomatriiseja. Lisatyt painomatriisit
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vastaavat lisattyja neuroneja tiheasti yhdistetyssa kerroksessa. Jokainen painomatriisi

alustetaan erikseen. Kuvassa 9 esitetaan konvoluutiokerroksen toimintaa.

. 10 o 3 Sliding Window
! — | ® Shared Weights
F(W1*H1 )
10 3 o0 H2,
-l
H,  FWI'H)
.

10

Kuva 9. Konvoluutiokerroksen muodostus (29).

Konvoluutiosta voi ottaa useita ominaisuuksia ulos, mutta konvoluutioon voi my6s syot-
taéd useita ominaisuuksia. Esimerkiksi varikuvaa kaytettdessa konvoluutioverkkoon syo-
tetdan sinisia arvoja sisaltava matriisi, vihreita arvoja sisaltdva matriisi ja punaisia arvoja
siséltava matriisi. (29; 6, s. 67-73; 30, s. 24-39.)

7.2 Yhdistyskerros (max pooling layer)

Pooling-kerrosta kaytetédén yleensa konvoluutiokerroksen yhteydessa. Toisin kuin kon-
voluutio alueessa pooling-alue ei kaytd samoja pikseleitéd useaan otteeseen vaan siirtyy
koko alueensa verran oikealta vasemmalle ja ylh&alta alas. Pooling-alue ei myodskaan
ylitd kuvan reunoja. Jos kuva on esimerkiksi 10 x 10 pikselid ja pooling-alue on 2 x 2
pikselid, saadaan pooling-matriisiksi 5 x 5 -alue. Pooling-kerrokseen ei yleensa kayteta
painoja. 9 x 9 -kuva antaa samalla alueella 4 x 4 -lopputuloksen, koska reunojen ylitysta

ei sallita. Pooling-alueesta valitaan alueen suurin arvo ja heitetdan loput pois. Suurin
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arvo sijoitetaan uuteen pooling-matriisiin. Pooling toimii parhaiten yhdessa konvoluution
kanssa. Aluksi konvoluutio etsii kuvasta ominaisuuksia, jonka peraan laitetaan max poo-
ling -kerros. Max pooling -kerros ottaa konvoluutiomatriisista alueen, jossa ominaisuus
on kaikkein voimakkain ja supistaa alueen neljasosaan. Siind missa konvoluutiosta saa-
daan tulokseksi vari voimakkuuksia, pooling-alueesta saadaan tulokseksi ominaisuus
voimakkuuksia. Poolingin tulosta voidaan ajatella uutena kuvana, jolle voidaan tehda
uusi konvoluutiokerros ja uusi pooling-kerros. Jokaisen kerroksen yhteydessa lopullinen
kuva supistuu neljanneksen, kun kaytdsséa on 2 x 2 -pooling-alue.

Verkon alussa olevat konvoluutiopainot yleensé kouluttautuvat havaitsemaan yksinker-
taisia piirteitd kuten reunoja. Useamman kerroksen jalkeen verkko oppii yh& monimut-
kaisempia piirteita ja voi lopulta oppia tunnistamaan kissan tai muita esineitéd. Kuvasta

10 n&hd&an, miten pooling-kerros toimii.

T | e ]2 Sliding Window
] O .
v
10 — ~ ~ | i max(H )
P10
s
H max(H ) 5
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' 5
10 . .
T : Stride = Window
' No Overlap

Kuva 10. Max pooling -kerros (31).

Lisdamalla konvoluutio- ja max pooling -kerrosten peraan viela taysin yhdistetyn kerrok-

sen ja tulo kerroksen, saadaan kuvan 11 kaltainen lopputulos (31).
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Kuva 11. Konvoluutioneuroverkko (10).

Kuvassa 11 kuva linnusta sy6tetaan konvoluutiokerrokseen, josta tehdddn max pooling
-kerros. Pooling-kerros on yhdistetty taysin yhdistettyyn kerrokseen, josta viimein tulo-
kerros luokittelee kuvan. (10; 30, s. 25; 32.)

7.3 Keratyn datan tuominen verkolle

Aiemmin tehty koulutusdata ladataan ohjelmassa. Data on NumPy -taulukkomuodossa.
"Predictors” ja "targets” -taulukot jaotellaan kuvat ja nimikkeet muuttujien alle. Seuraa-
vaksi tuodut kuvat ja nimikkeet sekoitetaan. Sekoituksella estetdan ei-toivottujen taipu-
musten muodostumista, mika voi johtua useasta samanlaisesta kuvasta perakkain da-
tassa. Sekoituksessa kaytettdan indeksointia, jonka avulla oikeat nimikkeet pysyvat ku-
vien yhteydessa. Sekoituksen jalkeen kuvat jaetaan koulutusdataksi ja testidataksi. Yk-
sittaisia kuvia on kaytossa 13 236. Kuvista otetaan noin 20 % testikayttoon ja loput kay-

tetdan kouluttamiseen. Testikuvia on yhteensé 2 600 ja koulutuskuvia on 10 636.

Neuroverkolle koulutus- ja testidata sy6tetdan muuttujien X, Y, test_x ja test_y alla. Liit-
teessa 5 on koko neuroverkon koulutus ja funktiot DATA ja shuffle_dataset tekevat datan

sekoituksen ja jaottelun. (27)
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7.4 Neuroverkon malli

Neuroverkkoa varten pitaa ladata Tflearn kirjastosta moduulit
“import tflearn”
“from tflearn.layers.conv import conv_2d, max_pool_2d”
“from tflearn.layers.core import input_data, dropout, fully_connected”

“from tflearn.layers.estimator import regression”.

Mallin alussa muotoillaan X rivilla

"X = X.reshape([-1, 288, 512, 3])".
Rivin ensimmainen numero on -1, jolloin X pitdd muotonsa, toinen numero on videon
pystyresoluutio, kolmas numero on videon horisontaalinen resoluutio ja viimeinen nu-
mero on kaytdssa olevat varikanavat. Sama tehdaan myds test_x:lle. Ensimmainen ker-
ros mallissa on sy6tekerros. Sydtekerros on kooltaan sama kuin aiemmin muotoiltu X.
Ensimmaisen kerroksen rivi on

“convnet = input_data(shape=[None, 288, 512, 3], name='input')”.
Syotekerrosta seuraa konvoluutiokerros, johon lisatdan max pool -kerros.

"convnet = conv_2d(convnet, 32, 2, activation="relu’)”

“convnet = max_pool_2d(convnet, 2)”.
Konvoluutiokerrokselle syttetdaan aikaisempi syotekerros, konvoluutiosuodattimia maa-
ritellaédn 32 ja ikkunan koko on 2. Aktivointifunktioina kaytetddn RelLU:a, joka tulee sa-
noista Rectified Linear Unit. ReLU:ssa tulo saa arvon nolla, mikali syotteen arvo on nolla.
Jos sydte on positiivinen, tulo saa saman positiivisen arvon. ReLU:n funktio on

f(x) = max(0,x) ja kuvaaja on kuvassa 12.
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Kuva 12. Rectified Linear Unit (33).

Ensimmaisen konvoluutiokerroksen ja max pool -kerroksen peraan lisataan toinen kon-
voluutio ja max pool -kerros. Konvoluutiokerroksen konvoluutiosuodattimien maara tup-
lataan ja loput tiedot pysyvéat samanlaisena. Toinen max pool -kerros on identtinen aikai-

semman kanssa.

Konvoluutiokerroksien jalkeen mallille luodaan taysin yhdistetty kerros. Yhdistetylle ker-
rokselle sydtetddn aiempi kerros, maaritelladn 256 neuronia ja aktivointifunktiona toimii
myds RelLU. Yhdistetyn kerroksen peraan maaritelldan “dropout”, milla pienennetaan
mallin ylisovitteisuuden mahdollisuutta. Dropoutille sy6tetaan aikaisempi kerros ja maa-
ritellaén, miten suuri maara neuroverkon yhteyksista pidetaan prosentteina. Taysin yh-
distetty kerros ja dropout kerros tapahtuvat riveilla

“convnet = fully_connected(convnet, 256, activation="relu’)”

“convnet = dropout(convnet, 0.8)”.

Viimeinen kerros on tuloskerros. Aiempaan tapaan edellinen kerros syotetéaan tulosker-
rokseen, mutta neuroneja on vain kolme kappaletta, mika vastaa haluttuja luokituksen
maarid. Aiemmasta poiketen viimeisessd kerroksessa aktivointifunktiona kaytetaan
"softmaxia”. Tuloskerros on my6s taysin yhdistetty. Tuloskerroksen rivi nayttaa seuraa-
valta

“convnet = fully_connected(convnet, 3, activation='softmax’)”.
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Softmax-funktio puristaa jokaisen yksikén tuloksen nollan ja ykkésen vdliin. Softmax ot-
taa huomioon kaikki saadut tulokset ja yhdistdd ne niin, etta kaikkien tulosten yhteen
laskettu summa on 1. Talla tavalla saadaan neuroverkkoa kokeillessa jokaisen tuloksen
todennéakdisyys ja voidaan valita tuloksista suurin. Kuvassa 13 nahdaéan softmaxin pe-

rusidea.

1.2 0.46 |
0.9 Softmax 0.34
0.4 10.20

Kuva 13. Softmax. (34)

Softmaxn matetaattinen funktion on
e’i
Z Z=7 eZk ’

jossa z on sy6tteiden ja tulon vektori, ja j on tulosyksikdiden indeksi.

o(z); =

Konvoluutiosyvaneuroverkon mallin maarityksen viimeisessa rivissa maaritelldan taan-
tuma (eng. regression). Taantumaan rivi nayttaa seuraavalta
“convnet = regression(convnet, optimizer="adam’, learn-

ing_rate=0.000001, loss="categorical_crossentropy', name="targets’)”.

Taantumaan syotetéaéan argumentit: edellinen kerros, optimoija, opintonopeus, loss ja vii-
meiseksi kohde. Optimoija on algoritmi, jonka perusteella neuroverkon painojen paivitys
tapahtuu. Adam optimoija on TFlearnin oletus optimoija. Opintonopeus vaikuttaa verkon
painojen saatdoon loss-funktion perusteella. Liian suuri opintonopeus voi tehda neurover-
kosta alisovitteisen ja liilan pienelld opintonopeudella ylisovitteisuuden riski kasvaa. Loss-
funktiolla verkko luokittelee syétteesta saadut tulokset. Lopussa maaritelladn nimi, jolla

litetddn nimikkeet osaksi neuroverkkoa.
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Kaikista aiemmin maaritetyista kerroksista muodostetaan lopulta syvaneuroverkkomalli
rivilla

“model = tflearn.DNN(convnet)”.

Koulutusta varten sdédetaan asetukset rivilla
“‘model fit({'input':X},{'targets"Y}, = n_epoch=50, validation_set=({'in-
put'itest_x},{'targets"test_y}), batch_size=22, validation_batch_size=22,

snapshot_step=500, show_metric=True, run_id="Raidillon’)”.

Taulukossa 4 on selitykset asetuksille.

Taulukko 4. Model.fit selitykset.

{input":X}, {targets":Y} Koulutukseen kaytettavat kuvat ja ni-
mikkeet

n_epoch Koulutussyklien maara

validation_set=({'input':test_x},{'tar- Testaukseen kaytettavat kuvat ja ni-

gets'itest_y} mikkeet

batch_size Kerralla koulutettavan datan maara

validation_batch_size Kerralla testattavan datan maara

shapshot_step Raportoi edistyksen talla valilla

show_metric Nayttaa edistyksen

run_id Verkon tunnus

Viimeiseksi malli tallennetaan rivilla
"model.save("tflearnCNN.model")”.

(26; 35; 36)
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7.5 Koulutuksen tulos

Neuroverkon koulutuksessa kesti noin 5,5 tuntia. Mallin koulutus varasi kayttojarjestel-
masta muistia tausta prosessien ollessa kaynnissa 12,1 Gt, ja ndyténohjaimen muistista
oli kaytossa 7,4/8,0 Gt. Neuroverkon suuruutta tai koulutuserén suuruutta ei voinut kas-
vattaa, koska TFlearn antoi GPU:n muistilopussa virheilmoituksen. Kuvissa 14 ja 15 nah-

daan koulutuksen aikana tietokoneen resurssien kaytto.

Kuva 14. GPU-rasitus.
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Kuva 15. Systeemin rasitus.

Naytonohjainta kaytettiin aktiivisesti jatkuvasti, mutta kayttdaste vaihteli hyvin paljon.
GPU-ytimien lisaksi kuvapuskuria ja PCle-vaylaa kaytettiin aktiivisesti koulutuksen ai-
kana. Prosessorin keskimaarainen kaytto oli 93 %, ja kuvaaja kaytdsta oli huomattavasti
GPU:ta tasaisempi.

Koulutuksen alussa 7. epochin kohdalla mallin tarkkuus oli noussut jo 60 prosenttiin ha-

vion ollessa keskim&arin noin 8. Kuvassa 16 nakyy koulutuksen edistyminen alussa.
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EX Command Prompt - tf_CNN.py

time:

Kuva 16. Koulutuksen edistyminen epoch 7.

Viimeisen epochin kohdalla mallin tarkkuus oli noussut 80,1 prosenttiin ja havio oli las-

kenut arvoon 0,43. Kuvassa 17 on koulutuksen lopullinen tulos.

Kuva 17. Valmis koulutus.

Koulutuksen valmistuttua kohdekansioon on muodostunut 4 tiedostoa. Kansiossa on nyt
mallin tiedosto, checkpoint, index ja metadata tiedostot. Mallin tiedosto on kooltaan 1,77
Gt. Malli tallentaa tiedostoon koulutetut painot, minka takia tiedostoa kaytettaessa malli
pitdd maaritella painoja varten uudestaan. Muut tiedostot ovat kooltaan 144 kt yhteensa.
Koulutuksen tarkkuus vaikuttaa suurelta ottaen huomioon kaytdssa olevan datan maara.

On mahdollista, etta kaytetyilla asetuksilla malli on ylisovitteinen.
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Koulutusta on mahdollista sdataa lisdamalla mallille dataa, lisadmalla epochien maaraa
tai saatamalla opintonopeutta. Neuroverkon tarkkuus perinteisesti kasvaa erittain nope-
asti koulutuksen alussa, minka jalkeen tarkkuuden kasvu tasaantuu ja hidastuu huomat-
tavasti. Jokainen lisaprosentti tarkkuudessa vaatii huomattavasti enemmaén dataa ja las-
kenta tehoa, mikali koulutus halutaan tehda jarkevassa ajassa. Suuremmalla datan maa-

ralla valtetaan samalla koulutusdatan ylisovitusta.

8 Itsestddn ajava auto

Autonomiselle kokonaisuudelle on tahan mennessa luotu neuroverkko, videon suora-
toisto ja Raspberry ohjaus. Koska malli on 1,7 Gt, se on liilan suuri Raspberryn kaytetta-
vaksi. Liséksi Raspberryn pienempi laskentateho vaikuttaa negatiivisesti ennusteiden te-
kemiseen reaaliajassa. Mallia on siis parempi kayttada poytatietokoneessa ja lahettaa
késkyt Raspberrylle suoritettavaksi. Huonona puolena on, etta autonomisella autolla voi
ainoastaan ajaa paikoissa, joissa Raspberry on mahdollista yhdistaa laskentaa suoritta-
vaan tietokoneeseen langattomasti netin valityksella. Langaton yhdistaminen voi olla
mahdollista kaikissa paikoissa missa Raspberryn voi yhdistéaa puhelimen 4G-verkkoon,
mutta aikarajoituksista johtuen projektin autoa kaytetaan vain sisatiloissa yhteisessa lan-

gattomassa verkossa.

8.1 Arvauksista komennoiksi

Arvausta varten maaritellaan aluksi neuroverkko, jota kaytetiin koulutuksessa. Maarityk-
sen jalkeen ladataan koulutetut painot muistiin. Painojen lataus tehdaan rivilla
"model.load("tflearnCNN.model")”.
Arvausten tekeminen tapahtuu silmukassa, jossa aluksi luetaan kuva Raspberrylta ja
muokataan se verkolle sopivaksi. Seuraavaksi tehdaén neuroverkolla arvaus rivilla
"predict = model.predict(frame)”.
Softmax-funktiosta johtuen arvaus tulee esimerkiksi muodossa
[[0.1555, 0.6833, 0.1711] ].
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Esimerkin voimakkain arvaus on menné suoraan. Arvaukset muotoillaan uudestaan ri-
villa
“move = list(np.around(predict)[0])”.
Tulokseksi saadaan lista, joka nayttaa seuraavalta:
"move == [0,1,0]".
Yksinkertaisella if-rakenteella maritetaan, ettd komento on "suoraan”. ja komento on nyt

valmis lahettavaksi Raspberrylle. Komentojen tekeminen I6ytyy liitteesta 7. (36, 37)

8.2 Verkkokommunikointi

Toisin kuin koulutusdataa keratessa kaskyjen lahetyksessa ei ole tarvetta kayttaa verk-
koselainta ja komennot lahetetdédn suoraan Python-ohjelmasta koneelta Raspberrylle
hyodyntaen Pythonin Socket-verkko-ohjelmointia. Socket-moduuli 16ytyy Pythonista
suoraan, eika sita ole tarve asentaa erikseen. Raspberry toimii verkkokommunikoinnin
isantana, joka ottaa asiakkaalta komennot vastaan. Asiakas on vastaavasti poytatieto-
kone. Kuvassa 18 on kuvattu yksinkertaisesti Raspberryn ja koneen valistd kommuni-

kointia ja koneessa tapahtuvaa syotteen lapivientia.
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Kuva 18. Kommunikointikaavio.
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Liitteessd 6 on koodi Host drive.py-sovellukselle ja liitteessd 7 on koodi predic-
tion_client.py-sovellukselle. Host_drive.py-sovellusta kaytetddn Raspberrylla. Sovellus
maaritellaan serveriksi. Serverin IP-osoite on Raspberryn lahiverkon lokaali osoite ja
kaytdssa olevaksi portiksi valitaan 5050. Sovellus odottaa yhteydenluontia, kunnes se
alkaa ottamaan komentoja vastaan asiakkaalta. Komennot tulevat tekstimuodossa, jotka
dekoodataan. Komennot lajitellaan yksinkertaisella if-rakenteella. Komennon suorittami-
seen kaytetaan aikaisemmin tehtyd manuaali_ajo.py-sovelluksen "Move”-luokkaa, joka
tuodaan mukaan sovellukseen. Sovelluksessa méaariteellaén kaytettavaksi Raspberryn
GPIO-pinnit 12 ja 13. Serveri ottaa kaskyja vastaan niin kauan kuin asiakas lahettaa

niita.

Predicton_client.py-asiakasohjelmassa otetaan yhteys serveriin, minka jalkeen Rasp-
berryn suoratoistosta napataan kuva. Kuva syotetaan koulutettuun neuroverkkoon, joka
antaa tulokseksi kolme arvausta. Arvauksista voimakkain muutetaan komennoksi, joka
enkoodataan seka lahetetddn Raspberrylle suoritettavaksi. Arvauksien lahetysta jatke-

taan niin kauan, kunnes ohjelma keskeytetaan tai suljetaan. (38; 39)

8.3 Auton kaytto

Auton ollessa yhdistettynd langattomaan verkkoon Rasberrylla kaynnistetddn
Host_drive.py-sovellus. Raspberry odottaa prediction_client.py-sovelluksen yhdista-
mista. Iséntdohjelman ja asiakasohjelman yhdistettya, asiakas alkaa luoda arvauksia,
jotka isanta ottaa vastaan ja suorittaa ne. Auton toiminnan lopetus tapahtuu painamalla

asiakassovelluksesta "g”-nappainta nappaimistéssa tai tappamalla toisen ohjelmista.
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8.4 Ongelmia

Projektin auton suurimmaksi ongelmaksi muodostuu auton koko suhteessa kameran né-
kokenttaan. Kamera on sijoitettu auton etuakselin kohdalle parhaan nékyvyyden takaa-
miseksi, mutta johtuen suhteessa pienesta nakokentasta auto havaitsee esteet esimer-
kiksi sohvan tai seiné vasta, kun on lilan my6haista tehda kunnollista vaistoliiketté ja auto
jaa jumiin. Siirtamalla kameraa taaemmaksi auto jai harvemmin jumiin ja kykeni suorit-

tamaan pidempid matkoja itsenaisesti.

Autossa on myds erittain tehokas sahkémoottori, ja ulkokayttédn tehdyissa renkaissa on
suuret kuviot, jotka yhdessa johtavat kameran heilumiseen ja tarinaan varsinkin liikkeel-
lelahd®ssa ja jonkin verran ajon aikana. Tama muodostaa epatarkan kuvan autolle, mika

vaikeuttaa auton paatdksentekoa.

Auton kayttd langattomassa lahiverkossa 2,4 GHz:n taajuudella on kerrostaloissa on-
gelma ruuhkautuneen kaistan takia. Auto valilla pysahtyy lahiverkon lahetysongelmien
johdosta. Muita ongelmia on auton lilan tehokas moottori sisatiloihin kaytettavaksi ja
koosta johtuen suurehko k&antdsade.

9 Yhteenveto

Opinnaytetytn tavoitteena oli tutkia, mita vaatimuksia ja haasteita autonomisen auton
luominen tuottaa. Idea tuli minulta itseltéani johtuen mielenkiinnosta autojen mahdolliseen
tulevaisuuden ndkymaan. Opinnaytetyd vaati huomattavaa maaraa ohjelmointia, josta
minulla ei ole paljoa kokemusta, joten olen erittain tyytyvainen saadessani kokonaisuu-
den toimimaan. Opinnaytetydssa sivuttiin aiheita, jotka voisivat olla itsenéisesti kokonai-

sia aiheita opinnaytetoiksi.

Auto luotiin pienessa skaalassa ajamaan sisatiloissa lyhytta rataa itsenéisesti. Tassa ta-
voitteessa onnistuttiin, mutta autonomisen auton tuominen julkiseen liikenteeseen vaatii

huomattavasti enemman tyotd, dataa, sensoreita ja laskentatehoa, koska oikeassa lii-
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kenteessa on huomattavasti enemman muuttujia pieneen malliin verrattuna. Autoihin ol-
laan tuomassa lahitulevaisuudessa 5G-verkkotekniikkaa, joka osaltaan tulee varmasti
parantamaan osittaista autonomista toimintaa. Jos haluamme autoista kuitenkin taysin
itsestdan ajavia, pitdd laskenta mielestani suorittaa lokaalisti autossa, koska jatkuvaa
yhteytta pilvipalveluihin joka tilanteessa on hankala saavuttaa. Auton pitdd hankalissa
tilanteissa seké erilaisissa paikoissa pystya tekemaan paattkset taysin itsenaisesti tai

emme voi puhua taysin autonomisesta autosta.

Opinnaytetyon autoa voisi jatkokehittda huomattavasti nykyistd paremmaksi. Valitse-
malla kameran suuremmalla ndkokentélla tai vaihtoehtoisesti asentamalla usean kame-
ran voisi tietd ja esteitd nahda entistd paremmin. Auton valitseminen kayttdkohde huo-
mioon ottaen olisi helpottanut myds auton itsendista ajamista. Paremmalla tietokoneella
olisi voinut pystya luomaan suuremman ja paremman neuroverkon. Opinnaytetyon auton
moottorilla on kaksi eri asentoa, on ja off, ja ohjauksella kolme. Autoa pystysi jatkokehit-
tamaan niin, ettd moottorin nopeutta voisi kasvattaa ja vahentaa tilanteesta riippuen ja

auton ohjausta kdantad mutkasta riippuen asteittain aariasentojen sijasta.

Opinnaytetydssa kaytettiin hyvaksi konenékda ja neuroverkkoja, mutta melkein téarkein
osa-alue tydssa oli datan kerays ja sen prosessointi. Tama jai tydn alussa huomioimatta
keskittymisen kohdistuessa konenakoon, verkkotekniikkaan ja neuroverkkoihin. Tasta
osa-alueesta iso kiitos kuuluu Ryan Zattille ja hdnen luomalleen projektille, josta hyodyn-
nettiin hanen tekemaa datan kerdysta ja prosessointia. Datan sy6ttéa neuroverkon kasi-
teltavaksi voisi kehittaa eteenpain. Tamanhetkinen tapa ladata kaikki ram-muistiin toimii
pienella datasetilla, mutta isojen datamdadarien kanssa tulee nopeasti ongelmia muisti-
maaran kanssa mukaan lukien nayténohjaimen muistin kanssa. Erityismaininnan ansait-
see myo6s Harrison Kinsley, jonka opetusmateriaaleja kaytin Python-ohjelmoinnin opet-

teluun.

Opinnaytetydssa kaytiin lopulta erittéin paljon minulle taysin uusia asioita, mutta tuttuna
puolena oli radio-ohjattava auto, jossa paasin kayttamaan autosadhkétekniikan osaamis-
tani auton muokkauksessa itsestdan ajavaan muotoon. Vaikka parannettavaa loytyy

melkein jokaiselta osa-alueelta, oli auton autonomiseksi tekeminen onnistunut operaatio.

Kuvassa 19 on opinnaytetyén valmis auto "Raidillon”.
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Kuva 19. Raidillon.
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Manuaaliajo.py

import argparse

import tornado.ioloop

import tornado.web

from datetime import datetime
import os

from operator import itemgetter
import RPi.GPIO as GPIO
import requests

from time import sleep

class PostHandler(tornado.web.RequestHandler):

@property
def settings(self):
return self._settings

@settings.setter
def settings(self,settings):

self._settings = settings

def initialize(self, settings):

self.settings = settings

def post(self):

timestamp = datetime.now()

data_json = tornado.escape.json_decode(self.request.body)

allowed_commands = set(['37','38','39','407)
command = data_json['‘command’]
command = list(command.keys())
command = set(command)

command = allowed_commands & command

file_path = str(os.path.dirname(os.path.realpath(__file_ )))+"/session.txt

log_entry = str(command)+" "+str(timestamp)

Liite 2
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log_entries.append((command,timestamp))

with open(file_path,"a") as writer:
writer.write(log_entry+"\n")

print(log_entry)

speed = self.settings['speed]

if ‘37" in command:
move.forward_left()

elif '38' in command:
move.forward()

elif '39' in command:
move.forward_right()

elif '40" in command:
move.backward()

else:
move.stop()

class StoreLogEntriesHandler(tornado.web.RequestHandler):
def get(self):

Liite 2
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file_path = str(os.path.dirname(os.path.realpath(__file_ )))+"/clean_session.txt"

sorted_log_entries = sorted(log_entries,key=itemgetter(1))

prev_command = set()
allowed _commands = set(['38','37','39','40")
for log_entry in sorted_log_entries:
command = log_entry[0]
timestamp = log_entry[1]
if len(command ~ prev_command) > 0:
prev_command = command
with open(file_path,"a") as writer:
readable_command =[]
for element in list(command):

if element =='37"

readable_command.append("left")

if element == '38":

readable_command.append("up”)

if element == '39";
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readable_command.append("right")
if element == '40"
readable_command.append("down")
log_entry = str(list(readable_command))+" "+str(timestamp)
writer.write(log_entry+"\n")
print(log_entry)

self.write("Finished")

class MultipleKeysHandler(tornado.web.RequestHandler):

def get(self):
print("Helloworld")
self.write("
<IDOCTYPE html>
<htmI>
<head>
<script src="https://ajax.goog-
leapis.com/ajax/libs/jquery/1.12.2/jquery.min.js"></script>
<script>

var keys = {};

$(document).keydown(function (e) {

keys[e.which] = true;

var json_upload = JSON.stringify({command:keys});

var xmlhttp = new XMLHttpRequest();

xmlhttp.open("POST", "/post");

xmlhttp.setRequestHeader("Content-Type", "application/x-www-
form-urlencoded");

xmlhttp.send(json_upload);

printKeys();
D;

$(document).keyup(function (e) {
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delete keys[e.which];
var json_upload = JSON.stringify({command:keys});
var xmlhttp = new XMLHttpRequest();
xmlhttp.open("POST", "/post");
xmlhttp.setRequestHeader("Content-Type", "application/x-www-

form-urlencoded");

xmlhttp.send(json_upload);

printKeys();
bk

function printKeys() {
var html =";
for (var i in keys) {
if (lkeys.hasOwnProperty(i)) continue;
html +='<p>' + i + '</p>';
}
$(#out’).html(html);

</script>

</head>

<body>
Click in this frame, then try holding down some keys
<div id="out"></div>

</body>

</html>

")

class Move:

def __init__ (self, pinServo, pinMotor):

self.pinServo = pinServo



self.pinMotor = pinMotor

GPIO.setup(self.pinMotor, GPIO.0OUT)
GPIO.setup(self.pinServo, GPIO.OUT)

self.pwm_motor = GPIO.PWM(self.pinMotor, 50)
self.pwm_servo = GPIO.PWM(self.pinServo, 50)

self.motor_idle =0
self.motor_forward = 8.2
self.motor_back =5.7
self.servo_idle = 7.5
self.servo_right = 6.0

self.servo_left = 8.8

self.pwm_motor.start(6.6)
self.pwm_servo.start(7.5)

def forward(self):

self.pwm_motor.ChangeDutyCycle(self.motor_forward)

self.pwm_servo.ChangeDutyCycle(self.servo_idle)

def forward_ left(self):

self.pwm_motor.ChangeDutyCycle(self.motor_forward)

self.pwm_servo.ChangeDutyCycle(self.servo_left)

def forward_right(self):

self.pwm_motor.ChangeDutyCycle(self.motor_forward)

self.pwm_servo.ChangeDutyCycle(self.servo_right)

def backward(self):
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self.pwm_motor.ChangeDutyCycle(self.motor_back)
def left(self):
self.pwm_servo.ChangeDutyCycle(self.servo_left)
def right(self):
self.pwm_servo.ChangeDutyCycle(self.servo_right)
def stop(self):
self.pwm_motor.ChangeDutyCycle(0)
self.pwm_servo.ChangeDutyCycle(self.servo_idle)
def make_app(settings):
return tornado.web.Application([
(r"/drive",MultipleKeysHandler),(r"/post", PostHandler, {'settings".settings}),
(r'"/StoreLogEntries",StoreLogEntriesHandler)
)
if _name_ ==" main__ "
ap = argparse.ArgumentParser()
ap.add_argument("-s", "--speed_percent", required=False, help="Between 0 and

100")

args = vars(ap.parse_args())
GPIO.setmode(GPIO.BCM)

move = Move(12, 13)

log_entries =[]

settings = {'speed"float(args['speed_percent)}

app = make_app(settings)
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app.listen(5555)

tornado.ioloop.lOLoop.current().start()
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tallenna_striimi.py

import cv2
import numpy as np
from datetime import datetime

import os

ip = "http://192.168.1.105/html/cam_pic.php?"

file_path = str(os.path.dirname(os.path.realpath(__file_ )))+"/video_timestamps.txt"
fourcc = cv2.VideoWriter_fourcc(*'jpeg’)

out = cv2.VideoWriter('output.mov',fourcc, 20.0, (512,288))

## Vaara resoluutio aiheutti korruptoimisen

while True:
cap = cv2.VideoCapture(ip)
ret, frame = cap.read()
nyt = datetime.now()
print(nyt)
if ret==True:

out.write(frame)
timestamp = datetime.now()
with open(file_path,"a") as writer:

writer.write(str(timestamp)+"\n")

cv2.imshow('frame',frame)
if cv2.waitkey(1) & OxFF == ord('q"):
break
else:

break

cap.release()
out.release()

cv2.destroyAllWindows()
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save_all_runs_as_numpy_files.py

from dataprep import video_to_rgb_npz, make_gamma_tables, process_session
import numpy as np

import os

def write_metadata(input_dir_path):
input_file_path = input_dir_path + '/predictors_and_targets.npz'
npzfile = np.load(input_file_path)
image_count = len(npzfile['predictors'])
metadata_file_path = input_dir_path + /metadata.txt'
with open(metadata_file_path, 'w') as writer:

writer.write('image_count:' + str(image_count) + '\n")

data_path ='C:/Users/Markus/Documents/Insinoorityo/data’
data_folders = os.listdir(data_path)
gamma_map = make_gamma_tables([1])

rgb = True

for folder in data_folders:

cmd = 'dir '+data_path + /' + folder

dir_contents = 'C:/Users/Markus/Documents/Insinoorityo/data/1'

print("Started work on "+str(folder))

print(dir_contents)

input_dir_path = data_path + '/' + folder

if 'predictors_and_targets.npz' not in dir_contents:
predictors, targets = process_session(data_path + '/ + folder, gamma_map, rgb)
video_to_rgb_npz(input_dir_path,predictors,targets)
print("Completed work on: "+str(folder)+". Created new npz and metadata files.")
write_metadata(input_dir_path)

elif 'metadata.csv' not in dir_contents:
write_metadata(input_dir_path)

print("Added only metadata file for: " + str(folder) + ".")
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else:
print("Completed work on "+str(dir)+". File already exists. No processing neces-
sary.")
print("Finished.")

cv2.destroyAllWindows()
return predictors, targets
def video_to_rgb_npz(session_path,predictors,targets):
np.savez(session_path + '/predictors_and_targets', predictors=predictors,targets=tar-

gets)
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tf_ CNN.py

import tflearn

from tflearn.layers.conv import conv_2d, max_pool_2d

from tflearn.layers.core import input_data, dropout, fully_connected
from tflearn.layers.estimator import regression

import numpy as np

def shuffle_dataset(predictors, targets):
record_count = predictors.shape[0]
shuffle_index = np.arange(record_count)
np.random.shuffle(shuffle_index)
predictors = predictors[shuffle_index]
targets = targets[shuffle_index]
return predictors, targets

def DATA(data_path):
#datan nouto ja jaottelu

images =[]

labels =]

npzfile = np.load(data_path)
images.extend(npzfile["predictors"])
labels.extend(npzfile["targets"])
images = np.array(images)

labels = np.array(labels)

images,labels = shuffle_dataset(images,labels)
train_x, test_x = images[:-2600], images[-2600:]
train_y, test_y = labels[:-2600], labels[-2600:]

return train_x, train_y, test_x, test_y

data = "C:/Users/Markus/Documents/Insinoorityo/data/1/predictors_and_targets.npz"
X, Y, test_x, test_ y = DATA(data)
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X = X.reshape([-1, 288, 512, 3])
test_x =test_x.reshape([-1, 288, 512, 3]) # -1 pitdd muodon oikeana, etta tensorflow on

tyytyvainen / loput reso + varikanavat

convnet = input_data(shape=[None, 288, 512, 3], name='input’)
convnet = conv_2d(convnet, 32, 2, activation="relu")

convnet = max_pool_2d(convnet, 2)

convnet = conv_2d(convnet, 64, 2, activation="relu’)

convnet = max_pool_2d(convnet, 2)

convnet = fully_connected(convnet, 256, activation="relu’)

convnet = dropout(convnet, 0.8) # pienennetaan ylisovitteisuuden mahdollisuutta

convnet = fully_connected(convnet, 3, activation='softmax’) # Kokeile muuttaa numeroa.
convnet = regression(convnet, optimizer='adam’, learning_rate=0.000001, loss='cate-
gorical_crossentropy', name="targets")

model = tflearn.DNN(convnet)

model.fit({'input': X},{'targets" Y}, n_epoch=50, validation_set=({'input'test x},{tar-
gets':test_y}), batch_size=22, validation_batch_size=22,
snapshot_step=500, show_metric=True, run_id="Raidillon")

model.save("tflearnCNN.model")



Liite 6
1(2)

Host_drive.py

import socket

import sys

from _thread import *

import RPi.GPIO as GPIO

from manuaali_ajo import Move

import time

GPIO.setmode(GPIO.BCM)
move = Move(12, 13)
move.stop()

host ="192.168.1.105"
port = 5050
server = socket.socket(socket.AF_INET, socket. SOCK_STREAM)

try:
server.bind((host, port))
except socket.error as e:

print(e)

server.listen(5)
print("Odottaa yhteytta")
def threaded_client(conn):
while True:
data = conn.recv(4096)
data = data.decode("utf-8")

reply = "Serveri vastaus: " + data
if not data:
break

elif data == "right":
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move.forward_right()
move.forward_right()
## print(data)

elif data == "forward":
## print(data)
move.forward()

move.forward()

elif data == "left":
move.forward_left()
move.forward_left()

## print(data)

time.sleep(0.11)

conn.close()
GPIO.cleanup()
while True:
conn, addr = server.accept()
print("Yhteys luotu osoitteeseen: "+addr[0]+":"+str(addr[1]))

start_new_thread(threaded_client,(conn,))
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prediction_client.py

import socket

import sys

import time

import cv2

import tflearn

from tflearn.layers.conv import conv_2d, max_pool_2d

from tflearn.layers.core import input_data, dropout, fully_connected
from tflearn.layers.estimator import regression

import time

import numpy as np

ip = "http://192.168.1.105/html/cam_pic.php?"

# mallin maaritys

convnet = input_data(shape=[None, 288, 512, 3], name='input’)
convnet = conv_2d(convnet, 32, 2, activation="relu")

convnet = max_pool_2d(convnet, 2)

convnet = conv_2d(convnet, 64, 2, activation="relu")

convnet = max_pool_2d(convnet, 2)

convnet = fully_connected(convnet, 256, activation="relu’)
convnet = dropout(convnet, 0.8)

convnet = fully_connected(convnet, 3, activation='softmax’)
convnet = regression(convnet, optimizer='adam’, learning_rate=0.000001, loss='cate-
gorical_crossentropy', name="targets")

model = tflearn.DNN(convnet)

##malli = model.load("tflearnCNN.model")

#ladataan koulutetut painot

model.load("tflearnCNN.model")

#yhteyden luonti raspiin

server ="192.168.1.105" ## MUUTA OIKEA IP

client = socket.socket(socket.AF_INET, socket. SOCK_STREAM)
port = 5050
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client.connect((server, port))

print("Yhteys luotu / Connected")

while True:
# haetaan raspberry kameran kuva
cap = cv2.VideoCapture(ip)
ret, frame = cap.read()
cv2.imshow("striimi", frame)
# kuva muotoillaan CNN:lle sopivaksi
frame = frame.reshape([-1, 288, 512, 3])
# tehdaan arvaus
predict = model.predict(frame)
# muotoillaan arvaus listaksi

move = list(np.around(predict)[0])

# openCV vaatima rimpsu, etta video toimii oikein
if cv2.waitkey(1) & OxFF == ord("q"):

break

if move ==[1,0,0]:
print("vasemmalle\n\n")
order = "left"

elif move ==[0,1,0]:
print("suoraan\n\n")
order = "forward"

elif move ==[0,0,1]:
print("oikealle\n\n")
order = "right"

else:
continue

client.send(order.encode())

time.sleep(0.05)

client.close()
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dataprep.py

import numpy as np

import cv2

import re

import os

from datetime import datetime

import collections

def make_gamma_tables(gammas):
gamma_map = collections.OrderedDict()

for gamma in gammas:

invGamma = 1.0 / gamma
table = np.array([((i / 255.0) ** invGamma) * 255

for i in np.arange(0, 256)]).astype("uint8")
gamma_map[gamma] = table

return gamma_map

def adjust_gamma(image, table):
# apply gamma correction using the lookup table

return cv2.LUT(image, table)

def process_session(session_path,gamma_map,rgb=True):

up_arrow, left_arrow, right_arrow = read_arrow_key _images()

cap = cv2.VideoCapture(session_path + "/output.mov")
video_timestamps =[]
with open(session_path + '/video_timestamps.txt') as video_timestamps_reader:
for line in video_timestamps_reader:
line = line.replace("\n", ")
ts = datetime.strptime(line, '%Y-%m-%d %H:%M:%S.%f")

video_timestamps.append(ts)
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commands =[]
with open(session_path + '/clean_session.txt") as clean_session_reader:
for line in clean_session_reader:

line = line.replace("\n", ")

# Ignore / skip all invalid commands
if "down" in line:
continue
if "left" in line and "right" in line:
continue
if "left" in line and "up" in line:
continue
if "right” in line and "up" in line:
continue
if "left" in line and "up" in line and "right" in line:

continue

match = re.match(r".*\['(.*)"\].*$", line)
if match is not None:
command = match.group(1)
else:
command = 'no command'
raw_ts = line[line.index(" ") + 1:]
ts = datetime.strptime(raw_ts, '%Y-%m-%d %H:%M:%S.%f")

commands.append([command, ts])

# time after which no other data is relevant because driving session has ended

end_time = commands[len(commands) - 1][1]

# cleanup to track only command transitions
compact_commands =[]

prev_command = None

for item in commands:

command, ts = item[0], item[1]
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if command != prev_command and command != 'no command' and command !=
‘down’:
compact_commands.append([command, ts])
prev_command = command

commands = compact_commands

# time before which no other data is relevant because driving session just started

start_time = commands[0][1]

current_command = commands[0][0]

command_counter =1

# Fixes bug that arises when only one command type is used the whole session
future_command = None
future_command_ts = None
if command_counter < len(commands):
future_command = commands[command_counter][0]
future_command_ts = commands[command_counter][1]
else:
future_command = "END"

future_command_ts = end_time

predictors =[]

targets =[]

frame_counter = -1
while (cap.isOpened()):
frame_counter = frame_counter + 1
ret, frame = cap.read()
if cv2.waitkey(1) & OxFF == ord('q’):
break
if frame_counter == len(video_timestamps):
break # Fixes bug where video timestamps not as long as video frames
video_timestamp = video_timestamps[frame_counter]

if video_timestamp > start_time:
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if video_timestamp < end_time:
if video_timestamp > future_command_ts:

current_command = future_command

command_counter = command_counter + 1

if command_counter < len(commands):
future_command = commands[command_counter][0]
future_command_ts = commands[command_counter][1]

else:
future_command = "END"

future_command_ts = end_time

target = [0, O, O] # in order: left, up, right
key image = get_key_image(current_command)
if current_command == "left".
target[0] = 1
elif current_command == 'up"
target[1] = 1
elif current_command == "right"
target[2] = 1

if rgb == True:
for gamma, gamma_table in gamma_map.items():
gamma_image = adjust_gamma(frame, gamma_table)
targets.append(target)
predictors.append(gamma_image)
else:
for gamma, gamma_table in gamma_map.items():
bw_frame = cv2.cvtColor(frame, cv2.COLOR_BGR2GRAY)
#half_image = bw_frame[120:, ]
#cv2.imshow(str(gamma), half_image)
#print(half_image.shape)
#bw_frame = half_image
gamma_image = adjust_gamma(bw_frame, gamma_table)
#gamma_image = np.reshape(gamma_image, [120, 320, 1])

gamma_image = np.reshape(gamma_image, [288, 512, 1])
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targets.append(target)
predictors.append(gamma_image)

#cv2.imshow(str(gamma), gamma_image)

show_image_with_command(frame, key_image)

cap.release()
cv2.destroyAllWindows()
return predictors, targets

def data_prep(data_path,rgb=True):

#gamma_map = make_gamma_tables(np.arange(1.0,3.0,0.5))
gamma_map = make_gamma_tables([1])

data_folders = os.listdir(data_path)

data_folders = sanitize_data_folders(data_folders)
shuffle(data_folders)

#data_folders = data_folders[:10]

train_folder_size = int(len(data_folders) * 0.8)

train_predictors = ]
train_targets =[]
for folder in data_folders[:train_folder_size]:
print("Started session: " + str(folder))
predictors, targets = process_session(data_path+'/'+folder,gamma_map,rgb)
train_predictors.extend(predictors)
train_targets.extend(targets)
print("Completed session: "+str(folder))
train_predictors_np = np.array(train_predictors)

train_targets_np = np.array(train_targets)
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validation_predictors =[]
validation_targets =[]
for folder in data_folders[train_folder_size:]:
print("Started session: " + str(folder))
predictors, targets = process_session(data_path + '/ + folder,gamma_map,rgb)
validation_predictors.extend(predictors)
validation_targets.extend(targets)
print("Completed session: " + str(folder))
validation_predictors_np = np.array(validation_predictors)

validation_targets_np = np.array(validation_targets)

max_folder = max([int(folder) for folder in data_folders])
new_file_name = None
if rgb:
new_file_name ="'/data_rgb_'+str(max_folder)
else:
new_file_name ='/data_bw_'+str(max_folder)
np.savez(data_path+new_file_name, train_predictors=train_predictors_np,
train_targets=train_targets_np,validation_predictors = validation_predictors_np,

validation_targets = validation_targets_np)

# Built so that a 3D convolution doesn't span multiple sessions (since there is no conti-
nuity between sessions)
def video_to_rgb_npz(session_path,predictors,targets):

np.savez(session_path + '/predictors_and_targets', predictors=predictors,targets=tar-

gets)

def show_image_with_command(frame, key _image):

arrow_key_scale = 0.125

resized_image = cv2.resize(key_image, None, fx=arrow_key scale, fy=ar-

row_key_scale, interpolation=cv2.INTER_CUBIC)
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# Thresholding requires grayscale only, so that threshold only needs to happen in one
dimension
img2gray = cv2.cvtColor(resized_image, cv2.COLOR_BGR2GRAY)

ret, mask = cv2.threshold(img2gray, 240, 255, cv2. THRESH_BINARY)

mask_inv = cv2.bitwise_not(mask) # invert the mask

rows, cols, channels = resized_image.shape # get size of image
region_of_interest = frame[0:rows, 0:cols]

imgl_bg = cv2.bitwise_and(region_of_interest, region_of _interest, mask=mask)
img2_fg = cv2.bitwise_and(resized_image, resized_image, mask=mask_inv)
dst = cv2.add(imgl_bg, img2_fg) # ???

frame[O:rows, 0O:cols] = dst

# Finally, show image with the an overlay of identified target key image

cv2.imshow('frame’, frame)

def read_arrow_key images():

image_path = str(os.path.dirname(os.path.realpath(__file_ ))) + "/arrow_key im-
ages"

up_arrow = cv2.imread(image_path + '/UpArrow.tif")

left_arrow = cv2.imread(image_path + '/LeftArrow.tif")

right_arrow = cv2.imread(image_path + '/Right Arrow.tif")

return up_arrow, left_arrow, right_arrow

def get_key_image(label):
up_arrow, left_arrow, right_arrow = read_arrow_key_images()
key_image = None
if label == "left".
key_image = left_arrow

elif label == "up":
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key image = up_arrow
elif label == 'right":
key image = right_arrow

return key_image

def get_key _image_from_array(label):
up_arrow, left_arrow, right_arrow = read_arrow_key _images()
key image = None
if label[0][0] == 1:
key _image = left_arrow
elif label[0][1] == 1:
key _image = up_arrow
elif label[0][2] == 1:
key_image = right_arrow
return key_image



