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This thesis covers deep learning, which is subclass of machine learning. Deep learning is
used in neural nets. Neural nets are algorithms that mimic the way human brain operates.
Neural nets consist of single neurons, that are set in layers one after another. Single neu-
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rons output depending from the inputs.
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1 JOHDANTO

Tassa opinnaytetyossa kasitellaan syvaoppimista, joka on yksi koneoppimisen
osa-alueista. Syvaoppimista sovelletaan neuroverkkoon, jota opetetaan pelaa-
maan yksinkertaista pelia geneettisen algoritmin avulla. Tydn tarkoitus on esi-
tella syvaoppimisen ja neuroverkkojen teoriaa, seka pelin ettd neuroverkon
suunnittelua ja toteutusta. Tyo on toteutettu Kaakkois-Suomen ammattikor-

keakoulun tieto- ja viestintatekniikan Gamelab-oppimisymparistolle.

Ty0Ossa toteutettiin yksinkertainen kaksiulotteinen peli Unity Engine -pelimoot-
torilla. Taman jalkeen toteutettiin syvaoppiva neuroverkko, seka geneettinen
algoritmi. Neuroverkkoa opetettiin pelaamaan toteutettua pelia. Opetus tapah-

tui geneettisen algoritmin avulla. Ohjelmointi tapahtui C#-ohjelmointikielella.

Syvaoppiminen ja neuroverkot eivat ole uusi asia. Vastaavanlaisia opinnayte-
toita on tehty aikaisemminkin. Esimerkiksi Teemu Ropilo kasittelee opinnayte-
tydssaan (2019) "Teaching a machine learning agent to survive in a 2D
topdown environment” samankaltaisia asioita. Tyossa on kaytetty Unity En-
gine -pelimoottorin Machine Learning Agents toolkit -tyokalua. Myos Riku
Heino on kasitellyt samaa asiaa opinnaytetyossaan (2019). Heino on sovelta-

nut tydssaan matriisilaskentaa neuroverkkojen tasoihin.

2 TEKOALY

Tekoalylla tarkoitetaan tietokoneohjelmia, jotka pystyvat suorittamaan niille
annettuja tehtavia alykkaasti. Tekoalyja ei ole ohjelmoitu suorittamaan jotain
tiettya toimintoa, vaan ne voivat mukautua itsenaisesti, niille annettujen tehta-
vien perusteella. Konsepti tekoalysta on ollut olemassa jo satoja vuosia, mutta
vasta viime aikoina naista on tullut todellisuutta. (Mills 2018.)

Suurin osa nykyaan kaytdssa olevista tekoalyista on sovellettuja tekoalyja
(engl. applied Al). Nama ovat johonkin tiettyyn tarkoitukseen kehitettyja teko-
alyja. Esimerkkeja sovelletuista tekoalysta ovat itsenaisesti ajavat autot ja te-
koalylla ohjatut osakekauppajarjestelmat. (Mills 2018.)
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Yleiset tekoalyt (engl. generalized Al) ovat harvinaisempia johtuen niiden luo-
misen vaikeudesta. Ideaalinen yleinen tekoaly olisi kykeneva kaikenlaisiin teh-
taviin ihmisen tavoin. Ideaaliin yleiseen tekoalyyn pyrkiminen on johtanut ko-

neoppisen kehittamiseen. (Mills 2018.)

2.1 Koneoppiminen

Koneoppiminen on yksi tekoalyn osa-alueista. Koneoppimisessa tekoaly oppii
ja mukautuu itsenaisesti sille annetun datan perusteella. Koneoppimiseen joh-
tanut lapimurto oli, kun huomattiin ettd on tehokkaampaa antaa tekoalyn oppia

itsenaisesti kuin opettaa ja antaa sille tarvittava data. (Mills 2018.)

Koneoppiminen jaetaan yleensa kahteen alaluokkaan taman oppimisen perus-
teella. Nama luokat ovat ohjattu oppiminen ja ohjaamaton oppiminen. Se mil-
lainen koneoppimisen algoritmi valitaan, riippuu siitd mita kasiteltavasta da-

tasta halutaan ratkaista. (Rouse 2020.)

Yksi koneoppimisen tunnetuimpia kayttdkohteita on sosiaalisen median suo-
sittelujarjestelmat. Nama pyrkivat nayttamaan kayttajalle kaikkein kiinnosta-
vinta sisaltdéa. Muita sovelluksia koneoppimiselle on muun muassa virtuaaliset

avustajat ja jo aikaisemmin mainitut, itsestaan ajavat autot. (Rouse 2020.)

Koneoppimista hyddyntavia viitekehyksia on useita. Tallaisia ovat esimerkiksi
Googlen kehittama Tensorflow- ja Microsoftin Azure Machine Learning -viite-

kehykset (Tensorflow s.a.; Microsoft s.a.).

2.2 Syvaoppiminen

Syvaoppiminen on koneoppimisen osa-alue, eli voidaan sanoa, etta syvaoppi-
minen on koneoppimista. Syvaoppimisessa hyddynnetaan neuroverkkoja,
joissa on useita tasoja. Nama jaljittelevat karkeasti ihmisaivojen tapaa toimia

ja oppia. (Hamilo 2013.)

Syvaoppimisen sovellukset hyotyvat suuresta maarasta dataa, jota on viime

vuosina tullut paremmin saataville. Saatavilla olevan datan maara lisaksi sy-



7

vaoppimisen sovellukset ovat hyotyneet tietokoneiden kasvaneesta laskenta-
tehosta. Syvaoppimista hyddynnetaankin tana paivana kaikkein kehittyneim-
missa tekoalyn sovelluksissa (Rouse 2020). Syvaoppimisella pystytaan loyta-
maan ratkaisuja monimutkaisiin ongelmiin. Kaytannon sovelluksia, joista on
tullut syvaoppimisen ansiosta todellisuutta, ovat esimerkiksi kasvojentunnistus

ja monipuolisemmat kielenkaantajat. (Marr 2018.)

2.3 Neuroni

Neuroni on neuroverkon perusosa. Neuroverkot koostuvat yksittaisista neuro-
neista. Yksinkertaisin neuroverkko koostuu yhdesta neuronista. Tallaisen neu-
roverkon kehitti Frank Rosenblatt vuonna 1957. Han nimitti yhden neuronin
verkkoa perceptroniksi. Neuroneja kutsutaankin joskus perceptroneiksi. (Shiff-
man 2012, 448.)

Neuroni koostuu yhdesta tai useammasta sisaantulosta, seka yhdesta ulostu-
losta. Nama ovat vain eri suuruisia lukuja. Jokaisella sisdantulolla on oma
paino, jolla tama kerrotaan. Sisaantulojen lisaksi neuronilla on vakiotermi
(engl. bias). Tama on kuin sisaantulo, mutta aina arvolla yksi (Brownlee 2016).

Kuvassa 1 on kuvattu neuroni, jolla on kolme sisaantuloa.

Neuronin sisalla on prosessori tai aktivointifunktio. Tama on matemaattinen
funktio, joka maarittda ulostulon arvon, joka riippuu sisaantulojen ja naiden

painojen tulojen summasta. (Shiffman 2012, 448.)

Sisaantulo 1

Paino 1
k
Sisaantulo 2

T

Paino 3 Aktivointifunktio Ulostulo

Sisaantulo 3 /

y
Vakiotermi

Kuva 1. Esimerkki neuronista, jolla on kolme sisaantuloa




2.3.1 Painot

Painot ovat lukuja, jotka toimivat sisaantulojen kertoimina. Ennen kuin sisaan-
tulot menevat aktivointifunktioon ne kerrotaan omalla painollaan. Painojen
avulla eri sisdantulojen vaikutusta ulostuloon voidaan kasvattaa tai pienentaa.
Yleensa painot alustetaan pieniksi sattumanvaraisiksi numeroiksi. (Brownlee
2016.)

Neuronin koulutus on pohjimmiltaan vain oikeiden painojen etsimista. Koulu-
tuksessa painojen arvoja muutetaan pikkuhiljaa ajan kuluessa, kunnes neu-

roni toimii halutulla tavalla. (Leon 2017.)

2.3.2 Aktivointifunktio

Aktivointifunktio on matemaattinen funktio neuronin sisalla. Se saa sisaansa
summan, joka muodostuu, kun sisdantulot on kerrottu omilla painoillaan ja
summattu taman jalkeen yhteen. Summaan lisataan viela yksi kerrottuna va-

kiotermin painolla. (Brownlee 2016.)

f(il'W1+ iz'W2+"‘ in'Wn + 1'Wb)

jossa In neuronin sisaantulo [-]
Wn sisaantulon paino [-]
Wp vakiotermin paino [-]

Yksi yleisimmista aktivointifunktioista neuroverkoissa on logistinen funktio
(Brownlee 2016).

1
14+ e™*

f&) =

jossa e Neperin luku [-]
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Talla rajataan neuronin ulostulon arvo nollan ja yhden valiin. Funktio lIahestyy
yhta positiivisilla arvoilla ja nollaa negatiivisilla arvoilla, naita kuitenkaan saa-

vuttamatta (kuva 2). Nollalla funktio saa arvon 0,5.

1 -

o)
Un

| fa) ] | J
\vJ

—6 —4 =2 0 2 4 6

Kuva 2. Logistisen funktion kuvaaja valilla -6, +6

2.4 Neuroverkko

Neuroverkko matkii ihmisaivojen toimintatapaa. Se pystyy sopeutumaan muut-
tuvaan sisaantulodataan ja ulosantaa parhaan mahdollisen ulostulon ilman,

etta ulostulon kriteereita tarvitsisi muokata. (Chen 2019.)

Bernard Widrow ja Marcian Hoff kehittivat vuonna 1959 neuroverkon, joka
toimi mukautuvana suodattimena ja jolla poistettiin kaikuja puhelinlinjoista.
Tama oli ensimmainen kaytannon ongelmaan sovellettu neuroverkko ja se on

kaytdssa viela nykypaivana. (Strachnyi 2019.)

Neuroverkko muodostuu, kun useita neuroneita asetetaan tasoittain toistensa
peraan. Ensimmainen taso saa sisaantuloikseen jotain dataa, mista halutaan
ratkaista jotain. Ensimmaisen tason jalkeen jokainen neuroni saa sisaantuloik-
seen edellisen tason neuronien ulostulot. Yleensa ensimmaisen tason neuro-
nit eivat suorita minkaanlaisia laskutoimituksia, vaan ne syoéttavat sisaan tule-

van datan seuraavalle tasolle. Viimeisella tasolla on verkon ulostulot, joita voi
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olla yksi tai enemman. Ensimmaista tasoa nimitetaan sisaantulotasoksi ja vii-
meista tasoa ulostulotasoksi. Naiden valissa olevia tasoja nimitetaan piilote-
tuiksi tasoiksi, koska nama eivat ole suoraan esilla verkon ulkopuolelle. Ku-
vassa 3 on kuvattu neuroverkko, jossa tasoja on yhteensa nelja. Naista kaksi

on piilotettuja tasoja. (Brownlee 2016.)

Piilotettu taso Piilotettu taso

Sisaantulo taso

Sisaantulo 1

Ulostulo taso
Sisaantulo 2

Ulostulo

Sisaantulo 3

Sisaantulo 4

Kuva 3. Esimerkki neuroverkosta

2.5 Geneettinen algoritmi

Geneettisilla algoritmeilla tarkoitetaan algoritmeja, jotka mallintavat Charles
Darwinin evoluutioteoriaa. Algoritmien ei ole tarkoitus simuloida luontoa, vaan
ottaa mallia siita. Algoritmien tarkoitus onkin matkia luonnonvalintaa ja kelpoi-
simman eloonjaamista (engl. survival of the fittest) tietokoneohjelmassa.
(Shiffman 2012, 391.)

Geneettisessa algoritmissa taytyy olla populaatio, jotain mita halutaan kehit-
taa. Lisaksi tama tarvitsee toimiakseen kolme periaatetta: perinndllisyyden,
variaation ja valinnan. Perinnéllisyydella tarkoitetaan, etta osa yksilon piirteista
siirtyy taman jalkelaisille seuraavaan sukupolveen. Variaatiolla tarkoitetaan,

ettd populaatiossa on oltava mahdollisimman paljon erilaisia piirteita. Jos nain
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ei ole, populaatio ei pysty kehittymaan tarpeeksi. Valinnalla tarkoitetaan sita,
etta algoritmilla on jokin keino maarittaa, mitka yksilot lisdantyvat. Yleensa
tama toteutetaan kelpoisimman eloonjaamisella. Tama tarvitsee tavan maarit-

taa yksildille jonkinlaisen kelpoisuusarvon. (Shiffman 2012, luku 9.)

2.5.1 Kelpoisuusfunktio

Kelpoisuusfunktio on funktio, joka maarittaa geneettisen algoritmin populaa-
tion yksilGille jonkinlaisen kelpoisuusarvon. Arvo voi esimerkiksi kasvaa sita
mukaa, kuinka kauan yksild on hengissa. Mita suurempi kelpoisuusarvo yksi-
[01l& on, sitd suuremmalla todennakdisyydella yksilo lisaantyy ja tdman perima
jaa populaatioon. (Shiffman 2012, 397.)

Jokaisella ongelmalla taytyy olla omanlainen kelpoisuusfunktio. Vaikein osuus
funktion muodostamisessa on keksia sopiva funktio ratkaistavalle ongelmalle.
Kelpoisuusfunktioiden muodostamiseen ei ole mitaan maarattyja saantgja,
mutta tietyntyyppiset ratkaisut ovat yleisia tietyntyppisissa ongelmissa. Esi-
merkiksi luokittelutehtavissa, jossa kaytdssa on ohjattu oppiminen, virhetta mi-
tataan tyypillisesti euklidisella metriikalla tai taksigeometrialla ja tata kaytetaan
kelpoisuusfunktiona. (Mallawaarachchi 2017.)

2.5.2 Mutaatiot

Mutaatioilla geneettisessa algoritmissa tarkoitetaan uusia piirteita, joita yksilot
voivat saada populaation ulkopuolelta. Nama uudet piirteet tuodaan pienelle
maaralle yksiloita sattumanvaraisesti niiden luomisen yhteydessa. Mutaatioilla
lisataan populaation piirteiden variaatioita. Tarkoitus on yrittaa Io6ytaa uusia
piirteita, jotka hyddyttavat populaation kehitysta. Nain ei kuitenkaan aina ole,
mutta haitalliset mutaatiot poistuvat kelpoisimman eloonjaamisessa. (Shiffman
2012, 401.)

Mutaatioiden maara populaatiossa taytyy pitaa pienena, jottei alkuperainen
perima mutatoidu kokonaan pois. Mutaatioiden maaraa ei voida kuitenkaan pi-

taa niin pienena, ettei hyodyllisia mutaatioita I0ydettaisi. (Shiffman 2012, 401.)
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3 TYON SUUNNITTELU JA TAVOITTEET

Alkuun oli selvitettava mahdolliset kirjastot ja tyOkalut, joita tydssa voitaisiin
kayttaa. Yksi tallainen oli Unity engine -pelimoottorin Machine learning agents
toolkit -tydkalu. Tama kirjasto mahdollistaa erilaisten koneoppimiskirjastoiden,
esimerkiksi Googlen Tensorflow-viitekehyksen, kayttamisen pelimoottorissa.
(Juliani 2017.)

Koska tyon tavoite oli ymmartaa neuroverkkojen toimintaperiaate, eika luoda
taydellisesti toimivaa ohjelmaa, paatettiin olla kayttamatta ulkoisia kirjastoja ja
pyrittiin kirjoittamaan kaikki koodi itse. Neuroverkon koulutukseen valittiin ge-
neettinen algoritmi, koska esimerkiksi vastavirta-algoritmi (engl. backpropaga-
tion) olisi vaatinut virheen laskemista. Vastavirta-algoritmi on yksi yleisimmista

tavoista kouluttaa monikerroksisia neuroverkkoja. (Nicholson 2019.)

Tyon tavoitteiksi jaivat toimivan yksinkertaisen pelin ja neuroverkon luominen,

seka neuroverkon kouluttaminen geneettista algoritmia kayttaen.

3.1 Pelin suunnittelu

Varsinainen tyon suunnittelu alkoi pelin ideoinnilla. Pelin piti olla nopea ja yk-
sinkertainen toteuttaa, jotta muille tyon osioille jaisi enemman aikaa. Pelin tuli
olla myds yksinkertainen pelata, eli pelissa piti olla mahdollisimman vahan
kontrolleja. Loppujen lopuksi peliksi ideoitiin yksinkertaisen Flappy bird -pelin
klooni. Pelissa pelihahmo putoaa vahitellen ja pelaajan on pidettava tama il-
massa hyppimalla. Lisdksi pelaajan on vaistettava oikealta tulevia esteita. Lo-

pullisessa ty0ssa tekoalyn paatettavaksi jaa, milloin sen pitda painaa hyppya.

Ennen kuin valmis neuroverkko pystyy toimimaan, tama tarvitsee jonkinlaista
dataa sisaantuloihinsa. Neuroverkko sai viisi sisdantuloa, jotka saivat datak-
seen pelihahmon korkeuden, seka ylaesteen vasemman alakulman ja alaes-
teen vasemman ylakulman koordinaatit (kuva 4). Mydhemmin huomattiin, etta
esteiden x koordinaatti on aina sama, joten neuroverkko sai loppujen lopuksi

vain nelja sisaantuloa.
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Este
Esteiden x-kordinaatti
> A
Yla-esteen y-
kordinaatti
Pelihahmo
A
A
. Ala-esteen y- Este
Pelihahmon kordinaatti
korkeus

Kuva 4. Hahmotelma pelin suunnitelmasta

3.2 Neuroverkon suunnittelu

Neuroverkko taytyi suunnitella dynaamiseksi, jotta sen kokoa pystytdan muut-
tamaan helposti ilman, etta koodiin taytyy tehda muutoksia. Kokeilematta on
mahdoton tietdd, montako ja minka kokoista tasoa siina taytyy olla (Tanwar

2019). Peli luo kaynnistyessaan ennalta maaratyn kokoisen neuroverkon.

Neuroverkko kasittelee sisdantulonsa jokaisella ruudun paivityksella. Tama ta-
pahtuu oletuksena 50 kertaa sekunnissa eli 20 millisekunnin valein (Unity
2020b). Joka kerta kun ruutua paivitetdan, neuroverkko paattaa, hyppaako se

vai ei.

3.3 Geneettisen algoritmin suunnittelu

Geneettinen algoritmi pyrkii poimimaan pisimmille selvinneet yksilét sen popu-
laatiosta. Tama tapahtuu laskemalla ensin koko populaation kokonaiskelpoi-

suus. Kun tdma on laskettu, voidaan jokaiselle yksilon kelpoisuudelle laskea
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prosentuaalinen osuus kokonaiskelpoisuudesta. Taman jalkeen arvot kerro-
taan sadalla ja pyoristetdaan kokonaisluvuiksi. Tama on yksilon lisaantymis-

mahdollisuus.

Kun lisdantymisarvot on laskettu, luodaan lista mihin jokainen yksilo lisataan
taman lisaantymisarvon verran. Esimerkiksi jos populaation kokonaiskelpoi-
suus on arvoltaan 5 000 ja yksilon kelpoisuusarvo on 500, yksilon lisaantymis-
arvoksi tulee 10 ja tama lisataan listaan 10 kertaa. Taman ansiosta lopulli-
sessa listassa on n. 100 yksil6a. Huomioitavaa on, etta pyoristysten takia lo-
pullisen listan koko ei ole vakio, silla jos yksilon lisaantymisarvo pyoristetaan

nollaan sita ei lisata listaan ollenkaan.

Kun uutta populaatiota luodaan, otetaan listasta sattumanvaraisesti yksilo,
josta uusi yksilo periytetdan. Tama tarkoittaa kaytannossa sita, etta uuteen yk-
siloon kopioidaan vanhan painot, ja taman jalkeen osaa painoista sdadetaan
sattumanvaraisesti. Saadoét ei eivat saa olla liian suuria, ettei alkuperaisen yk-
silon perintd katoa kokonaan. Nain yhtakaan yksiléa ei poisteta suoraan popu-
laatiosta, vaan paremmin parjaavilla yksildilla on vain suurempi todennakoi-

syys jatkaa perintdaan.

3.4 Kelpoisuusfunktion suunnittelu

Kelpoisuusarvojen taytyy kasvaa eksponentiaalisesti, jotta paremmin parjaa-
vat yksilot erottuvat paremmin geneettisessa algoritmissa. Myos yksildiden pe-
lissa saamien pisteiden taytyy vaikuttaa huomattavasti naiden kelpoisuuteen.

Tama toteutettiin seuraavasti: Neuroverkoilla on laskuri, joka laskee, kuinka
monta kertaa tama on prosessoinut itsensa. Jos yksilo on hengissa, yksilon
kelpoisuusarvoon lisataan laskurin arvo. Kelpoisuuteen lisataan myos yksilon
pistemaara kerrottuna sadalla ja taman jalkeen nostettuna toiseen potenssiin.
Liséksi jos yksild on hengissa kun 90 % populaatiosta on kuollut, tdman kel-
poisuuteen lisataan viela 500. Kelpoisuusarvoa paivitetaan joka ruudunpaivi-
tyksessa.
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4 TYON TOTEUTUS

Tyon toteutus alkoi pelimoottorin valinnalla. Pelimoottoriksi tyon kehitykseen
valittiin Unity engine -pelimoottorin version 2019.3.0f6, koska se oli tydn aloi-
tushetkella pelimoottorin uusin versio. Toinen vaihtoehto olisi ollut Unreal En-
gine -pelimoottori. Koodieditoriksi valittiin Microsoftin Visual studio 2019 -ohjel-

misto. Ohjelmointikieleksi valikoitui C#-ohjelmointikieli.

Tyon toteutus alkoi pelin toteuttamisella. Taman jalkeen toteutettiin neuro-

verkko, seka siihen liittyva geneettinen algoritmi.

4.1 Pelin toteutus

Pelin toteuttamisessa taytyi ottaa huomioon geneettisen algoritmin populaatio.
Pelin pelaajamaaraa piti pystya muuttamaan dynaamisesti. Peliin toteutettiin
myo0s totuusarvomuuttuja, jonka avulla kayttaja voi valita pelaako pelia ihmi-

nen vai neuroverkko.

Pelin grafiikat ovat kaksiulotteiset alkuperaista Flappy bird -pelia jaljitellen. Itse
pelihahmo on avaruusolio, joka lentda avaruusaluksellaan avaruuden lapi. Pe-
lin taustaksi valittiin Hubble-avaruusteleskoopin kuvia, joilla saatiin peliin ava-

ruudellinen tunnelma (kuva 5).

Generationi#Human

Kuva 5. Kuvankaappaus valmiista pelista
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4.1.1 Gamemanager-luokka

Gamemanager-luokka on luokka, joka hallitsee pelia. Tama pitaa huolen pe-
laajahahmojen luomisesta, pitaa kirjaa pisteista seka lopettaa pelin, kun pe-
laajat ovat kuolleet. Gamemanager-luokan kautta hallitaan myds neuroverkon
kokoa seka pelaajien maaraa. Luokka sisaltaa listan, missa pelin kaikki peli-
hahmot ovat. My6s kayttoliittyman paivittdminen tapahtuu Gamemanager-luo-
kassa johtuen kayttoliittyman yksinkertaisuudesta.

Kun peli loppuu, Gamemanager-luokka palauttaa pelin sen alkutilaan. Nain
mitaan ei tarvitse ladata uudestaan muistiin. Kun viimeinen pelaaja kuolee,
Gamemanager-luokka odottaa lyhyen ajan ennen alkutilan palauttamista
(kuva 6).

IEnumerator WaitForReset(float time)

i3
L

resetting = 1

yield return n laitForSeconds(time);
ResetGame( ) ;
resetting = false;

Kuva 6. Gamemanager-luokka odottaa hetken ennen pelin alkutilan palauttamista

Kun peli palautetaan alkutilaan, Gamemanager-luokka palauttaa tiettyjen
muuttujien arvot silhen mita nama ovat olleet pelin alussa. Tallaisia ovat esi-
merkiksi pelaajan pistemaara seka esteiden nopeus. Gamemanager-luokka
myo6s kutsuu muiden luokkien tarvittavia funktioita. Jos neuroverkot pelaavat
pelia, kutsuu Gamemanager-luokka myos funktiota, jossa geneettinen algo-
ritmi on toteutettu (kuva 7).
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id ResetGame()

pipeHandler.ResetPipeHandler();
SpaceBackground.ResetBackground()
wallSpeed = 0.05F;

score = @;

gameOver = f

firstPipe

ject player in playerList)

ransform.position = playerSpawnlLocation.trans
Ple t pm = player.GetComponentInChildren<p
pm.ResetPlayer();
3
¥

if(!humanPlayer)
I
1
EvolveNeuralNets();
generation++;
uiManager.GenText.text = "Generation: " + generation;
3
;

1
¥

Kuva 7. Gamemanager-luokan ResetGame-funktio

4.1.2 Pelihahmo

Pelaaja pystyy antamaan pelihahmolleen vain hyppykomentoja. Pelihahmo ei
liiku sivuttaissuunnassa ollenkaan, mutta liikkkuvalla taustalla luodaan illuusio

avaruuden lapi lentavasta pelihahmosta.

Painovoima vetaa pelihahmoa jatkuvasti ruudun alareunaan. Kun pelaaja an-
taa pelihahmolle hyppykomennon, pelihahmon sen hetkinen nopeus nollataan
ja talle annetaan pystysuunnassa voimaa. Annettava voima on muuttuja, jol-

loin sita voidaan muuttaa pelimoottorissa (kuva 8).

id Jump()

rb2d.AddForce(new Vector2(@, upForce));

Kuva 8. Pelihahmon Jump-funktio

Esteiden keskella on nakymaton alue, johon osuessaan pelaaja kasvattaa pis-
teitdan, seka merkkaa esteen lapaistyksi (kuva 9). Tata tietoa tarvitaan uusien

esteiden luomisessa.
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I
L

if (col.gameObject.CompareTag(”Gate™))
i

T
col.gameObject.GetComponent<LaserPipe>().hasBeenPassed = true;
score++;

Kuva 9. Pelihahmon OnTriggerEnter2D-funktio

Kun pelihahmo osuu seinaan, nollataan taman nopeus, merkataan pelihahmo

kuolleeksi, seka vaihdetaan pelihahmon grafiikka (kuva 10).

2D(Collision2D col)

if (col.gameObject.CompareTag(“Wall™))
I
L
rb2d.velocity = Vector2.zero;
isDead = B s
sr.sprite = sprites[1];

Kuva 10. Pelihahmon OnCollisionEnter2D-funktio

Kun pelihahmo palautetaan alkutilaan, nollataan sen nopeus ja pisteet, seka
merkataan pelihahmo elavaksi (kuva 11). Pelihahmon sijainti palautetaan al-
kupisteeseen Gamemanager-luokassa. Myos pelihahmon grafiikka vaihdetaan

takaisin.

void ResetPlayer()

isDead =

score = 4;
sr.sprite = sprites[@];
rb2d.velocity = Vector2.zero;

Kuva 11. Pelihahmon ResetPlayer-funktio

4.1.3 Esteet

Pelin esteet liikkuvat ruudulla oikealta vasemmalle. Esteet ovat pelissa putkia,

taman takia niihin viitataan koodissa englannin kielen sanalla "pipe”. Esteiden
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vauhtia kasvatetaan, kun pelaaja saa pisteen. Kun esteet menevat ruudun ul-

kopuolelle, ne tuhotaan. Nain pidetaan pelin muistin kaytto kurissa.

Esteilld on kasittelija, joka pitda huolen esteiden luomisesta ja tuhoamisesta.
Kasittelija sisaltaa listan, mihin esteet lisatadan niiden luomisen yhteydessa
(kuva 12).

uépawnpipe()

pipe = Instantiate(pipePrefab, spawnlocation.transform.position, Quaternion.identity);
Pipelist.Add(pipe);

Kuva 12. Esteidenkasittelijan SpawnPipe-funktio

Kun esteet luodaan, nama muuttavat korkeuttaan sattumanvaraisesti. Nain
esteiden korkeuksiin saadaan variaatiota. Pelin ensimmaiselle esteelle on
asetettu tietyt arvot. Esteen luomisen yhteydessa tarkistetaan, onko este en-
simmainen. Jos nain on, este asetetaan ennalta maarattyyn sijaintiin (kuva
13).

.FindObjectOfType<Ga ger>();

topPipeOffset .Range(minOffset, maxOffset);
botPipeOffset .Range(-1 * minOffset, -1 * maxOffset);

if (gm.firstPipe)

I

L
topPipeOffset =
botPipeOffset =
gm.firstPipe = false;

1

J

topPipe.transform.position ew Vector2(transform.position.x, transform.position.y + topPipeOffset);
botPipe.transform.position ew Ve 2(transform.position.x, transform.position.y + botPipeOffset);

Kuva 13. Esteidenkasittelijan Start-funktio

Kun peli palautetaan alkutilaan, kasittelija tuhoaa esteet listasta ja tyhjentaa

listan. Taman jalkeen kasittelija luo uuden esteen (kuva 14).
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ResetPipeHandler()

foreach (GameObject pipe in Pipelist)
8
L

Destroy(pipe);

PipelList.Clear();
SpawnPipe();

Kuva 14. Esteiden kasittelijan ResetPipeHandler-funktio

4.2 Neuroverkon toteutus

Neuroverkko on pelissa liitetty pelaajaobjektiin. Itse neuroverkko on vain kak-
siulotteinen neuronitaulukko. Ensimmaisella tasolla on nelja neuronia ja vii-
meisella tasolla on yksi. Piilotettujen tasojen maara ja koko voivat vaihdella,
joten nama luodaan koodissa dynaamisesti (kuva 15).

neuralnet = new on[layers][];
@; i < layers; i++)
if (i == 0)
;

neuralnet[i] = new N
1
I

else if (i == layers -
{

neuralnet[i] = n
1
¥

else
"
1

neuralnet[i] = new Neuron[layerSize];

1
¥

1
i)

Kuva 15. Neuroverkon tasojen alustus

Ensimmaisella tason neuroneilla on yksi sisaantulo. Koska ensimmaisella ta-
solla neuronien maara on aina nelja, taytyy toisen tason neuroneilla olla nelja

sisaantuloa (kuva 16).
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; 1 < neuralnet.Length; i++)

@; j < neuralnet[i].Length; j++)

if (1 == 0)
¢

neuralnet[i][j].inputs = ne
}
else if (i == 1)
¢

neuralnet[i][j].inputs =

neuralnet[i][j].inputs = new float[layerSize];

neuralnet[i][]j].weights = new float[neuralnet[i][j].inputs.Length];

Kuva 16. Neuroverkon neuronien sisaantulojen alustus

Kun verkko prosessoi itsensa, ensimmaisen tason sisaantuloihin tuodaan neu-
roverkkoon liitetyn pelaajan korkeus, seka esteiden koordinaatit Game-
manager-luokasta. Jos neuroverkkoon liitetty pelaaja on kuollut, verkko ei ka-

sittele itseaan (kuva 17).

id Prosess()

if(!playerMovement.isDead)
I

-
tickCounter++;

for(int i @; i < neuralnet.length; i++)

!

1
for(int j = @; j < neuralnet[i].Length; j++)
i

1
if(i == @)

switch (j)
{
case @:
neuralnet[i][]j].inputs[@] = transform.position.y;
break;

case 1:
neuralnet[i][j].1inputs[@] = gameManager.pipeHandler.topPipelocation.x;
break;

euralnet[i][]j].inputs[@] = gameManager.pipeHandler.topPipelocation.y;
break;

j].inputs[@] = gameManager.pipeHandler.botPipelocation.y;

default
break;

Kuva 17. Neuroverkon prosessointi ensimmaisella tasolla

Ensimmaisen tason jalkeen seuraavien tasojen sisaantuloille tuodaan edelli-

sen tason ulostulot (kuva 18).



22

int k = 8; k < neuralnet[i][]j].inputs.Length; k++)

neuralnet[i][j].inputs[k] = neuralnet[i - 1][k].output;

Kuva 18. Neuroverkon prosessointi piilotetuilla tasoilla

Viimeisen tason ulostuloa verrataan neuroverkossa olevaan kynnysarvoon.
Jos tama on pienempi kuin neuroverkon viimeisen tason ulostulo, neuroverk-

koon liitetty pelihahmo hyppaa (kuva 19).

if(i == neuralnet.lLength - 1)
{

output = neuralnet[i][@].output;

if (output > JumpThreshold)
I

1
playerMovement. Jump();

1
I

Kuva 19. Neuroverkon prosessointi viimeisella tasolla

Neuroverkko laskee kelpoisuutensa aina prosessoinnin jalkeen. Kelpoisuus-

arvo lasketaan kuten taman tyon luvussa kolme on kuvattu (kuva 20).

id CalculateFitness()
r
t
fitness += (playerMovement.score * 100@) * (playerMovement.score * 160);

fitness += tickCounter;

if(gameManager.deadPlayers > gameManager.playerCount * 0.9f)
i

13

fitness += 500;
1
I

)

Kuva 20. Neuroverkon kelpoisuusfunktio

4.3 Neuronin toteutus

Neuroni sisaltaa taulukot sisaantuloista ja painoista, seka arvot ulostulolle ja
vakiotermin painolle (kuva 21). Neuronin sisaantulotaulukon koko asetetaan
neuroverkon alustuksessa ja sisdantulojen arvot asetetaan, kun neuroverkko

prosessoi itsensa.



23

[] inputs;
[] weights;

output;
biasWeight;

Kuva 21. Neuronin muuttujat

Kun neuroni prosessoi itsensa, se summaa sisaantulot kerrottuina painoilla.
Taman jalkeen summaan lisataan vakiotermin painon arvo. Lopuksi summa

viedaan aktivointifunktiolle (kuva 22).

id HandleWeights()
t sum = @;

for(int i = @; i < inputs.lLength; i++)
s
L
sum += (inputs[i] * weights[i]);
1
I

sum += biasWeight;

Activate(sum);

Kuva 22. Neuronin HandleWeights-funktio

Aktivointifunktio vie saamansa arvon logistiselle funktiolle. Arvon, jonka logisti-

nen funktio palauttaa viedaan laukaisufunktiolle (kuva 23).

hlic void Activate(float value)

Fire(Sigmoid(value));

Kuva 23. Neuronin aktivointifunktio

Logistinen funktio palauttaa sille annetun arvon taman tyén luvun kaksi mukai-
sesti. Unity Engine -pelimoottorin Mathf-kirjasto on yleisimmista matemaatti-
sista funktioista koostuva kirjasto. Sielta 16ytyva Exp-funktio palauttaa arvon,
joka on neperin luku korotettuna potenssiin sille annetulla arvolla (kuva 24).
(Unity 2020a.)
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at Sigmoid(float x)

return 1 / (1 + Mathf.Exp(-x));

Kuva 24. Logistinen funktio

Laukaisufunktio asettaa sille annetun arvon neuronin ulostuloon (kuva 25).

Fire(float value)

output = value;

Kuva 25. Neuronin laukaisufunktio

4.4 Geneettisen algoritmin toteutus

Geneettinen algoritmi on toteutettu Gamemanager-luokan sisdan. Tama siksi,
ettd Gamemanager-luokka tietaa pelin loppumisesta ja kaynnistaa sen uudel-

leen.

Aluksi luodaan desimaalilukumuuttuja, jonka arvoksi asetetaan nolla. Tahan
muuttujaan lisataan jokaisen pelihahmon kelpoisuusarvo. Nain saadaan las-

kettua koko populaation kokonaiskelpoisuus (kuva 26).

EvulveNeuralNets()

"loat totalFitness = 8;

foreach (G ject player in playerlList)

I

1
Neur nn = player.GetComponentInChildren<NeuralNet>();
totalFitness += nn.fitness;

Kuva 26. Populaation kokonaiskelpoisuuden laskeminen

Kun populaation kokonaiskelpoisuus on laskettu, voidaan jokaiselle neurover-
kolle lasketa taman lisdantymismahdollisuusarvo. Tama tapahtuu jakamalla
neuroverkon kelpoisuus populaation kokonaiskelpoisuudella. Tama arvo tal-

lennetaan neuroverkon muuttujaan (kuva 27).
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t player in playerlist)

player.GetComponentInChildren<i

nn.chanceToMultiply = nn.fitness / totalFitness;

Kuva 27. Neuroverkkojen lisddntymismahdollisuusarvojen laskeminen

Kun jokaiselle neuroverkolle on laskettu lisaantymismahdollisuusarvo, tama
arvo kerrotaan sadalla ja pyodristetaan lahimpaan kokonaislukuun. Nain saa-
daan jokin kokonaisluku nollan ja sadan valiltd. Taman jalkeen neuroverkko li-
sataan evoluutiovarantolistaan taman kokonaisluvun verran. Lopuksi saadaan
lista, jonka pituus on noin 100. Pyoristysten takia evoluutiovarantolistan koko

ei ole vakio (kuva 28).

t player in playerList)

Net nn = player.GetComponentInChildrer et>()s

nn.chanceToMultiply 100;
nn.chanceToMultiply = Mathf.Round(nn.chanceToMultiply);
t n = (int)(nn.chanceToMultiply);

for (int i= @; i < n; i++)

Evolutionpool.Add(nn);

Kuva 28. Neuroverkkojen lisddminen evoluutiovarantoon

Taman jalkeen Gamemanager-luokan pelaajalistan objektit tuhotaan ja luo-
daan uudestaan. Kun pelaajalista on alustettu, arvotaan jokaiselle pelaajalle
satunnainen kokonaisluku. Taman luvun perusteella valitaan evoluutiovaran-
nosta neuroverkko, jonka painot kopioidaan pelaajalistan neuroverkkoon. Kun
painot on kopioitu, kutsutaan 90 % todennakoisyydella neuroverkon kehitty-
misfunktiota (kuva 29). Tama siksi, ettd osa edellisen sukupolven perimaa ha-

lutaan jattda vahan seuraavaan sukupolveen.

foreach (G ct player in playerlist)
T
NeuralNet nn = player.GetComponentInChildren<
t randomInt = Random.Range(®, (Evolutionpool.Count -

nn.CopyWeightsFrom(Evolutionpool[randomInt]);

at randomFloat = R n.Range(@.0f, 1.8f);

if (@.9f > randomFloat)
nn.Evolve();

Kuva 29. Neuroverkkojen painojen kopioiminen
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Kun neuroverkko kehittyy, se kutsuu jokaisen neuroninsa kehittymisfunktiota
(kuva 30).

bid Evolwve()

for (int i = @; i < neuralnet.length; i++)

I
L

for (int j = @; j < neuralnet[i].Length; j++)

IE
8

neuralnet[i][j].Evolve();
1
J

Kuva 30. Neuroverkon Evolve-funktio

Neuronin kehittymisfunktiossa sen painoihin lisataan tai vahennetaan sattu-
manvaraisia lukuja (kuva 31). Muutokset halutaan pitaa pienina, koska liian ra-
jut muutokset painoihin voivat pilata neuronin oppimisen (Brownlee 2016).
Tasta syysta myoskaan jokaista painoa ei muuteta. Myds vakiotermin painon

arvoa muutetaan.

id Evolve()
@; i < weights.lLength; i++)
at randomFloat = Random.Range(@.0f, 1.0f);

if(randomFloat > 0.5f)
weights[i] += Random.Range(-0.025f, ©.025f);

1
J

biasWeight += Random.Range(-0.025f, 0.025f);

Kuva 31. Neuronin Evolve-funktio

5 YHTEENVETO

Lopullisessa toteutuksessa neuroverkot oppivat valilla pysyttelemaan ruudun
keskella. Talla tavoin ne pysyivat hengissa loputtomasti ja pystyivat jatkamaan

pelaamista. Pelin esteissa ei ollut tarpeeksi variaatiota.
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Itse pelin toteuttaminen onnistui nopeasti ja ilman ongelmia. Paaosa tyon to-
teutukseen kaytetysta ajasta kului neuroverkon ja geneettisen algoritmin to-

teutukseen.

Neuroverkon sisaantulot olisivat voineet olla erilaiset. Vaihtoehtoja neurover-
kon sisaantuloille olisi voinut olla esimerkiksi pelihahmon pystysuuntainen no-

peus. Talla olisi saattanut olla vaikutusta neuroverkon oppimiseen.

Geneettisessa algoritmissa muutokset neuronien painoihin olivat liian suuria.
Tama johti usein siihen, etta sukupolvi ei parjannyt yhta hyvin kuin sita edelta-
nyt sukupolvi. Myés mutaatiot aiheuttivat ongelmia populaatioiden kehittymi-
seen. Tasta syysta lopullisessa toteutuksessa mutaatiot jatettiin kokonaan
pois geneettisesta algoritmista. Algoritmin populaatio ei mydskaan voinut olla
pyOristysten takia liian iso, silla jos kaikkien populaation yksildiden kelpoisuus-
arvot olivat alle puoli prosenttia, evoluutiovarantolista jai tyhjaksi. Tama johti
algoritmin kaatumiseen. Geneettisen algoritmin olisi voinut toteuttaa omaan
luokkaansa, ettei Gamemanager-luokka olisi paisunut niin isoksi. Jos tyota jat-
kettaisiin eteenpain tama olisi hyva tehda koodin selkeyden vuoksi.

Virheiden loytaminen tydssa osoittautui vaikeaksi. Rajallinen kokemus aihetta
kohtaan johti usein siihen, etta virheiden paikantamiseen kului kauan aikaa.
Oli vaikea selvittaa, johtuivatko virheet neuronien, neuroverkon vai geneetti-

sen algoritmin toteutuksesta.

Tyon tekeminen opetti paljon neuroverkoista, seka niiden toteuttamisesta.
Tama oli myds tyon tavoite. Tulevaisuudessa samanlaisen tyon voisi luoda
jonkin valmiin koneoppimiskirjaston avulla. Esimerkiksi Unity engine -pelimoot-
torin Machine learning agents toolkit -tyokalu, jota Teemu Ropilo kaytti opin-
naytetyossaan (2019). Toinen vaihtoehto olisi toteuttaa neuroverkoilla jokin
muunlainen projekti, jossa koulutuksessa voitaisiin kayttaa vastavirta-algo-

ritmia.
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