
Tämä on alkuperäisen artikkelin 
rinnakkaistallenne  

(kustantajan versio).  

Viite:  
Mikkonen, P. & Junell, P. 2020. Data-analyysin ja tekoälyn perusteita 
Pythonilla. Teoksessa: S. Päällysaho, P. Junell, J. Latvanen, S. Saarikoski 
& S. Uusimäki (toim.) Seinäjoen ammattikorkeakoulu 2020: Osaamista 
strategian vahvuusaloilla. Seinäjoki: Seinäjoen ammattikorkeakoulu. 
Seinäjoen ammattikorkeakoulun julkaisusarja A. Tutkimuksia 33, 318 - 328.  



318 319

DATA-ANALYYSIN JA TEKOÄLYN 
PERUSTEITA PYTHONILLA
Pasi Mikkonen, FT, lehtori
SeAMK Tekniikka

Pasi Junell, TkT, yliopettaja
SeAMK Tekniikka

1	 JOHDANTO

SeAMK Tekniikassa on pitkään ollut data-analytiikan ja numeerisen laskennan 
opetuksessa käytössä Matlab-ohjelmisto ja sen ohjelmointikieli. Ohjelmisto on 
kaupallinen eikä opiskelija voi asentaa sitä omaan tietokoneeseensa. SeAMKin 
lisenssi ei myöskään mahdollista Matlabin käyttöä TKI-toiminnassa. Osittain on-
gelman ratkaisuna on käytetty avoimen lähdekoodin sovelluksia, opetuksessa 
Octavea ja TKI-työssä Scilabia. Viime aikoina on kuitenkin aikaisempaa vahvemmin 
siirrytty käyttämään Python-ohjelmointikieltä ja sen eri kirjastoja kielen laajemman 
käytettävyyden vuoksi. 

Data-analyysillä on insinööriopinnoissa pitkät perinteet, ja tässäkin artikkelissa 
kuvattuja analyysejä on tehty opinnoissa osittain jo hyvin pitkään. Data-analyysin 
näkökulmasta uutuusarvo on juuri Pythonin käyttöön siirtymisessä. Tämä siirros 
edesauttaa opetuksessa myös tekoälyn opettamista. Vaikka aiemmin käytössä 
olleissa Matlabissa ja Scilabissa olisi käytettävissä olleet esimerkiksi neuroverk-
kokirjastot, näitä ei SeAMKissa ole juuri käytetty. Osaltaan viimeaikainen teko-
älyn käytön merkityksen kasvaminen ja toisaalta Googlen tarjoama avoimen 
lähdekoodin Tensorflow-paketti ovat muuttaneet Python-ohjelmointikielen 
aikaisempaa houkuttelevammaksi. Tämä kehitys on ollut tarpeen huomioida 
myös opetuksessa. Opetuksen ohella myös henkilöstön osaamiseen on ollut 
syytä kiinnittää huomiota, ja tästä syystä artikkelin kirjoittajat ovat siirtäneet omaa 
data-analytiikkaansa Python-ympäristöön.

Tässä artikkelissa kerrotaan data-analyysin ja tekoälyn perusteiden opetuksesta 
Python-ohjelmointikielen ja sen kirjastojen Numpy, Pandas, Matplotlib, Scikit-
learn, Tensorflow ja Keras avulla. Artikkeli perustuu kahteen SeAMK Tekniikassa 
keväällä 2020 pidettyyn opintojaksoon. Lisäksi artikkelin luvussa 4 luodaan lyhyt 
katsaus siihen, miten neuroverkko-sovellusta voidaan käyttää myös opiskelun 
ohjauksen tukemiseen.
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2	 PYTHON-KIRJASTOT JA  
	 DATA-ANALYTIIKAN OPETUS

Python on tulkattava ohjelmointikieli, jossa on korkean tason tietorakenteet sekä 
verrattain yksinkertainen ja luettava syntaksi. Python-ohjelmointiin käytettäviä 
ohjelmointiympäristöjä on useita erilaisia. Matematiikan ja data-analytiikan näkö-
kulmasta luultavasti helpoiten lähestyttävä ympäristö on Spyder-ympäristö, sillä 
sen käyttölogiikka on rakennettu melko samanlaiseksi kuin esimerkiksi Matlabin 
tai Scilabin ohjelmointiympäristö. Itse Python-koodi on kuitenkin samaa, käyttipä 
sitä sitten mistä tahansa ohjelmointiympäristöstä.

Ohjelmointiympäristön ohella Pythonin käytettävyys rakentuu siitä, että siihen 
on saatavissa lukuisa määrä avoimen lähdekoodin kirjastoja. Data-analytiikan ja 
tekoälyn näkökulmasta juuri kirjastojen suuri määrä tekee Python-ohjelmoinnista 
houkuttelevaa. Opintojaksolla Data-analytiikan perusteita perehdytään nimensä 
mukaisesti Pythonin käytön perusteisiin. Kurssin sisältönä ovat Python-kirjastoihin 
tutustuminen ja kirjastojen käyttö datan analysoinnissa ja havainnollistamisessa. 
Kurssilla opiskelijat tutustuvat muun muassa kuvankäsittelyyn, aikasarjoihin, 
datan ryhmittelyyn ja pääkomponenttianalyysiin. Opintojakso perustuu pääosin 
Helsingin yliopiston verkkokurssiin Data-analysis with Python (Toivonen 2020). 

Tekoälyn sovellukset teollisuudessa -opintojaksolla opiskelijat tutustuvat koneop-
pimisen ja neuroverkkojen perusteisiin. Python-kirjastojen avulla toteutetaan 
esimerkiksi lineaarinen ja logistinen regressio sekä neuroverkkojen vastavirta-
algoritmi. Kurssilla myös rakennetaan ja opetetaan konvoluutioneuroverkkoja 
tunnistamaan kuvia. Opintojakso perustuu pääosin Deeplearning.ai:n videokurs-
seihin Neural Networks and Deep Learning, Improving Deep Neural Networks ja 
Convolutional Neural Networks (Deeplearning.ai 2017). 

Pythonin ja sen kirjastojen avoimuuden ohella myös oppimisen tueksi oleva 
aineisto on mittava. Hakkerietiikan henkeä noudattaen, internet on pullollaan 
erilaisia käyttöä tukevia ohjeita ja opetusvideoita, joita muut käyttäjät toimittavat 
vapaasti edelleen käytettäväksi. Opintojaksoilla lähdeteoksina käytettään myös 
kirjoja Deep learning with Python (Chollet 2018), Hands-on machine learning 
with Scikit-Learn, Keras and Tensorflow (Géron 2019) ja Python data science 
handbook (VanderPlas 2016). 

Matlabin ja Scilabin käytöstä Pythoniin siirryttäessä on aluksi kuitenkin hieman 
opeteltavaa datarakenteiden ollessa hieman erilaisia. Esimerkiksi numeerisen 
laskennan ja analysoinnin toteuttamiseksi on ensiksi otettava käyttöön Numpy-
kirjasto. Numpy-kirjaston avulla dataa käsitellään taulukoina eli arrayina, joiden 
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alkiot ovat numeroita. Yksiulotteisia taulukoita sanotaan vektoreiksi, kaksiulotteisia 
matriiseiksi ja useampiulotteisia tensoreiksi. Toisaalta juuri esimerkiksi tensorei-
den käsittelyyn Python taipuu jossain määrin helpommin kuin vaikkapa Matlab tai 
Scilab. Jos data sisältää muutakin kuin numeroita, on tarve käyttää toista kirjastoa. 
Pandas-kirjaston dataframet ovat kaksiulotteisia taulukoita eli matriiseja, joiden 
kaikkien alkioiden ei tarvitse olla numeroita. Myös datan ja tulosten graafiseen 
esittämiseen tarvitaan omaa kirjastoaan Matplotlibiä. Scikit-learn-kirjasto taas 
sisältää koneoppimiseen tarvittavia rutiineja ja Tensorflow-Keras-kirjastosta 
löytyviä algoritmeja tarvitaan neuroverkkolaskentaan. Python-ohjelmoinnin 
hyödyntäminen data-analytiikassa onkin suuressa määrin eri kirjastoista löy-
tyvien valmiiden algoritmien käyttämistä. Luonnollisesti itsekin voi algoritmeja 
ohjelmaansa kirjoittaa, mutta insinööriopinnoissa tarvittavat rutiinit löytyvät 
pääosin valmiista kirjastoista. Seuraavassa luvussa esitellään muutama esimerkki 
kirjastojen käytöstä mainituilta opintojaksoilta. 

3	 ESIMERKKEJÄ 
 
3.1 Numpy ja Matplotlib -kirjastojen käyttöä

Analysoitavat datapisteet [x1,x2] ovat matriisin X vaakariveinä. Aluksi pisteet 
skaalataan siten, että koordinaattien keskiarvot = 0 ja keskihajonnat = 1, ja piirre-
tään kuva alkuperäisistä ja skaalatuista datapisteistä. Ohjelmassa aluksi tuodaan 
tarvittavat kirjastot, sitten lasketaan koordinaattien eli X:n sarakkeiden keskiarvot 
ja -hajonnat, ja muodostetaan niiden avulla matriisi, jonka vaakariveinä ovat 
skaalatut datapisteet. Tämä on esitetty ohjelmakoodina alla:

import numpy as np 

import matplotlib.pyplot as plt 

m=np.mean(X,axis=0)

s=np.std(X,axis=0)

X_sk=(X-m)/s 

Lopuksi poimitaan pisteiden koordinaatit vektoreiksi ja piirretään kuvat, jotka 
ovat esitettynä kuviossa 1. Tämä näyttää koodina seuraavalta:
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x1=X[:,0]

x2=X[:,1]

x1_sk=X_sk[:,0]

x2_sk=X_sk[:,1]

plt.plot(x1,x2,’b.’)

plt.plot(x1_sk,x2_sk,’b.’)

Kuvio 1. Alkuperäiset ja skaalatut datapisteet.

3.2 Pandas-kirjaston käyttö

Tekstitiedostossa data.csv on tunnin välein mitattuja suureen y arvoja vuoden 
ajalta. Aluksi tuodaan kirjasto ja luetaan tiedosto dataframeksi, jonka sarakkeina 
ovat viikonpäivä, tunti ja y:n arvo. Sitten lasketaan y:n keskiarvot eri päivinä ja 
tunneittain eri päivinä. Lopuksi muutetaan df3:n sarakkeiksi y:n tuntikeskiarvot 
eri päivinä ja piirretään niiden kuvaajat. Lopputuloksena saatu kuva on esitetty 
kuviossa 2. Koodina toimenpide näyttää seuraavalta:

import pandas as pd

df=pd.read_csv(’data.csv’)

df2=df.groupby(’päivä’)[’y’].mean()

df3=df.groupby([’päivä’,’tunti’])[’y’].mean()

df3=df3.unstack(level=0)

df3.plot(style=’-o’)
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Kuvio 2. Keskiarvot tunneittain eri päivinä.

3.3 	Scikit-learn-kirjaston käyttö
	 pääkomponenttianalyysissä

Parhaimmillaan monimuotoisia matemaattisia toimenpiteitä voidaan tehdä kir-
jastoja hyödyntäen lyhyellä ja yksinkertaisen oloisella ohjelmakoodilla. Tästä on 
hyvänä esimerkkinä kuviossa 3 havainnollistettu datan keskipisteen ja pääkom-
ponenttien analysointi Scikit-learn-kirjastoa käyttäen. Esimerkissä analysoitavan 
datan pisteet [x1,x2] ovat tuotuna matriisin X vaakariveille. Aluksi, algoritmin 
tuonnin jälkeen, etsitään pääkomponenttiakseleiden suuntaiset yksikkövektorit v1 
ja v2, ja lasketaan datapisteiden koordinaatit z1 ja z2 näiden yksikkövektoreiden 
suhteen. Alla olevassa koodiesimerkissä yksikkövektorit v1 ja v2 ovat matriisin V 
vaakariveinä, ja pisteiden koordinaatit z1 ja z2 matriisin Z sarakkeina. Koodina 
toimenpide mahtuu neljään riviin:

from sklearn.decomposition import PCA

pca=PCA().fit(X)

V=pca.components_

Z=pca.transform(X)
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Kuvio 3. Datapisteet, niiden keskipiste μ ja pääkomponenttiakselit. 

3.4 	Neuroverkon luonti ja opetus Tensorflow:ta ja 
Keras:ia käyttäen

Analysoitavat datapisteet [x1,x2] ovat myös tässä esimerkissä matriisin X vaa-
kariveinä ja niiden  luokat 0 tai 1  vektorissa y. Etsitään datan perusteella kuviossa 
4 havainnollistetun neuroverkon kertoimet tason pisteiden luokittelemiseksi. 
Neuroverkkomallin rakentaminen on hieman aiempia esimerkkejä monimuotoi-
sempi, joten koodikin kuvataan seuraavassa vaiheittain.

Kuvio 4. Neuroverkko tason pisteiden luokittelemiseksi.
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Jälleen aluksi tuodaan tarvittava kirjasto. Tämän jälkeen rakennetaan varsinainen 
neuroverkkomalli, ja tässä yhteydessä valitaan piilo- ja ulostulokerrosten neuro-
nien määrät ja aktivaatiofunktiot. Tässä esimerkissä aktivaatiofunktioksi valitaan 
Sigmoid-funktio. Koodina toimenpide näyttää seuraavalta

from tensorflow import keras

model=keras.models.Sequential()

model.add(keras.layers.Input(shape=(2,)))

model.add(keras.layers.Dense(5, activation=’sigmoid’)) 

model.add(keras.layers.Dense(1, activation=’sigmoid’)) 

Neuroverkkomallin keskeiset parametrit ovat optimointimenetelmä, oppimisno-
peus ja kustannusfunktio sekä käytetty mitta tuloksen arvioimiseksi. Neuroverk-
komallia rakennettaessa nämä valinnat tehdään mallin kääntämisen yhteydessä. 
Koodina tämä kaikki mahtuu seuraavaan kahteen riviin, mutta näennäisestä 
yksinkertaisuudestaan huolimatta siihen sisältyy mallin onnistumisen kannalta 
hyvin keskeiset valinnat. Olisi hyvä ainakin jossain määrin tietää mitä on tekemässä 
valintoja tehdessään. Tässä on esimerkiksi optimoijaksi valittu laskeutuva sto-
kastinen gradientti -rutiini (SGD) ja kustannusfunktioksi binäärinen ristientropia. 

	 model.compile(optimizer = keras.optimizers.SGD(lr=5),

	          loss=’binary_crossentropy’, metrics=[’accuracy’])

Seuraavaksi tehdään neuroverkon opettaminen. Laskennallisesti opettamisessa 
etsitään neuroverkon kertoimet minimoimalla kustannusfunktiota, seuraavassa 
koodissa optimointi tehdään sovittamalla kertoimia 1000 kierroksen verran.

	 history=model.fit(X,y,epochs=1000)

	 w1,b1=model.layers[0].get_weights()  

	 w2,b2=model.layers[1].get_weights() 

Neuroverkon opettamisen jälkeen sitä voidaan käyttää siihen tarkoitukseen, johon 
se on rakennettu. Tässä esimerkissä neuroverkko rakennettiin datan luokitteluun. 
Luokittelu voidaan hoitaa nyt alla olevalla koodilla, jos datassa pisteen [x1,x2] 
arvo a > 0.5, niin piste kuuluu luokkaan 1, muuten luokkaan 0. Tilannetta 
havainnollistetaan kuviossa 5.

	 xtest=np.array([[x1,x2]])

	 a=model.predict(xtest)
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Kuvio 5. Datapisteet ja neuroverkon tuottama tason pisteiden luokittelu.

4	 NEUROVERKKOPOHJAINEN 
OPPIMISEN TUKI

Neuroverkkoja voidaan hyödyntää myös oppimisen analytiikassa ja opinto-ohja-
uksen tukena. Edelliset esimerkit ovat kohdistettuna SeAMKin opiskelijoille, mutta 
myös SeAMKin henkilöstölle neuroverkkojen hyödyntämisestä on saatavissa 
tukea omaan opetustyöhön. Tekoälyn sijaan luultavasti oikeampi termi tästä olisi 
tukiäly, sillä neuroverkkomallin opetusdatana käytetään aiempien opiskelijoiden 
tuottamaa dataa ja mittana opettajan antamaa loppuarviointia. Malli sinällään 
on geneerinen, mutta mallin opetusdata muodostuu SeAMKin opiskelijoiden ja 
opettajien tuottamasta tiedosta. 

Malli on ensivaiheessa testattu yksittäisen opintojakson tarkoituksiin ja on edel-
leen testausvaiheessa. Taustalla on opiskelijoiden mekaaninen maailmankuva, 
jota testataan opintojakson alkuvaiheessa klassikoksi muodostuneella voimakä-
sitteen FCI-testillä (Force Concept Inventory). Testin hyödyntämisestä mekanii-
kan opetuksessa on viljalti tutkimustietoa sekä Suomesta että kansainvälisesti 
(mm. Gurel, Eriylmaz & McDermott 2015; Utriainen 2018). SeAMKissa FCI-testi 
on tehty mekaniikan kurssin alussa jo vuosien ajan ja saatua osaamistasokuvaa 
on hyödynnetty kurssin opetuksen muokkaukseen. Ongelmallista kuitenkin on 
opiskelijoiden heterogeeniset taustat, ja opiskelun ohjauksessa on tunnistettu 
tarve nykyistä henkilökohtaisempaan ohjaukseen. FCI-testi tuottaa analysoitavaksi 
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dataksi 30 kohdan monivalintakysymyksen tuottaman tiedon. Eri tutkimuksissa 
tätä vastausjoukkoa on tarkasteltu erilaisten tilastollisten menetelmien avulla, 
mutta käyttökokemusten pohjalta voidaan todeta tällaisen analytiikan olevan 
työläs tapa opiskelun ohjauksen tehostamiseen. Koko kurssin opiskelijajoukon 
keskiarvotuloksen suhteen saatua tietoa toki on käytetty SeAMKissakin, mutta 
henkilökohtaisempi ohjaus on jäänyt työläyden takia toteuttamatta.

Opiskelun ohjauksen tehostamiseksi on tarkoitus hyödyntää tulevaisuudessa 
neuroverkkomallin tuottamaa lisäarvoa. Kuviossa 6 havainnollistetaan mallin en-
simmäistä versiota, jota testataan ohjauksessa syksyllä 2020. Malli on rakennettu 
siten, että sisääntulokerroksessa parametreja on 30 kpl FCI-testin vastausten 
mukaisesti. Tämä välitetään kahdelle syväkerrokselle (kuviossa S1 ja S2), johon 
kumpaankin on aluksi asetettu 60 neuronia. Syväkerroksissa käytetään aktivaa-
tiofunktiona yksinkertaista epälineaarista ReLU (Rectified Linear Unit) funktiota, 
jota havainnollistetaan myös kuviossa. Ulostulokerroksessa data luokitellaan 
arvosanojen (0 - 5) mukaisesti kuuteen kategoriaan hyödyntäen Softmax-
aktivaatiofunktiota. Softmax-funktiota on myös yksiulotteisesti havainnollistettu 
kuviossa 6. Periaatteeltaan Softmax-funktio on samanlainen luokittelufunktion 
kuin aiemmassa esimerkissä käytetty Sigmoid-funktio, mutta erona funktioilla on 
luokiteltavien luokkien lukumäärä. Sigmoid luokittelee dataa kahteen luokkaan, 
kun Softmaxilla voidaan luokitella niin moneen luokkaan kuin on tarpeen.

Kuvio 6. Oppimisen ohjauksen tueksi rakennetun neuroverkkomallin 
rakenne ja käytetyt aktivointifunktiot. Mallin sisäänmenona on 
FCI-testin vastausten 30 kohtainen tulosjoukko ja ulostulossa 
vastausjoukot luokitellaan kuuteen luokkaan.
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Periaatteessa mallin rakentaminen on yksinkertaista Pythonilla hyödyntäen Ten-
sorflown Kerasia. Esimerkiksi tappiofunktioksi valittu kategorinen ristientropia tai 
mallin optimoijan valinta ovat vain rutiinien valintakysymyksiä samaan tapaan 
kuin kappaleessa 3.4 esitellyssä neuroverkkomallissa. Tarvittavien neuronien 
lukumäärä ja painokerrointen optimointi ovat myös käytännössä vain kokeellista 
laskentaa ja saadun tuloksen arviointia. Ensimmäisessä testissä käytetty 15 opiske-
lijan tuottama opetusdata pyörähtää mallilla muutamassa sekunnissa tuottaen jo 
muutaman sadan optimointikierroksen jälkeen 100% osumatarkkuuden. Toisaalta 
tästä voisi päätellä neuroneita olevan liikaakin, mutta mallin muokkaus, arviointi ja 
parametrimuokkaus onnistuvat vasta varsinaisen opetusdatan keräyksen myötä.

Rakennettu neuroverkkomalli tuottaa kuitenkin jo nykyisellään arvokasta tietoa 
ohjauksen tueksi. Malli antaa ennusteen opiskelijan kurssilla saavuttamasta osaa-
mistasosta pohjautuen opiskelijan käsitteelliseen maailmankuvaan ja opettajan 
aikaisemmin tekemiin pedagogisiin valintoihin. Opettaja kykenee saadun tiedon 
pohjalta arvioimaan omia pedagogisia valintojaan ja kohdentamaan opetustaan 
aiempaa paremmin opiskelijakohtaisesti. Neuroverkkomalli tulee siten olemaan 
painokertoimiltaan joka tapauksessa jatkuvasti muuttuva. Tavallaan voidaan 
ajatella, että sekä opettaja että neuroverkko oppivat yhdessä jokaisesta opin-
tojakson toteutuksesta. Tässä suhteessa todella on kysymys opetuksen tukeen 
soveltuvasta välineestä, joka muuttuu kurssitoteutuksesta toiseen. Mallin käytön 
haasteellisuus tulee olemaankin siinä, että yksittäisestä kurssitoteutuksesta 
ei välttämättä saada tilastollisesti merkitsevää otantaa vaan opetuksessa on 
osattava suhteutua oikein mallin antamiin tuloksiin. Kuitenkin nyt on onnistuttu 
rakentamaan kytkentä kurssin alkutestituloksen ja lopullisen osaamistason vä-
lille, ja lopputuloksen tuottamia pedagogisia ratkaisuja on mahdollista arvioida 
pidemmällä aikajänteellä.

5	 LOPUKSI

Data-analytiikka ja tekoäly ovat kasvattaneet merkitystään viimeisinä aikoina 
merkittävästi, ainakin yleisen keskustelun näkökulmasta. Olkoonkin, että keino-
tekoisista neuroverkoista on kirjoitettu 1940-luvulta tai ainakin 1950-luvulta asti. 
Viimeaikainen laskentakoneiston kehittyminen ja ohjelmistokehitys avoimen läh-
dekoodin ympäristöineen ovat kuitenkin tuoneet analytiikan jokaisen ulottuville. 
Analytiikan hallinta on ainakin insinööreille tärkeää. Myös Python-ohjelmointikieli 
ja sen monipuoliset kirjastot voidaan nykyisin mieltää insinöörin perusosaamisten 
joukkoon niiden laajan käytön vuoksi. SeAMK Tekniikassa Python-ohjelmointia 
käytetään ja opetetaan useilla kursseilla, nykyisin myös numeerisen matematiikan 
opetuksen yhteydessä.
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Oppimisen analytiikan suhteen on SeAMKissa vielä kehitettävää. Tässä artikkelis-
sa kuvailtu esimerkki on ensimmäisiä kokeiluja, joissa neuroverkkoja käytetään 
oppimisen ja pedagogiikan tukena. Ehkä hieman haparoivistakin ensimmäistä 
askeleista on aloitettava, mutta suunnitelmat ovat kunnianhimoiset. Tavoitteena 
on tehostaa opiskelijoiden ohjausta laajemminkin, ja tässä oppimisanalytiikassa 
neuroverkoista tulee olemaan suuri apu. 
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