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The topic of the thesis is machine learning in mobile devices. The recent
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goes from collecting and pre-processing data to choosing an algorithm and finally
training and evaluating the machine learning model.
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1 Johdanto

Viime vuosina koneoppiminen on kehittynyt nopeasti, ja sen soveltaminen on yleistynyt
alasta riippumatta. Koneoppinen voi tarjota yritykselle uutta nakdkulmaa esimerkiksi
asiakkaista, myynnista seka kayttajakokemusten ja markkinoinnin parantamisesta.
Teollisuudessa koneoppiminen voi auttaa esimerkiksi tuotannon tehokkuuden ja
kustannusten optimoinnissa, kysynnan ennustamisessa seka laadunvalvonnassa.
Koneoppimista kaytetdan terveydenhoito, pankki- ja rahoitusalla, turvallisuus, teollisuus

seka markkinointi- ja myyntialalla seka logistiikassa.

Mobiililaitteissa koneoppimisella on potentiaalia varsinkin kayttajaystavallisimpien
sovellusten kehittdmiseen, luonnollisen kielen ymmartadmiseen, personoituihin suosituksiin
sekad erilaisiin arkea helpottaviin tekodlyassistentteihin ja avustajiin. Koneoppimista
mobiililaitteissa kaytetdadn esimerkiksi kuvan ja kasvojen tunnistamiseen, puheen
ymmartamiseen, tekstin lukemiseen ja kielen kaantamiseen. Monet tutut sovellukset
hyoédyntavat koneoppimisen algoritmeja. Esimerkiksi Google-kaantaja, hakutoiminnot, seka
monet viihdesovellukset kuten Netflix, YouTube ja Snapchat. Ruokakuljetussovellus Wolt
kayttda koneoppimista esimerkiksi kuljetusmatkojen optimointiin. Majoitussovellus Airbnb
kayttda koneoppimista suositusten tekemiseen ja petosten tunnistamiseen sekd on
esimerkiksi patentoinut teknologian, joka osaa arvioida kayttajan luotettavuutta sosiaalisen
median perusteella. (Holmes 2020; Lappalainen 2021.) Myés tuttujen tekoalyassistenttien

kuten Sirin ja Google Assistentin taustalla on koneoppiminen.

Koneoppimisella on siis mobiililaitteissa monia eri kayttdkohteita. Alypuhelimet sisaltavat
paljon sensoreita, kuten kamera, mikrofoni tai sijaintitiedot. Naitd voidaan hyddyntaa
koneoppimisen sovelluksissa. Koneoppimissovelluksen saaminen pieneksi, tehokkaaksi ja
nopeaksi on sovelluksen toimivuuden avaintekijana. Kaytettavyyden kannalta
koneoppimissovelluksen ei tulisi kuluttaa liikaa akkua, aiheuttaa suurta viivetta tai vaatia
hyvaa internet-yhteytta toimiakseen. Mobiililaitteiden kehitys tehokkaammiksi onkin
mahdollistanut my6s koneoppimisen hyodyntamisen niissa entista paremmin. Myos
vapaasti saatavilla olevat ohjelmistokehityspaketit kuten Tensorflow ja ML Kit voivat tehda
koneoppimisesta viela arkipaivaisempaa ja kaytetympaa. Silla naiden avulla
ohjelmistokehittaja paasee alkuun nopeasti ja ilmaiseksi, mikd madaltaa kynnysta
koneoppimisen hyddyntdmiseen omassa sovelluksessa. Esimerkiksi ML Kit ja Tensorflow
tuo valmiita mobiililaitteille optimoituja koneoppimisen malleja kaikkien saataville ja
kehittgjan ei tarvitse valttamatta opettaa omaa koneoppimisen mallia, jos valmiit mallit ovat
jo kayttétapaukseen sopivia. Tama avaa mahdollisuuden koneoppimisen hyédyntamiseen

myos pienille ja aloitteleville yrityksille.



Taman opinnaytetydn toimeksiantajana toimi LAB-Ammattikorkeakoulun ITKO-hanke, joka
halusi havainnollistaa koneoppimista mobiilisovelluksella. ITKO eli Yrityslahtoiset loT-
ratkaisut ja koneoppiminen on LAB-Ammattikorkeakoulun hanke, jossa kehitetdan Paijat-
Hameen alueen loT-, data pipeline ja koneoppimisosaamisen soveltamista. ITKO
esimerkiksi pilotoi koneoppimista loT-teknologian avulla ja tekee yhteisty6ta yritysten
kanssa loT ja Big Data ratkaisuissa. Teknologioiden lisaksi pilotoinneissa kiinnitetaan
huomiota ymparistohaittojen vahentamiseen seka liiketoiminnalle saatavaan lisdarvoon.
ITKO:lla on kéynnissa kolme pilotointiprojektia: veden monitorointi, rakennusten resurssi ja
energiatehokkuus seka tehdas IT. (LAB 2019.)

Tassa opinnaytetydssa tarkoituksena on esitella ITKO:n kayttdmaa loT-laitteistoa
koneoppimisen keinoin. Tavoitteena on kehittad Android-mobiilisovellus, joka osaa
tunnistaa kameran kuvasta ITKO:n laitteita seka skannata viivakoodeja ja tunnistaa tekstia.
Yksi tavoitteista on mydés oman koneoppimisen mallin opettaminen ITKO:n laitteiden
tunnistamiseen. Kaytannon tavoitteena oli selvittda Googlen ML Kit-kirjaston toimivuutta
Android-sovelluskehityksessa sekd oman Tensorflow Lite-mallin opettaminen kuvan
tunnistamiseen kayttaen Tensorflow Lite Model Maker-kirjastoa. Tyon teoriaosuus koostuu
koneoppimisen teoriasta seka kehitysprosessin kuvauksesta ja kaytettyjen menetelmien

esittelysta.



2 Koneoppiminen
2.1 Johdatus koneoppimiseen

Koneoppiminen on yksi tekodlyn osa-alueista. Tekoalylld tarkoitetaan usein
ihmisenkaltaista alykasta konetta. Tekoaly voidaan kuitenkin jakaa kahteen tyyppiin: vahva
tekoaly seka heikko eli kapea tekoaly. Kapea tekoaly suoriutuu hyvin vain tehtavista, joita
varten se on kehitetty. Vahva tekoaly on taas enemman itsenainen toimija, joka suoriutuu
hyvin monella eri osa-alueella ratkoen ongelmia ilman ihmisen apua tai ohjausta. Kaikki
parhaillaan kaytdssa oleva tekodly on tyypiltddn kapeaa tekodlya. Vahva tekoaly on talla
hetkelld olemassa ainoastaan teorian tasolla. Kapea tekoaly tulee vastaan esimerkiksi
kaytettdessa hakukoneita, kielen kaantamisen tai puheen ymmartamisen sovelluksissa,
verkkokaupan suosituksissa ja roskapostin suodattamisessa. Kapealle tekoalylle on monia
kayttokohteita. Muita kehitteillda olevia tai kaytdssa olevia sovelluksia ovat esimerkiksi
itsestdan ajavat autot ja erilaiset terveydenhuoltoa tukevat sovellukset. (IBM Cloud
Education, 2020a.)

Koneoppiminen on termina tunnettu jo 1959-luvulta lIahtien, jolloin Arthur Samuel maaritteli
termin koneen kyvyksi oppia tehtava ilman, ettad sitd on varsinaisesti ohjelmoitu siihen.
Koneoppimisen viime vuosien nopean kehityksen on tehnyt mahdolliseksi tehokkaampien
tietokoneiden kehitys, mikd mahdollistaa datan prosessoinnin nopeammin ja tarkemmin.
Koneoppiminen voidaan ymmartda laskennallisiksi menetelmiksi, jotka hyddyntavat
kokemusta suorituksen ja tarkkuuden parantamiseksi. Tietyissd koneoppimisen tyypeissa
kokemus voi olla itse koneen tekemien toimenpiteiden pohjalta opittua tietoa, mutta usein
sillda tarkoitetaan dataa eli tietoa, joka on syotetty koneoppimisen algoritmille
analysoitavaksi. Tdma data voi olla esimerkiksi joukko kuvia, joista halutaan tunnistaa ja
kategorisoida esineitd. Koska algoritmi kayttda dataa lahteenaan oppimiselle, on datan
maara ja laatu erityisen tarkeda parhaan lopputuloksen saavuttamiseksi. Koneoppimisen
algoritmien tehtava on loytaa yhtalaisyyksia, eli tietylle asialle ominaisia piirteita sille
syotetysta datasta. Esimerkiksi, jos oltaisiin kehittamassa kasvojen tunnistamiseen
tarkoitettua sovellusta, olisi perinteisella ohjelmoinnilla haastavaa tuottaa algoritmi, joka
osaa luotettavasti tunnistaa henkilon kasvot. Mutta analysoimalla dataa eli tassa
tapauksessa henkilon kasvokuvia, koneoppimisen malli I16ytaa kuvista yhtalaisyyksia, jotka
ovat ominaisia tietyille kasvoille. Vaikka kasvot muuttuisivat silmalaseilla, parralla tai
hiustyylilla, tietyt kasvonpiirteet ovat silti pysyvid. Nama piirteet ovat kohteen
muuttumattomia ominaisuuksia, kuten silmien ja suun paikka kasvoilla tai niiden etaisyys
toisistaan. Tata datasta opittua saanndnmukaisuutta koneoppimisen malli vertaa

saamaansa kuvaan ja tiettyjen piirteiden 16ytyessa voidaan kertoa, etta kyseinen henkild tai



esine on tietylla todennakdisyydelld kuvassa. (Alpaydin 2016, 23-24; Esposito, Bheemaiah
& Tse 2017.)

Koneoppimisella ratkaistaankin ongelmia, joita ei perinteisellda ohjelmoinnilla voida tehda.
Perinteisessa ohjelmoinnissa ihminen tuottaa sovellukseen logiikkaa, sdantoja ja ohjeita,
joita ohjelma noudattaa suorittaakseen halutun toiminnon ja oikein toimiessaan tuottaa
ennalta ohjelmoidun lopputuloksen. Koneoppimissovellusta kehittdessa algoritmin tehtava
on l6ytdd ne saanndt ja yhdenmukaisuudet, joilla syotetystd datasta paastaan
lopputulokseen (Kuva 1). Ohjatussa oppimisessa, joka on yksi koneoppimisen osa-alueista,
[&htétilanne on se, etta tieddmme mitd koneoppimisen mallille sydtetaan ja mika tulos tasta
halutaan. Esimerkiksi kasvojen tunnistuksessa, syotetaan kuvia, joissa kasvokuvat on
luokiteltu henkildiden nimen mukaan. Tiedetaan siis, kun henkilon kuva syotetaan mallille,
halutaan tuloksena taman nimi. Mutta miten syotetysta datasta paastaan lopputulokseen,
ei tiedeta. Perinteisessa ohjelmoinnissa ohjelmoija loisi erilaisia saantoja tunnistaakseen
tietyn tyyppisen datan toisesta. Tallaisissa ongelmissa on kuitenkin usein monia muuttujia,
joita olisi haastavaa tai hyvin ty6lasta toteuttaa perinteisilla ohjelmoinnin tavoilla. Ohjatussa
oppimisessa mallin tarkkuuden arviointi on itseasiassa helppo varmistaa, koska tiedetaan,
mika on oikea lopputulos. Mutta toisinaan voi olla myds tilanne, jossa edes lopputulosta ei
tiedeta. Talldin koneoppimisen mallin avulla datasta voidaan tunnistaa merkityksellisia
piirteita, jotka yhdistavat tietyn tyyppistd dataa ja erottavat sen toisenlaisesta. Tata

kutsutaan ohjaamattomaksi oppimiseksi. (Alpaydin 2016, 16.)

Rules »
Traditional Answers
Data )
Programming
Answers Machine Rules
Cots Learning

Kuva 1. Perinteisen ohjelmoinnin ja koneoppimisen erot

Koneoppimisen kehittdmiseen tarvitaan paljon dataa. Data voi olla esimerkiksi kuvia, tekstia
ja numeroita. Se, minkd tyyppistd dataa tarvitaan ja mitkd ominaisuudet datassa ovat
merkityksellisid, riippuu siitd, mitd sovellusta kehitetdan eli mitd koneoppimisen mallin

odotetaan tekevan. Esimerkiksi, jos koneoppimista halutaan hyddyntdd asunnon hinnan



maarittamiseen voisi data olla historiatietoa myydyista asunnoista alueella. Tama data voisi
sisaltda tietoa asunnon sijainnista, koosta, tyypistd ja myyntihinnasta. Kaikki datan
ominaisuudet eivat kuitenkaan ole merkityksellisia, eli vaikuta asunnon hintaan.
Myyntihintaan vaikuttavien ominaisuuksien I6ytaminen on tarkea vaihe koneoppimisen
mallin opettamisen prosessissa. Alpaydin kuvailee kirjassaan "Machine Learning: the New
Al’, kuinka tietotekniikan kehitys ja sen yleistyminen osaksi arkea ja tydelamaa on
synnyttanyt valtavan maaran dataa. Keratyn informaation maara ja monimutkaisuus voi olla
likaa ihmisten analysoitavaksi, mutta koneoppimisen avulla sitd on opittu hyddyntamaan
paremmin. Esimerkiksi verkkokaupassa asioivat miljoonat asiakkaat ostavat tuhansittain
tuotteita joka paiva ja tuottavat toiminnallaan valtavan maaran dataa. Tastakin datasta
voidaan 16ytaa yhtalaisyyksia ja tehda paatelmia, silla ihmiset eivat tee valintoja
umpimahkaisesti tai sattumanvaraisesti. Piilevat tekijat vaikuttavat siihen, mitad esimerkiksi
pienen lapsen vanhempi tai juhlia suunnitteleva asiakas ostaa tai minka tuotteiden sivuilla
han vierailee. Nama piilevat tekijat selittdvat asiakkaan kaytdsta, joten nama tekijat ja kuviot
myos kiinnostavat koneoppimista soveltavaa tahoa. Tatd ymmarrysta asiakkaan
kaytoksesta voidaan kayttdaa esimerkiksi kohdennettuun mainontaan tai hakutuloksiin.
(Alpaydin 2016, x-xii.)

Jos koneoppimisen avulla opitaan, etta kayttgjat ostavat usein tietyn tuotteen yhdessa
toisen tuotteen kanssa, voidaan kayttjalle nayttaa suositusta tai kohdennettua mainontaa,
kun ndma ovat ostamassa toista naistd tuotteista. Verkkokaupassaan koneoppimista
hyédyntda esimerkiksi Amazon. Amazonin sivustolleen kehittdma koneoppimisen malli
pyrkii ennustamaan kayttajan tarpeita tuotehaun yhteydessa. Blogissaan Amazon kuvailee,
kuinka he kehittivat koneoppimisen mallin, joka pyrkii ymmartdmaan kontekstin, eli
kayttdyhteyden asiakkaan etsimaan tuotteeseen. Koneoppimisen mallille opetettiin 173
konteksti kategoriaa, jotka on jaettu 112 aktiviteettiin ja 61 kayttdjaryhmaan, kuten ryhmiin
lapsi, tytar tai asiantuntija. Taman jalkeen Amazonin sivuillaan tarjoamat tuotteet jaettiin
kategorioihin. Ymmartamalla kayttdjan syottdman haun kontekstia Amazon kertoo
pystyvansa tuottamaan kayttgjan kannalta oleellisempia tuloksia kayttajan tekemien
hakujen yhteydessa. Kayttgjakokemusten lisaksi Amazon kayttaa koneoppimista
verkkosivuillaan esimerkiksi tuotteen kysynnan ennustamiseen ja petosten havaitsemiseen.
(Boteanu 2020; Camhi & Pandolph 2017.)

2.2 Koneoppimisen osa-alueet

Koneoppiminen jaetaan tyypillisesti kolmeen osa-alueeseen: ohjattu, ohjaamaton ja
vahvistusoppiminen. Toisinaan puhutaan myds neljdnnesta tyypista, eli puoliohjatusta

oppimisesta (semi-supervised learning), joka on osittain ohjattua ja ohjaamatonta



oppimista. Sen lisdksi koneoppimisen alalajina voidaan pitda syvaoppimista. (IBM Cloud
Education, 2020b.)

2.2.1 Ohjattu oppiminen

Ohjatussa oppimisessa koneoppimisen malli opetetaan datalla, joka on kategorisoitu eli
luokiteltu. Algoritmille siis kerrotaan, mika on datasta odotettu oikea lopputulos. Esimerkiksi
(Kuva 2), jos Kkehitettdisiin koneoppimisen sovellusta vihannesten tunnistamiseen,
aloitetaan opettaminen syottamalla algoritmille paljon kuvia, jotka on luokiteltu
vihanneslajien nimen mukaan. Tastd syntyy koneoppimisen malli, joka osaisi kuvan
saadessaan antaa arvion siitd, mikd vihannes on kyseessa. Ohjattua oppimista voidaan
my0Os kayttaa tapauksissa, joissa vastaus on yksinkertaisesti kylla tai ei. Se sopii myds
tilanteisiin, joissa tulos on lukuarvo. Mallin tuottamia vastauksia voidaan myos vertailla
oikeaan dataan, jolloin voidaan paremmin arvioida mallin tarkkuutta. Huonoja puolia
ohjatussa oppimisessa on, ettd data pitdaa luokitella, joka voi olla tyodlastd suurten
datamaarien kohdalla. (IBM Cloud Education, 2020b)
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Kuva 2. Mallin opettaminen vihannesten luokitteluun

Output

2.2.2 Ohjaamaton oppiminen

Ohjaamattomassa oppimisessa opetetaan ilman luokittelua eli tietoa siitd, mita data esittaa
tai mita siita pitaisi saada vastaukseksi. Koneoppimisen mallin avulla tunnistetaan datasta
toistuvia piirteitd ja rakenteita (Kuva 3). Ohjaamatonta oppimista siis kaytetdan, kun
halutaan 16yt48 datasta suhteita ja toistuvia kuvioita, joita ihminen ei valttdmattd huomaisi.
Tallaisessa tilanteessa lopputulosta ei usein tiedetd etukateen. Tallainen voisi olla

esimerkiksi verkkokaupan asiakkaiden ryhmittely erilaisiin kayttajaryhmiin. Koneoppimisen



algoritmi analysoi suuresta maarasta asiakkaiden kayttaytymisesta ja ostoshistoriasta
syntynytta dataa ja 16ytaa siitd yhtalaisyyksia, joiden avulla asiakkaat saadaan jaoteltua
ryhmiin. Tallaista dataa voisi olla vaikea luokitella ihmisvoimin ihan vain datan suuresta
maarastakin johtuen. Toisaalta jos oikeita vastauksia ei itsekaan tiedetd, mallin tarkkuuden

arviointi voi olla hankalaa. (Esposito, Bheemaiah & Tse 2017.)
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Kuva 3. Ohjaamaton oppiminen

2.2.3 Vahvistusoppiminen

Vahvistusoppimisessa data on myds luokittelematonta. Mutta algoritmin tuottaessa datasta
paatelmia, voidaan sille antaa tietoa paatelman osuvuudesta. Tata kaytetaan esimerkiksi,

kun opetetaan konetta pelaamaan. (Esposito, Bheemaiah & Tse 2017.)

Vahvistusoppimisessa koneoppimisen algoritmi saa palautetta paatelmiensa tarkkuudesta
ja oppii tdman avulla paremmaksi. Palaute voi tulla heti tai viiveelld. Esimerkiksi pelin
lopputulos toimii algoritmille palautteena pelaamisesta, ja tdma palaute tulee pelin lopussa.
Koneoppimisen algoritmia voidaan opettaa pelaamaan shakkia. Pelissa paatdksen tekijaa,
konetta, kutsutaan nimelld agentti eli toimija (Kuva 4). Toimijan toimialueena on pelin
ymparisto, joka shakkipelissa on shakkilauta. Pelin edetessa ymparisto esiintyy erilaisissa
tiloissa, mikd riippuu shakkipelissd nappuloiden sijainnista laudalla. Pelaajalla on
kaytettavindan erilainen joukko toimenpiteitd, shakkipelissa nappuloiden liikuttaminen
ruudulta toiselle. Kun toimenpide suoritetaan eli nappulaa liikkutetaan, pelin tila muuttuu.
Pelin voittaminen tai haviaminen kertoo algoritmin pelin aikana tekemien liikkeiden
onnistumisesta. Eli kun konetta opetetaan pelaamaan, ei ole opetusdataa, josta kone oppisi
vaan algoritmi tuottaa itse tietoa toimimalla pelissa ja saamalla palautetta toiminnastaan.
Palautteen avulla se paivittdd osaamistaan. Parhaat liikesarjat tuottavat voiton nopeasti.
Ohjattu oppiminen olisi tassa tapauksessa hankalaa ainakin kahdesta syysta: ensin pitaisi
I6ytaa shakin pelaaja, joka kay pelin mahdollisia liikkeita Iapi pelin eri tilanteissa ja valitsee

niistd parhaimman, jonka koneen tulisi valita siihen tilanteeseen paadyttyaan. Toiseksi ei



valttamatta ole tilannetta, jossa voidaan valita paras liike. Se mika on paras liike, riippuu
siitd, mita liikkeita siitd seuraa. Eli yhdella yksittaisella liikkeella ei ole yhta paljon merkitysta
kuin sarjalla liikkeita. (Alpaydin, 2016. 126-128.)
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Kuva 4. Vahvistusoppiminen (Alpaydin 2016)

2.2.4 Syvaoppiminen ja neuroverkot

Syvaoppiminen on koneoppimisen alalaji. Syvaoppimisessa muodostetaan kerroksinen
neuroverkko. Neuroverkko koostuu suuresta maarasta neuroneja, yksittaisia verkon osia,
jotka ovat kytkettyina toisiinsa. Neuronit sijaitsevat rinnakkain ja muodostavat kerroksia,
joiden lapi tieto kulkee. Jokaisella neuroverkon kerroksella algoritmit suorittavat laskentoja
ja oppivat datasta enemman. Syvaoppimisessa siis perakkaiset neuroverkon kerrokset
tunnistavat datasta sille tyypillisia piirteita ja lahettavat tulosteensa eteenpain seuraavalle
kerrokselle analysoitavaksi. Verkon ensimmaiset kerrokset tunnistavat yksikertaisempia
piirteitd ja viimeiset kerrokset yha erikoistuneimpia piirteitd. Ensimmaista ja viimeista
neuroverkon kerrosta kutsutaan nakyviksi kerroksiksi. Ensimmaisestd kerroksesta data
saapuu neuroverkkoon analysoitavaksi (Kuva 5). Viimeinen kerros taas on kerros, jossa
data luokitellaan tunnistettujen piirteiden perusteella ja tulokselle lasketaan todennakdisyys
prosentteina. Nakyvien kerrosten valilla on piilotetut kerrokset. Naissa edellisten kerrosten
tuloksiin lisatdan uusia painotuksia eli tulosta tarkennetaan asteittain. Yksi syvaoppimisen
tyypeistad on esimerkiksi konvoluutioneuroverkot (convolutional neural network), eli CNN.
Tata kaytetdan usein esimerkiksi konenadn sovelluksissa eli kuvan tunnistamisessa ja
luokittelussa. CNN neuroverkon kerrokset on jarjestetty niin, etta yksinkertaisimpia piirteita
tunnistetaan ensimmaisilla kerroksilla, kuten viivoja, reunoja ja kayria. Mita syvemmalle
neuroverkon kerroksissa mennaan, sitd erikoistuneimpia ja monimutkaisempia piirteita

tunnistetaan, kuten kasvon piirteita. (IBM Cloud Education, 2020d.)
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Kuva 5. Neuroverkon rakenne (Si & Xiong & Du & Du 2019)

Syvaoppimista kaytetddn monissa tekoalysovelluksissa, kuten tekodlyassistenteissa,
petosten paljastimessa, tai itsestdan ajavissa autoissa. Syvaoppimisen algoritmit voivat
analysoida ja oppia kaupallisesta datasta tunnistaakseen piirteitd, joka yhdistaa petollista
tai rikollista toimintaa. Puheentunnistus, konenakd, ja muut syvaoppimisen sovellukset
voivat tehostaa tutkintaa ja kerata todisteita esimerkiksi 8ani- ja videotallenteista, kuvista ja
asiakirjoista, jotka auttavat viranomaisia analysoimaan suuria maaria dataa nopeammin ja
tarkemmin. Petosten tunnistamista voidaan kayttdd myds esimerkiksi pankki- ja
rahoitusalalla. Syvaoppimisen algoritmeilla voidaan myds arvioida lainan riskitekijoita ja
sijoituskohteita. Myo6s tekoalyassistentit kuten Siri, Google Assistant ja Alexa ovat

esimerkkeja syvaoppimisesta. (IBM Cloud Education, 2020d.)



3 Koneoppimisen prosessi
3.1 Datan keraaminen ja valmistelu

Koneoppimisen sovellusta kehittdessa on nelja paavaihetta; datan kerddminen ja
valmistelu, algoritmin valitseminen, mallin opettaminen sekd sen testaaminen ja

kayttéénotto (Kuva 6).
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Kuva 6. Koneoppimisen vaiheet (Tensorflow, 2020)

Ensimmainen vaihe on koneoppimisen algoritmille syotettavan datan keraaminen. Jos
koneoppimisen mallia opetetaan ohjatun oppimisen menetelmalla, pitdd data myos
luokitella eli algoritmille taytyy kertoa, mika lopputulos datasta odotetaan saavan. Tarkeaa
on my0s varmistaa datan laatu, eli pitda huoli siitd, ettei se sisdlld epatasapainoa tai
vaaristymia, joka voisi vaikuttaa mallin luotettavuuteen. Esimerkkidatan laatu ja maara
vaikuttaa koneoppimisen mallin tarkkuuteen merkittavasti. Jos data sisaltda epaolennaista
ja tarpeetonta tietoa, siitd paatelmien tekeminen vaikeutuu algoritmin opettamisen
vaiheessa ja voi lopputuloksena tuottaa epaluotettavan ja epatarkan mallin. (IBM Cloud
Education, 2020b.)

Datan valmisteluun kuuluu olennaisesti sen siivoaminen. Riippuen siitd, miten data on
keratty, se voi sisaltda epajohdonmukaista, puuttuvaa tai monistunutta tietoa. Poikkeamat
(outlier), eli data, joka eroaa merkittavasti muusta datasta, voi olla syntynyt esimerkiksi
datan keragjan tai jarjestelman tekemasta virheesta ja voi tuottaa datan analysointi
vaiheeseen paastessdan vaaristyneitd olettamuksia. Datan valmisteluun kuuluu
siivoamisen lisdksi esimerkiksi datan normalisointia, muuttamista ja ominaisuuksien
erottamista. Valmistelun tuotos on puhdas data, jolla algoritmia voidaan opettaa.

(Kotsiantis, Kanellopoulos, & Pintelas. 2006.)

Kun halutaan kehittdd koneoppimisen malli konenakda, eli esimerkiksi kuvan tunnistusta
varten, taytyy suunnitella millaisissa oloissa sovellusta tullaan kayttamaan. Kuvan
tunnistuksessa ymparistd ja tilanne on muuttuvaa, valaistus ja etdisyys kamerasta voi

vaihdella sekd kuvakulma ja muut kuvassa nakyvat esineet ja tausta. Algoritmille sy6tettavia



opetuskuvia ottaessa luodaan mahdollisimman samankaltainen tilanne, jossa mallia
oikeasti kaytetaan, otetaan kuvia eri kuvakulmista ja etaisyyksista. Kuvan laadun ja koon
tulee myds vastata mahdollisesti oikeita olosuhteita, eli jos mallia tullaan kayttamaan
puhelimen kameralla, tulee opetuskuvatkin kerata puhelimen kameralla. Jos tunnistettavia
esineita on erilaisissa vareissa, on tarkeaa myos kerata dataa eri varisista esineista. Datan
siivoaminen on kuvien kerddmisessakin oleellista eli kuvat, jotka ovat epaselvia tai niiden

kategoria ei ole taysin varma, jatetaan pois lopullisesta opetusdatasta. (Friml, D. 2017.)

Siivottu data pitda lopulta myds jakaa niin sanottuun opetusdataan ja testidataan.
Opetusdataa kaytetaan algoritmin opettamisessa ja harjoittelussa, josta oppimalla algoritmi
muodostaa koneoppimisen mallin. Testidataa taas kaytetaan mallin tuottaman ennusteen
eli vastauksen arvioinnissa. On tarkeda, ettd mallia ei testata opetusdatalla vaan
testidatalla, jota se ei ole aikaisemmin nahnyt. Silla nain nahdaan, miten hyvin malli toimii
uuden datan kohdalla, joka tietysti vastaa paremmin tilannetta, jossa mallia oikeasti tullaan
kayttamaan. (IBM Cloud Education, 2020b.)

3.2 Algoritmin valitseminen

Algoritmin valinta riippuu datan tyypista, maarastd ja siitd, minkalaiseen ongelmaan
sovellusta on lahdetty kehittdmaan. Esimerkiksi ohjattu oppiminen voidaan jakaa kahteen
tyyppiin: luokitteluun ja regressioon. Luokittelussa data jaetaan tiettyihin kategorioihin
tunnistaen datasta I6ytyvia piirteitd ja paatellen, mihin kategoriaan tai luokkaan tietyn
piirteen tai rakenteen omaava tyyppi tulisi asettaa. Regressiomenetelmissa taas pyritdan
ymmartamaan erilaisten muuttujien suhdetta ja vaikutusta. Sitd voidaan kayttaa

ennustamaan esimerkiksi myynnin kasvua yrityksessa. (IBM Cloud Education, 2020c.)

Luokittelualgoritmeihin kuuluu esimerkiksi K-lahin naapuri (k-nearest neighbour tai
lyhennettynd KNN). Tassa algoritmille sydtetddn dataa, joka on valmiiksi luokiteltua.
Algoritmi 10ytaa datasta tietylle ryhmalle ominaisia piirteita. K-Iahin naapuri olettaa, etta
saman tyyppiset yksilot voidaan 10ytaa toistensa lahelta. Joten luokkien ominaispiirteet
Ioydettyaan se voi luokitella uutta dataa laskemalla datapisteiden valisia etaisyyksia ja
luokitella uuden datan yleisimpaan sen ymparilta I0ytyvaan kategoriaan (Kuva 7). Tama
algoritmi on suosittu, silld se on yksinkertainen ja helppokayttdinen seka vaatii vain vahan
laskenta-aikaa. Tata algoritmia kaytetdan usein kuvan tunnistuksessa ja suositusten
tekemisessa. Muita luokittelualgoritmeja ovat esimerkiksi paatdspuut (decision tree), ja
satunnainen metsa (random forest). (IBM Cloud Education, 2020c; Alpaydin. 2014, 196)



Kuva 7. K-lahin naapuri

Regressioalgoritmeja ovat esimerkiksi lineaarinen regressio ja logistinen regressio. Naista
lineaarinen regressio tuottaa yleensa jonkin lukuarvon ja logistinen regressio tuottaa
kategorisoidun vastauksen, esimerkiksi vastauksen kylla/ei tai totta/vaarin. (IBM Cloud
Education. 2020c.) Lineaarisessa regressiossa voidaan olettaa, ettd tiettyjen muuttujien
arvoa lisdamalla voidaan myds tuloksen arvoa kasvattaa tai vahentaa. Jos kehitettaisiin
koneoppimisen sovellus, joka pyrkii ennustamaan auton arvon nousua muuttujina ajetut
kilometrit ja penkkien maara. Talldin lineaarisen regression mukaisesti (Kuva 8) X
lisdpenkkia kasvattaisi auton hintaa X euroa, mutta Y ajettua kilometria vahentaisivat hintaa
Y euron verran. Muuttujilla on erilaisia painotuksia, tdssa tapauksessa penkkien maara on
positiivinen painotus kasvattaen hintaa ja ajatetut kilometrit negatiivinen painotus. Jos
painotus on arvoltaan Iahella nollaa, ei silla ole suurta merkitystd hinnan arvon kannalta, ja
voidaan silloin jattaa pois mallista. Naitd muuttujia ja niiden painotuksia sdadetaan mallia
opettaessa tarkempaan lopputulokseen paasemiseksi. Lineaarinen regressio on myos
suosittu  koneoppimisen algoritmi sen yksinkertaisuuden ja helppouden takia.
Kayttokohteita voivat olla esimerkiksi kysynnan ennustaminen tai hintojen ja myynnin

ennustaminen. (Alpaydin 2016, 37)
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Kuva 8. Lineaarinen regressio kaaviona

3.3 Mallin opettaminen ja kayttoonotto

Mallin opettaminen on toistuva prosessi ja algoritmi k@y harjoitusdataa 1api monta kertaa.
Algoritmia testataan erilaisten muuttujien avulla, arvioiden tulosten tarkkuutta ja korjaamalla
datasta 16ytyvia vaaristymia seka painotuksia. Tata toistetaan ja korjataan niin usein, etta
ollaan tyytyvaisid mallin tuottamaan tarkkuuteen. Opetettua koneoppimisen algoritmia

kutsutaan koneoppimisen malliksi (model). (IBM Cloud Education, 2020b).

Mallia opetettaessa parempaan tarkkuuteen voidaan paasta saatamalla opettamisen
hyperparametreja. Nama eivat ole parametreja, joita malli opettelisi tai saataisi oppimisen
aikana, vaan niilla saadellaan sita, miten mallia opetetaan. Hyperparametrit maaritellaan
ennen opettamista ja niihin palataan mallin opettamisen eri vaiheissa paremman
lopputarkkuuden saavuttamiseksi. Hyperparametreja voivat olla esimerkiksi neuroverkon
piilotettujen kerrosten maara, dropout rate eli satunnaisten neuronien tiputtaminen pois ja
epookit (epochs) eli kierrosten maara. Yksi epookki on kulunut, kun koko opetusdata on
kayty kerran lapi. Jos koko datamaara ei syotetd kerralla, esimerkiksi suuren datamaaran
vuoksi, voidaan data jakaa eriksi (batch). Hyperparametri batch size kertoo, kuinka monta

naytettd yhdessa tallaisessa erassa on. (Radhakrisnan, 2017.)

Kun mallia opetetaan ja opetusdataa kaydaan lapi voi ajautua ylisovittamaan (overfitting)
mallin opetusdataan. Ylisovittamista tapahtuu silloin kun malli oppii opetusdatan liian hyvin,
mutta ei parjaa enaa hyvin testidatan kanssa, jota se ei ole aikaisemmin nahnyt. Mallin
oppiman yleistdminen uuteen dataan on siis epaonnistunut. Ylisovittamista tapahtuu, kun
malli kdy opetusdataa liian monta kertaa lapi tai malli on liian monimutkainen. Algoritmi oppii
silloin epaoleellista tietoa, jota ei voida yleistda opetusdatan ulkopuolella. Ylisovittamisesta

kertoo opetusdatan pieni virheluku, mutta testidatalla saatu suuri virheluku (Kuva 9).



Ylisovittamisen liséksi malli voidaan alisovittaa. Silloin mallia ei ole opetettu tarpeeksi, el
opetusdataa pitaa kayda lapi enemman tai syotteesta I0ydetyt piirteet eivat ole tarpeeksi
merkittavia tuloksen kannalta. Opettamisen tavoitteena onkin [6ytaa paikka alisovittamisen
ja ylisovittamisen valilla, jolloin malli voi yleistdd oppimaansa opetusdatan ulkopuolelle
tuottaen tarkan tuloksen datalla, jota se ei ole aikaisemmin nahnyt. (IBM Cloud Education,
2021.)
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Kuva 9. Yli- ja alisovittaminen (IBM Cloud Education, 2021)

Ylisovittamisen valttamiseksi voidaan saatdad opetuksen hyperparametreja, kuten
epookkeja. Liian suuri epookkien maara johtaa ylisovittamiseen. Dataa tulisi myos olla
riittavasti ylisovittamisen valttdmiseksi. Jos mallin opettamiseen ei dataa ole saatavilla
tarpeeksi, voidaan kayttda datan esikasittelyvaiheita sen lisddmiseksi. Data augmentation
tarkoittaa datan kasittelyd sen vaihtelevuuden lisdamiseksi (Kuva 10). Esimerkiksi osa
kuvista voidaan satunnaisesti kdantaa peilikuviksi tai muuttaa niiden rotaatiota, skaalata
niitd, vaihtaa varia tai kuvan kirkkautta. Nain saadaan pienestd datamaarasta hieman
suurempi ja lisatdan keinotekoisesti vaihtelevuutta kuvien valille. Tama altistaa mallin

erilaisille kuville, ja auttaa mallia oppimisen yleistamisessa. (Tensorflow. 2021a)
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Kuva 10. Datan esikasittely (Tensorflow, 2021a)

Jos dataa ei ole paljon, voidaan opettamisessa kayttaa myds siirto-oppimista. Siirto-
oppiminen vahentaa tarvittavan datan maaran lisaksi laskenta-aikaa. Siirto-oppimisessa
hyédynnetdan mallia, joka on aikaisemmin opetettu toiseen tehtdvaan. Vanhaa mallia
opetetaan uudella datalla. Esimerkiksi, jos halutaan opettaa koneoppimisen malli
tunnistamaan kuvista uusia kategorioita, ei opettamista tarvitse aloittaa alusta. Malli, joka
on aikaisemmin opetettu suurella datamaaralld toiseen kuvatunnistamisen tehtavaan,
voidaan opettaa siirto-oppimista kayttden tunnistamaan uusia kategorioita. Kaytanndéssa
mallin siirto-opettamisessa siis osa neuroverkon kerroksista sédilyy ennallaan ja voidaan
hyédyntda uudelleen. Naitd ovat kerrokset, joissa datasta ldydetdan yksinkertaisimpia
piirteitd, kuten reunoja ja viivoja. Neuroverkon viimeiset kerrokset, joissa mennaan

erikoistuneempaan piirteiden etsimiseen, opetetaan uudelleen. (Tensorflow. 2021b.)



4 Koneoppiminen mobiililaitteissa
4.1 Koneoppimisen hyodyt mobiililaitteissa

Koneoppiminen voi parantaa mobiilisovelluksissa kayttdjakokemuksia. Koneoppimista
voidaan kayttaa esimerkiksi sijaintiin perustuvassa sdanennustamisessa seka suositusten
tekemisessa kayttdjan haku tai tilaushistorian perusteella. Sitd voidaan kayttda myos
luonnollisen kielen ja kaantamisen lisdamiseksi sovelluksiin, kuten hakutoimintojen
tekeminen  aanikomennoilla tai tuottamalla  automaattisia  vastausehdotuksia
sahkopostisovelluksessa tai pikaviestinsovelluksessa. Mobiilisovelluksesta saadaan
intuitiivisempi tuomalla mukaan danikomennot ja eleet. Koneoppimista ovat myds erilaiset

chattibotit ja virtuaaliset avustajat.

Esimerkiksi monilla pankeilla on jo omat mobiilisovelluksensa. Pankkisovelluksessa voisi
asiakas hahmottaa paremmin omaa talouttaan ja sen kehittymistd. Se voi my6s antaa
sijoitussuosituksia asiakkaan tilanteen mukaan. Koneoppimista voidaan hyédyntdad myos
turvallisuudessa, kuten asiakkaan henkiléllisyyden todentamiseen. Koneoppimista voitaisiin
kayttdd esimerkiksi kasvojen tunnistamiseen salasanojen sijaan tai maksamisen
vahvistamiseen. Koneoppimista voidaan hyédyntda myods esimerkiksi viestisovelluksissa.
Android 10 paivitys toi alykkaat vastaukset Android laitteiden pikaviestinsovelluksiin. Kun
kayttdja vastaanottaa viestin puhelimeensa, Android voi nadyttdd automaattisia
pikavastauksia viestin sisalléon perusteella (Kuva 11). Android voi tarjota myds muita
alykkaita toimintoja, kuten avata viestin sisaltaman osoitteen karttasovelluksessa (Kuva 11)
tai videon YouTubessa. (Maxham. 2019; Rimpilainen, 2020.)
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Kuva 11. Android 10:n alykkaat vastaukset

Android 10 on hyodyntanyt koneoppimista muillakin tavoilla. Yksi on Pixel-puhelimiin tuotu
Live Caption -ominaisuus, jolla voidaan luoda automaattiset tekstitykset esimerkiksi
videoille, podcasteille ja daniviesteille. Live Caption on Androidin ominaisuus, joten se toimii
sovelluksesta rippumatta. Live Captionin avulla voidaan jopa tekstittaa tavallisia puheluja.

Talla tavalla koneoppiminen voi tuoda apua kayttgjille, joilla on kuulovaurio, mutta myos



parantaa tavallisenkin kayttdjan kayttokokemusta, jos kayttdja on paikassa, jossa videon
aanten paalla pitdminen ei ole mielekasta. Live tekstityksessa koneoppimisen mallin
paattely tapahtuu reaaliaikaisesti kayttajan laitteella ja se yhdistaa kolme eri syvaoppimisen
mallia (Kuva 12). Yksi malleista keskittyy puheen tunnistamiseen (ASR, automatic speech
recognition), toinen tekstin valimerkkien ja pilkkujen tuottamiseen, sekd kolmas malli
muiden ymparistdén aanten, kuten linnun laulun, musiikin ja ihmisten taputuksen

tunnistamiseen. (Tadmor-Ramanovich & Bar, 2019.)
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Kuva 12. Havaitun danen prosessointi Live Caption -sovelluksessa (Tadmor-Ramanovich
& Bar, 2019)

Koneoppimista mobiililaitteissa voidaan myos hyddyntaa, vaikka oppimisen tukemiseksi,
kuten laksyjen tekemiseen avustava Socratic-mobiilisovellus. Kayttdja voi ottaa kuvan
kotitehtavastaan tai lukea kysymyksensa aaneen, ja sovellus palauttaa vastauksena
kysymykseen liittyvia YouTube-videoita, linkkeja sekad selityksia ja vastauksia muilta
kayttajilta. Socratic toimii siis ikdan kuin hakukoneena kotilaksyille. (Bhansali, 2019.) Muilla
tavoin koneoppimista voidaan hyddyntaa esimerkiksi erilaisissa liikkumisen sovelluksissa
personoimaan dieetti ja liikuntaharjoituksia tai suosittelemaan ravintoloita kayttajan sijainnin
ja tilaushistorian perusteella. Koneoppimista kaytetddn myos monissa viihde- ja sosiaalisen
median sovelluksissa seka tekoalyavustajissa. Koneoppiminen tarjoaa siis paljon

mahdollisuuksia erilaisten kayttajakokemusten luomiseen mobiilissa.

Koneoppimisen mobiilisovellusten kehittdmisen haasteita on mobiililaitteiden rajalliset
resurssit. Koneoppimisen sovellukset voivat olla isoja seka kuluttaa paljon virtaa. Ja
toisaalta sovellukset voivat myOs sisaltaa yksityisyys- ja turvallisuusriskin, jos dataa
lahetetdan palvelimille analysoitavaksi. Jos sovellus vaatii vield internetyhteyden
toimiakseen voi verkosta tuleva viive haitata kayttdjakokemusta. (Android Developers.
2020f.)



4.2 ML Kit

ML Kit, eli Machine Learning Kit, julkaistiin vuonna 2018 ML Kit for Firebase nimisena
koneoppimisen ohjelmistokehityspakettina. Firebase on Googlen pilvipalvelusalusta mobiili-
ja websovelluksille. Ensimmainen versio ML Kit:sta oli siis sidottu Firebaseen, ja ML Kit:n
kayttaminen vaati taakseen Firebase-projektin. Vuonna 2020 Google erotti ML Kit for
Firebase toiminnallisuuden kahteen erilliseen ohjelmistokehityspakettiin; ML Kit laitteella
tapahtuvan koneoppimisen mobiilisovelluksille ja Firebase Machine Learning pilvipohjaista
koneoppimista tarvitseville sovelluksille. ML Kit on siis itsendinen ohjelmistokehityspaketti
laitteella tapahtuvan koneoppimisen mobiilisovelluksille, joka toimii ilman internetyhteytta,
eikd enaa tarvitse Firebase-projektia toimiakseen. Naita voidaan kuitenkin kayttaa tarpeen
mukaan yha rinnakkain. Firebase ML ja ML Kit kayttavat Googlen omia koneoppimisen
teknologioita ja tarjoavat valmiiksi opetettuja malleja yleisiin kayttotarkoituksiin (Kuva 13).
Niitd on mahdollista kayttdd myds oman koneoppimisen mallin kanssa. Pilvipohjainen
koneoppimisen ohjelmistokehityspaketti Firebase ML tarjoaa yleisesti kaytettyja
ohjelmistorajapintoja esimerkiksi tekstin, maamerkkien ja kuvien tunnistukseen. Firebase
ML sovelluksissa datasta eli esimerkiksi kuvasta, paattely tapahtuu pilvessa. Eli
kaytanndssa dataa lahetetaan Firebasen palvelimilla analysoitavaksi, josta l&hettajalle
palautetaan vastauksena analysoinnin eli paattelyn tulos. ML Kit:ssa kuvan analysointi
tapahtuu kayttajan laitteella, joka taas mahdollistaa entista nopeamman toiminnan, silla
kayttajan laitteella tapahtuvassa prosessoinnissa ei ole verkosta aiheutuvaa viivetta.
Esimerkiksi kuvasta paattelya voidaan siis tehda vaikka videokuvasta. Laiteella tapahtuva
paattely mahdollistaa myds sovelluksen toiminnan ilman internetyhteyttd seka se suojaa
paremmin kayttdjan yksityisyytta, silla dataa ei enaa laheteta laitteelta palvelimille. (Prins &
Hu. 2020.)
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Kuva 13. ML Kit Visuaaliset API:t

ML Kit:n kdyttaminen

ML Kit lupaa mobiililaitteille optimoidun ja helppokayttdisen paketin. Kit sisaltda kahden
tyyppiseen kayttétarkoitukseen kehitettya APIl:a eli ohjelmointirajapintaa. Visuaaliset API:t
on tarkoitettu videon ja kuvan analysointiin sekd luonnollisen kielen API:t kielten
tunnistamiseen, tuottamiseen ja kdantamiseen. ML Kit visuaaliset API:t mahdollistavat
sovelluksessa muun muassa viivakoodin lukemisen, tekstin tunnistamisen, kuvan tai
objektin tunnistamisen ja seuraamisen, kasvojen tunnistaminen, ihmisen asennon
tunnistamisen seka kasin kirjoitetun kuvioiden ja tekstin tunnistamisen. Luonnollisen kielen
APl:illa voidaan esimerkiksi tunnistaa ja kdantaa kielta seka tuottaa alykkaita vastauksia

keskustelun perusteella. (Google Developers. 2021a)

ML Kit on koonnut Googlen eri koneoppimisen malleja yhden paketin taakse. ML Kit sisaltaa
siis valmiiksi opetettuja malleja ja API:n, eli ohjelmistorajapinnan niiden kayttamiseen. Kit
sisaltaa yleisimpia kayttétapauksia, kuten tekstin tunnistaminen, viivakoodin lukeminen ja
kasvojen tunnistus. Perusmalleista esimerkiksi kuvan tunnistus, pystyy tunnistamaan noin

400 eri kategoriaa. Kaikki ML Kit:n sisaltdmat mallit on optimoitu mobiililaitteille seka



sisaltaa tuen Android ja iOS laitteille. Ohjelmoijan ei tarvitse huolehtia datan keraamisesta
tai esikasittelysta, mallin opettamisesta tai sen optimoimisesta modbiililaitteille. Jos ML Kit:n
tarjoamat perusmallit eivat riitd omaan kayttétarkoitukseen, voi sita kayttda myos itse
opetetun Tensorflow Lite -mallin kanssa. Omaa mallia voi kayttaa seka kuvan luokittelun ja
objektin seuraamisen kanssa. Oma malli tulee olla siis Tensorflow Lite -malli, joka voidaan
opettaa esimerkiksi kayttdmalla Tensorflow Lite Model Maker -kirjastoa. Nama mallit
tuodaan Android-sovellukseen samalla tavalla kuin normaalisti muutkin resurssitiedostot,

eli sovelluksen assets-kansioon. (Google ML Kit, 2020.)

Koneoppimisen mallit ja sen kirjastot voivat olla toisinaan aika isoja, joka hidastaa
sovelluksen lataamista. Esimerkiksi kasvojen tunnistuksen malli ML Kit:n kautta paketoituna
sovelluksen apk-tiedostoon kasvattaa sovelluksen kokoa 16MB. ML Kit tarjoaa kaksi tapaa
lisata malli sovellukseen. Ensimmainen tapa on apk-tiedostoon lisatty malli (bundle). Apk-
tiedostoa kaytetadn sovelluksen asennuksessa. Malli voidaan myods lisatda Google Play
Servicen kautta lataamalla (unbundle). Jalkimmaisessa tavassa mallia ei ladata
asennuksen yhteydessa, eika se suurenna sovelluksen kokoa. Malli ladataan sovelluksen
ensimmaisen kaynnistyksen yhteydessa tai vasta ensimmaisen kerran kun mallia tarvitaan.
Tama vaatii internet-yhteyden, ja koneoppimisen toiminnot eivat ole kaytettavissa ennen
mallin lataamista. Jos sovelluksen ensisijainen tarkoitus ei ole koneoppiminen, nain kayttaja
valttyy lataamasta turhaan mallia, jota ei tarvitse. Se mika tapa valitaan, maaritelldan
sovelluksen build.gradle-tiedostossa. Osassa malleista voidaan valita vapaasti apk-
tiedostoon lisatyn tai ladattavan tyypin valilla, kuten viivakoodi ja kasvojen tunnistuksen
yhteydessa. Tekstin tunnistuksessa kuitenkin voidaan valita vain unbundled-tapa. (Google
ML Kit, 2021b.)

4.3 Muut kaytetyt tyokalut ja menetelmat

Android-sovellukset

Android kayttojarjestelma on Linux-jarjestelma, jossa jokainen sovellus toimii niin kutsutuilla
hiekkalaatikoilla (sandbox), eli sovellukset toimivat jarjestelmassa toisistaan eristettyina
kayttajina. Sovellukset ajavat jarjestelmassa omia prosessejaan, joita hallinnoi Android-
kayttdjarjestelma, luoden ja tuhoten niitd tarpeen mukaan. Android jarjestelmassa
sovelluksilla on l1ahtdkohtaisesti paasy vain niihin resursseihin ja komponentteihin, joita se
tarvitsee tehtaviensa suorittamiseen. Tiettyihin laitteen toimintoihin sovellus tarvitsee luvan
kayttajalta, naitd ovat esimerkiksi Android-laitteen sijainnin, kameran tai Bluetoothin
kayttdminen. Jokaiselle sovellukselle on maaritetty Linux kayttdja ID, jota kaytetdan

sovelluksen kayttolupien tarkistamiseen. (Android Developers, 2021c.)



Android sovelluskehitysta voidaan tehda Kotlin, Java tai C++ ohjelmointikielillda. Android
SDK:n sisdltama Gradle-kaannostyokalu kaantada projektin eli ohjelmakoodin ja
resurssitiedostot apk-tiedostoksi (Android Package), jota kaytetddn sovelluksen

asentamiseen Android-laitteelle. (Android Developers, 2021c.)

Android-sovellus rakentuu erilaisista komponenteista, joita voidaan kutsua eli luoda.
Esimerkiksi aktiviteetti (activity) on komponentti kayttoliittyman nayttamiseksi puhelimen
ruudulla. Eli kdytannossa aktiviteetti on ruudulla nakyva ikkuna, joka usein peittda nayton
kokonaan tai osittain. Kaynnistyessaan Android-sovellus aloittaa yleensad main -nimisesta
aktiviteetista. Aktiviteetteja voi myos kutsua sovelluksen ulkopuolinen sovellus. (Android

Developers, 2021c.)
Android Studio

Android studio on Googlen virallinen Android-sovelluskehitykseen tarkoitettu
ohjelmointiymparistd, joka tarjoaa tyokaluja sovelluskehityksen avuksi. Android Studio
sisdltdd koodieditorin, kdannds- ja testaustyodkalujen lisdksi muun muassa Android
emulaattorin, jolla voidaan ajaa eli testata sovellusta Android-laitteella ilman oikean fyysisen
laitteen tarvetta, silla emulaattori simuloi oikean Android-laitteen toimintaa. Android Studio
sisdltaa myos erilaisia projektipohjia tai malleja sekd sovelluksen ulkoasun
suunnittelutydkalun ja sille valmiita pienoisohjelmia, esimerkiksi painikkeille, kuville ja
tekstille. (Android Developers. 2021a.)

CameraX kirjasto

CameraX on Android-sovelluskehityksen kirjasto mobiilisovelluksen kameratoimintojen
kehittdmiseen. Kirjasto on tarkoitettu Android 5.0 versiosta eteenpain. CameraX jakaa
kameratoiminnot kolmeen eri kayttétapaukseen (use case): esikatselu (preview), kuvan
analysointi (image analysis) ja kuvan ottaminen (image capture). (Android Developers.
2021b.)

Esikatselu on tarkoitettu kameran kuvan esittdmiseen naytolla. Kuva analyysilla voidaan
kameran kuvaa saada algoritmien prosessoitavaksi ja analysoitavaksi, esimerkiksi
konenaon sovelluksissa. Kuvan ottaminen taas on tarkoitettu nimensa mukaisesti kuvien
ottamiseen ja tallentamiseen. Kayttétapauksia voidaan kayttda samanaikaisesti ja yhdistaa,
eli esimerkiksi kameran kuvaa voidaan esittda naytolla ja lahettdd kuvaa algoritmien

analysoitavaksi. (Android Developers. 2021b.)



TensorFlow

TensorFlow on ilmainen ja avoimen ldhdekoodin kirjasto koneoppimiselle. Tensorflow
kokoaa yhteen joukon koneoppimisen malleja sekd algoritmeja ja tarjoaa niiden
kayttamiseen yhteisen Python-rajapinnan. Tensorflown avulla voidaan opettaa ja kayttaa
erilaisia koneoppimisen malleja, kuten tekstin ja kuvan tunnistaminen. Tensorflow Lite on
mobiililaitteille optimoitu Tensorflown versio. Tensorflow Lite sopii mobiililaitteiden lisaksi
esimerkiksi sulautetuille jarjestelmille ja loT-laitteille (Internet of Things). Sen avulla voidaan
kehittdad koneoppimisen malleja laitteella tapahtuvaan paattelyyn (on-device). Tensorflow
Lite ei tarvitse siis internet-yhteytta eikd lahetd dataa palvelimelle, joten sen energian
kulutus on vahaista ja verkon yli tapahtuvaa viivetta ei ole. Kayttojarjestelma tuki
mobiililaitteilla on Android ja iOS -laitteille ja sulautetuille Linux-jarjestelmalle. Tavallisia

Tensorflow-malleja voidaan muuntaa Lite-malleiksi. (Tensorflow. 2021c.)

Tensorflow Lite Model Maker on Tensorflown tarjoama kirjasto mallin opettamiseen siirto-
oppimalla. Silld voidaan tuottaa tavallisesta Tensorflow mallista Lite-versio tai uudelleen
opettaa vanhoja malleja toiseen tehtavaan. Model maker tukee kuvan tunnistamista ja
tekstin tunnistamista. Tensorflow Model Maker tukee monia valmiita malleja, joita voidaan
kayttaa siirto-opettamisessa. Oletus malli kuvan tunnistuksen pohjalla on EfficientNet-LiteO-
malli. Useita muitakin yleisesti kaytettyja malleja voidaan kayttaa kuten MobileNetV2. Model
maker:in avulla voidaan myés helposti maarittda hyperparametreja paremman tarkkuuden

saavuttamiseksi. (Tensorflow. 2021d.)



5 Sovelluksen kehittaminen
5.1 Sovelluksen rakenne ja toiminnot

Sovellus koostuu Java-luokista, jotka vastaavat Android-laitteen kameran toiminnoista,
kuvan esineiden tunnistuksesta seka tekstin ja viivakoodin tunnistamisesta. Kun esine tai
viivakoodi on tunnistettu, objektin ymparille piirretdan suorakaide (bounding box). Ruudulle
piirretddn myos analysoinnin tulokset, kuten objektin luokka, QR-koodin sisalto seka tyyppi
ja tekstin tunnistamisessa havaittu teksti. Lisdksi sovellus sisaltda Java-luokan web-ikkunan
avaamiseksi, jos QR-koodista tunnistetaan URL-osoite. Sovellukseen on myos toteutettu
navigointi ja erilliset nakymat ITKO-projektin ja ML Kit:n esittelyyn. Kayttaja voi saataa
asetuksia sovelluksen asetukset-nakymassd. Sovelluksessa kayttdja voi valita
kaytettavaksi yhta tai useampaa mallia samanaikaisesti. Vaihtoehtoja ovat siis objektin
tunnistaminen, tekstin tunnistaminen ja viivakoodin skannaaminen. Useamman mallin
kayttd yhta aikaa vaikuttaa kuvan prosessoinnin nopeuteen, mutta esimerkiksi yksinaan
viivakoodin tunnistamista ja esineen tunnistamista sovellus voi prosessoida noin 25-30
kuvaa sekunnissa (frames per second). Myos kaytettdva resoluutio vaikuttaa kuvan
prosessointi nopeuteen, ja siksi sovellukseen toteutettiin myds asetukset, jossa kayttaja voi

valita sovelluksen kayttdman resoluution.
5.2 Toteutus
5.2.1 Kameran toiminnot

Kayttooikeuksien kysyminen

Ennen kuin Android-laitteen kameraa voidaan kayttaa, pitaa sovelluksen kysya lupaa
kayttajalta. Taman toteuttamiseen pitda ensin maaritella tarvittavat kayttdoikeudet Android-
projektin  Manifest-tiedostoon  (Kuva 14), joka I0ytyy projektista nimella
AndroidManifest.xml. Luvan lisdksi pitdd maarittaa, mita laitteen toimintoja kaytetaan. Talla
varmistetaan sovelluksen asennuksen yhteydessa, ettei sovellusta asenneta laitteisiin,

joissa kameraa ei ole. (Android Developers, 2021d.)



<manifest xmlns:

- Name

- Name

{uses-feature - Name

Kuva 14. Kayttdoikeuksien maarittaminen AndroidManifest.xml tiedostossa

Kun sovellus on asennettu uuteen laitteeseen, taytyy kayttajalle nayttaa ikkuna, jossa
kameran kayttélupa voidaan joko mydntaa tai hylatd. Tama on usein ensimmainen kerta,
kun oikeuksia tarvitsevaa toimintoa lahdetdan suorittamaan. Kehitetyssa sovelluksessa
kaynnistaminen avautuu suoraan kameran esikatseluun, joten kaytanndssa kayttdlupien
kysyminen on ensimmainen ikkuna, jonka kayttdja nakee sovelluksen avaamisen

yhteydessa (Kuva 15).

O]

Allow Itko ML to take pictures and
record video?

ALLOW

DENY

Kuva 15. Kayttajan nakyma kayttdoikeuksien kysymiseen

Kayttoluvat tarkastetaan jokaisella kerralla, kun kameraa halutaan kayttaa.
Ohjelmakoodissa siis kayttdoikeuksien tarkistaminen tehdadan kamera Iluokan
OnViewCreated-metodissa, joka suoritetaan, kun ndkyma on luotu. Jos kayttdoikeus on jo

myonnetty ei kayttajalle haluta nayttda samaa ikkunaa uudelleen. Siksi kayttdoikeuksien



tarkistamiseksi kutsutaan ActivityCompat.checkSelfPermission-metodia (Kuva 16). Tama
palauttaa vastauksen, jonka perusteella voidaan joko kaynnistdd kamera tai siirtya
kayttdoikeuksien kysymiseen, jos niita ei ole vielda myonnetty. Jos vastauksena saadaan
PERMISSION_GRANTED eli kayttdoikeudet on jo mydnnetty, sovellus jatkaa kameran
kaynnistamiseen. Vastaus PERMISSION_DENIED kutsuu metodia requestPermissions,
joka avaa kayttajalle ikkunan kayttdoikeuksien kysymiseen. Kun kayttdoikeuksien
kysyminen on suoritettu, kutsuu jarjestelma onRequestPersimissionResult-metodia (Kuva
16), jossa voidaan maarittaa, mita tapahtuu, jos oikeudet myonnettiin tai kiellettiin. Jos
kayttaja ei myonna kayttdoikeuksia sovelluksen kayttd voi jatkua siitd huolimatta, mutta

ilman kameran toimintoja.

.permissicn.

permissions, @NonNull

de, permissions, gr

Kuva 16. Kayttdoikeuksien kysyminen kayttajalta
CameraX:n kdyttaminen

CameraX kirjaston kayttamiseksi ensin lisataan riippuvuudet build.gradle -tiedostoon (Kuva
17).



implementation

implementation

implementation

Kuva 17. Build.gradle tiedosto

Esikatselua varten pitda luoda PreviewView-tyyppinen elementti, joka toimii ikdan kuin
pintana ruudulla, jolle kameran kuvaa piirretdan. PreviewView lisataan siis projektin layout-

tiedostoon (Kuva 18), joissa muutkin kayttolittyman elementit maaritellaan.

<androidx.camera.view.PreviewView
:id
: layout_ width

: layout_hei

{fandroirx.camEPa.view.PFeviewViEWﬂ

Kuva 18. PreviewView-elementti

Kun CameraFragment-luokka on luotu, haetaan luokassa viittaus tdhan elementtiin (Kuva

19), jotta sita voidaan kayttaa Preview:n kanssa.

Kuva 20. PreviewViewn asettaminen Preview komponentille

CameraX:n kayttdtapauksista toteutetaan siis esikatselu ja kuvan analysointi. Kuvan

ottamista ei toteutettu sovelluksessa, silla sitd ei nahty tarpeelliseksi sovelluksen



kayttétarkoituksen kannalta. Esikatselu ja kuvan analysointi-kayttotapauksille voidaan
maarittda esimerkiksi mitd resoluutiota halutaan kayttda. Image analysis-kayttétapaus
voidaan maarittaa kasittelemaan kuvia kahdella tavalla: joko perakkain, eli seuraava kuva
on aina edellisen jalkeen otettu ja kuvat odottavat jonossa kasittelyvuoroa. Toinen tapa on
kasitelld kuvista viimeisin saatavilla oleva. Osa kuvista saattaa siis jaada talléin
kasittelematta, riippuen siitd kuinka kauan kuvan analysointi vie. Tassa tapauksessa
halutaan kayttdd jalkimmaista, silld vain viimeisimman kuvan analysointi on tarpeellista
reaaliaikaisessa sovelluksessa ja osa kuvista voidaan tiputtaa odottamasta paasya
analysointiin. Analysoinnin paatteeksi kuva pitdd sulkea kutsumalla ImageProxy.close-
metodia. Vasta tdman jalkeen seuraava kuva lahetetdan analysoitavaksi. Jos kuvaa ei
suljeta analysoinnin jalkeen uusia kuvia ei voida kasitellda. Sovelluksen velvollisuus on

sulkea kuvat analysoinnin loputtua. (Android Developers. 2021e.)

SetAnalyzer-metodikutsussa (Kuva 21) maaritellaan sovelluksessa luotu kuvan analysointi
luokka. ImageAnalyzer-luokka toteuttaa rajapinnan ImageAnalysis.Analyzer ja yliajaa sen

metodin nimeltd analyze. Analyze-metodia kutsutaan kerran jokaista kamerasta tulevaa

kuvaa kohti ja kutsut suoritetaan perakkain. (Android Developers. 2021e.)

Kuva 21. Preview ja Image Analysis kayttdtapausten maarittdminen

5.2.2 ML Kit API:n kayttdminen

Viivakoodin lukeminen

Viivakoodit ovat digitaalisesti tuotettuja kuvia informaation esittdmiseen. QR-koodit
sisaltavat enemman informaatiota kuin tavalliset viivakoodit, koska ne esittavat
informaatiota sekd pysty- ja vaakasuunnassa. Viivakoodit esittavat informaatiota vain
vaakasuunnassa. QR-koodilla esitetty informaatio voi olla esimerkiksi WIFI-yhteyden tiedot,
puhelinnumero, osoite, sdhkoposti, kalenteritapahtuma, tavallista tekstia tai linkki Internet-

sivuille. Yleisimpia kayttotarkoituksia onkin linkki. QR-koodi itsessaan on nelion muotoinen



pikselikuvio, joka koostuu eri osista, joilla jokaisella on tehtdvansa informaation
valittdmisessa. Eri osat ilmaisevat esimerkiksi QR-koodin suuntaa, kokoa, versiota ja
auttavat lukemaan koodia kaarevalta tasolta seka auttavat virheenkorjauksessa. (QR Code
Generator, 2021.)

Viivakoodit ja QR-koodit on tarkoitettu koneen luettavaksi. Nama noudattavat
sdaanndénmukaisuutta, joka koneen on helppo oppia ja tunnistaa. Tosin viivakoodeissa ja
QR-koodeissa informaation esityksen mahdollisuus on rajallista ja kuvan laadulla ja
kameran etaisyydella on valia tunnistuksen onnistumisessa. QR-koodeja on melko helppo
tehda ja niitéa voidaan kiinnittdd monenlaisiin tuotteisiin. Tassa toteutuksessa keskityttiin
QR-koodeihin, joita aiottiin kiinnittda tunnistettaviin esineisiin, joista voidaan esimerkiksi
tunnistaa URL-osoite, joka vie kayttdjan Internet-sivulle, jossa voidaan lukea lisaa
kyseisesta laitteesta. QR-koodeille 16ytyy myds paljon ilmaisia QR-koodin luomiseen

tarkoitettuja sivustoja seka koodien lukijoita, joten testaaminen oli helppoa.

ML Kit APL:n avulla voidaan lukea dataa useimmista standardi viivakoodityypeista.
Viivakoodin skannaus ei tarvitse internet-yhteyttd, vaan paattely tapahtuu kayttajan
laitteella. ML Kit huolehtii viivakoodin sisaltdman datan tunnistamisesta ja siitd saadun
tuloksen tuottamisesta ymmarrettdvdaan muotoon. ML Kit:lla voidaan lukea useimpia
standardi viivakoodiformaatteja, kuten Code 39, Code 128 ja UPC. Kaksiulotteisista
viivakoodeista ML Kit tukee Data Matrix, QR Code, Aztec ja PDF417. Kaksiulotteisia
viivakoodeja lukiessa ML Kit palauttaa skannauksen tulokset valmiiksi jasenneltyna datana.
ML Kit tukee seuraavia tyyppeja: URL-osoitteet, yhteystiedot, kalenteritapahtumat,
sahkopostiosoite, puhelinnumero, tekstiviesti, ISBN, WIFI-yhteyden tiedot ja sijaintitiedot.
Viivakoodin skannauksessa kameran suunnalla ei ole valia, vaan niitd voidaan tunnistaa

mista suunnasta tahansa. (Google ML Kit. 2021b.)

Viivakoodi malli voidaan lisata sovelluksen apk-tiedostoon, ja se on kooltaan 2.2.MB lisda
sovelluksen kokoon. Se voidaan myds ladata Google Play Servicen kautta, eika talldin
vaikuta sovelluksen kokoon. ML Kit:n sivuilta 16ytyy vertailu paketoidun ja paketoimattoman
mallin valilla (Kuva 22). Sielld kerrotaan, ettd paketoimattomasta mallista on talla hetkella
tarjolla vain V1 versio. Paketoidusta on versio V2, joka on nopeampi ja tarkempi. Tassa

sovelluksessa kaytettiin sovellukseen paketoitua versiota. (Google ML Kit. 2021b.)



Feature Unbundled Bundled

Implementation Model is dynamically Model is statically linked to your app at build
downloaded via Google Play time
Services.

App size No impact. About 2.2 MB model size.

Initialization Might have to wait for model to Model is available immediately.

time download before first use.

Performance V1 model. V2 model is faster and more accurate.

Adds support for broken PDF417 start/stop
pattern detection, improving recall by 10.5%

Kuva 22. Bundled ja unbundled vertailua (Google ML Kit, 2021b)

Viivakoodi API:n kayttdmiseen pitda ensin lisatd ML Kit -kirjastot riippuvuutena tiedostoon
app/build.gradle (Kuva 23).

implementation

Kuva 23. Build.gradle tiedostossa viivakoodi API

Jotta viivakoodi voidaan lukea kuvasta, pitda kuvan olla tarpeeksi laadukas, jotta
viivakoodin esittamat merkit voidaan lukea. Resoluutio tarkoittaa kuvan tarkkuutta ja sen
mittayksikkona kaytetdan pikselid, eli yhta pistettd kuvassa. Esimerkiksi resoluutio
1280x720 tarkoittaa, etta kuva on 1280 pikselia levea ja 720 pikselia korkea. Mitd suurempi
on resoluutio, sitd tarkemmalta kuva nayttaa. Jotta viivakoodi saadaan luettua tarkasti pitaa
kuvassa nakyvan viivakoodin jokaisen luettavan osan olla vahintdan 2 pikselia levea ja 2
pikselia korkea, jos kyseessa on kaksiulotteinen koodi. Vaadittu pikselien maara riippuu siis
viivakoodin tyypista, seka kuinka paljon dataa se sisaltda. (Google ML Kit. 2021b.) Mita
kauempaa viivakoodia siis halutaan skannata, sitd parempi resoluution taytyy olla. Mutta
suurempi kuvan resoluutio my6s kasvattaa aikaa, joka kuluu kuvan prosessointiin. Jos
sovelluksessa viive halutaan mahdollisimman pieneksi, kannattaa siis resoluutiota laskea,
ja varmistaa, ettd kamera on lahempana skannattavaa viivakoodia tulosten saamiseksi.
Sovellukseen haluttiin asetukset, jossa kayttaja voi itse kokeilla skannaamista erilaisilla
resoluutioilla. CameraX-kirjastoa kaytettdessa on siis kaksi resoluutioarvoa, jota voidaan
muuttaa: Preview ja Image Analyzer-kayttotapausten. Kun halutaan vaikuttaa kuvasta
tunnistamiseen, on tarvetta muuttaa vain Image Analyzer -resoluutiota. Eli jos halutaan

kayttaa alempaa resoluutiota viiveen pienentamiseksi, ei sen tarvitse vaikuttaa kayttajan



nakeman esikatselun tarkkuuteen. Kayttajalle resoluution vaihtuminen nakyy siina, kuinka

Iahelle kuvaa taytyy mennd QR-koodin tunnistamiseksi.

ML Kit:ia kaytettdessa voidaan maarittdd minka tyyppisia viivakoodeja voidaan lukea, tai
jos tiedetaan, etta on tarve lukea vain esimerkiksi QR-koodeja, voidaan tunnistus rajata vain
niihin ja nain lisata prosessoinnin nopeutta. Viivakoodin skannauksen maaritykset tehdaan
BarcodeScannerOptions-tyyppisella oliolla (Kuva 24). BarcodeScanner-luokasta saadaan

instanssi kutsumalla luokan BarcodeScanning.getClient-metodia (Kuva 24).

annerOptions scannerOptions

arcodeFormats(Barcode.

.build()

canning.getClient(scannerOptions)

Kuva 24. Viivakoodityyppien maarittdminen

BarcodeScanner-oliolle voidaan ldhettdd kuvia analysoitavaksi kutsumalla sen metodia
BarcodeScanner.process. Tama metodi vastaanottaa Inputlmage-tyyppisia kuvia, joten
CameraX ImageAnalyzer analyze-metodikutsun yhteydessa saatu ImageProxy-kuva pitaa
muuntaa Inputimage-tyyppiseksi. Ensin kuitenkin muutetaan kuva Image-tyyppiseksi
olioksi, joka tapahtuu ImageProxy-luokan metodilla ImageProxy.getimage(). Image-oliosta
kuva saadaan muutettua ML Kit:n hyvaksymaksi Inputimage-olioksi kutsumalla metodia

Inputimage.fromMedialmage (Kuva 25).

Kuva 25. Kuvan muuntaminen Inputlmage-tyyppiseksi

Taman jalkeen voidaan kuva lahettda analysoitavaksi kutsumalla BarcodeScanner-metodia

process (Kuva 26), joka on ML Kit viivakoodi API:n metodi kuvan analysoimiseksi.

Process-metodikutsu palauttaa asynkroniseen tehtdvan (Task), johon voidaan kiinnittéa
listenereitad eli kuuntelijoita (Kuva 26). ML Kit APl:en yhteydessa kaytetdan kuuntelijoita
onComplete, OnSuccess ja OnFailure. OnSuccess-listenerissd maaritelty ohjelmakoodi
suoritetaan, kun prosessi on suoritettu onnistuneesti. OnFailure taas suoritetaan, jos
tehtavan suorittaminen epaonnistui. OnComplete suoritetaan, kun tehtdva on saatettu

loppuun, oli se sitten onnistunut tai epaonnistunut.



Kuva 26. Process-metodikutsu ja listenerit

Task palauttaa onnistuessaan listan viivakoodeista (Kuva 27). Lista voi olla my&s tyhja, jos
yhtédan viivakoodia ei havaittu kuvasta. Jokainen listan viivakoodi on siis yksi kuvasta
havaittu viivakoodi. Kuvasta voidaan havaita useampia koodeja. Viivakoodi eli Barcode-
oliosta voidaan saada tietoon esimerkiksi sen tyyppi ja sen koordinaattien sijainti kuvassa
seka viivakoodin sisaltdma informaatio. ML Kit APl:n avulla saadaan tietdd datan tyyppi
sekd data valmiiksi jasenneltyna. Eli esimerkiksi jos QR-koodin tyyppi on sahkoposti,
voidaan ML Kit APl:n avulla saada helposti noudettua tietoa osoitekentasta, viestin

sisallosta seka aiheesta (Kuva 28).

ctEmail() .getSubject()

Kuva 28. Viivakoodista informaation hakeminen

ML Kit APl:sta saadaan myds helposti informaatiota kuvassa sijaitsevan viivakoodin

koordinaateista, jonka avulla voidaan piirtda ruudulle bounding box, eli suorakaiteen



muotoinen alue esineen ymparille (Kuva 29). Suorakaiteen piirtdminen tapahtuu

GraphicOverlay- ja RectangleOverlay-luokissa.

Kuva 29. Havaitun viivakoodin sijainti ja grafiikan piirtdminen

Lopulta ruudulla ndytetdan havaitun viivakoodin tiedot (Kuva 30) sekd URL-tyyppisen
viivakoodin tekstiruudusta painaessa kayttdjalle avautuu uuteen ikkunaan QR-koodin

sisaltama internetosoite.
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Kuva 30. Viivakoodi nakyma kayttajalle



Tekstin tunnistaminen

Sovellukselle syotteena tuleva teksti voi olla monta erilaista fonttia, joten on myds monta
tapaa kirjoittaa yksi kirjain. Mallia opettaessa kaydaan 1api erilaisia variaatioita kirjaimista ja
tunnistetaan niiden yleiset piirteet. ML Kit tekstin tunnistus API tunnistaa tekstid, joka on
kirjoitettu latinalaisilla merkeilla. Tekstin tunnistus kayttaa unbundled eli paketoimatonta
mallia ja pitda siis ladata Google Play Servicesta, kun sovellus asennetaan tai kun sita

ensimmaisen kerran kaytetaan. (Google ML Kit 2021c.)

Tekstin tunnistus API:n lisddminen sovellukseen kay taas build.gradle tiedostossa (Kuva
31). Kuten viivakoodin tunnistuksessa pitaa kuvan sisaltaa tarpeeksi pikseleita, jotta siita
voidaan erottaa tarkasti tekstia. Tekstin tunnistukselle ML Kit asettaa vaatimukseksi, etta
jokaisen merkin tulisi olla vahintdan 16 pikselia levea ja korkea. Kuvan resoluutiolla voidaan
vaikuttaa myds prosessoinnin nopeuteen, mutta mitd enemman tekstia on kuvassa, sita
suurempi resoluutio vaaditaan sen lukemiseen. Reaaliaikaisessa sovelluksessa kuvan
koon rajaaminen tuottaa myds parempia tuloksia, silld isommat kuvat vievat enemman

prosessointiaikaa. Jotta prosessointiaikaa saadaan pienemmaksi, pitaisi kameran olla

I&hella tekstia ja tekstin viedd mahdollisesti suurin osa kuvan pinta-alasta. (Google ML Kit
2021c.)

implementation

Kuva 31. Tekstin tunnistus API:n lisaaminen build.gradle tiedostoon

Sovelluksessa voidaan maarittdd myos, halutaanko malli ladata heti sovelluksen
asennuksen jalkeen vai vasta ensimmaisella kayttokerralla. Tama tehdaan sovelluksen

AndroidManifest.xml-tiedostossa (Kuva 32).

<meta-data

. name

:value

Kuva 32. AndroidManifest.xml tiedoston riippuvuudet

Tekstin tunnistusta kaytetdan kuten muitakin ML Kit APl:a. Ensin saadaan instanssi
luokasta TextRecognizer kutsumalla TextRecogniton.getClient-metodia. Taman luokan
metodia process voidaan kutsua kuvan analysoimiseksi ja saada paatelman tulokset

OnSuccessListener-kuuntelijalle Text-tyyppisena vastauksena (Kuva 33).



utImage image) {

onSuccess(Text results) {
Kuva 33. Process-metodikutsu tekstin tunnistuksessa

Koko teksti voidaan lukea result.getText-metodikutsulla tai tekstid voidaan kayda lapi
tekstikappaleina, josta voidaan hakea tekstid esimerkiksi rivi tai elementti kerrallaan, kuten
sana tai numero. Tekstille voidaan saada koordinaatit kuvasta bounding box -elementin
piirtdmiseksi naytdlle. Koordinaatit voidaan saada koko kappaleelle tai esimerkiksi
jokaiselle riville (Kuva 34).

Kuva 34. Tekstin lapikdyminen kappaleittain ja riveittain

Lopulta tulos piirretddn kayttdjan nahtavaksi ruudulle (Kuva 35). Tekstin tunnistuksessa
bounding box paatettiin jattda pois, silld se jai osittain tekstin paalle ja ei ollut yhta

kaytannodllinen ja toimiva.
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Kuva 35. Kayttajan nakyma tekstin tunnistuksessa

Tekstin tunnistus toimi testatusta APIl:sta epaluotettavimmin ja tarkemman tuloksen
saamiseksi kameran tuli olla hyvin lahelld tekstia seka valaistuksen hyva. Mitd enemman
tekstia oli naytolla sitd hitaammaksi ja epatarkemmaksi kuvan prosessointi ja lukeminen

muuttui.
5.2.3 Oman mallin opettaminen ja objektin tunnistaminen

Sovelluksella haluttiin tunnistaa ITKO:n laitteistoa, joten tatd varten piti opettaa oma
koneoppimisen malli esineiden luokitteluun. Koska dataa ei kuitenkaan ollut paljon,
paatettiin uusi malli opettaa kayttaen siirto-oppimista. Siirto-oppiminen soveltuu hyvin kuvan
tunnistamiseen, joka tassakin oli tarkoituksena. Mallina kaytettiin Tensorflow Lite -mallia,
joka on ML Kit:n tukema ja kevyt mobiililaitteille soveltuva ja helposti kayttédnotettava malli.
Mallin opettamiseen paatettiin kayttaa Tensorflow Lite Model Maker -kirjastoa, joka tarjosi
hyvan dokumentaation oman mallin opettamiseen. Model maker huolehtii my6és datan
esikasittelystd ja tuotetun mallin muuntamisesta Tensorflow Lite -malliksi. Python

ohjelmakoodin ajamiseen kaytettiin Jupyter Notebookia.

Mallin opetusta varten ensin laitteistoa kuvattiin eri suunnista ja kuvat ryhmiteltiin eri
kategorioihin. Kategorioita oli yhteensa nelja ja kansiorakenne oli niiden mukainen (Kuva
36).
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Kuva 36. Kansion rakenne

Kun data oli jaettu kategorioihin, ladattiin vaadittavat kirjastot eli tflite_model_maker -
kirjastot seka maariteltiin polku, josta data voidaan ladata (Kuva 37). Tassa polussa on siis
yksi kansio, joka sisaltaa nelja alikansiota, jotka on nimetty sen sisaltamien kuvien luokan

mukaan. Model maker tukee seka JPG ja PNG kuvia.

In [2]: import os
import numpy as np

import tensorflow as tf
assert tf._ wversion__.startswith('2")

from tflite_model_maker import configs

from tflite_model_maker import ExportFormat

from tflite model_maker import image classifier

from tflite_model_maker import ImageClassifierDataloader
from tflite model maker import model spec

import matplotlib.pyplot as plt

In [3]: image_path = 'C:/Users/jonna/Documents/school/Autumn2@/opinndyte/model photos/IT

In [4]: data = ImageClassifierDataLoader.from_folder(image_path)

INFO:tensorflow:Load image with size: 317, num_label: 4, labels: MultiSensor 6,
Photoelectric distance sensor, RevPi Connect Revolution Pi, RuuviTag.

Kuva 37. Data polun maarittdminen

Taman jalkeen data jaettiin opetusdataan ja testidataan (Kuva 38). Opetusdataa oli 80

prosenttia kuvista ja testidataa 20 prosenttia. Validointidatalla tarkoitetaan dataa, jota



kaytetdan mallin opettamisvaiheessa sen hiomiseen tarkemmaksi ja pitaa vield erottaa
varsinaisesta testidatasta, jota kaytetdan vasta kun ollaan tyytyvaisia mallin tuottamaan
tarkkuuteen. Testidatan on tarkoitus tuottaa puolueeton tulos mallin tulosten tarkkuudesta,

joten sitd kaytetdan vasta mallin opettamisen loputtua.

In [5]: train_data, rest_data = data.split(e.s8)
validation_data, test_data = rest_data.split(e.s)

Kuva 38. Datan jakaminen opetus- ja testidataan

Ensin varmistettiin, ettd kuvat ovat oikeissa kategorioissa. Valittiin datasta siis muutama
kuva, jotka tulostettiin naytdlle ja varmistetiin, etta kuvan otsikko vastaa sen oikeaa luokkaa
(Kuva 39).

’ .
&
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Kuva 39. Kuvien kategoriat

Kuvia on otettu myds erilaisista kulmista, etaisyyksista, seka niin etta kuvan esine ei aina
ole keskella kuvaa. Tama on tarkeda kuvadatassa, jotta saadaan realistista vaihtelevuutta
kuviin eikd malli esimerkiksi tee vaaranlaisia paatelmia esineen sijainnista tai suunnasta
kuvassa. Tensorflow Model Maker:lla kuvia voidaan esikasitella, esimerkiksi osa kuvista
satunnaisesti kdantaa peilikuviksi tai muuttaa niiden rotaatiota. Tama luo kuvien valille
enemman vaihtelevuutta ja voidaan ottaa mukaan helposti opetuksen yhteydessa
parametrilla use_augmentation = True. Model makerin avulla voidaan muuttaa muitakin
hyperparametreja, kuten epookkeja eli kierroksia, jonka algoritmi kay testidataa lapi. Data

voidaan esimerkiksi sekoittaa shuffle-parametrin avulla.

Tarkkuus (accuracy) on tapa mitata mallin toimintaa ja tyypillisesti esitetdan prosentteina
siitd, kuinka moni mallin tuottama vastaus oli oikein. Tatd arvoa voidaan tarkastella
opettamisen aikana ja nahda kasvavan, mitd useampi epookki on kayty lavitse (Kuva 41).
Hukka (loss) on mitta siitd, kuinka paljon mallin tuottama arvo eroaa oikeasta arvosta.
Hukka ei siis kuvaa prosenttilukua vaan on loppusumma tehdystad virheestd mallin

validoinnin vaiheessa. Opetuksen aikana taman arvon halutaan laskevan. Model makerissa



oletus epookkien maara on 5, mutta niitd voidaan halutessa kasvattaa. Malli opetetaan

kutsumalla image_classifier.create-metodia (Kuva 40).

model = image classifier.create(train _data, validation_ data=validation_data,
epochs=10, use augmentation=True)

Kuva 40. Mallin opettaminen

INFO:tensorflow:Retraining the models...

Model: “sequential 1"

Layer (type) Output Shape Param &
hub_keras_layer wvivi_1 (Mubk (Hone, 128a) 3413824
rlr'np::ul.:ﬁax:.ll] { Hone ])RE ] B
dense_1 (Dense) {Hone, &) 5104

Total parass: 3,418,148
Trainable params: 5,124
Mon-=trainable parasc: 3,413,024

Hone

Epoch 1/1@

EAE | as = ] ETA: 413 loss: 1.3598 - accuracy: ©.343 - ETA: 233 lods: 1.3280 - accuracy: &.390
ETA: 175 - loss: 1.29B% - accuracy: ©.416 - ETA: 13s - loss: 1.2821 - accuracy: ©.433 - ETA: 85 - loss: 1.2731 - accuracy: ©.d44
3 - ETA: 4s - loss: 1.2569 - accuracy: @.45 - ETA: @5 - loss: 1.2378 - accuracy: @.47 - 33s dsfstep - loss: 1.2234 - accuracy:
©.4851

Epoch 2/18
Frr | - . ] - ETA: 255 - loss: @.8462 - accuracy: 9.718 - ETA: 223 - loss: Q.B063 - accuracy: ©.734 -
ETA: 17s loss: ©.7876 ACCUraCy: a.746 ETA: 1a% loss: Q.7677 ACCUracy: 0.75% ETA: 8% loss: ©.7514 ACCUraCy: 2.76

Kuva 41. Epookkien eteneminen

Opetuksen jalkeen voidaan testata mallia ja saada tietoa sen tarkkuudesta (Kuva 42).

loss, accuracy = model.evaluate(test data)

1/1 [==============================] - ETA: @5 - loss: ©.4334 - accuracy: .96
- 75 7s/step - loss: ©.4334 - accuracy: ©.9667

Kuva 42. Mallin arvioiminen

Opettamisen jalkeen malli saadaan ladattua paikalliseen tiedostoon (Kuva 43). Tensorflow
Model Maker tuottaa kaksi tiedostoa, model.tflite, joka on opetettu malli seka labels.txt, joka
sisaltaa kategorioiden nimet, joihin kuvat jaettiin. ML Kit kayttaa labels.txt-tiedostoa mallin

kategorian hakemiseen.

In [18]: model.export(export dir="./model-files")

Kuva 43. Mallin vienti paikalliseen tiedostoon

Malli ja tekstitiedosto lisatdan Android-projektin assets-kansioon (Kuva 44).
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Kuva 44. Mallin tiedostot assets-kansiossa

Kuten muitakin ML Kit APl:a kaytettaessa myoOs objektin seuraaminen pitaa lisata
sovelluksen build.gradle-tiedostoon (Kuva 46). Lisaksi lisatdan tieto siita, ettei fflite-

tiedostoa haluta pakata sovelluksen koonnin yhteydessa (Kuva 45).

Kuva 45. Build.gradle mallin paketoinnin maarittely

implementation

Kuva 46. Build.gradle objektin tunnistaminen

Mallin kayttaminen onnistuu l1ahes samalla tavalla kuin muiden visuaalisen APIl:n mallien.
Ensin on luotava instanssi luokasta LocalModel, ja kerrotaan mista polusta oma malli [6ytyy
(Kuva 47). Objektin tunnistamisessa voidaan asettaa muutamia valintoja.
SetClassificationConfidenceThreshold asettaa rajan, minkd todenndkodisyyden ylittavat
tulokset naytetaan. Eli vain jos malli on yli 85 prosenttia varma, ettd kuvan esine kuuluu
tiettyyn kategoriaan, voidaan se tuottaa vastaukseksi. SetMaxPerObjectLabelCount
maarittdd kuinka monta kategoriaa per tunnistettu esine halutaan palauttaa.
SetDetectorMode-arvo STREAM_MODE taas kertoo ML Kit:lle, ettd kuvia analysoidaan
videokuvasta. Talléin kuvan prosessoinnin tulokset palautetaan nopeammin kuin jos
valintana olisi SINGLE_IMAGE_MODE. (Google ML Kit 2021d.)



Kuva 47. LocalModel maarittaminen ja ObjectDetector instannin hakeminen

Kun ObjectDetector-luokasta on haettu instanssi, voidaan sitd kayttaa kuten muitakin ML
Kit API: a. Kutsumalla ObjectDetector.process-metodia kuva lahetdan prosessoitavaksi
(Kuva 48). Kuuntelija onSuccessListenerin metodi OnSuccess saa listan havaituista
objekteista. Naistd voidaan hakea esimerkiksi kategorian nimi sekd mallin antama

todennakadisyys kategoriasta.

onSucce

sultSt

Kuva 48. OnSuccess-listener ja objektin tietojen hakeminen

Lopuksi tunnistetun esineen ymparille piirretaan suorakaide ja naytetaan paattelyn tulokset
kayttajalle (Kuva 49).
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Kuva 49. Objektin tunnistaminen kayttajan nakdkulmasta



6 Yhteenveto

Tavoitteena oli kehittda mobiilisovellus Android-laitteelle, jolla voidaan tunnistaa kameran
kuvasta esineitd, skannata QR-koodeja ja lukea tekstid. Sovellus toteutettin LAB-
Ammattikorkeakoulun ITKO-hankkeelle. Sovelluksen toteutukseen kaytetyt
ohjelmistokehykset olivat ML Kit, CameraX ja Tensorflow Lite Model Maker. Sovelluksen
ohjelmointikielena kaytettin Javaa seka ohjelmointiymparistona Android Studiota.
Opettamiseen saatiin kuvia ITKO:lta ja tunnistettavia laitteita oli nelja: MultiSensor 6,

Photoelectric distance sensor, RevPi Connect Revolution Pi ja RuuviTag.

Lopputuloksena saatiin sovellus, joka osaa kameran videokuvasta tunnistaa ITKO:n
laitteistoa, piirtda suorakaiteen tunnistetun esineen ymparille ja esittamaan kayttajalle
esineen kategorian seka arvion paatelman tarkkuudesta. Lisaksi sovellus pystyy
skannaamaan QR-koodeja seka esittamaan koodin sisaltdman datan kayttajalle. Jos QR-
koodi on URL-tyyppinen osoite, voi kayttaja avata osoitteen sovelluksen sisalle aukeavaan
ikkunaan. Sovellus osaa myo6s lukea tekstia kuvasta ja esittda taman ruudulla kayttajalle.
Lisaksi sovellukseen toteutettiin sivut, joissa esitellaan ITKO-hanketta ja ML Kit:a.
Sovellukseen toteutettiin myds asetukset-sivu, jossa kayttdja voi valita kuvantunnistukseen

kaytetyn resoluution ja mita toimintoja eli malleja kaytetaan.

Sovellus vaatii viela jatkokehitystd paremman kayttajakokemuksen saavuttamiseksi ja lisaa
testaamista varsinkin objektin tunnistamisen osalta, silla kaytannon syista tama tapahtui nyt
ainoastaan valokuvien avulla ja varsinaisessa oikeassa kayttdymparistdssa ei sovellusta
ole testattu. Testaus tapahtui kehityksen aikana paaosin yhdelld Android-puhelimella, jossa
on Android 10-kayttojarjestelman versio ja vaatisi enemman testaamista myos vanhemmilla
versioilla. Sovellusta testattiin kerran vanhemmalla puhelimella, jossa oli Android 7-versio.
Siihen sovellus asentui hyvin ja toimi, vaikka hitaammin. Bounding box eli suorakaiteen
piirtdminen esineen ympaérille ei toiminut yhta luotettavasti, vaan sovellus tunnisti, etta

puhelimen kamera olisi ollut aina vaakatasossa.

Sovelluksessa eri malleja on mahdollista kayttda yhtd aikaa, mutta esimerkiksi tekstin
tunnistuksen kayttdminen yhta aikaa muiden toimintojen kanssa on liian raskas prosessi
sovellukselle varsinkin, jos tekstida on kuvassa paljon. Sovelluksen jatkokehityksessa tata
tulisi testata lisda ja suunnitella sovellusta siihen suuntaan, etta tekstin tunnistaminen olisi
oma osionsa paremman kayttokokemuksen ja toiminnan saavuttamiseksi. Naen, etta
sovelluksessa on hyvaa potentiaalia jatkokehittamiselle ja tarpeen mukaan toimintoja
voidaan lisatd ja esimerkiksi uusi malli voidaan opettaa tunnistamaan enemman

kategorioita ja tuoda sovellukseen hyvin vaivattomasti.



Muita jatkokehitysideoita voisi olla mahdollisuus tehda kuvan tai viivakoodin tunnistusta
my0s sovellukseen tuoduilla kuville eika vain livekuvasta. ML Kit:lla on myds muita malleja,
joita voidaan lisata sovellukseen helposti ja esimerkiksi tekstin kdantamisen mahdollisuus
voisi olla yksi vaihtoehdoista. ML Kit:n ja sen eri APl:en kayttdminen oli sujuvaa ja niiden,
yhdenmukainen kayttotapa helpotti kayttdonottoa ja oppimista, silla esimerkiksi viivakoodin
tunnistuksesta tekstin tunnistukseen siirtyessa lahes tiesi jo, miten toista APl:a tulee kayttaa
ja mitd metodikutsuja voi tehda. Sovelluksen kehittdminen ja opinnaytetydprosessi eteni
kuitenkin hitaammin kuin oli suunniteltu ja vaati paljon uusien asioiden opiskelua.
Oppimisen kannalta projekti oli hyvin hyddyllinen ja kehitti osaamista sekd Android-

ohjelmoinnista, etta koneoppimisesta.
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