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Generatiiviset koneoppimisen mallit pystyvat nykyisin generoimaan monimutkaisia ja
fotorealistisia kuvia. Yksi tallainen koneoppimisen malli on generatiivinen kilpaileva
verkosto (GAN). Tydn tavoitteena oli toteuttaa sellainen generatiivinen kilpaileva ver-
kosto, joka kykenee tuottamaan fotorealistisia kasvokuvia. Toisena tavoitteena oli pe-
rehdyttaa lukija generatiivisen kilpailevan verkoston toimintaperiaatteisiin.

Insindorityon teoriaosuudessa kaytiin lapi koneoppimista, neuroverkkoja, konvoluutio-
verkkoja ja generatiivinen kilpaileva verkosto. Ennen toteutukseen menemista esitel-
tiin myds erilaisia GAN-malleja, jotta saatiin parempi kasitys niiden potentiaalista.

Toteutusosiossa kaytiin lapi kasvoja generoiva DCGAN-toteutus osa kerrallaan ja
koodiesimerkkien tukemana. Lopputuloksena DCGAN pystyi generoimaan kasvoku-
via, joista parhaat vaikuttivat aidoilta.

DCGAN-toteutuksen kouluttaminen todettiin aikaa vievaksi suhteutettuna generoitui-
hin kuviin, jotka olivat melko pienia ja huonoja laadultaan verrattuna edistyneempien
GAN-mallien tuotoksiin. Toteutus antoi kuitenkin hyvan pohjan tuleviin koneoppimi-
sen projekteihin.
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Generative machine learning models are currently capable of generating complex
and photorealistic pictures. One of the machine learning models is the generative ad-
versarial network (GAN). The aim of this study was to implement a GAN that can
generate photorealistic images of faces. The other aim of the study was to familiarize
the reader with the principles of a generative adversarial network.

The theory part goes through machine learning, neural networks, convolutional net-
works, and generative adversarial networks. Before getting into the implementation,
different kinds of GAN-models are also introduced to get a better understanding of
their potential.

The implementation part of the study consisted of the face generating DCGAN imple-
mentation one part at a time and is supported by example code. In the end, the
DCGAN could generate faces of which the best ones seemed real.

Training the DCGAN implementation was found to be too time consuming related to
the photos that were quite small and lacking in quality compared to what other GAN
implementations can produce. However, the implementation provided a good basis
for future machine learning projects.
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Lyhenteet

ANN:

CGAN:

CNN:

DCGAN:

GAN:

ProGAN:

RelLU:

SRGAN:

Artificial neural network. Keinotekoiset neuroverkot koostuvat neuro-
neista ja niiden valisista yhteyksista. Algoritmeja kayttamalla ne voi-

vat oppia datassa piilevia suhteita.

Conditional generative adversarial network. Ehdollinen GAN generoi

dataa perustuen haluttuun luokkaan.

Convolutional neural network. Konvoluutioverkko on keinotekoinen
neuroverkko, joka kykenee erottamaan piirteita kuten reunoja kuvista

kayttamalla suodattimia.

Deep convolutional generative adversarial network. GAN, joka kayt-
taa konvoluutiota luokittelijassa ja transponoitua konvoluutiota gene-

raattorissa.

Generative adversarial network. Generatiivinen kilpaileva verkosto

koostuu generaattorista ja luokittelijasta, jotka kilpailevat keskenaan.

Progressively growing generative adversarial network. GAN, jonka
generaattori ja luokittelija kasvavat hiljalleen luoden ensin pienen re-

soluution kuvia, jotka kasvavat jokaisella askeleella.

Rectified linear unit. Neuroverkkojen kayttama aktivointifunktio, joka
palauttaa syotteen sen ollessa positiivinen ja nollan syotteen ollessa

negatiivinen.

Super resolution generative adversarial network. GAN, joka ottaa
pienemman resoluution kuvan ja muodostaa siita isomman resoluu-

tion kuvan.



1 Johdanto

Koneoppimista ja generatiivisia malleja hyodyntamalla pystytaan nykyisin luo-
maan monimutkaisia ja fotorealistisia kuvia. Midjourney-tekoalylla generoitu tai-
deteos palkittiin siniselld nauhalla Colorado State Fair -tapahtuman vuosittaisen
taidekilpailun nousevien digitaalisten taiteiljoiden sarjassa elokuussa 2022 [1].
New Yorkissa sen sijaan vuonna 2018 tekoalyn generoima taideteos myytiin
huutokaupassa 432 500 dollarilla [2].

Yksi naista generatiivisista malleista on generatiivinen kilpaileva verkosto
(GAN). Taman insind6ritydn tavoitteena on toteuttaa sellainen generatiivinen kil-
paileva verkosto, joka kykenee generoimaan fotorealistisia kasvokuvia. Toisena
tavoitteena on perehdyttaa lukija generatiivisen kilpailevan verkoston toiminta-

periaatteisiin.

Ensiksi teoriaosuudessa tutustutaan lyhyesti koneoppimisen kasitteeseen ja
sen eri muotoihin. Taman jalkeen perehdytaan neuroverkkojen (ANN) rakentei-
siin ja oppimisprosessiin. Konvoluutioneuroverkkojen (CNN) osuudessa kay-
daan lapi konvoluutiokerroksen ja transponoidun konvoluutiokerroksen toiminta-
periaatteet. Teoriaosuuden viimeisessa osassa kasitellaan generatiivinen kilpai-
leva verkosto, DCGAN-arkkitehtuuri (deep convolutional generative adversarial

network) ja generatiivisen kilpailevan verkoston mahdolliset heikkoudet.

Ennen toteutusosaa tutustutaan viela erilaisiin GAN-malleihin, jotka ovat mah-
dollistaneet kuvien generointia eri nakdkulmista sitten vuoden 2014. Tassa lu-
vussa kaydaan lapi lyhyesti CGAN-, SRGAN-, CycleGAN-, ProGAN- ja Style-
GAN-mallit, ettd saadaan laajempi kuva generatiivisten kilpailevien verkostojen

potentiaalista.

Toteutusosassa kaydaan lapi yksi generatiivisen kilpailevan verkoston toteutus,

joka noudattaa DCGAN-arkkitehtuuria. Toteutukseen tutustutaan koodiesimer-



kein, joiden ohessa pyritdan perustelemaan tehtyja ratkaisuja. Lopuksi arvioi-
daan viela generoituja kuvia ja toteutetun mallin kaytanndllisyytta kuvien gene-

roinnissa.

2 GAN koneoppimisessa

Koneoppiminen on tekoalyn osa-alue. Termina se sai alkunsa Arthur Samuelin
vuonna 1959 tehdysta tutkimuksesta, jossa han kehitti tammea pelaavaa teko-
alya. Kyseinen tekoaly oppi pelaamalla itseaan vastaan, mitka pelilaudan tilan-
teet johtavat todennakodisemmin voittoon kayttamalla heuristista arviointifunk-
tiota ja minimax-algoritmia. Tekoaly voittikin itseaan tammimestariksi kutsuvan
Robert Nealeyn vuonna 1962. [3; 4.]

Koneoppimisella viitataankin jarjestelmiin, jotka parantavat suorituskykyaan an-
netussa tehtavassa saamalla lisaa dataa tai kokemusta. Tahan suorituskyvyn
parantamiseen on eri lahestymistapoja, jotka voidaan karkeasti jakaa ohjattuun
oppimiseen, ohjaamattomaan oppimiseen ja vahvistusoppimiseen. Myos kasi-
tetta puoliohjattu oppiminen kaytetaan, kun on kyse osittain ohjatusta ja osittain

ohjaamattomasta oppimisesta. [5.]

Ohjatun oppimisen esimerkkina voisi olla jarjestelma, joka koulutetaan tunnista-
maan kissoja ja koiria antamalla sille valmiiksi luokiteltuja kuvia kissoista ja koi-
rista. Taman jalkeen jarjestelman suoriutuminen mitataan katsomalla, kuinka

hyvin se luokittelee uusia kuvia kyseisista elaimista. [4; 5.]

Ohjaamattomassa oppimisessa data on luokittelematonta ja tehtavana on selvit-
taa sen rakennetta esimerkiksi jakamalla samankaltaisia alkioita joukkoihin.
Myds tassa insindoritydssa toteutettu GAN on yleensa osa ohjaamatonta oppi-
mista. [4; 5.]

Vahvistusoppimisessa ei tarvita tietoaineistoja oppimiseen vaan se oppii toimi-
malla ymparistossa, jossa se saa palautetta hyvista ja huonoista ratkaisuista.
Esimerkiksi robottiauto voi oppia ajamaan tata kautta. [4; 5.]



Puoliohjattu oppiminen voi olla hyva valinta tilanteessa, jossa on olemassa da-
taa, josta vain pienempi osa on luokiteltua. Talla pienemmalla osalla voidaan
ohjata oppimista, joka auttaa Ioytamaan yhtalaisyyksia isommasta luokittelemat-

tomasta datasta. [4.]

Edella mainittuja Iahestymistapoja toteutetaan kaytannossa lukuisilla eri mal-
leilla. Naita ovat esimerkiksi klusterointi, lineaarinen ja logistinen regressio, neu-
roverkot ja paatospuu. Tassa tyossa keskitytdan neuroverkkoihin, joita on myos

tyon toteutusvaiheessa kaytetty.

2.1 Keinotekoiset neuroverkot

Keinotekoiset neuroverkot (ANN) on koneoppimisen osa-alue, joka on ottanut
inspiraatiota biologisista neuroverkoista eli aivoista. Neuroverkkojen yhteydessa
puhutaan usein myds syvaoppimisesta, joka voidaan ymmartaa isompien moni-

kerroksisien neuroverkkojen opettamisena.

Keinotekoiset neuroverkot koostuvat neuroneista, jotka saavat sisaan yhden tai
useamman arvon ja tuottavat yhden ulostuloarvon. Perseptroni on yksi tallainen
1950- ja 1960-luvulla kehitetty neuroni, jonka ulostulo on nolla tai yksi. Per-
septronin jokaisella sisaan tulevalla arvolla on painoarvo, joka ilmaisee sen tar-
keyden perseptronin ulostulolle. Sisaan tulevat arvot kerrotaan niiden painoar-
voilla, jonka jalkeen ne summataan yhteen. Tata kutsutaan painotetuksi sum-
maksi. Jos tama summa ylittaa perseptronille asetetun raja-arvon, on ulostulona
yksi. Muissa tapauksissa perseptroni antaa ulos arvon nolla. Toisin ilmaistuna
perseptronin ulostulo lasketaan sisaan tulevista arvoista koostuvan vektorin ja
painoarvoista koostuvan vektorin pistetulona. Tahan pistetuloon lisataan harha
(bias), joka ilmaisee, kuinka helposti perseptroni aktivoituu eli antaa ulos arvon
yksi. Koska raja-arvoa ei ole, riittda aktivointiin tulos, joka on isompi kuin nolla.
Todella suuri harha tarkoittaa silloin, etta perseptroni aktivoituu helposti ja pain-

vastoin hyvin pieni harha tarkoittaa, etta aktivointi on vaikea saavuttaa. [6.]



Neuroneista voidaan muodostaa erilaisia verkkoja, mutta tassa tydssa keski-
tymme myotakytkentaverkkoihin. Talloin neuroneista muodostetaan kerroksia
kuvan 1 osoittamalla tavalla. Informaatio liikkuu myotakytkentaverkossa (feed-
forward network) eteenpain jokaisen kerroksen lapi tekematta toistoja. Ensim-
mainen kerros on syotekerros, jonka jalkeen on yksi tai useampi piilokerros. Vii-
meista kerrosta kutsutaan ulostulokerrokseksi. Syotekerroksen ja ulostuloker-
roksen suunnittelu ovat usein suoraviivaisia. Esimerkiksi mustavalkoisen kuvan
ollessa verkon syotteena voidaan syotekerros muodostaa yhtd monesta neuro-
nista kuin kuvassa on pikseleita. Jokaisen syotekerroksen neuronin arvo laite-
taan sitten vastaamaan yhta kuvan pikselin intensiteettia. Jos kuvat ovat esi-
merkiksi kasin kirjoitetuista numeroista, ja verkon tehtavana on arvioida, onko
kuvassa numero kolme, on yksi neuroni ulostulokerroksessa riittava ilmaise-
maan tuloksen. Piilokerrosten suunnittelua ei sen sijaan voida tiivistaa helppoi-
hin saantoéihin. Niiden rakenteen selvittaminen vaatii enemman testausta, tai

vaihtoehtoisesti valmiiden ratkaisuiden hyvaksikayttoa. [6.]

Piilokerrokset

N
km".‘}(/
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Kuva 1. Neljan kerroksen myotakytkentaverkko, jossa on kaksi piilokerrosta.



Kuvasta 1 voidaan myds nahda, etta jokainen neuroni on aina yhteydessa jokai-
seen seuraavan kerroksen neuroniin. Tallaisia kerroksia kutsutaan taysin kytke-
tyiksi kerroksiksi. Neuroneilla on naista yhteyksista huolimatta vain yksi ulostu-
loarvo, kuten aiemmin kerrottiin. Tama tarkoittaa sita, etta jokainen seuraavan
kerroksen neuroni saa jokaisen edellisen kerroksen neuronin ulostuloarvon

syotteena.

NyKkyisin perseptroneja ei oikeastaan kayteta neuroverkkojen rakentamisessa.
Perseptronien heikkoudet tulevat esille neuroverkkojen kouluttamisvaiheessa,
jossa halutaan usein pienilla painojen tai harhan muutoksilla vaikuttaa neurover-
kon lopputulemaan. Perseptronista ulos tuleva arvo ei kykene kuitenkaan pie-
niin muutoksiin, vaan se on aina nolla tai yksi. Tallaisella arvon vaihtumisella voi
olla monimutkaisia seurauksia koko muun verkon kayttaytymisessa, mika tekee
perseptroneista koostuvan verkon kouluttamisesta hankalaa. Ongelman voi rat-
kaista kayttamalla perseptronien sijasta sigmoid-neuronia, jonka ulostulona on
arvo nollan ja yhden valilla. Nyt pienet muutokset painoissa tai harhassa aiheut-
tavat vain pienen muutoksen neuronin ulostulossa. Lisaksi arvoilla, jotka ovat
nollan ja yhden valilla, voidaan ilmaista enemman asioita kuin pelkalla nollalla ja

ykkosella, kuten esimerkiksi kuvassa olevan pikselin intensiteettia. [6.]

Sigmoid-neuronilla tarkoitetaan oikeastaan neuronia, joka kayttaa kuvassa 2
olevaa sigmoidista aktivointifunktiota. Aktivointifunktio saa syotteena neuronin
sisaan tulevan painotetun summan, johon on lisatty harha, ja laskee sen perus-
teella neuronin ulostuloarvon. Neuroverkko ilman aktivointifunktioita on pelkka
painotettujen summien ja harhojen yhteenlaskusta koostuva lineaarinen funktio,
joka ei ole tarpeeksi monimutkainen vaativien epalineaaristen ongelmien ratkai-
suun. Aktivointifunktion tarkein tehtava onkin epalineaarisuuden lisdaminen

neuroverkkoon. [7.]



Kuva 2. Sigmoidi aktivointifunktio saa sy6tteen x ja palauttaa arvon S(x), joka
on neuronin ulostuloarvo.

Useimmat nykyiset mallit eivat kuitenkaan kayta sigmoidista aktivointifunktiota
syvissa neuroverkoissa, vaan sen on korvannut ReLU (rectified linear unit).
RelLU-aktivointifunktio on ensinnakin laskennallisesti kevyempi. Lisaksi sig-
moidin aktivointifunktion ongelmana on, etta suurilla ja pienilla sydtteilla sen
arvo on lahes vakio, jolloin sen merkitys koulutusvaiheessa on mitaton. ReLU-
aktivointifunktiossa samankaltainen ongelma voi esiintya vain nollaa pienem-
milla syotteilla, kuten kuvasta 3 voi nahda. ReLU palauttaa syotteen sen ollessa

positiivinen ja nollan syétteen ollessa negatiivinen. [8.]



X

Kuva 3. ReLU-aktivointifunktio saa syotteen x ja palauttaa arvon R(x), joka on
neuronin ulostuloarvo.

Leaky RelLU -aktivointifunktion kayttaminen korjaa mahdolliset ongelmat liittyen
ReLU-aktivointifunktion nollaantumiseen negatiivisilla syétteilla [8]. Leaky RelLU
alustetaan parametrilla alfa, joka maarittda sen jyrkkyyden negatiivisilla arvoilla.
Yleensa alfan arvoksi maaritellddn melko pieni luku kuten kuvassa 4, jossa sen
arvo on 0,1. Alfan arvon maarittaminen ykkéseksi muuttaa funktion lineaa-

riseksi, joka tekee koko funktiosta turhan.
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Kuva 4. Leaky ReLU -aktivointifunktio toimii kuten ReLU, mutta se palauttaa ne-
gatiivisia arvoja nollaa pienemmilla sydtteilla.

Neuroverkkojen oppimista on jo hieman sivuttu viittaamalla painoarvojen muu-
toksiin. Perehdytaan seuraavaksi siihen, miten esimerkiksi kuvia luokittelevan
verkon oppimisprosessi toimii. Verkko alustetaan ensin satunnaisilla painoar-
voilla, jonka jalkeen sille syotetaan kuvia luokiteltavaksi. Tarkoituksena oppimi-
sessa on pyrkia minimoimaan hukkafunktio (loss function), joka antaa numeeri-
sen arvon siita, kuinka hyvin verkko luokittelee kuvia. Hukkafunktion arvon ol-

lessa iso se luokittelee kuvia huonolla tarkkuudella. [6.]

Hukkafunktion minimoimiseksi kaytetaan gradienttimenetelmaa kuten stokasti-
sen kaltevuuden laskemista, jonka jalkeen painoarvot tai harha muuttuvat niin,
etta tavallaan laskeudutaan askel kohti jotain minimia. Taman askeleen suurus
riippuu maaritellysta oppimisnopeudesta. Monikerroksisissa neuroverkoissa
tama yhdistetaan vastavirta-algoritmiin, joka kay neuroverkkoa toiseen suun-

taan lahtien ulostulokerroksesta. Toiveena on, etta ottamalla tarpeeksi askelia



saavutetaan sellainen minimi, ettd neuroverkko luokittelee kuvat oikein riittavan

hyvalla tarkkuudella.

Neuroverkkojen koulutuksessa kannattaa olla tietoinen ylisovittamisesta (overfit-
ting). Talla tarkoitetaan tilannetta, jossa neuroverkko suoriutuu esimerkiksi luo-
kitteluongelmasta hyvin, kun kyseessa on harjoitteluun kaytetty data, mutta suo-
riutuu heikosti uuden samankaltaisen datan luokittelusta. Ylisovittaminen johtuu
siita, ettd neuroverkko I0ytaa harjoitteludatasta kohinaa, jonka se oppii olevan
osa datan rakennetta. Tama opittu kohina saattaa kuitenkin olla vain kyseisessa

harjoitusjoukossa. [9.]

Syyna ylioppimiseen saattaa olla neuroverkon monimutkaisuus, jonka takia se
kykenee poimimaan datasta kaikenlaiset sattumanvaraiset ja virheellisetkin da-
tan ominaisuudet. Jos data esitetdan pisteina koordinaatistossa, ylisovitetun
mallin kuvaaja on sellainen, etta se kavisi poimimassa datan pisteita yksitellen
|6ytamatta oikeasti dataa kuvaavaa funktiota. Ratkaisuna ongelmaan on erilai-
set regularisoinnin menetelmat, kuten L2 ja pudotusmenetelma (dropout). L2-
regularisointi kutistaa neuronien painoarvoja kohti nollaa, mika pienentaa niiden
vaikutusta koko verkon toimintaan. Pudotusmenetelma sen sijaan pudottaa har-
joittelun aikana neuroneja jollain maaratylla todennakoisyydella nollaksi. Molem-
milla malleilla neuroverkkoa yksinkertaistetaan, mika ehkaisee ylisovittamista.
[9.]

2.2 Konvoluutioverkot

Edellisessa aliluvussa puhuttiin taysin kytketyista kerroksista, joissa jokainen
kerroksen neuroni oli aina yhteydessa jokaiseen seuraavan kerroksen neuro-
niin. Tallaiset neuroverkot voivat toimia kuvien luokittelussa, mutta kannattaa
silti harkita siirtymista konvoluutiokerroksien kayttoon. Konvoluutiokerrokset

kayttavat suodattimia (filter), joilla saadaan kuvasta tehtya piirteiden irrotusta
(feature extraction), kuten reunojen tunnistusta [10]. Suodattimista kaytetaan

myds nimitysta kerneli.
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Otetaan esimerkiksi kuva, joka on kahdeksan pikselia korkea ja levea. Kuva tu-
lee syotteena konvoluutiokerrokseen, jossa on yksi suodatin, joka on kolme ker-
taa kolme -matriisi. Kuvan 5 tapaan suodatinta liikutetaan kuvan paalla vasem-
malta oikealla ja ylhaalta alas. Jokaisen suodattimen liikkutuksen jalkeen otetaan
sen syotteen alueen ja suodattimen pistetulo ylos koko kerroksesta tulevaan
ulostulomatriisiin, jota kutsutaan myds piirrekartaksi (feature map). Kerroksen
ulostulona ovat siis suodattimen irrottamat piirteet kuvasta. Kuva 5 esittaa, mi-
ten vaakasuoria reunoja erottava suodatin onnistuu irrottamaan piirteet kuvasta.
On myds hyva ottaa huomioon, etta ulostulona on niin monta matriisia kuin suo-

dattimiakin. Tata matriisien lukumaaraa kutsutaan myos kanavien lukumaaraksi.

Kuvasta 5 voidaan myds huomata, etta ulostulona oleva matriisi on syoétetta pie-
nempi kooltaan. Syotteeseen voidaan halutessa lisata nolla-arvoilla oleva reu-
nus, jos halutaan pitaa ulos tuleva matriisi samanmuotoisena. Suodattimen lii-
kuttaminen voidaan toteuttaa myos isommilla askeleilla, jolla on painvastainen

vaikutus ulostulon kokoon. [10.]

10|10({10|10|0 |0 |0 |O
10(10|10j10(0 |0 |0 | O o(0|0j0|oO
10j10|10j10) 0|0 |0 | O SERE 0 o(o|o0
10/10/10l10l0l0l 0|0 " Tolol = 30)30|10|-10|-30|-30
— |30]30|10 [-10|-30-30

0|l0|0]|0]|10/10|10]10
il il olof|ofo]o

0|0|0|o0|10]/10]/20](10
Horizontal olololololo

0|0|0 |0 |10]|10|10]10

0|0|0|o|10[10/10(10

Kuva 5. Syotteen ja suodattimen pistetuloista saatu piirrekartta, jossa nakyy
suodattimen kuvasta irrottamat piirteet eli vaakasuorat reunat [11].

Konvoluutiokerrosten toinen etu verrattuna taysin kytkettyihin kerroksiin on opti-
moitavien parametrien vahyys. Tama johtuu parametrien jakamisesta seka har-
voista yhteyksista. Suodattimet, jotka ovat hyodyllisia yhdessa paikkaa, ovat

luultavasti hyodyllisia myds toisessa kuvan paikassa. Suodattimet pitavat myos
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huolen, etta jokainen arvo ulostulomatriisissa on riippuvainen vain pienesta

maarasta syotearvoja. [12.]

Transponoidut konvoluutiokerrokset tekevat sen sijaan interpolointia ylospain
(upsampling), jossa suodattimilla kasvatetaan syotteena saadun piirrekartan ko-
koa. Transponoidun konvoluution ongelmana on kuviin jaava ruutukuvio, joka
johtuu paallekkaisyyksista. Tata voidaan kuitenkin valttaa maarittelemalla suo-

dattimen koko sellaiseksi, etta se on jaollinen omalla askeleellaan. [13.]

Kuva 6 esittaa, miten transponoitu konvoluutio suoritetaan alusta loppuun, kun
syoOtteena on kaksi kertaa kaksi -matriisi, jota haluamme kasvattaa kokoon
kolme kertaa kolme. Suodattimena on kaytdssa myos kaksi kertaa kaksi -mat-
riisi, jonka askeleen pituus on yksi. Aloitamme syotteen vasemmasta ylakul-
masta, jossa olevalla arvolla kerromme jokaisen suodattimessa olevan arvon.
Asetamme saadun matriisin paikalleen ulostuloksi tulevan matriisin vasempaan
ylakulmaan. Toistamme taman muille arvoille, jotka asetamme kulmiin kuvan
osoittamalla tavalla. Operaatiota suorittaessa voidaan huomata, etta osa ar-
voista menee paallekkain. Naissa tapauksissa paallekkain menevat arvot vain

summataan keskenaan. [13.]

Input Kernel Qutput
0|0 01 oj]0[|1

0|1 0] 1
=|0]|0 + 213|+]0]2 + 3|(=|0(|4]|6

213 2|3
4 (6 6|9 4 (12] 9

Kuva 6. Transponoitu konvoluutio -operaatio kokonaisuudessaan [13].

2.3 Generatiivinen kilpaileva verkosto

Vuonna 2014 lan Goodfellow ja hanen kollegansa ehdottivat uutta koneoppimis-
menetelma3, jossa koulutetaan samanaikaisesti kahta mallia laittamalla ne kil-

pailemaan toisiaan vastaan. Menetelma koostuu generaattorista ja luokittelijasta
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(discriminator). Generaattori luo uutta dataa, jonka se haluaa luokittelijan hyvak-
syvan oikeaksi dataksi. Luokittelija sen sijaan pyrkii erottamaan generaattorin

tekeman datan oikeasta datasta. Kun generaattori ja luokittelija on muodostettu
monikerroksisista neuroverkoista, voidaan niiden kouluttaminen suorittaa vasta-

virta-algoritmilla. [14.]

Generatiivisen kilpailevan verkoston toiminta on hahmoteltu kuvaan 7. Lahto-
kohtana verkoston toiminnalle on, ettd on olemassa jotain dataa, jonka perus-
teella halutaan generoida uutta samankaltaista dataa. Generointi tapahtuu anta-
malla generaattorille syotteeksi satunnaisista arvoista koostuvan vektorin, josta
se luo uuden naytteen. Luokittelija saa puolet ajasta oikeita naytteita ja puolet
ajasta generaattorin tekemia naytteita. Todellisuudessa naytteet eivat ole yksit-
taisia, vaan ne on koottu naytejoukkoihin. Luokittelija tekee arvion kuvien aitou-
desta, jonka avulla lasketaan generaattorille ja luokittelijalle hukka. Generaatto-
rin hukka on siis myos kiinni siita, miten luokittelija arvioi generoituja kuvia. Hu-
kan laskettuaan generaattorin ja luokittelijan painoja paivitetaan uutta kierrosta

varten.
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Vektori
satunnaisilla
arvoilla
Y
> Generaattori Tietoaineisto
h h 4
Generoitu nayte Oikea nayte
Paivita Paivita
generaattori ] . luokittelija
Luokittelija <
b J
Generaattorin | Luokittelun .| Luokittelijan
hukka B tulos - hukka

Kuva 7. Generatiivisen kilpailevan verkoston rakenne.

Toteutusosassa kaytetty DCGAN-arkkitehtuuri, joka esiteltiin ensimmaisen ker-
ran vuonna 2015, noudattaa edella mainittuja kaytantoja, mutta siihen on ole-
massa lisdohjeita. Luokittelijassa tulee kayttaa konvoluutiokerroksia, ja gene-
raattorissa transponoituja konvoluutiokerroksia. Lisaksi taysin kytketyt piiloker-
rokset tulee poistaa. Kuva 8 antaa mallin DCGAN-generaattorin rakentamiseen.
Syoétteena kuvassa on vektori, joka muotoillaan uudelleen matriiseiksi, jotka
transponoidut konvoluutiokerrokset interpoloivat yléspain aina kuvaan, joka on

64 pikselia korkea ja 64 pikselia levea. [15.]
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Kuva 8. DCGAN-generaattori [15].

Generatiiviset kilpailevat verkostot ovat tunnetusti hankalia kouluttaa johtuen
generaattorin ja luokittelijan kilpailevasta rakenteesta, jossa toisen havio on toi-
sen voitto. Ennen verkkojen koulutusta on hyva olla tietoinen siihen liittyvista
yleisimmista ongelmista. Ensimmainen naista on se, etta malli ei koskaan Ia-
henny tasapainotilaa vaan sen parametrit heilahtelevat epavakaasti. Ei siis kos-
kaan saavuteta tilaa, johon voitaisiin olla tyytyvaisia. Toinen ongelma on mallin
sortuminen, jossa generaattori luo dataa, joka on suurelta osin vain saman tois-
toa. Taydellinen sortuminen ei ole yleista, joten ongelma jaa usein huomaa-
matta. Voi esimerkiksi olla, etta generaattori luo useampaa erilaista, mutta tois-
tuvaa dataa, kuten kuvassa 9. Kolmantena ongelmana on luokittelijan ylivertai-

suus generaattorin nahden, jolloin generaattori lopettaa oppimisen. [16.]

Kuva 9. Samanvarisella tai tasoisella viivalla merkityt kuvat alkavat muistutta-
maan toisiaan, mika on merkki mallin osittaisesta sortumisesta [16].
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3 GAN-mallien kehitys

Generatiiviset kilpailevat verkostot ovat kehittyneet paljon sitten vuoden 2014.
Ennen toteutukseen perehtymista onkin hyva tutustua erilaisiin GAN-malleihin,

jotta saadaan laajempi nakemys niiden tarjonnasta.

Nostetaan ensin esille CGAN (conditional GAN), joka on ehdollinen generatiivi-
nen kilpaileva verkosto. Se esiteltiin myds vuonna 2014. Mallin ideana on gene-
roida dataa perustuen luokkiin, jotta voidaan periaatteessa kayttaa samaa GAN-
mallia esimerkiksi kissojen ja koirien generoimiseen ilman, etta tulee niiden se-

koituksia [17]. Ehdollinen GAN ei ole vain oma mallinsa, vaan se voidaan ottaa

kayttéon erilaisissa GAN-ratkaisuissa, joissa halutaan saada enemman kontrol

lia generoituun dataan.

Vuonna 2016 esiteltiin SRGAN (super resolution GAN), jonka tarkoituksena on
ottaa pienemman resoluution kuvia ja tehda niista isomman resoluution kuvia.
SRGAN-generaattori saa sisdan pienemman resoluution kuvan, jonka resoluu-
tiota se kasvattaa. Luokittelija yrittaa sen sijaan erottaa sen kuvan, jonka reso-
luutiota on suurennettu, sille syotettavista oikeista kuvista [18]. Viela parempi
tuloksia lupaava ESRGAN (enhanced SRGAN) esiteltiin vuonna 2018 [19].

CycleGAN, joka esiteltiin ensimmaisen kerran vuonna 2017, tekee kuvasta ku-
vaksi -kaantamista. Kuvasta kuvaksi -kaantaminen on koneoppimisen ongelma,
jonka paamaarana on kaantaa kuva lahdejoukosta ulostulojoukkoon pitaen
kiinni kuvan omasta sisallosta. Silla tarkoitetaan esimerkiksi kuvan hevosen
muuttamista seepraksi tai valokuvan muuttamista valitun kuvataiteilijan tyylille
kuten kuvassa 10. Taman saavuttaminen vaatii normaalisti kohdistettuja kuva-
pareja. CycleGAN lupaa kuitenkin tekevansa taman mista tahansa kahdesta jar-
jestyksettomasta kuvajoukosta eli kuvien ei tarvitse esittda samaa asiaa. Cycle-
GAN koostuu kahdesta generaattorista ja kahdesta luokittelijasta. CycleGAN
toimii niin, etta yksi generaattoreista ottaa kuvan joukosta X ja yrittaa kaantaa

sen joksikin kuvaksi Y. Toinen generaattori sen sijaan ottaa kuvan joukosta Y ja
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yrittda kaantaa sen joksikin kuvaksi X. Molemmilla joukoilla X ja Y on sitten

omat luokittelijansa, jotka yrittavat erotella aidot generaattorien tuotoksista. [20.]

Monet 7_ Photos Zebras 7 Horses Summer 2% Winter

—_—

Photograph Van Gogh Cezanne

Kuva 10. CycleGAN-mallin suorittamaa kuvasta kuvaksi -kaantamista [20].

ProGAN (progressively growing GAN), joka on myoés vuodelta 2017, kykenee
generoimaan hyvalaatuisia ison resoluution kuvia. Samalla se yrittaa vastata
generatiivisten Kilpailevien verkkojen epavakaisiin harjoitteluongelmiin. Sen
ideana on ensin generoida pienia nelja kertaa neljan pikselin kuvia, jotka kasva-
vat hiljalleen aina isoihin resoluutioihin. Generaattoriin ja luokittelijaan lisataan
harjoittelun aikana lisaa kerroksia tulosten parantuessa. Taman ideana on, etta
pienilla kuvilla oppiminen on huomattavasti nopeampaa. Kuvien kokoa lisataan
myads hiljalleen, etta pienemman resoluution kuvilla opitut asiat eivat mene huk-
kaan. [21.]

StyleGAN on Nvidian vuonna 2018 julkaisema malli, jossa kaytettiin saman-
laista progressiivista kasvumallia kuin ProGAN-mallissa, jonka liséksi siihen oli
yhdistetty tyylin siirtoa [22]. StyleGAN generoi tunnetusti laadukkaita ja isoja fo-
torealistisia kasvokuvia. Vuonna 2019 avautui StyleGAN-mallilla tehty kuuluisa
"This Person Does Not Exist” -sivusto, jossa jokaisella sivun latauksella sai
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eteensa uuden fotorealistisen kasvokuvan. StyleGAN on myds kehittynyt vuo-
sien saatossa. Vuonna 2020 julkaistiin StyleGAN-2, jota seurasi vuonna 2021
julkaistu StyleGAN-3.

4 DCGAN-toteutus

Tama DCGAN-toteutus on tehty Python-ohjelmointikielella. Kielen valinta oli
luonnollinen, koska Pythonille |I0ytyy koneoppimisen alalta laaja kayttajakunta ja
kirjastot. Tassa tyossa kaytetty koneoppimisen kirjasto on TensorFlow, jonka on
kehittanyt Google Brain Team. TensorFlow’n nimi tulee operaatioista, joita neu-
roverkot suorittavat moniulotteisille taulukoille. Tensori on eraanlainen vektorien
ja matriisien yleistys. Ensimmainen versio julkaistiin vuonna 2015. Paivitetty
versio 2.0 julkaistiin syyskuussa 2019. Keras, jota kaytetaan neuroverkkojen ra-
kentamisessa, on sen sijaan TensorFlow’n paalla pyoriva ohjelmointirajapinta.
TensorFlow otetaan kayttoon esimerkkikoodissa 1. Muiden kirjastojen liittami-
nen toteutukseen ei ole pakollista. Tarvitsemme OS-moduulia vain myéhemmin

tallennusoperaatiossa.

import os
import tensorflow as tf
print (tf. version )

Esimerkkikoodi 1. TensorFlow-versio 2.10.0 otetaan kayttdoon ohjelmassa.

4.1 Data

Luokittelija tarvitsee oikeita kasvokuvia, joihin koko verkostolta haluttu toiminta
perustuu. Tassa toteutuksessa kaytetyt oikeat kuvat ovat CelebA-tietoaineis-

tosta, joka sisaltaa 202 599 kasvokuvaa eri julkisuuden henkildista [23].

Esimerkkikoodi 2 esittaa yhden tavan kuvien kayttoonottamisesta, kun kuvat
ovat paikallisessa hakemistossa. Toimenpiteen seurauksena muuttuja dataset
saa arvokseen tietoaineisto-olion, joka sisaltaa luokittelemattomia kolmen vari-
kanavan kuvia (RGB). Samalla kuvien kokoa pienennetaan alkuperaisesta, jotta

kouluttamiseen vaadittavat resurssit eivat nouse liian suuriksi. Naytejoukko
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(batch) asetetaan myos sopivaan kokoon. Pienten naytejoukkojen on todettu
nopeuttavan oppimista joissakin tapauksissa riippuen mallista ja tietoaineistosta
[24]. Lopuksi kuvat normalisoidaan niin, etta kaikkien pikselien arvot ovat nollan
ja yhden valilla. Suuret pikseliarvot voivat aiheuttaa ongelmia ja hidastumista

koulutusvaiheessa [25].

dataset = tf.keras.utils.image dataset from directory(
directory = 'celeb a',

label mode = None,

color mode 'rgb',

batch size 16,

image size = (128, 128),

shuffle = True

) .map (lambda x: x / 255.0)

Esimerkkikoodi 2. Paikallisessa hakemistossa olevat kuvat valmistellaan kayt-
toon otettaviksi.

Dataa on hyva visualisoida ennen koulutusta, etta varmistutaan kuvien olevan
oikeassa muodossa. Kuvien muodon ja pikselien arvot saadaan suorittamalla
esimerkkikoodi 3. Koodi tulostaa ensin kuvien muodon, joka koostuu nayte-
joukon koosta, korkeudesta, leveydesta ja kanavista. Taman jalkeen tulostetaan

taulukkoina pikseliarvot, joiden kuuluu olla nollan ja yhden valilla.

print (dataset.as numpy iterator () .next () .shape)
print (dataset.as numpy iterator () .next())

Esimerkkikoodi 3. Tarkistetaan, etta kuvat ovat oikeassa muodossa.

Ottamalla otoksia tietoaineistosta sen jalkeen, kun esimerkkikoodi 2 on suori-
tettu, saadaan kuvassa 11 olevia varillisia kasvokuvia. Kuvat nayttavat olevan

valmiina luokittelijalle syotettavaksi.
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Kuva 11. Ote tietoaineistossa olevista kuvista sen jalkeen, kun esimerkkikoodi 2
on suoritettu.

4.2 Generaattori

Generaattorin rakentamisessa on mukailtu DCGAN-generaattoria, joka oli aiem-
min kuvassa 8. Mallin rakentamiseen on kaytetty TensorFlow’n sekvenssimallia
(Sequential model). Sekvenssimallissa on pino kerroksia, jossa jokaisella ker-

roksella on tasmalleen yksi tensori syotteena ja yksi tensori ulostulona.

Esimerkkikoodi 4 luo generaattorin, joka ottaa syotteena vektorin, joka muoka-
taan kahdeksan kertaa kahdeksan -matriisiksi, jolla on 128 kanavaa. Nelja
transponoitua konvoluutiokerrosta sitten interpoloivat ylospain niille tulevaa syo6-
tettd. Kerroksissa olevien suodattimien koko on jaollinen niiden askeleella,
jonka pitaisi auttaa ruutukuvion valttamisessa. Viimeisena oleva konvoluutioker-
ros palauttaa lopulta 128 pikselia korkean ja 128 pikselia levean kolmen varika-
navan kuvan, jonka pikseliarvot ovat sigmoidin aktivointifunktion takia nollan ja
yhden valilla. Muissa paitsi viimeisessa kerroksessa kaytetaan Leaky RelLU -ak-
tivointifunktiota, jolle maaritelldan suluissa nollaa pienemmilla arvoilla olevan

vuodon suuruus. Nain myos nollaa pienemmilla arvoilla tapahtuu oppimista.
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generator = tf.keras.Sequential ([
tf.keras.layers.Dense (8*8*128, input shape = (128,)),
tf.keras.layers.Reshape((8, 8, 128)),
tf.keras.layers.Conv2DTranspose (
filters = 1024,

kernel size = 4,
strides = 2,
padding = 'same'

)y

tf.keras.layers.LeakyReLU(0.2),

tf.keras.layers.Conv2DTranspose (
filters = 512,

kernel size = 4,
strides = 2,
padding = 'same'

)
tf.keras.layers.LeakyReLU(0.2),

tf.keras.layers.Conv2DTranspose (
filters = 2560,

kernel size = 4,
strides = 2,
padding = 'same'

),

tf.keras.layers.LeakyRelLU(0.2),

tf.keras.layers.Conv2DTranspose (
filters = 128,

kernel size = 4,
strides = 2,
padding = 'same'

),
tf.keras.layers.LeakyReLU(0.2),
tf.keras.layers.Conv2D (

3,

kernel size = 5,
padding = 'same',
activation = 'sigmoid'

)
1)

Esimerkkikoodi 4. Generaattorin verkko koostuu neljasta transponoidusta kon-
voluutiokerroksesta, jotka interpoloivat ylospain eli kasvattavat pikselien maa-
raa.

Generaattorin koodista on suoraan vaikea hahmottaa neuroverkon rakennetta.
Virheiden valttamiseksi voidaan neuroverkosta tulostaa tiivistelma esimerkki-
koodin 5 mukaisesti. Talla saadaan tietoon muun muassa kerrosten ulostulojen

muoto ja opittavien parametrin maarat.

generator.summary ()

Esimerkkikoodi 5. Tulostetaan tiivistelma neuroverkon rakenteesta.
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4.3 Luokittelija

Luokittelija, joka maaritellaan esimerkkikoodissa 6, kayttaa generaattorin tapaan
sekvenssimallia. Naytejoukon kuvat, jotka luokittelija saa syotteena, ovat 128
pikselia korkeita ja 128 pikselia leveita. Lisaksi kuvilla on kolme varikanavaa.
Tasta lahtotilanteesta luokittelijan pitaisi saada lopputulokseksi arvo nollan ja

yhden valilta, joka on luokittelijan arvio kuvan aitoudesta.

DCGAN-arkkitehtuurin mukaisesti luokittelija koostuu konvoluutiokerroksista.
Koska luokittelijalta halutaan lopulta ulos vain yksi arvo, litistetaan moniulottei-
nen tensori yhteen ulottuvuuteen ennen viimeista yhden neuronin ulostuloker-
rosta. Luokittelijalle on myos maaritelty pudotuskerros. Sen tarkoituksena on
harjoittelun aikana tiputtaa satunnaisesti syotteiden arvoja nollaksi. Annetulla
parametrin arvolla tdma todennakoisyys on 20 prosenttia. Pudotuskerroksen
ideana on estaa luokittelijan ylisovittaminen dataan. Toiveena on, etta tama aut-
taisi generaattoria onnistumaan paremmin, koska luokitteluongelma on yksin-

kertaisempi.
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discriminator = tf.keras.Sequential ([
tf.keras.layers.Conv2D (
filters = 64,

kernel size = 4,

strides = 2,

padding = 'same',

input shape = (128, 128, 3)

) 4
tf.keras.layers.LeakyReLU(0.2),
tf.keras.layers.Conv2D (
filters = 128, kernel size = 4, strides = 2, padding = 'same'
)y
tf.keras.layers.LeakyReLU(0.2),
tf.keras.layers.Conv2D (
filters = 256, kernel size = 4, strides = 2, padding = 'same'
)y
tf.keras.layers.LeakyReLU (0.2),
tf.keras.layers.Conv2D (
filters = 512, kernel size = 4, strides = 2, padding = 'same'
),
tf.keras.layers.LeakyReLU(0.2),
tf.keras.layers.Flatten(),
tf.keras.layers.Dropout(0.2),
tf.keras.layers.Dense(l, activation = 'sigmoid')

1)

Esimerkkikoodi 6. Luokittelijan verkko koostuu neljasta konvoluutiokerroksesta,
joiden jalkeen moniulotteinen tensori litistetaan yhteen ulottuvuuteen.

4.4 Verkoston kouluttaminen

Generaattori ja luokittelija opetetaan samassa koulutussilmukassa, joka on
maaritelty esimerkkikoodissa 7. Tama suoritetaan niin monta kertaa kuin koko
tietoaineisto halutaan kayda lapi. Kerran koko tietoaineiston lapi kdymista kutsu-
taan yhdeksi epookiksi. Molemmat verkot oppivat jokaisella opetusaskeleella

(train step), joka tarkoittaa yhden naytejoukon lapikaymista.

def train(dataset, epochs):
for epoch in range (epochs):
for image batch in dataset:
train step(image batch)

Esimerkkikoodi 7. Koulutussilmukasta voi nahda, ettéd yhden epookin aikana
kaydaan lapi koko tietoaineisto, ja jokaisella opetusaskeleella kaydaan lapi yksi
naytejoukko [26].
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Ennen kuin katsotaan opetusaskeleen sisalle, on hyva tietaa, mita optimointial-

goritmia ja hukkafunktiota siella kaytetaan. Esimerkkikoodin 8 mukaan maaritel-
laan generaattorille ja luokittelijalle optimointialgoritmi erikseen. Molemmat kayt-
tavat Adam-algoritmia, joka on tarkoitettu stokastisen kaltevuuslaskun optimoin-
tiin. Adam-algoritmin parametrina on sille annettu oppimisnopeus. Hukkafunkti-

oksi maaritellaan binaarinen ristientropia, joka on tarkoitettu luokitteluongelmille,
jossa on kaksi kategoriaa. Binaarinen ristientropia ennustaa jommankumman

kahdesta kategoriasta luokitteluongelmassa [27].

generator optimizer = tf.keras.optimizers.Adam(le-4)
discriminator optimizer = tf.keras.optimizers.Adam(le-4)
loss_function = tf.keras.losses.BinaryCrossentropy ()

Esimerkkikoodi 8. Generaattorille ja luokittelijalle maaritelladn omat optimoin-
tialgoritmit. Molemmat kayttavat haviofunktionaan binaarista ristientropiaa [26].

Opetusaskeleessa esimerkkikoodissa 9 luodaan ensin satunnaisia vektoreita,
joita kaytetaan generaattorissa uusien kuvien luontiin. Sen jalkeen naytejoukko
oikeita, ja naytejoukko generaattorin kuvia syotetaan luokittelijalle, jonka palaut-
tamat arvot otetaan talteen. Naiden perusteella lasketaan binaarinen ristientro-
pia ja lopulta gradientit. Luokittelijalle on summattu yhteen hukka oikeista ja ge-
neroiduista kuvista. Viimeisessa vaiheessa Adam-algoritmi hoitaa arvojen paivi-

tyksen molemmille verkoille.

@tf.function

def train step(image batch):

latent vectors = tf.random.normal ([BATCH SIZE, latent dimension])
with tf.GradientTape() as g _tape, tf.GradientTape() as d_tape:
generated images = generator (latent vectors, training = True)
fake output = discriminator (generated images, training = True)
real output discriminator (image batch, training = True)

g loss loss_function(tf.ones like(fake output), fake output)

d loss loss_function(tf.ones like(real output), real output)

d loss += loss_function(tf.zeros like(fake output), fake output)
g_grads g_tape.gradient (g _loss, generator.trainable variables)
d grads = d_tape.gradient(d loss, discriminator.trainable variables)
generator optimizer.apply gradients(

zip (g _grads, generator.trainable variables)

)
discriminator optimizer.apply gradients (
zip(d_grads, discriminator.trainable variables)

)

=+

Esimerkkikoodi 9. Verkkojen oppiminen tapahtuu opetusaskeleen sisalla [26].
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Verkoston kouluttamisessa voi menna hyvin pitkia aikoja, joten niiden suoritta-

minen yhdessa sessiossa ei valttamatta onnistu. Esimerkkikoodi 10 nayttaa, mi-
ten maaritellaan tallennuspiste niin, etta kouluttamista voidaan jatkaa myohem-
min. Koodissa maaritellaan tallennuspiste, joka ottaa talteen generaattorin, luo-

kittelijan ja niiden optimointialgoritmit.

checkpoint dir = './training checkpoints'

checkpoint prefix = os.path.join(checkpoint dir, "ckpt")
checkpoint = tf.train.Checkpoint (

generator optimizer = generator optimizer,

discriminator optimizer = discriminator optimizer,
generator = generator,
discriminator = discriminator

)

Esimerkkikoodi 10. Maaritellaan tallennuspiste [26].

Mitaan ei ole viela kuitenkaan tallennettu. Esimerkkikoodissa 11 suoritetaan
seuraavaksi pisteen tallennus. Tekemalla tallennuksen koulutussilmukassa,
voimme ottaa pisteen talteen esimerkiksi kerran epookissa. Nain varmistumme,

ettd emme meneta kaikkea opetusdataa jarjestelman kaatuessa.

checkpoint.save (file prefix = checkpoint prefix)

Esimerkkikoodi 11. Tallennuspiste on nyt aiemmin maaritellyssa hakemistossa
[26].

Tallennuspisteesta voidaan aloittaa, kun se palautetaan ennen koulutuksen jat-
kamista esimerkkikoodin 12 mukaisesti. Jos samaa tallennusta kaytetaan edel-
leen, uusi tallennus ei tule ylikirjoittamaan vanhaa pistetta, joten kaikki pisteet

jaavat talteen.

checkpoint.restore (
tf.train.latest checkpoint('./training checkpoints"')

)

Esimerkkikoodi 12. Ladataan viimeisin tallennuspiste koulutuksen jatkamista
varten [26].
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4.5 Tulokset ja mallin arviointi

Generatiivisen kilpailevan verkoston monitorointi ei ole yhta suoraviivaista kuin
esimerkiksi pelkan kuvia luokittelevan verkon tarkkuuden mittaaminen johtuen
verkkojen kilpailusta keskenaan [28]. Generaattorin ja luokittelijan hukkaa seu-
raamalla voidaan paatella joitakin ongelmia kuten tilanteita, joissa toinen osa-
puoli dominoi toista. Suoraviivaisin tapa monitoroida mallin hyvyytta on kuiten-
kin tarkastella kuvia, joita generaattori luo koulutuksen eri vaiheissa. Esimerkki-
koodi 13 nayttaa, miten generaattori saadaan tuottamaan uusia kuvia, jotka voi-

daan sitten tallentaa monitorointia varten.

predictions = generator (tf.random.normal ([16, 128]), training = False)
for i in range(1l6):

img = tf.keras.utils.array to image (predictions[i])

img.save (f'./generated images/img epoch {epoch+l} {i+l}.png")

Esimerkkikoodi 13. Generaattorilta pyydetaan uusia kuvia. Upottamalla koodin
koulutussilmukkaan saadaan kuvia jokaiselta epookilta monitorointia varten.

Koulutusta tehtiin 100 epookin verran, johon asti oli havaittavissa generoitujen
kuvien laadun parantumista. Saadut tulokset ovat lupaavia, kuten kuvasta 12
voidaan havaita. Jos parhaat kuvat poimitaan joukosta, aletaan lahestya tietoai-
neistosta l6ytyvia oikeita kuvia. Jostain syysta generoiduissa kuvissa nayttaa
olevan lahinna naisten kasvokuvia. On vaikea sanoa, onko toteutuksessa vikaa
vai itse tietoaineistossa. Kayttamalla CGAN-toteutusta, jossa jaetaan sukupuo-

let omiksi luokikseen, saataisiin mahdollisesti enemman vaihtelua kuviin.
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Kuva 12. Generaattorilta saatuja kuvia 100 epookin jalkeen.

Verkkojen rakenne voisi varmasti olla parempikin, mutta ajallisesti eri ratkaisu-
jen kokeileminen on haastavaa. Ennen lopullista mallia generaattorissa olevissa
transponoiduissa konvoluutiokerroksissa suodattimien lukumaarat olivat toisin-
pain eli ensimmaisessa kerroksessa niiden maara oli pienin. Yhden epookin pi-
tuinen harjoitteluaika oli tuolloin yli kolme tuntia. Ottamalla enemman mallia
Alec Bradfordin ja hanen kollegoidensa alkuperaisesta DCGAN-esityksesta

paadyttiin nykyiseen ratkaisuun [15]. Suodattimien lukumaaran ollessa korkein



27

ensimmaisessa kerroksessa yhden epookin pituisessa harjoittelussa meni sa-
malla laitteella enaa vajaat 40 minuuttia. Aikaisemmassa vaiheessa olleita mal-

lin romahduksiakaan ei ollut enaa havaittavissa.

5 Yhteenveto

Tyon ensimmaiseksi tavoitteeksi oli asetettu generatiivisen kilpailevan verkos-
ton toteutus, joka kykenee generoimaan fotorealistisia kasvokuvia. Haasteena
oli resurssien vahyys ja olematon kokemus neuroverkkojen parissa tyoskente-
lysta. Toteutetussa ratkaisussa paadyttiin siksi melko yksinkertaiseen ja kuvien
generoinnissa jo nopean kehityksen takia vanhentuneeseen arkkitehtuurin ni-
meltd DCGAN.

Generoidut kuvat vastasivat odotuksia, jotka perustuivat muiden saavuttamiin
tuloksiin vastaavilla verkoilla. Poimimalla sopivat kuvat joukosta saadaan luotua
joukko kuvia, joita voisi luulla oikeiksi. Kuvat olivat lopulta kuitenkin hyvin pienia
kooltaan ja niille sopivat kayttotarkoitukset rajallisia. DCGAN-arkkitehtuurin
kayttaminen isompien kuvien generoimiseen ei vain ollut realistista kaytossa ol-

leilla resursseilla.

Toisena tavoitteena oli perehtya generatiivisen kilpailevan verkoston toimintape-
riaatteisiin, joka tarkoitti tietenkin samalla perehtymista neuroverkkoihin seka
konvoluutioverkkoihin johtuen valitusta toteutuksesta. Koin saavani hyvan poh-
jan mahdollisia tulevia syvaoppimisprojekteja varten, olivat ne sitten GAN-pro-
jekteja tai eivat. Asioiden syvempi ymmartaminen jai tosin valilla heikommalle
pohjalle, koska ne vaativat taustalla olevan matematiikan hallitsemista. Ty0ssa

ei tasta syysta lahestytty asioita matematiikan kautta.

Taman tyon jalkeen en nae enaa syyta palata DCGAN-toteutukseen ainakaan
kasvokuvien generointia varten. Generatiiviset mallit ovat kehittyneet nopeaa
tahtia viimeisten vuosien aikana, joten seuraavaksi kannattaa tutustua johonkin

uudempaan ratkaisuun. Jos haluaa jatkaa generatiivisten kilpailevien verkoston
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kayttamista, kannattaa tutustua ProGAN- tai StyleGAN-arkkitehtuureihin. Inter-
netista I0ytyy lukuisia sivuja, jotka antavat ulos StyleGAN-toteutuksella generoi-
tuja hyvalaatuisia kuvia eri asioista. Tassa tyossa toteutettu DCGAN ei pysty

naiden kanssa kilpailemaan.

Diffuusioon perustuvat generatiivisen koneoppimisen mallit ovat olleet myds
suuressa suosiossa nykypaivana, ja ne suoriutuvatkin joistain tehtavista parem-
min kuin generatiiviset kilpailevat verkostot. Ajatellaan, etta meilla on esimer-
kiksi kasvokuva, johon lisataan asteittain kohinaa niin, etta lopulta kuva on pelk-
kaa kohinaa. Diffuusiomallin perusideana on, etta voidaan aloittaa kohinaa si-
saltavasta kuvasta, josta kohinaa poistetaan hiljalleen, minka seurauksena saa-
taisiin lopulta taas kasvokuva. Diffuusiota kayttavat muun muassa DALL-E 2,

Imagen ja Stable Diffusion. [29.]
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