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sien ennustamisessa LSTM-neuroverkkomallilla. Tyéssa keskityttiin Up/Down-ennus-
tamismallin tekemiseen LSTM-neuroverkkomallillla, joka hyddynsi osakekurssidataa
sekd GPT-4-kielimallin tekemi& analyyseja New York Timesin uutisteksteista. Refe-
renssina GPT-4-kielimallin uutistekstianalyysiarvoille kaytettiin tunnesanakirjapohjai-
sia sentimenttianalyysiarvoja samoista uutisteksteistd. Ennustamisen kohteeksi valit-
tiin teknologiayhtio Applen osakekurssin seuraavan paivan hinnanmuutoksen suunta.
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The purpose of the study was to examine the utilization of the GPT-4 language
model in predicting stock prices with an LSTM neural network model. The project fo-
cused on creating an Up/Down prediction model using an LSTM neural network that
leveraged stock price data and analyses made by the GPT-4 language model from
New York Times news texts. Sentiment analysis values based on a sentiment diction-
ary from the same news texts were used as a reference for the GPT-4 language
model's news text analysis values. The prediction target was the direction of the next
day's price change in the stock price of the technology company Apple.

The theoretical part briefly covers the most relevant economic concepts related to the
topic, as well as the technologies used in forecasting, such as the LSTM neural net-
work model and GPT language models, and important natural language processing
techniques.

In the implementation part, the open API of the New York Times was used to search
for Apple-related news from the last five years using the Python programming lan-
guage. These news texts were processed with the Python programming language
through the paid API service of the OpenAl company, using the latest GPT-4-0125-
preview language model. Sentiment analysis of the same news texts was performed
with the Python programming language using the Vader model. The LSTM model
was configured and trained using the Python programming language and the Tensor-
flow.Keras library.

It was found that the LSTM neural network model utilizing data produced by the GPT-
4 language model was consistently slightly more accurate on average than the refer-
ence models. The paper presents considerations about what could cause these dif-
ferences if they are not within the margin of error as noise. Also, suggestions for fur-
ther research are given based on the results.
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Lyhenteet

API

BERT

CSv

GPT

GPT-4

JSON

LSTM

NLTK

S&P500

Application Programming Interface. Suomeksi ohjelmointirajapinta
tai vain rajapinta. API eli rajapinta maarittelee tavan, miten eri ohjel-

mat voivat kommunikoida keskenaan.

Bidirectional Encoder Representations from Transformers. Trans-
former-pohjainen kielimalli jota kéaytetddn erityisesti kielien

kaantamistarkoituksiin.

Comma-separated values. Yleinen tiedostoformaatti, mika mahdol-
listaa datan tallentamisen taulukkoon tekstimuodossa.

Generative pre-trained transformers. Isoissa kielimalleissa kaytetty

neuroverkkoarkkitehtuuri, joka koulutetaan suurella maaralla tekstia.

OpenAl-yrityksen kehittama GPT-pohjainen kielimalli. Insin66ritydn
kirjoituksen aikana kehittynein yleisesti saatavilla oleva kielimalli.

JavaScript Object Notation. Tiedostomuoto standardi datan siirtoon

ja tallennukseen.

Long short-term memory. Neuroverkkomalli, joka on erityisen

hyodyllinen ennustusten tekemisessa aikasarjallisen datan pohjalta.

Natural Language ToolKit. Luonnollisen kielen kasittelyyn tarkoitettu

kirjasto Python-ohjelmointikielelle.

Standard and Poor's 500. 500 suurimman yhdysvaltalaisen pors-

siyhtion muodostama indeksi.



Vader VADER (Valence Aware Dictionary and sEntiment Reasoner).
Tunnesanakirjaa ja erilaisia syntaksisaantoja hyodyntava tekstinlou-

hinnan pohjalta sentimentteja luokitteleva algoritmi.



1 Johdanto

Tassa insinoritydssa tarkastellaan, kuinka hyvin GPT-4-kielimalli ymmartaa se-
mantiikkaa, sentimentteja seka maailman toimintaa ja kuinka hyvin tata “ymmar-
rystd” voidaan hyddyntaa osakekurssien ennustamisessa. GPT-4 on OpenAl-
yrityksen kehittama generatiivinen suurikokoinen kielimalli, joka julkaistiin
vuonna 2023. Vastaavia tutkimuksia liittyen osakekurssien ennustamiseen on
tehty vanhemmilla koneoppimisen tekniikoilla kuten tekstinlouhintaan pohjautu-
valla tunnesanakirjasentimenttianalyysilla. Naissa tutkimuksissa on huomattu,
ettd tekstinlouhinnan tuottama sentimenttiarvo nostaa aikasarjalliseen ennusta-
miseen tarkoitetun pitka-lyhytkestomuistiverkon eli LSTM-neuroverkon tark-

kuutta osakekurssien ennustamisessa [1].

Onkin mielenkiintoista ja hyddyllista nahd&, kuinka paljon vuonna 2023 julkaistu
GPT-4-kielimalli pystyy parantamaan vastaavan mallin tarkkuutta. Tata lahde-
taan selvittamaan hyédyntamalla LSTM-neuroverkon avulla tehtya osakekurs-
sien ennustamismallia. Liséksi toteutetaan toinen LSTM-neuroverkkomalli, joka
on muutoin identtinen ensimmaisen kanssa, mutta se hyédyntad mallin koulut-
tamisessa ja ennustuksissa GPT-4-kielimallin analyysien tuottamaa dataa pai-
vittdisesta uutisvirrasta. GPT-4-analyysien tuottamaa dataa hyddyntavalle
LSTM-mallille toteutetaan viela referenssiksi kolmas malli, joka hyddyntaa Va-
der-sentimenttianalyysiarvoja samoista uutisteksteista. Tarkoituksena on ver-
tailla néiden eri mallien ennustusten tarkkuutta. Mallinnuksen kohteeksi otetaan
Apple-yhtion osakekurssi, koska se on yksi eniten uutisoiduista yrityksista ja
tuotebréndeistd, joten uutisvirran analyysin suorittaminen on helpompaa uutis-

ten runsauden vuoksi.

InsinOorityossa kaydaan aluksi lapi kaytettyjen teknologioiden teoriaa ja paape-
riaatteita. Lisaksi perehdytddn aihealueeseen vahvasti liittyvaan termistbon ja

teoriaan. Naitd ovat esimerkiksi talouteen ja pérssikursseihin liittyvat termistot ja



yleiset konseptit. Teoriaosuuden jalkeen insinddritydssa kerrotaan, kuinka Pyt-
hon-ohjelmointikielella kerataan ja kasitellaan mallin kouluttamiseen ja validoin-
tiin vaadittava data. Lisaksi perehdytaan itse mallin koulutukseen, ennustusten
tuottamiseen seka tulosten validointiin ja visualisointiin. Lopuksi insin00ritydssa

tehdaan tulosten yhteenveto ja lopulliset johtopaatokset tulosten pohjalta.

Taman insindorityon raportin lukija saa konkreettisen esimerkin siitd, miten
GPT-4 kielimallin-rajapintaa voi hyddyntad datan kasittelyyn ja analyysien tuot-
tamiseen. Lisaksi raportti tarjoaa konkreettisen esimerkin LSTM-neuroverkko-
mallin konfiguroinnista, kouluttamisesta ja kaytosta. Lukija voi potentiaalisesti
saada hyotya raportin lukemisesta, jos lukija suunnittelee suurten kielimallien ja
LSTM-neuroverkkojen hyddyntamista tai lukija haluaa itse perehtya insindori-

tyossa kasiteltavaan tai sitd sivuavaan aihealueeseen.

2 Osakekurssien ennustaminen

Osakekurssien ennustaminen tarkoittaa joko jonkin yksittaisen porssissa notee-
ratun yrityksen tai jonkin tietyn markkinan tai indeksin (esim. S&P500) arvon ke-
hityksen mallintamista ennen sen toteutumista. Talla pyritddn saamaan talou-
dellista hyotya, silla jos kaikkea julkista saatavilla olevaa tietoa onnistuu hyo-
dyntamaan muuta markkinaa tehokkaammin, voi saada muita aiemmin tiedon
siitd, tuleeko jonkin poérssikurssin arvo nousemaan vai laskemaan. Tall6in voi
esimerkiksi myyda heti pois sellaiset osakkeet, joiden tietaa laskevan seuraa-
vana paivana. Vastaavasti jos tietdd, etté kurssi nousee uudestaan ylihuo-
menna niin voi osakkeet ostaa seuraavan paivan paivan paatteeksi takaisin
myyntihintaa halvemmalla hinnalla. Toisin sanoen osakekurssien ennustami-
sella pyritdan maksimoimaan osakkeiden myyminen lokaaleilla huipuilla ja osta-

maan takaisin osakkeet takaisin aina lokaaleilla minimeilla voiton tekemiseksi.

[1]

Osakekursseja ennustettaessa voidaan ennustaa joko nominaalista eli
‘OSTA’*MYY” -muuttujaa (voi olla myds "UP”/’"DOWN” -muuttujat, jotka tarkoit-



tavat kaytdnnéssa samaa) tai numeerista muuttujaa, toisin sanoen tarkkaa nu-
meerista lukua arvon kehitykselle. Eri aikajaksoja, eli esimerkiksi huomisen pai-
van keskimaaraista osakkeen hintaa tai seuraavan viikon keskimaaraista osak-
keen hintaa, voi myds yrittad ennustaa. Vastaavasti nominaalisia ennustuksia
tuottava malli voi yrittdd ennustaa joko huomisen, seuraavan viikon tai jopa seu-
raavan vuoden arvon kehitysta ennustamalla joko “MYY” tai “OSTA” ennen ta-

man aikajakson toteutumista. [1.]

Yksi tarkeimmista ajatuksista porssikurssien ennustamiseen liittyen on “Efficient
Market Hypothesis” eli suomennettuna “Markkinoiden tehokkuushypoteesi”. Ta-
man teorian mukaan osakekurssit kuvaavat jo taydellisesti kaikkea saatavilla
olevaa tietoa ja kaikki osakekurssien heilahtelut, jotka eivat perustu uuteen tie-
toon, ovat lahtokohtaisesti taten ennalta-arvaamattomia. Teorian mukaan osa-
kekurssit reagoivat valittbmasti uuteen informaatioon, ja taten kukaan yksittai-

nen toimija markkinoilla ei voi saada etulydéntiasemaa muihin toimijoihin nahden.

[2.]

Vasta-argumenttina markkinoiden tehokkuuden teorialle on kayttaytymistalous-
tiede. Se on taloustieteen tutkimussuuntaus, jossa pyritaan selvittamaan, kuinka
paljon erilaiset psykologiset tekijat vaikuttavat inmisten paatéksentekoon. Kayt-
taytymistaloustieteen kannattajat argumentoivat, etta kukaan ihminen ei pysty
taysin rationaaliseen paatoksentekoon, mika nakyy “vaarin” hinnoiteltuina osa-
kekursseina aiheuttaen mahdollisesti ennustettavia heilahteluita kurssin hin-
taan. [3; 4.]

Erilaiset ennustamismetodit jakautuvat karkeasti kolmeen eri kategoriaan: fun-
damenttianalyysiin, tekniseen analyysiin ja erilaisiin koneoppimisen menetel-
miin. Fundamenttianalyysissa tarkastellaan yrityksen pitkan aikavalin ndkymaan
littyvia indikaattoreita, kuten esimerkiksi yrityksen arvoa suhteessa liikevoittoon
ja yleista tyollisyystilannetta. Fundamenttianalyysi yleensa mielletdan pitk&aikai-
sen sijoittamisen menetelmaksi, joten tassa tyossa ei perehdyté siihen enem-
paa, silla tarkoituksena on tarkastella osakekurssien heilahteluita lyhyella ja
keskipitkalla aikavalilla. [4; 5.]



Teknisessé analyysissa ajatellaan erilaisten sentimenttien eli tunnetilojen muu-
toksien aiheuttavan osakekurssin heilahtelut ja trendien muutokset lyhyilla ja
keskipitkilla aikavaleilla. Sijoittaja voi esimerkiksi ajatella “Koko ajan tulee huo-
noja uutisia maailmalta. Pelottaa, etta tulee sota ja osakkeet romahtavat. Pa-
rempi myyda ne nyt pois”, vaikka markkinoilla olisi mennyt viime aikoina hyvin.
Talloin sijoittaja tekee pelko-tunnetilaan pohjautuvan sijoituspaatdksen ilman
konkreettista tietoa siité, miten markkinat tulevat kehittymé&én tai onko sijoittajan
pelkddamaa sotaa edes oikeasti tulossa. Teknisessa analyysissa luotetaan sii-
hen, ettd kaikki oleellinen informaatio on jo siséllytetty osakkeen hintaan. Siksi
tekninen analyysi keskittyy enemman lyhyen ja keskipitkan aikavalin trendien
arvioimiseen erilaisin menetelmin, kuten etsimalla toistuvia kuvioita porssikurs-

sien heilahteluista. [4.]

Koneoppimisen tekniikat yleistyivat digitalisaation edettya 90-luvun aikana. Osa-
kekurssien ennustamisessa on kaytetty jo useita vuosia erilaisia neuroverkko-
malleja. Ne mahdollistavat valtavan datamaaran syottamisen mallille, joka sitten
teoriassa pystyy loytamaan sieltd sdanndonmukaisuuksia tehokkaammin kuin ih-
minen. Neuroverkoilla tehtava ennustaminen ei yleensa noudata mitaan tiettya
eri talousteorioiden mukaista ideologista jakolinjaa, silla usein koulutusdataan
paatyy seka fundamenttianalyysissa etté teknisessa analyysissa kaytettavaa in-
formaatiota [5]. Perinteisen sdéntdpohjaisen tekstinlouhinnan sentimenttianalyy-
sin antamilla arvoilla on todettu olevan lisdksi merkittdva vaikutus ennustusten
tarkkuuksien parantamisessa, jos tekstinlouhinta tehdaan aihepiiriin liittyvasta

uutisvirrasta [1, s. 1].

3 LSTM-neuroverkkomalli

Yksi suosituimmista ja tehokkaimmista neuroverkkoarkkitehtuureista osakekurs-
sien ennustamiseen on LSTM eli pitka lyhytkestomuisti -verkko, joka kuuluu ta-
kaisinkytkettyjen neuroverkkojen perheeseen [1]. LSTM-neuroverkkoarkkiteh-
tuuri kehitettiin 1990-luvulla tekem&&n ennustuksia ja luokitteluita aikasarjallisen

ja sarjallisen datan pohjalta. Esimerkiksi pdrssikurssit ovat aikasarjallista ja



puhe on sarjallista dataa. Motivaationa LSTM-neuroverkon kehittamiselle oli pe-
rinteisissa takaisinkytketyissa neuroverkkoarkkitehtuureissa esiintyva aikasarjal-
lisella tai sarjallisella datalla kouluttamiseen liittyva ongelma. Tamé ongelma oli,
ettd tehtdessa takaisinkytketyn neuroverkon kouluttamista takaisinvirtausalgo-
ritmilla gradientit joko katosivat eli menivat nollaan tai “rajahtivat” lahestyen aa-

rettomyytta. [6, s. 1.]

Suurin osa neuroverkoista kayttaa samoja tekniikoita kuten painoja, neuroneja,
aktivointifunktioita ja gradienttipohjaista takaisinvirtausta. Painot kertovat neuro-
nille, kuinka paljon kyseiseen neuroniin tulevia arvoja painotetaan. Aktivointi-
funktio ottaa nama painotetut arvot syotteena funktioon ja laskee sitten niiden,
aktivointifunktion ja mahdollisen harha-arvon perusteella neuronin ulostuloar-
von, mik& voi olla joko koko neuroverkon ulostuloarvo tai seuraavaan neuro-
nikerrokseen lahteva arvo. Harha-arvo on ylimaarainen, sisaantuloarvoista riip-
pumaton muuttuja neuronissa, jota voi ajatella sdadettdvana muuttujana akti-
vointifunktiossa. Neuroverkko koulutetaan saatamalla painoja takaisinvirtauksen
avulla, missa lasketaan kustannusfunktion avulla, kuinka paljon neuroverkon
ulostuloarvon virhe suhteessa oikeaan arvoon pienenee, jos edellisen neuro-
nikerroksen painoja ja harha-arvoa sdadetaan tietyn verran. Gradientti on virhe-
funktion derivaatta, mika kertoo, mihin suuntaan ja kuinka paljon painoja tulee
saatéaéd kustannusfunktion minimoimiseksi. Takaisinvirtauksessa taméa sama ru-
tiini toistetaan kerros kerrokselta takaisinpain lahtokerrokseen saakka. Takaisin-
kytketyissa neuroverkoissa takaisinvirtauksen voidaan metaforisesti ajatella toi-
mivan samalla idealla, jos ajan ajatellaan olevan fyysinen ulottuvuus. Silloin
“neuronikerroksia” on yhta paljon, mita sisdantulojaksossa on yksittaisia aikajak-
soja. Jos sisdantulosyotteessa on esimerkiksi tuhat aikajaksoa, niin samoja pai-
noja muutetaan silloin tuhat kertaa, mikéa selittdd nopeasti katoavat ja rajahtavat
gradientit. [6.]

LSTM-arkkitehtuurissa tamé ongelma korjattiin lisd&malla neuroverkkoon solu,
joka siséltaa sisaantulo-, ulostulo- ja unohtamisportit ja jokaisella portilla on
omat painonsa ja harha-arvonsa. Itse solu toimii pitkékestoisena muistina pitaen

kirjaa aiempien aikajaksojen informaatiosta. Sisdantuloportin vastuulla on oppia



takaisinvirtauksessa, mika on hyddyllista informaatiota, joka kannattaa sail6a
pitkakestoiseen muistiin. Ulostuloportti oppii takaisinvirtauksessa, kuinka paljon
tama pitkakestoinen muisti vaikuttaa nykyisen jakson aktivointifunktioon ja
unohtamisportti taas oppii takaisinvirtauksessa, mitéa informaatiota aiemmista ai-

kajaksoista paatetddn unohtaa eli poistaa pitkakestoisesta muistista. [6.]

LSTM-verkot ovat yleistyneet niiden keksimisen jalkeen ja niilla on viimeisten
kahdenkymmenen vuoden aikana saavutettu merkittavia virstanpylvaita, kuten
esimerkiksi puheentunnistuksen mullistaminen syrjayttamalla aiemmat puheen-
tunnistuksen tekniikat [7]. LSTM-verkot ovat hyvia puheentunnistuksessa, silla
samalla tavalla kuten aikasarjalliset osakekurssit, myods puhe on sarjallista da-
taa eli seuraava sarjan osa maaraytyy aiempien sarjan osien perusteella.
LSTM-verkosta onkin hyodyllisyytensa takia tullut suosittu ja kyseinen neuro-
verkkoarkkitehtuuri onkin helppo ottaa kayttéén muun muassa Python-ohjel-

mointikielella Tensorflow-kirjaston tukeman Keras-rajapinnan kautta [8].

4 Luonnollisen kielen k&sittely

Luonnollisen kielen kasittely on tietojenkasittelytieteiden suuntaus, joka tutkii ja
kehittaa erilaisia tekniikoita, jotka auttavat tietokoneita kasittelemaan, ymmarta-
maan ja tuottamaan luonnollista kieltd kaikissa sen muodoissa [9, s. 1]. Luon-
nollisen kielen kasittely jakaantuu valtaviin maariin erilaisia tekniikoita ja ala-
suuntauksia, mutta tassa luvussa kasitelldén vain perusteita muutamasta eri ai-

heesta, jotka liittyvat oleellisesti taman insindoritydn toteuttamiseen.

4.1 Tekstinlouhinta

Tekstinlouhinta on yksi kaytetyimmista tekniikoista luonnollisen kielen kasitte-

lyssa. Silla pyritdan loytdmaan informaatiota teksteista erilaisin menetelmin [9].
Tassa alaluvussa kasitellaan myos tekniikat, joilla teksti saadaan kasiteltya sel-
laiseen muotoon, etta sitd voidaan alkaa analysoimaan tekstinlouhinnan mene-

telmilla.



4.1.1 Tokenisaatio

Tokenisaatiossa teksti erotellaan erilaisiksi “tokeneiksi”. Yleensa tama tarkoittaa
tekstin pienimpien komponenttien eli sanojen erottelemista omiksi yksikdikseen
jonkin symbolin, kuten valimerkin perusteella. Tata varten on kaytossa lukuisia
erilaisia automaattisia sdantdpohjaisia algoritmeja, jotka muuntavat ja tallenta-
vat tekstin uniikeiksi tokeneiksi ja kirjaavat yl6s niiden esiintymistiheyden teks-
tissé. Yleensa tokeneita muodostetaan myos erilaisista N-grammeista eli erilai-
sista yhdistelmistd, jotka koostuvat N-méaarasta vierekkaisia sanoja. Tokeneita

voi muodostaa myds lauseista ja virkkeista. [10.]

4.1.2 Datan ulottuvuuksien vahentdminen

Datan ulottuvuuksien vahentadminen pyrkii vahentdméaan tekstin dimensionaali-
suutta eli attribuuttien maaraa analyysia varten. Tahan pyritdan, jotta tekstista
saadaan poistettua kohinaa, joka ei sisalla informaatiota. Attribuuttien vahenta-
minen nopeuttaa analyyseja ja antaa tarkempia tuloksia. Attribuutteja eli to-
keneja voidaan vahentaa tokenisaation jalkeen poistamalla tayte- ja hukkasa-
noja, jotka sisaltavat vain vahan varsinaista semanttista informaatiota kuten esi-
merkiksi “a”, “the” “and” jne. Erilaiset adjektiivit ja verbit mielletdan kaikista infor-
maatiorikkaimmiksi sanoiksi esimerkiksi semantiikka- ja sentimenttianalyy-
seissa. Attribuuttien vahentamisté voidaan jatkaa viela typistamisella eli sanojen
taivutusmuotojen vahentamisella. Talldin taivutetut sanat pelkistetdan niiden

kantamuotoon kuten esimerkiksi “juoksin” muuttuu sanaksi “juosta”. [10.]

4.2 Semantiikka-analyysi

Semantiikka-analyysissa tutkitaan kielen sanojen, lauseiden seka niiden muo-
dostamien kokonaisuuksien, kuten tekstien merkityksia ja tarkoitusta [11, s. 1].
Historiallisesti semantiikan ymmartaminen on ollut todella vaikea ongelma tieto-
koneille ja algoritmeille. Taman havainnollistamiseksi suomennetaan ja tarkas-
tellaan yhta erinomaisen havainnollistavaa esimerkkia kirjasta “Introduction to

Natural Language Processing” [9, s. 3].



“Palkinto ei mahdu ruskeaan matkalaukkuun, koska se on liian pieni/iso.”

Jos lauseen viimeinen sana on “pieni”, niin “se”-sana viittaa matkalaukkuun, ja
jos viimeinen sana on “iso”, niin silloin “se”-sana viittaa palkintoon. Taman paat-

teleminen vaatii loogista paattelemiskykyéa ja avaruudenhahmottamista [9, s. 3].

Vastaavaa semantiikan ymmartamista vaaditaan léahes kaikissa vahankaan mo-
nimutkaisemmissa kielenkasittely tehtavissa, kuten kielen kdantamisessa
toiseksi kieleksi niin, etta alkuperaisen tekstin tai puheen tarkoitus ja merkitys
sailyvat, vaikka kohdekielesta ei I6ytyisi taysin vastaavaa sanaa tai ilmaisua
kaannettavalle sanalle tai ilmaisulle. Ensimmaiset kddnnoésohjelmat perustuivat
saantopohijaisille syntaksipuille. Naiden jalkeen kehitettiin statistiikkaan perustu-
via menetelmia, jotka I0ysivat isosta joukosta tekstia tiettyja sddnnénmukai-
suuksia. Naiden systeemien ei kuitenkaan perinteisesti ajatella “ymmartavan”
tekstin siséltéa, vaan niiden toiminta perustuu joko valtavaan méaaraan manuaa-
lisesti maariteltyja mekanistisia sdantoja tai sitten statistisesti poimittuihin saan-
toihin valtavasta tietomaarasta. Tallaiset systeemit voivat edelleenkin olla jarke-
via ja tehokkaita, jos kohdesovellus on hyvin rajattu ja hallittu, ja tdten voidaan

olla melko varmoja, etta systeemi toimii oletetusti. [9.]

Erilaisten neuroverkkojen, kuten LSTM:n, kehittdmisen jalkeen alettiin saada
merkittavasti parempia tuloksia kuin aiemmilla menetelmilla [7]. Kuten mainittiin
jo aiemmin luvussa 3, niin tamé& perustuu neuroverkkoarkkitehtuurin kykyyn

huomioida tehokkaasti jokaista sanaa edeltava konteksti [6].

Kielen kdantamisen lisaksi yksi tahan insindoritydhon oleellisesti liittyva seman-
tilkkka-analyysin ongelma on tekstinluokittelu. Esimerkiksi séhkdpostin automaat-
tinen luokittelu roskaposti-kategoriaan vaatii tietynlaista tekstin semanttista ana-
lysointia, silla siina pitdd pystya paattelemaan, mita kyseinen teksti on sisallolli-

sesti [9]. Tietenkin myds esimerkiksi tulosjulkaisutekstin tai jonkin porssiyhtiota

koskevan uutisen luokittelu posiitiviseksi, neutraaliksi tai negatiiviseksi yhtion tu-
levaisuudennakymia koskien semanttisen sisallon perusteella on tarkea luokitte-

lutehtava tdman insinddritydn kannalta.



Taman hetken parhaat tekstinluokittelijat ja kielellistd semanttista ymmarrysta
osoittavat mallit ovat GPT-pohjaisia. “Improving Language Understanding by
Generative Pre-Training” -julkaisussa vuodelta 2018 todistettiin, ettd GPT-arkki-
tehtuuria hyddyntava malli paihitti mm. LSTM-referenssimallin kirkkaasti lahes
kaikissa testeissa. Huomionarvoista on myags, etta GPT-malli parjasi referenssi-
malleja paljon paremmin, vaikka sita ei ollut erikseen koulutettu suoriutumaan
kyseisen tyylisista tehtavista kuten tekstinluokittelusta. Toisin sanoen malli osasi
yleistd& oppimaansa toisin kuin referenssimallit, jotka oli varta vasten suunni-

teltu jotain yhta tehtavaa, kuten kielen kaantamista, varten. [12.]

4.3 Sentimenttianalyysi

Sentimenttianalyysi eroaa semantiikka-analyysista siten, etta se pyrkii vastaa-
maan siihen, minkalainen tunne tai polariteetti tekstista valittyy. Yleensa senti-
menttianalyysia kaytetaan tekstinluokitteluun joko tiettyihin tunnetiloihin, kuten
surullinen, vihainen, iloinen jne., tai polariteetin luokitteluun eli maarittelemaan,
onko jokin teksti positiivinen, negatiivinen tai neutraali. Sentimenttianalyysi on
yksi yleisimmista hy6dynnetyistéa koneoppimisen/tekoalyn tekniikoista. Silla on
esimerkiksi valtavasti arvoa eri yrityksille, jotka saavat lahes reaaliajassa tietoa
suuren yleistn suhtautumisesta heidan brandiinsa mm. sosiaalisen median lapi

virtaavasta keskustelusta. [13, s. 20.]

Sentimenttianalyysia tehtiin alun perin paljon tekstinlouhinnan menetelmin,
missa jokin teksti tokenisoidaan seka prosessoidaan ja manuaalisesti kura-
toidun tunnesanakirjan avulla jokaiselle sanalle annetaan arvo naiden etukateen
maariteltyjen tunnesanalistan sanakohtaisten arvojen perusteella. Sanojen
esiintymistiheyksien perusteella teksti voidaan sitten evaluoida jollekin tietylle
vdlille -1 ja 1 valilta. Esimerkiksi pythonille on avoimen l&hdekoodin kirjasto ni-
melta Vader, joka analysoi tekstien sentimentti& tunnesanakirjan ja erilaisten
saantdjen avulla ja antaa tekstille polariteettia kuvaavan arvon valilta -1 ja 1.
Samalla lailla kuin semantiikkanalyysissakin erilaiset neuroverkot kuten GPT-
arkkitehtuuriin pohjautuva BERT-malli ovat syrjayttaneet erityisesti vuoden 2018

jalkeen muut sentimenttianalyysimetodit tarkkuudellaan, monipuolisuudellaan ja



10

tehokkuudellaan. Tasta huolimatta tunnesanakirjapohjaista sentimenttianalyysia
kaytetaan edelleen joissain kayttétarkoituksissa sen yksinkertaisuuden vuoksi.
[1; 13]

5 GPT-kielimallit

Tassa insinboritydssa on jo kasitelty GPT-kielimalleja ja sitd, kuinka ne ovat mo-
nella eri osa-alueella paatyneet johtaviksi ratkaisuiksi monessa eri sovelluk-
sessa. Tassa luvussa kaydaankin tarkemmin GPT-arkkitehtuuria lapi ja analy-
soidaan sen merkitysta taman insin6oritydn kontekstissa. Ensimmainen trans-
former-arkkitehtuuri julkaistiin vuonna 2017 Googlen tutkimustiimin toimesta tut-

kimuspaperissa nimelta “Attention Is All You Need”. [14.]

Verrattuna takaisinkytkettyihin neuroverkkoihin transformeriarkkitehtuurin atten-
tion-mekanismi mahdollistaa neuroverkon kouluttamisen rinnakkaisesti jaksolli-
sen kouluttamisen sijaan. Tamé& mahdollistaa merkittavasti nopeamman ja te-
hokkaamman neuroverkon kouluttamisen. Attention-mekanismi huomioi myds
tehokkaasti todella pitkissa sisaantulo- ja ulostulojaksoissa jokaisen jakson
osan riippuvuuden suhteessa ympardivaan kontekstiin molemmin suuntaisesti.
Toisin sanoen malli oppii ymmartdmaan koulutuksen aikana sanojen semantti-
sen vaikutuksen kontekstiin, ja kontekstin vaikutuksen jonkin tietyn sanan se-
mantiikkaan. Tama nahdaan kuvasta 1, jossa on tutkittu GPT-4-mallin ymmar-
rysté jo aiemmin mainitusta semanttisesta paattelytehtavasta, missa pitaa ym-
martad, kuinka lauseen viimeisen sanan muuttaminen muuttaa koko lauseen

tarkoituksen.
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0 You

My furniture did not fit in the truck of my car because it was too small. What word does
the it-pronoun point at

ChatGPT

In the sentence "My furniture did not fit in the trunk of my car because it was too small,”
the pronoun "it" refers to "the trunk of my car." The sentence implies that the reason the
furniture did not fit is due to the small size of the car's trunk.

0 You

My sandwich did not fit in my lunchbox because it was too big. What word does the it-
pronoun point at.

ChatGPT

In the sentence "My sandwich did not fit in my lunchbox because it was too big," the
pronoun "it" refers to "my sandwich." The sentence implies that the reason the

sandwich did not fit is that the sandwich was too large for the lunchbox.

Kuva 1. GPT-4-pohjaisen ChatGPT-palvelun vastaukset klassiseen semantti-
seen paattelytehtavaan.

On mainittava, etta ei ole mitddn varmuutta siitd, onko vastaavanlaisia kysymyk-
sia ollut jo koulutusdatassa, joten kuvan 1 esimerkista ei voida varmuudella sa-
noa, osoittaako malli aitoa “ymmarrysta” tadssa tehtavassa vai osaako malli an-
taa oikeat vastaukset muistin perusteella. Esimerkista huolimatta transformer-
mallien kyky yleistaa tietamystaan koulutusdatan ulkopuolelle erilaisiin tehtaviin
on todistettu jo alkuperaisessa transformer-paperissa ja lisdksi mm. OpenAl:n
tutkimuksissa. [12; 14.]

Transformer-kielimallien erinomainen ymmarrys ja tietamys semantiikasta, sen-
timenteistd, maailmasta ja yleisesta tiedosta seka kyky yleistaa tata kaikkea
koulutusdatan ulkopuolelle tarjoaa todella patevan tydkalun lukuisten eri alojen
ammattilaisille erilaisten sovelluksien kayttdon. ChatGPT-palvelun julkaisun jal-
keen on jo tutkittu mm. GPT-3.5-mallin (GPT-4-mallin edeltaja) tekeman senti-

menttianalyysin korrelaatiota markkinoiden liikkeisiin ja huomattu, etta se paihitti
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merkittavalla marginaalilla BERT-transformer mallin sentimenttianalyysin tark-
kuudessa. Taméa todennakaoisesti johtuu GPT-3.5-mallin paljon laajemmasta

maailmantietamyksesta. [15.]

6 Datan kerays ja kasittely

Tama luku keskittyy insin6oritydssa vaadittavan datan keraamiseen ja kasitte-
lyyn siihen muotoon, etté silla voidaan kouluttaa ja validoida osakekurssiennus-

tuksia tekeva LSTM-neuroverkkomalli.

6.1 Osakekurssidata

Applen osakekurssin ennustamisessa kaytettiin Yahoo Finance -palvelusta la-
dattua Applen osakekurssidataa (kuva 2) viimeiselta viideltéa vuodelta aikavalilta
01.02.2019-07.02.2024. Ladattu datataulukko sisélsi seitseman attribuuttia
Date, Open, High, Low, Close, Adj Close ja Volume. Datataulukossa oli 1263
havaintoa. Date-attribuutti on osakekurssidatan paivamaara, eli se kertoo, milta
paivalta kyseinen rivi dataa on keratty ja Open-attribuutti kertoo osakkeen lahto-
hinnan kyseiselle paivalle eli mika oli paivan ensimmaisen toteutuneen kaupan
hinta kyseiselle osakkeelle. High- ja Low-attribuutit kertovat korkeimman ja al-
haisimman paivan aikana toteutuneiden kauppojen arvon kyseiselle osakkeelle.
Close-attribuutti kertoo paivan viimeisimman toteutuneen kaupan hinnan. Adj
Close -attribuutti eli “adjusted close” on sama kuin close-attribuutti, mutta sita
on saadetty ottamaan huomioon kaikki mahdolliset osinkojen jaot, splittaukset
(osakkeiden jakaminen useampaan osaan) ja muut osakkeen oikeaan arvoon
mahdollisesti vaikuttavat tekijat. Datassa ei ollut puuttuvia tai virheellisia arvoja.
[16.]
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| A B C D E F G H
Date,Open,High,Low,Close,Ad] Close,Volume
2019-02-01,41.740002,42.244999,41.482498,41.630001,39.906006,130672400
2019-02-04,41.852501,42.915001,41.820000,42.812500,41.039536,125982000
2019-02-05,43.215000,43.770000,43.087502,43.544998,41.741695,144406400
2019-02-06,43.662498,43.892502,43.212502,43.560001,41.756073,112958400
2019-02-07,43.099998,43.485001,42.584999,42.735001,40.965252,126966800
2019-02-08,42.247501,42.665001,42.105000,42.602501,41.013382,95280000
2019-02-11,42.762501,42.802502,42.312500,42.357498,40.777504,83973600
2019-02-12,42.525002,42.750000,42.424999,42.722500,41.128899,89134000

W O~ O U AWM =

Kuva 2. Kuvakaappaus Excelilla avatusta CSV-tiedostosta, joka sisaltda nayt-
teen osakekurssidatasta.

6.2 Uutisrajapinta

Insindorityota varten arvioitiin monta eri avoimen rajapinnan uutispalveluntarjo-
ajaa kuten newsapi.org, nytimes.com ja newsdata.io. Lopulta New York Timesin
rajapinta arvioitiin parhaimmaksi, silla se tarjosi ilmaiseksi paasyn historiada-
taan ilman aikarajoituksia. Ainoa rajapinnan rajoitus, joka haittasi datankeruuta
oli 12 sekunnin pakoitettu viive rajapintakutsujen valissa, minka takia “apple”-
hakusanalla kaikkien uutisten hakeminen aiemmin mainitulta noin viiden vuoden
aikavalilta kesti noin 40 minuuttia. Yhdella kutsulla sai haettua yhden sivun ver-
ran dataa, joka sisélsi dokumentit JSON-formaatissa. Yksi dokumentti sisalsi
jonkin tietyn uutisartikkelin otsikon, lyhyehkon tiivistelman artikkelista ja artikke-
lin julkaisupaivamaaran seka runsaasti muita datakenttia, kuten multimedialink-
keja, kirjoittajan nimia ym., mutta naita ei kayda tarkemmin lapi, silla kyseisten
kenttien dataa ei paatetty hyodyntaa. New York Timesin tarjoamassa ilmaisessa
rajapinnassa sai tehda 500 rajapintakutsua vuorokauden aikana, mika riitti Ap-
pleen liittyvien uutisotsikoiden ja tiivistelmien hakemiseen kyseiselté aikajak-
solta. Verrattuna mm. News API -palveluun, jonka ilmaisessa rajapinnassa sai
tehd& vain 100 rajapintakutsua paivan aikana ja ainoastaan edellisen kuukau-
den historiadatasta, oli New York Timesin rajapinta kilpailukykyisin. Jos vastaa-
van datasetin olisi halunnut koostaa News API -palvelulla, olisi pitanyt ostaa

palveluun jasenyys, jonka hinta oli 449 dollaria kuukaudelta kirjoittamisen het-
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kelld. Etuna kyseisessa palvelussa kuitenkin olisi ollut paasy muihinkin julkaisui-
hin kuin pelkastaan New York Timesiin, mika olisi mahdollistanut muidenkin
kuin pelkastaan yhden julkaisun nakokulman huomioimisen semantiikka- ja sen-

timenttianalyysissa. [17.]

6.3 Uutisdata

Data haettiin kayttaen esimerkkikoodia 1. Koodin tarkoituksena on kayda while-
silmukalla lapi rajapintakutsun tuottaman haun kaikki sivut lapi, silla yksi rajapin-
takutsu palauttaa vain yhden sivun, joka sisdltda maksimissaan kymmenen ar-
tikkelin tiedot. Aliohjelman sisélla oleva for-silmukka ottaa jokaisen kutsun jal-
keen JSON-vastauksesta jokaisen dokumentin eli artikkelin paivamaaran, otsi-
kon ja tiivistelman ja lisda ne “articles_by_date”-nimiseen sanakirja-dataraken-
teeseen, jossa paivamaara on avain ja otsikosta ja tiivistelmasta muodostetaan
arvoja paivamaaraavaimien alle. While-silmukka loppuu, jos kaikki haun maarit-
telemat datat on saatu haettua, tai jos rajapinnan 500:n kutsun raja tulee vas-
taan. Onnistuneen datahaun jalkeen aliohjelma kirjoittaa jokaisen “arti-

cles_by date”-sanakirjan avaimen eli paivamaaran CSV-tiedostoon uudeksi ha-
vainnoksi ja liittaa kaikki avaimen alla olevien artikkelien tekstit yhdeksi tekstiksi
ja kirjoittaa ne samaan CSV-tiedostoon samalle riville, mutta seuraavaan sarak-
keeseen. Aliohjelman tuotoksena syntyi “nytimes_articles.csv’-tiedosto, jossa
on 1063 havaintoa, joilla on kaksi attribuuttia: paivamaara ja teksti. Yhden pai-
van artikkelit paatettiin liittda yhteen datataulukon yksinkertaisena pitamiseksi ja
sen tulkittiin myds olevan loogisin tapa tuottaa yhdistetty semantiikka- ja senti-
menttiarvo yhdelta paivalta. Lopuksi havainnot viela lajiteltiin erikseen tiedos-

tossa paivamaaran mukaan pienimmasta isoimpaan.
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def fetch news to csv(search word,api key, file name, start date,
end date):

base url = "https://api.nytimes.com/svc/search/v2/arti-
clesearch.json"

articles by date = {}

page = 0
total requests = 0

while True:
if total requests >= 500:
print ("Reached daily limit of 500 requests.")
break

params = {
'q': search word,
'begin date': start date,
'end date': end date,
'page': page,
'api-key': api_ key

response = requests.get (base url, params=params)

if response.status code != 200:
print (f"Failed to fetch data: {response.status code}")
break

data = response.json ()
docs = data['response']['docs']
if not docs:

break

for doc in docs:

pub date = datetime.strptime(doc|['pub date'], '%Y-%m-
$ATSH:$M:%S%z"') .date ()

headline = doc['headline']['main']

snippet = doc.get('snippet', '')

articles by date[pub date] = arti-
cles by date.get(pub date, []) + [f"Title: {headline}. Snippet: {snip-
pet}"]

page += 1

total requests += 1

time.sleep(1l2) # 12 sekunnin rate limit apissa

with open(file name, 'a', newline='"', encoding='utf-8') as f:
writer = csv.writer (f)
for date, texts in articles by date.items():
writer.writerow([date, ' '.join(texts)])

Esimerkkikoodi 1. Python-ohjelmointikielella kirjoitettu funktio, joka hakee New
York Timesin avoimesta rajapinnasta kaikki “search_word”-parametriin liittyvat
uutiset “start_date”- ja “end_date”-parametrien maarittelemalta aikavalilta.
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Tuotetun CSV-datataulukon tuloksia piti k&sitella viela ennen tekstien lahetta-
mista GPT-04-0125-preview-mallin kasiteltaviksi. Ongelmana oli, etta luvun 6.1
osakekurssidata sisaltaa ainoastaan arkiviikonpaivia, koska poérssi on kiinni vii-
konloppuisin, mutta uutisdataa on potentiaalisesti jokaiselta viikonpaivalta. Tal-
|6in perjantain, lauantain ja sunnuntain tekstianalyysin luokitukset vaikuttavat
teoriassa maanantain osakekurssiin. Tama ongelma paatettiin ratkaista yhdista-
malla perjantain, lauantain ja sunnuntain uutistekstit perjantaita vastaavan ha-
vainnon text-attribuuttiin, jolloin koko viikonlopun tekstit analysoitiin kerralla ja
GPT-04-0125-preview- seka Vader-malli saivat painottaa eri vilkkonlopun paivien
uutistekstien merkitysta vapaasti luokituksissaan. Viikonlopun paivien yhdistelyn

jalkeen havaintoja oli jaljella 940 kappaletta (kuva 3).

Date,Concatenated Text

2019-02-01,"Title: How Silicon Valley Puts the ‘Con’ in Consent. Snippet: If no one reads the
2019-02-04,"Title: Lion Air, Venezuela, Apple: Your Monday Briefing. Snippet: Let us help you
2019-02-05,"Title: Biggest Public Company? Microsoft. Wait, Apple Again. Ama ; Back to |
2019-02-06,"Title: Chief of Apple Stores Is Leaving After 5 Years in the Job. Snippet: Angela
2019-02-07,"Title: A Lady’'s Many Scents. Snippet: Pineapple juice, apple cider vinegar, douch
2019-02-08,"Title: The Week in Tech: Business Is Booming Despite Backlash. Snippet: Global cr

2019-02-12,"Title: Latest Warning Sign for Markets: A Possible ‘Earnings Recession’. Snippet:

2019-02-13,"Title: Former Senior Apple Lawyer Charged With Insider Trading. Snippet: The formg
2019-02-14,"Title: Little Red App: Xi's Thoughts Are (Surprise!) a Hit in China. Snippet: Wan
2019-02-15,Title: Big Investors Shed Tech Stocks as Markets Tumbled Last Quarter. Snippet: Thdg
2019-02-26,"Title: Restoring an Avenue in Paris Meant for Kings. Snippet: The Avenue des Cham

Kuva 3. PyCharm-kehitysympéaristossa avatun CSV-tiedoston sisaltamaa uu-
tisdataa.

6.4 Semantiikka- ja sentimenttianalyysi

Keratyt uutistekstit 1&ahetettiin OpenAl:n maksullisen rajapinnan palveluun GPT-
4-0125-preview-mallin analysoitaviksi. Kirjoittamisen hetkella tama oli kehitty-
nein kielimalli, jota p&&si kayttdmaan rajapinnan kautta Suomessa. Uutisteks-
tien lahettaminen analysoitavaksi toteutettiin hyédyntamalla OpenAl:n virallista
Python-kirjastoa. Aluksi esimerkkikoodissa 2 alustettiin OpenAl-olio, joka toteut-
taa kutsut rajapintaan seka palauttaa kutsujen vastaukset. Taman jalkeen luotiin
“classify_news_snippet_with_gpt’-funktio, joka pitaa sisallaédn OpenAl-oliolla

tehtavan kutsun rajapintaan sisallyttden kutsuun kaytettavan kielimallin nimen,
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ohjeet kielimallille seka “snippet”-parametrin eli yhden péivan kootut uutistekstit.
Kutsuun on siséallytetty kirjoitetut ohjeet kielimallille siitd, miten luokittelu pitaa
toteuttaa. Funktio etsii API-kutsun ja vastauksen jalkeen sanakirjarakenteesta
luokittelua vastaavan numeerisen arvon, jonka se palauttaa funktion kutsujalle.
Funktiota kutsuttiin for-silmukalla, joka kéavi uutistekstit siséltavan CSV-tiedoston
riveja yksi kerrallaan lapi kutsuen funktiota jokaisella silmukan toteutuskerralla

kirjoittaen funktion palauttaman arvon CSV-tiedostoon.

client = OpenAT (
api key="key"

def classify news snippet with gpt (snippet):
completion = client.chat.completions.create (
model="gpt-4-0125-preview",
messages=|[
{"role": "system",

"content": "You are an assistant skilled in analyzing
from every angle the potential impact of semantics and sentiments of
news snippets on stock prices, specifically Apple's stock. Your job
after internal analysis is to only return a single classification for
the given text."},

{"role": "user",

"content": f"Classify the impact of semantics and senti-
ments in these news snippets and titles on Apple's stock as one of the
following: Extremely negative, Negative, Slightly negative, Neutral,
Slightly positive, Positive, Extremely positive. Some news may not be
related to Apple's stock in any way, such as baking recipes, and those
should be classified as Neutral. Only return one classification for
all the combined titles and snippets. Do not add anything else in the
return message other than the classification. Here is the text to be
analyzed and classified: '{snippet}'"}

]
)

print (completion.choices[0] .message)

score_text = completion.choices[0].message.content.strip()
score _mapping = {

"Extremely negative": -3,

"Negative": -2,

"Slightly negative": -1,

"Neutral": O,
"Slightly positive": 1,

"Positive": 2,
"Extremely positive": 3
}
score = score mapping.get (score text, "Unknown")

return score

Esimerkkikoodi 2. Koodin tehtdvana on lahettaa teksteja OpenAl-rajapintaan
analysoitavaksi ja lopuksi tallentaa tulokset CSV-tiedostoon.
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Ohjeet kirjoitettiin englanniksi, silla sen oletettiin olevan kieli, jota GPT-4 ymmar-
taa parhaiten. Lisdksi analysoitavat tekstit olivat englanniksi, joten ajateltiin
myos olevan johdonmukaisempaa ohjeistaa kielimallia englanniksi. Ohjeissa
paatettiin pyytaa kielimallia analysoimaan jokaisesta kulmasta uutisteksteissa
esiintyvan semantiikan ja sentimentin vaikutusta Applen osakekurssiin. Taméa
melko yleinen ohje annettiin siksi, etta malli saisi mahdollisimman vapaat kadet
analyysia varten, jotta malli voi itse vapaasti painottaa tekstien semanttisen si-
sallon merkitystéa suhteessa teksteista ilmenevan sentimentin merkitykseen hy6-
dyntaen mahdollisimman paljon kielimallin oppimaa tietoa ja ymmarrysta maail-
masta seka aihepiirista. Mallia pyydettiin luokittelemaan annettu teksti johonkin
naista seitsemasta kategoriasta: "Extremely negative", "Negative", "Slightly ne-
gative", "Neutral", "Slightly positive", "Positive", "Extremely positive". Valitse-
malla useampia luokittelukategorioita kuin pelkastaan negative, neutral ja posi-

tive pyrittiin uutisteksteistd saamaan mahdollisimman paljon informaatiota irti.

Ohijeisiin eli promptiin piti sisallyttéda paljon yksityiskohtaisia ohjeita siitéa, miten
analyysi toteutetaan. Ensimmaisissa yrityksissa malli halusi perustella vastaus-
taan laajalti, mika teki luokitteluarvon poimimisesta vastauksen joukosta hanka-
laa. Liséksi tuhat sisaéantulotokenia kyseiseen malliin maksaa rajapintapalve-
lussa vain 0,01 dollaria, mutta ulostulotokeneiden hinta on kolminkertainen 0,03
dollaria tokenilta. Palvelun kayttajan kannalta edullisinta on siis antaa mahdolli-
simman tarkat ohjeet ja pyrkia tata kautta rajaamaan epaolennaisen tiedon
maarda vastauksessa, vaikka tAma nostaisikin sisdantulotokeneiden maaraa.
Toinen ongelma oli mallin halukkuus analysoida selkedasti eri uutisista olevat
tekstit erikseen, jolloin malli paatyi palauttamaan samassa vastauksessa use-
ampia eri luokitteluarvoja. Lopulta yrityksen ja erehdyksen kautta saatiin hiottua
kasaan ohjeistus, joka toimi luotettavasti ja ennustettavasti. Appleen liittyvien
1063 havaintorivin tekstien analysointi OpenAl-rajapinnan GPT-4-0125-preview-

mallin ja aiemmin mainittujen promptien avulla maksoi 3,09 dollaria. [18.]

GPT-04-0125-preview-mallin referenssina on mielenkiintoista ja helppoa kayt-

taa suosittua Vader-mallia, joka kayttdd tunnesanakirjaa ja erilaisia kielioppi-
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saantoja tekstien sentimenttien intensiteetin luokitteluun. Vader-malli on saata-
villa Python-ohjelmointikielelle NLTK-kirjaston kautta. Esimerkkikoodissa 3 teks-
tit pystytaan katevasti luokittelemaan dataframe-olion apply-metodin avulla
maarittelemalla anonyymi lamba-funktio, joka kay lapi dataframen "Text’-attri-
buutin rivit kutsuen jokaisella rivilla Vader-mallia kayttavan Sentimentintensi-
tyAnalyzer()-olion polarity-scores-metodia, jossa 'snippet’-parametri on yhden
havainnon uutistekstit. Tulokset tallennetaan samaan dataframeen uuteen sa-
rakkeeseen 'Vader scores’ -attribuutin alle. Taman jalkeen dataframe tallennet-
tiin taas CSV-tiedostoksi.

from nltk.sentiment import SentimentIntensityAnalyzer
nltk.download('vader lexicon')

df = pd.read csv(nytimes apple articles with scores2.csv.')
sia = SentimentIntensityAnalyzer ()
df['Vader scores'] = df['Text'].apply(lambda snippet: sia.polar-

ity scores(snippet))

Esimerkkikoodi 3. Koodissa luokitellaan uutistekstien sentimenttien intensiteetit
NLTK-kirjaston Vader-mallin avulla.

6.5 Datataulukoiden yhdistaminen

Lukujen 6.1 osakekurssidata ja luvun 6.4 tekstinluokitusarvot liitettiin yhteen
Python-koodin avulla paivamaaraattribuuttia hyddyntaen left-join-menetelmalla,
eli littAmalla tekstinluokitustaulukko (oikea) osakekurssidatataulukkoon (vasen)
niihin riveihin, joissa molempien taulukoiden havaintojen paivamaaraattribuutit
olivat samoja. Koska jokaiselta arkiviikonpaivalta on osakekurssidataa, mutta jo-
kaiselta paivalta ei valttamatta ole uutisia, nama puuttuvat arvot paatettiin luoki-
tella Python-koodilla neutraaleiksi, eli niille annettiin numeerinen nolla-arvo ky-
seiseen sarakkeeseen. Lopputuloksena syntyi CSV-tiedosto, jossa oli 1263 ha-
vaintoa aikavaliltd 01.02.2019-07.02.2024 (kuva 4). Datataulukko sisalsi yhdek-
san attribuuttia: Date, Open, High, Low, Close, Adj Close, Volume, GPT4 classi-
fication ja Vader score. Attribuuttien selityksen ovat samat kuin luvussa 6.1,
mutta GPT4 classification on GPT-04-0125-preview-mallin mielipide siita,
kuinka paljon kyseisen péaivan uutisteksteilla on vaikutusta Applen osakekurssiin
ja Vader score taas Vader-mallin mielipide uutistekstien sentimenttien polari-

teettien intensiteeteista.
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Date,Open,High,Low,Close,Adj Close,Volume,GPT4 classification,Vader score
2019-02-01,41.740002,42.244999,41.482 41.630001,39.906006,130672400,-2.0,0.4404
2019-02-04,41.852501,42.915001,41. 125,41.039536,125982000,0.0,0.4019
2019-02-05,43.2 3,41.741695,144406400,-2.0,0.3939
2019-02-06 .560001,41.756073,112958400,0.0,0.6488
.735001,40.965252,126966800,0.0,-0.0516
.013382,95280000,0.0,-0.4404

.357498,40.777504,83973660,0.0,0.0

.128899,89134000,0.0,0.4215

258023, 89960800, -2.0,-0.6369

’

2019-02-07
2019-02-08
2019-02-11
2019-02-
2019-02-

'

[ S O N
NONN N Ww

'

NSNS NN
IS NN NN

Kuva 4. PyCharm kehitysymparistdossa avattu CSV-tiedosto, joka sisaltaa val-
miin datan.

7 Mallin kouluttaminen ja ennustusten tekeminen

Applen osakekurssiennustuksia lahdettiin tekem&&n LSTM-neuroverkkomallilla
Python-ohjelmointikielen Tensorflow-Keras-kirjaston avulla. Tensorflow on
Googlen avoimen lahdekoodin kirjasto koneoppimista varten, ja sen Keras-raja-
pinta tukee monia erilaisia neuroverkkoarkkitehtuureja. Tassa insindoritydssa
paatettiin toteuttaa “UP/"DOWN”-luokittelumalli, joka on samanlainen idealtaan
kuin luvussa 2 mainittu “MYY”/’"OSTA”-ennustaminen. Malli siis koulutetaan te-
kemaan bindarista luokitteluennustusta 'Open’, 'High', 'Low', 'Volume', 'Adj
Close' ja ‘GPT4 classification’ (tai 'Vader score’) -attribuuttien avulla. Ennustettu
O-arvo tarkoittaa, ettd ennustetulla ajanjaksolla (taman kokeen tapauksessa
seuraavan paivan “Adj Close” -arvo) kurssi menee alas ja vastaavasti 1 tarkoit-

taa, etta se menee ylospain.

7.1 Datan esikasittely

Esimerkkikoodissa 4 ladataan aluksi luvussa 6.5 luotu CSV-datataulukko Pan-
das-kirjaston dataframe-olioon. Taméa mahdollistaa datan helpon ja tehokkaan
kasittelyn. Aluksi luodaan huomisen hinnoille uusi sarake datataulukkoon siirta-
malla ennustettavaa “Adj Close” -attribuuttia yksi rivi taaksepain. Seuraavaksi
lasketaan seuraavan péaivan hinnan muutos suhteessa edelliseen paivaan ja tal-
lennetaan tama tieto uuteen sarakkeeseen. Tata saraketta kaytetdan luomaan

“Target”-sarake eli ennustuksen kohdearvo, joka siséltaa binaariset muuttujat
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kurssin ylos- ja alas-muutoksille. Attribuutti siséaltdd arvot 1 ja 0. 1 tarkoittaa,
ettd kurssi nousee seuraavana paivana ja 0 tarkoittaa laskemista. Data normali-
soitiin Scikit-learn koneoppimiskirjaston MinMaxScaler-olion avulla 0-1 valille.
Lopuksi Esimerkkikoodissa 3 data jaetaan koulutus- ja validointi-lohkoihin kayt-
tden 80/20-suhdetta.

df = pd.read csv('final merged dataset.csv')

df ['Tomorrow Adj Close'] = df['Adj Close'].shift(-1)
df['Price Change'] = df['Tomorrow Adj Close'] - df['Adj Close']
df['Target'] = np.where(df['Price Change'] > 0, 1, 0)
features = ['Open', 'High', 'Low', 'Volume', 'Adj Close']
df.dropna (inplace=True)

feature scaler = MinMaxScaler ()

df [features] = feature scaler.fit transform(df[features])
train size = int(len(df) * 0.8)

test size = len(df) - train size

train data = df[:train size]

test data = df[train size:]

Esimerkkikoodi 4. Datan esikasittelya ennen mallintamista.

LSTM-neuroverkko koulutetaan tietyn aikajakson pituisilla sekvensseilla. Lahes
koko datataulukon pituisen 1262 havainnon (miinustettuna 1263. havainto, joka
pidetdan kohdearvona koulutusta varten) syéttaminen mallille ei olisi jarkevaa,
silla silloin neuroverkon painoja ja harhoja saataisiin séadettya vain yhden ker-
ran haluttua lopputulosta kohden (1263. havainnon kohdearvo). Ongelma myds
olisi, ettd datan koulutuksen ulkopuolelle ei jaisi aikajaksoja, joilla voisi tehda
neuroverkon validointia. Yksittaisen havainnon pituisilla sekvensseillakaan ei
ole jarke& tehda koulutusta, silla koko LSTM:n idea on pitkien aikajaksojen riip-
puvuussuhteiden oppiminen. Koetta varten valittiin 60 havainnon pituus sopi-

vaksi koulutussekvenssin pituudeksi lukuisten eri kokeilujen perusteella.

Sekvenssit luotiin esimerkkikoodin 5 avulla kaymalla for-silmukalla lapi funkti-
oon syo0tetty data. Funktio ottaa parametrin time_step-pituisia sekvensseja vali-
tuista attribuuteista (features) ja lisaa niiden arvot dataX-taulukkoon. DataY -tau-
lukkoon lisatddn kohdearvot "i+timestep-1”-indeksin kohdalta, joka vastaa tietoa
koulutussekvenssia seuraavan péaivan hinnan kehityksesta. For-silmukka luo
siis datasetin havaintojen maaran, miinustettuna 61:114, verran sekvensseja,

jotka ovat toisistaan yhden aika-askeleen siirtyneita. Ensimmaéinen sekvenssi
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kasittaa siis havainnot 0-59 ja ensimmainen kohdearvo havainnon 59. Toinen
sekvenssi kasittaa sitten havainnot 1-60 ja toinen kohdearvo havainnon 60 jne.
Esimerkkikoodissa 5 kutsuttiin create_dataset-funktiota X_train muuttujan alus-
tamisessa, jonka lopputuloksena syntyi kuvan 5 kaltainen datataulukko. Ku-
vassa 5 oleva nayte datasta sisaltaa taulukon, joka sisaltaa taulukoita (60 ha-
vainnon pituiset sekvenssit), jotka taas sisaltavat taulukoita (yksittaiset havain-
not). Kuvan 5 kaikista sisimmat taulukot sisaltavat siis yksittaisten havaintojen
attribuuttien normalisoidut arvot. Tassa tapauksessa attribuutteja oli kuusi ja

kuudenneksi attribuutiksi oli valittu Vader score.

.00159281 0. 0.25327553 0. 8 .70135176]
.0087246 .00704023 0.00816795 0.29905479
.0115901 .00782072 0.00897346 B0.22091568

.06001567 0. 0.05612836 0.12559729 0. 8 0.30606275]
.05921525 0. 0.05893156 0.16093581 0. .51165137]
.05707012 0.05 86 .05127916 0.40274963 0. 8 .84202562] ]

.0087246 .00704023 0.00816795 0.29905479
.0115901 .00782072 0.00897346 0.22091568 0.00622975

.0079882 .00522443 0.00492975 0.25572247 0.00119524

.05921525 0.05

624223 0.05893156 0.16093581 0.05390212 0.51165137]
.05707012 0.0521486 .05127916 0.40274963 0.04786533 0.84202562]

.0679879 .0711191 0.0675828 0.58455475

.0115901 - 8 .00897346

Kuva 5. PyCharm-kehitysympariston konsoliin tulostettu nayte esimerkkikoodin
5 X_train-datataulukosta.
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def create dataset (dataset, features, time step):
dataX, dataY = [], []
for i in range(len(dataset)-time step-1):
a = dataset[features].iloc[i: (i+time step)].values
dataX.append(a)
dataY.append(dataset['Target'].iloc[i + time step-1])
return np.array(dataX), np.array(dataY¥)

time step = 60
X train, Y train = create dataset(train data, features, time step)
X test, Y test = create dataset (test data, features, time step)

Esimerkkikoodi 5. Funktio, joka ottaa syotteena datataulukon, attribuuttipara-
metrit seka aikajaksomuuttujan ja palauttaa koulutusdatasekvenssit seké koh-
demuuttujat taulukkona.

7.2 LSTM-mallin konfigurointi, koulutus ja ennustusten tuottaminen

Esimerkkikoodissa 6 LSTM-malli konfiguroidaan alustamalla Sequential-olio
Tensorflow.Keras-kirjastosta. Olio saa taulukon parametreja, joista ensimmai-
sena on LSTM-arkkitehtuuriin perustuvia neuroneja 60 kappaletta. Naméa neuro-
nit konfiguroidaan ottamaan vastaan dataa, joka on muotoa time_step * len(fea-
tures) eli 60 * 5. Laskutoimituksen luku 5 vastaa attribuuttien maaraéa. Luku on
6, jos GPT4 classification- tai Vader score -attribuutti otetaan mukaan. Return
sequences=True -parametri tarkoittaa, ettéa seuraava 30 neuronin kerros LSTM-
arkkitehtuurissa saa syotteené jokaisen koulutussekvenssissa olevan yksittai-
sen aikajakson ulostulovektorin. Neuroneiden maara valittiin yritysten ja ereh-
dysten kautta kokeilemalla useita eri arvoja. Kun kyseinen parametri on “False”,
saa seuraava kerros ainoastaan koulutussekvenssin viimeisimman aikajakson
ulostulovektorin, eli sen mita neuroverkko uskoo seuraavan aikajakson toden-
nakoisimmin olevan koko edellisen sekvenssin perusteella. Tama vektori me-
nee syotteena “Dense”-neuroniin, jossa sigmoid-aktivointifunktiolla tehd&an vek-
torin arvojen perusteella ennustettavan aikajakson luokittelu. Dropout()-para-
metri kertoo, kuinka monta prosenttia (0.1=10%) edeltavan kerroksen neuronei-
den ulostulosta alustetaan nollaksi sattumanvaraisesti jokaisen neuroverkon pa-
rametrien sdadon jalkeen. Tama tehdaéan ylisovittamisen vahentamiseksi, jotta

neuroverkko oppisi yleistdamaan koulutusdatasta.
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model = Sequential ([

LSTM (60, return sequences=True, input shape=(time step, len(fea-
tures))),

Dropout (0.1),

LSTM(30),

Dense (1, activation='sigmoid'")

1)

Esimerkkikoodi 6. Koodissa konfiguroidaan LSTM-neuroverkkomalli.

Malli koostettiin esimerkkikoodissa 7 kayttaen adam-optimisaattoria (optimisaat-
tori paattaa miten neuroverkon parametreja paivitetddn kustannusfunktion tulos-
ten perusteella) ja binaarista ristientropia-kustannusfunktiota. Seuraavaksi mo-
del-nimisen Sequential-olion fit-metodia kutsutaan mallin kouluttamiseksi X-
train- (koulutussekvenssit) ja Y_train (kohdearvot) -datalla. Epochs-parametri
kuvaa, kuinka monta kertaa koko koulutusdata kaydaan lapi neuroverkon koulu-
tuksen aikana ja batch_size-parametri kertoo, kuinka monta sekvenssia mallille
sylOtetdan ennen kuin neuroverkon parametreja muutetaan tulosten perusteella.
Batch_size-parametri maarittda, kuinka monta kertaa yhden Epoch-koulutusker-
ran aikana neuroverkon painoja saadetaén ja kuinka monta kertaa Dropout-pa-
rametrin maarittelema neuroneiden nollaus tapahtuu. Predict-metodin kutsumi-
nen X_test-validointidatalla tuottaa ennustukset. Koska ennustukset ovat toden-
nakoisyyksia 0—-1 valilla, luokitellaan ne luokiksi esimerkkikoodin 7 viimeisella
rivilla.

model.compile (optimizer="adam’,loss="'binary crossentropy', met-
rics=['accuracy])

model.fit (X train, Y train, epochs=100, batch size=32, verbose=1l)
predicted stock movement = model.predict (X test)

predicted classes = (predicted stock movement > 0.5).astype(int).flat-
ten ()

Esimerkkikoodi 7. Koodissa kootaan ja koulutetaan LSTM-neuroverkkomalli
seka tuotetaan ennustukset validointidatalla.
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8 Tulosten katselmointi

On jarkevaa kouluttaa malli useamman kerran luotettavien tulosten saamiseksi,
koska neuroverkon parametrit alustetaan sattumanvaraisesti, ja kerrosten vali-
nen dropout on myds sattumanvaraista. Tata varten neuroverkon koulutus jokai-
selle mallille tehtiin 10 kertaa For-silmukan avulla ja tulokset aggregoitiin kon-
fuusiomatriisiin. Koulutuksissa kaytettiin "Open”, "High”, "Low”, "Volume”, "Ad|
Close” -attribuutteja sekd "GPT4 classification” ja "Vader score” -attribuutteja
riippuen siita, mika malli oli kyseessa. Luvussa 7.1 luotu 20%-validointiosuus
1264 havainnosta on aikajaksolta 02/2023-02/2024. On mahdotonta selvittaa,
kuinka paljon analysoitavia uutisartikkeleita on ollut mukana GPT-04-0125-pre-
view-mallin koulutusdatassa ja minkalainen ongelma se on kokeen luotettavuu-

den kannalta.

8.1 Up/Down-malli GPT-4-arvojen kanssa

Ensimaisena testissa oli "GPT4 classification” -attribuuttia hyddyntava malli,
mika sisaltaa GPT-04-0125-preview-mallilla tehdyt uutistekstien seman-
tilkkka/sentimentti-analyysien arvot. Kuvan 6 konfuusiomatriisista ndhdaan, etta
malli ennusti 268 paivalle kurssin nousemista. Naista 187 ennustusta meni oi-
kein, eli malli ennusti ndissa tapauksissa oikein kurssin nousemisen, kun taas
vaaria positiivisia ennustuksia tuli 81 kappaletta. Malli ennusti kurssin laske-
mista 1652 paivalle, joista 829 meni oikein ja 823 vaarin. Kokonaistarkkuus mal-
lille oli (829+187)/(829+823+81+187) = 0.529. Positiiviseen luokkaan kuuluvia
havaintoja validointi datassa oli 1010 eli hiukan enemman, mita 910 negatiivista
havaintoa. Molemmat luokat olivat kuitenkin melko tasapainoisia, joten jos tu-
losta olisi ennustettu ns. sokealla kolikonheittomenetelmalld, jossa todennékoi-
syys ennustaa jompaakumpaa luokkaa (olettaen, ettd molemmissa luokissa on
saman verran havaintoja), on noin 50%. Talléin tulos olisi suurella todenn&kai-
syydella ollut hiukan huonompi kuin GPT-4 tekstinluokittelua hyddyntavan mal-

lin tulokset.
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Aggregoitu konfuusiomatriisi

800

700

81

Down

600

500

- 400

Oikea luokka

- 300
187

Up

- 200

- 100

Down Up
Ennustettu luokka

Kuva 6. Kymmenen koulutuskerran jalkeiset GPT-4-uutistekstianalyysimallin en-
nustustulokset aggregoituna konfuusiomatriisiin.

8.2 Up/Down-malli ilman uutistekstiarvoja

Seuraavaksi toistettiin luvun 8.1 koe identtisesti, mutta ilman "GPT4 classifi-
cation” -arvoa koulutusdatassa, eli uutistekstien vaikutus jatettiin mallista pois.
Kuvan 7 konfuusiomatriisista nahdaan, ettd malli ennusti 284 paivalle kurssin
nousemista. Naista 167 ennustusta meni oikein, eli malli ennusti ndisséa tapauk-
sissa oikein kurssin nousemisen, kun taas vaaria positiivisia ennustuksia tuli
117 kappaletta. Malli ennusti kurssin laskemista 1636 havainnolle, joista 793
meni oikein ja 843 vaarin. Kokonaistarkkuus mallille oli
(793+167)/(843+793+167+117) = 0.5. Mallin tarkkuus oli 50% eli lahes sama,
mita taysin satunnainen “kolikonheittometodi” voi teoriassa olla tasapainoisilla
luokilla. Molemmat mallit ennustivat paljon todennékdisemmin Down-luokkaa

riippumatta siitd, mita parametreja LSTM-konfiguraatiossa saadettiin.
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Aggregoitu konfuusiomatriisi
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Kuva 7. Kymmenen koulutuskerran jalkeiset ennustustulokset aggregoituna
konfuusiomatriisiin ilman uutistekstianalyysia.

8.3 Up/Down-malli Vader-arvojen kanssa

Viimeisena toteutettiin sama koe, mutta Vader-tunnesanakirja-analyysin arvoilla
kayttaen "Vader score” -attribuuttia kuudentena attribuuttina "GPT4 classifi-
cation” -attribuutin tilalla. Kuvan 8 konfuusiomatriisista nahdaan, ettd malli en-
nusti 276 paivalle kurssin nousemista. Naistd 141 ennustusta meni oikein, kun
taas vaaria positiivisia ennustuksia tuli 135 kappaletta. Malli ennusti kurssin las-
kemista 1644 havainnolle, joista 775 meni oikein ja 869 vaarin. Kokonaistark-
kuus mallille oli (775+141)/(869+775+141+135) = 0.477. Mallin tarkkuus oli siis

alle 50% eli huonoin kolmesta testatusta mallista.
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Aggregoitu konfuusiomatriisi
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Kuva 8. Kymmenen koulutuskerran jalkeiset Vader-uutistekstianalyysimallin en-
nustustulokset aggregoituna konfuusiomatriisiin.

9 Johtopéaatbkset ja pohdinta

Kaikki kolme mallia olivat huonoja ennustamaan seuraavan paivan kurssinkehi-
tysta. Malli, joka hyddynsi GPT-4-0125-preview-mallin uutistekstiluokitteludataa,
oli keskim&arin muutaman prosenttiyksikon tarkempi, jos mallin kouluttaminen
ja ennustukset toistettiin monta kertaa. Tama voi teoriassa viela menna virhe-
marginaalin piikkiin, mutta on myds mahdollista, etté tietyissa tapauksissa uutis-
tekstiluokitukset auttoivat ennustamaan joitakin paivia oikein. Syytd down-luok-
kien todenndkodisemmalle ennustamiselle on vaikea l6ytaa. Useita eri LSTM-
neuroverkon konfiguraatioita kokeiltiin eri parametreill&, mutta ilmio pysyi
enemman tai vAhemman samana. On mahdollista, etta mitaan johdonmukai-
suutta ei ole koulutus- ja validointidatan valilla eli tiettyjen attribuuttikombinaa-

tioiden ajallinen kehitys on koulutusdatassa korreloinut enemman negatiivisen
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kurssinkehityksen kanssa, mutta validointidatassa korrelaatio on ollut painvas-

tainen.

Ainakaan suoraa lineaarista korrelaatiota edellisen paivan GPT4 classification -
tai Vader score -arvoilla ei ole seuraavan paivan hinnankehitykseen kuten ku-
vien 9 ja 10 sirontakuvioiden Pearsonin korrelaatiokertoimen O-arvoista voi paa-
telld. Sirontakuviot tuotettiin laskemalla aina yhden paivan ja sitd seuraavan péi-
van (seuraava paiva miinustettuna edellisella paivalld) adj close -arvon erotus
uuteen sarakkeeseen ja piirtdmalla kuviot Python-ohjelmointikielen Matplot-

lib.Pyplot-kirjaston avulla.

Korrelaatio GPT-4-sentimenttianalyysin arvojen ja seuraavan paivan hinnanmuutoksen valilla: -0.00
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Kuva 9. Sirontakuvio seuraavan paivan hinnankehityksen suuruuden korrelaati-
osta suhteessa uutistekstien GPT-4-luokitteluarvoon. Korrelaatio on laskettu
Pearsonin korrelaatiokertoinmenetelmalla.
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Korrelaatio Vader-sentimenttianalyysin arvojen ja seuraavan paivan hinnanmuutoksen valilla: 0.00
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Kuva 10. Sirontakuvio seuraavan paivan hinnankehityksen suuruuden korrelaa-
tiosta suhteessa uutistekstien Vader-luokitteluarvoon. Korrelaatio on laskettu
Pearsonin korrelaatiokertoinmenetelmalla.

Tuloksien tulkitsemiseksi ja ymmartamiseksi piirrettiin viela enemman erilaisia
korrelaatiokuvioita, kuten kuvien 11 ja 12 sirontakuviot, jossa Vader-arvot ovat
Y-akselilla ja GPT-4-arvot X-akselilla. Talla haluttiin tutkia, kuinka samaa mielta
kaksi todella erilaista kielimallia ovat tekstinluokitteluista. Pearson-korrelaatio-
kerroin on 0,18, joten jotain korrelaatiota luokituksilla selkeasti on. Koska vallit-
seva moodi eli yleisin GPT-4-luokittelu on neutraali eli 0, paatettiin suodattaa
datataulukosta pois havainnot, missa GPT4 classification -attribuutti oli yhta
kuin 0. Taman jalkeen piirrettiin kuvan 11 sirontakuvio uudestaan, mika nakyy
kuvassa 12. Neutraalien GPT-4-luokitusten poistaminen nosti korrelaatioarvon
yli kaksinkertaiseksi lukemaan 0,38, mik& on jo melko vakuuttava korrelaatio.
Syy tahan todennékoisesti on uutisteksteissa. Iso osa uutisteksteja on, tai ne si-
saltavat, jotain Apple-teknologiayritykseen liittymatonta kuten esimerkiksi leivon-
taresepteja, missa kaytetdan omenoita (engl. "apple”). Vader-malli ei valita siita,
ettd teksti ei lity Apple-teknologiayrityksen kontekstiin, vaan se luokittelee kaikki

tekstit, jos se vain havaitsee niissa sentimentteja. GPT-4-mallille taas voi kertoa
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tehtavdnannon kontekstin, ja se ymmartaa siita, miten luokittelu tulee tehda. Ta-
man takia se todenndkoisemmin saattaa luokitella tekstit oikein tehtdv&nannon
kontekstissa, mita tukee kuvien 11 ja 12 sirontakuvioiden korrelaatioiden ero, el
poistamalla neutraalit GPT-4-luokittelut tehtiin vertailusta "reilumpi” Vader-mallia
kohtaan. Yksi yleinen esimerkki, jonka kirjoittaja 16ysi manuaalisesti selaamalla
koostettua uutistekstidataa, on Applen-kilpailijoiden puhelinarvostelut. Koska ar-
vosteluissa oli mainittu jossain kohtaa "Apple”, kun arvosteltavaa puhelinta oli
verrattu Applen iPhoneen, oli arvostelu tietenkin paatynyt datasettiin mukaan.
Jos puhelimen arvostelu oli positiivinen, oli Vader luokitellut sen positiiviseksi,
kun taas GPT-4 ymmartaa tekstin semantiikan seké sentimentin, jolloin luokitus
on todenn&akdisemmin negatiivinen, silla tehtdvanannon kontekstissa kilpailijan

menestys on negaation kautta negatiivinen asia Applelle.

Korrelaatio Vader-sentimenttianalyysin arvojen ja GPT-4-analyysin arvojen valilla: 0.18
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Kuva 11. Sirontakuvio Vader- ja GPT-4-tekstinanalyysiarvojen korrelaatiosta.
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Korrelaatio Vader-sentimenttianalyysin arvojen ja GPT-4-analyysin arvojen valilla (Neutraalit GPT-4 luokittelut poistettu): 0.38
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Kuva 12. Sirontakuvio Vader- ja GPT-4-tekstinanalyysiarvojen korrelaatiosta,
kun neutraalit GPT-4 luokittelut on poistettu.

Seuraavaksi tutkittiin, mika olisi saattanut vaikuttaa siihen, ettd GPT-4-arvoja
hyddyntavan mallin tarkkuus oli paras ja Vader-mallin huonoin (jos oletetaan,
etta mallien valilla oleva reilun viiden prosentin tarkkuus ero ei ole kohinaa),
vaikka sirontakuvioiden korrelaatiokertoimet arvojen vaikutuksesta seuraavan
paivan hinnankehitykseen olivat molemmilla samat. Tata varten laskettiin viikot-
taiset ja kuukausittaiset keskiarvot adj close-, GPT4 classification- ja Vader
score -attribuuteista. Jokaiselle viikolle laskettiin seuraavan ja edellisen viikon
erotus adj close -arvolle. Naita seuraavan viikon adj close -hinnanmuutoksen
arvoja kaytettiin piirtamaan kuvat 13 ja 14, jotka kuvaavat viikottaisia ja kuukau-
sittaisia hinnanmuutoksen korrelaatioita Vader- ja GPT-4 keskiarvojen kanssa.
Kuvien 13 ja 14 sirontakuvoista nahdaan, etté tekstinluokitteluarvoilla ei ole mel-

kein yhtaan korrelaatiota seuraavan viikon hinnankehityksen kanssa.
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Korrelaatio Vader-sentimenttianalyysin arvojen ja seuraavan viikon hinnanmuutoksen valilla: 0.01
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Kuva 13. Sirontakuvio viikkokohtaisten Vader-keskiarvojen korrelaatiosta seu-
raavan viikon adj close -hinnan kehityksen kanssa.

Seuraavan viikon hinnan muutos
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Korrelaatio GPT-4 sentimenttianalyysin ja seuraavan viikon hinnanmuutoksen valilla: -0.01
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Kuva 14. Sirontakuvio viikkokohtaisten GPT-4-keskiarvojen korrelaatiosta seu-
raavan viikon adj close -hinnan kehityksen kanssa.
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Tilanne muuttuu kuitenkin, kun tarkastellaan kuukausittaisia keskiarvoja. Kuvan
15 sirontakuviosta ndhdaan, ettéd Vader-mallin kuukausittaisilla tekstinluokittelu-
keskiarvoilla on negatiivinen -0,19 korrelaatiokerroin seuraavan kuukauden hin-
nankehityksen kanssa. Kuvan 16 sirontakuviosta taas havaitaan, ettd GPT-4-
mallin tekstinluokitteluarvojen kuukausittaisten keskiarvojen korrelaatio suh-
teessa seuraavan kuukauden hinnankehitykseen on kehittynyt painvastaiseen
suuntaan, silla korrelaatiokerroin on positiivinen 0,06. Korrelaatio on siis hyvin
pientd, mutta naiden kahden mallin valilla on kuitenkin selkeé& ero. Koska koulu-
tussekvenssien luomisessa kaytetty time_step muuttuja oli 60, kattaa se reilusti
yli kahta kuukautta vastaavan ajanjakson. Voi siis olla hyvinkin mahdollista, etta
GPT-4-luokitteluita hyddyntava malli oppi havaitsemaan tuon todella pienen kor-
relaation edellisen ja seuraavan kuukauden valilla, mika saattoi vaikuttaa muu-
taman prosentin verran luokitteluiden todennakaoisyyksiin. Tama on yksi mah-
dollinen selitys GPT-4-luokitteluita hyddyntavan mallin lievasti paremmalle tark-

kuudelle.

Korrelaatio Vader-sentimenttianalyysin arvojen ja seuraavan kuukauden hinnanmuutoksen valilla: -0.19
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Kuva 15. Sirontakuvio kuukausikohtaisten Vader-keskiarvojen korrelaatiosta
seuraavan kuukauden adj close -hinnan kehityksen kanssa.
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Korrelaatio GPT-4 sentimenttianalyysin ja seuraavan kuukauden hinnanmuutoksen valilla: 0.06

20 1

151

10 A

Seuraavan kuukauden hinnan muutos

-0.4 -0.3 -0.2 -01 0.0 0.1 0.2 0.3
GPT-4

Kuva 16. Sirontakuvio kuukausikohtaisten GPT-4-keskiarvojen korrelaatiosta
seuraavan kuukauden adj close -hinnan kehityksen kanssa.

Kirjoittaja kavi my6s manuaalisesti |api luokiteltuja uutisteksteja ja oli paasaan-
tbisesti samaa mieltd GPT-04-0125-preview-mallin luokittelutuloksista, vaikka
tekstista valittyva semantiikka ja sentimentti ei valittynytkdan merkittéavasti pors-
sikurssin kehitykseen. Taman insinddritydn perusteella on epaselvaa, kuinka
hyodyllisia suuret kielimallit ovat osakekurssien ennustamisen tukemisessa.
Kattavammat lisatutkimukset olisivat aiheesta tarpeen. Useamman eri osake-
kurssin tutkiminen ja useampien eri uutislahteiden yhdistdminen voisi tuottaa
parempia tuloksia. Porssikurssit myds reagoivat nopeasti uuteen tietoon, joten
minuutti- tai tuntikohtaista dataa voisi olla myos hyoédyllista tutkia. Kielimalli pys-

tyy prosessoimaan tekstia nopeammin kuin ihminen, joten automatisoidussa ult
ranopeassa kaupankaynnissa voisi kielimallin kyvyista myds teoriassa olla kau-
pallista hyotya. Naiden tutkiminen tdmén insindoritydn kontekstissa oli kuitenkin
haastavaa rajallisten resurssien vuoksi. Ehdotetut koeasetelmat vaatisivat suh-
teellisesti kalliiden kaupallisten tiedonvalitysrajapintapalveluiden ostoa, seka in-
vestointia tehokkaampaan tietokoneeseen suurenevien neuroverkkojen teho-
vaatimusten vuoksi, joten ne voisivat sopia laajuudeltaan ja vaativuudeltaan

maisteri- tai tohtoritasoille.
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