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Taman insindoritydn tavoitteena oli maaritelld, suunnitella ja toteuttaa hahmontunnistus-
sovellus KOIRAKO, joka tunnistaa ja paikantaa koiran digitaalisesta kuvasta. Hahmontun-
nistusmenetelmaa valittaessa haluttiin ensisijaisesti l0ytaa toimiva seka kohteen tunnista-
miseen ja paikantamiseen kykeneva sovellus, joka soveltuu muunneltavaksi KOIRAKONn
tarpeisiin. Liséksi valintaa rajoittivat ohjelmointikieli, kayttojarjestelma ja kehitysymparisto.

InsinGoritydaiheen tutkiminen aloitettiin perehtymalla hahmontunnistuksen ja koneoppimi-
sen kasitteisiin tavoitteena selvittdd olemassa olevien menetelmien ja algoritmien kaytetta-
vyytta KOIRAKOssa. Tutkimus jatkui selvittdmalla luokitteluongelman vaiheita seka syven-
tymalla muun muassa opetusvaiheeseen siséltyvaan piirteenirrotukseen, siihen liittyviin
algoritmeihin seka oppimisen mallintamiseen. Tyohon liittyvan teorian opiskelun ohessa
maadriteltiin ja suunniteltiin KOIRAKO, joka sopivan menetelman loydyttya toteutettiin.

Koiraan tunnistamiseen ja paikantamiseen valittiin VOC-sovelluksen versio 3.1, jonka dis-
kriminatiivinen opetusvaihe on toteutettu piillomuuttujia hyédyntavalla tukivektorikonealgo-
ritmilla. Tunnistusvaiheessa kaytetdan yleistettyd etaisyysfunktiota ja dynaamista ohjel-
mointia. Koodikirjaa opetusvaiheessaan kayttavat menetelméat, kuten Implicit Shape Model
ja Bag of Visual Words, olivat tutkimuksen kohteena ennen VOCiin paatymista. Niista ei
kuitenkaan 18ytynyt KOIRAKOssa hyddynnettavaksi soveltuvaa toteutusta. Piirteenirrotuk-
sen algoritmeja tutkittiin syvemmin: Toisena kokonaisuutena oli paikallisten avainpisteiden
perusteella SIFT-algoritmilla muodostetut piirrekuvaajat, ja toisena VOCin tarkoitukseen
muokattu HOG-algoritmilla muodostettu globaali VOC-piirrekuvaaja.

KOIRAKO toteutettiin MATLABissa toimivana tydasemasovelluksena. Se ohjelmoitiin
oliopohjaisesti MATLAB-kielella ja sen graafinen kayttoliittyma rakennettiin Swing- ja AWT-
kirjastojen komponenteista. VOC-sovellus siséltda koiran tunnistamiseen ja paikantamiseen
liittyvat funktiot, joita KOIRAKO kayttaa tunnistusprosessissa.

Avainsanat hahmontunnistus, koneoppiminen, piirteenirrotus, koodikirja,
avainpiste, piirrevektori, diskriminanttifunktio, diskriminatiivinen
todennakoisyysmalli, SIFT, HOG, ISM, BoVW




(1! Metropolia postrect

Author Marika Kondnen

Title Recognition and Localization of Dog from Digital Image
Pattern Recognition Application KOIRAKO

Number of Pages 97 pages + 14 appendices

Date 4 June 2012

Degree Bachelor of Engineering

Degree Programme Information and Communications Technology

Specialisation option Software Engineering

Instructors Timo-Pekka Jantti, Senior Lecturer
Simo Silander, Senior Lecturer

The purpose of this thesis was to design and implement a pattern recognition application
called KOIRAKO, which recognizes and localizes a dog possibly present in a digital image.
The main research problem was to find an adequate pattern recognition method for the
KOIRAKO application. The main criterion for its selection was an existing functional imple-
mentation of the method, adaptable to the needs of KOIRAKO. The selection was also
constrained by programming language, operating system and development environment.

The research was started by the basics of pattern recognition and machine learning. It
proceeded with exploring the phases of the classification problem and studying existing
algorithms for feature extraction. The implementation of the KOIRAKO began alongside
the studying of the theories related to the research problem.

The discriminatively trained part-based VOC method and its implementation were selected
as the basis for the KOIRAKO application. Comparison between other pattern recognition
methods was made based on the training phase. Initially, the attention fell upon methods
like Implicit Shape Model and Bag of Visual Words, which utilize codebook representation,
but they were not usable for KOIRAKO. The VOC model uses XML annotations, which are
used in the training phase instead of a codebook.

KOIRAKO was implemented in a MATLAB environment by using MATLAB language in an
object-oriented way and the user interface was constructed from Java Swing components.
The VOC implementation contains the functions related to object recognition and localiza-
tion, which were used in the recognition process of KOIRAKO.

Keywords pattern recognition, machine learning, codebook, feature
extraction, interest point, descriptor, discriminant function,
probabilistic discriminative model, SIFT, HOG, ISM, BovW




Siséllys

Lyhenteet ja maaritelmat

1

Johdanto

KOIRAKO-sovelluksen méaéarittely

2.1 Jarjestelmavaatimusmaarittely
2.1.1 Toiminnalliset vaatimukset
2.1.2 Ei-toiminnalliset vaatimukset

2.2 Sovellussanasto

2.3 Kayttotapaukset
2.3.1 Kayttotapaus K1: Valitse analysoitava kuva
2.3.2 Kayttotapaus K2: Valitse tunnistusmalli
2.3.3 Kayttotapaus K3: Analysoi kuva
2.3.4 Kayttotapaus K4: Tallenna tunnistustulos

2.4 Kayttoliittyméaprototyyppi

Hahmontunnistus

3.1.1 Hahmontunnistusjarjestelma
3.1.2 Hahmo, piirteet ja piirrevektori

Koneoppiminen
4.1 Oppimisen mallintaminen
4.1.1 Kustannusfunktio
4.1.2 Empiirisen riskin minimointi
4.2 Oppimisen menetelmid
4.2.1 Diskriminanttifunktio
4.2.2 Diskriminatiivinen todennékoisyysmalli

Tutkitut hahmontunnistusmenetelméat

5.1 Koodikirjaan perustuvat menetelmat
5.1.1 ISM-, BoVW- ja konstellaatiomallit
5.1.2 Koodikirja

5.2 VOC-menetelma
5.2.1 Hahmontunnistuskehys
5.2.2 Opetusvaihe
5.2.3 Tunnistusvaihe

Piirteenirrotus

0 N O 0o A W W W DNDDNDDN

©

10

13

16
18
19
24
24
28

29

29
29
32
36
38
42
44

46



6.1

6.2

Scale Invariant Feature Transform -algoritmi
6.1.1 Avainpisteidenhavaitsija-algoritmeja

6.1.2 Avainpisteiden havaitseminen: DoG-algoritmi
6.1.3 Piirrekuvaajien muodostaminen: SIFT-algoritmi

VOC-menetelman HOG-algoritmi

6.2.1 Gradienttien laskeminen

6.2.2 Histogrammien muodostaminen soluittain
6.2.3 Normalisointi lohkoittain

6.2.4 HOG-piirteiden muokkaaminen

7 KOIRAKO-sovelluksen toteutus

7.1

7.2

7.3
7.4

Tekninen toteutus

7.1.1 Nimeamiskaytannot

7.1.2 KOIRAKO- ja kontrolleripaketit

7.1.3 Kayttoliittyméapaketti

7.1.4 Sovelluslogiikkapaketti ja VOC-sovellus
7.1.5 Sovelluksen kayttaytyminen
VOC-sovellus

7.2.1 Kayttd

7.2.2 Kehitystyt — VOC-sovelluksen testaaminen
Kayttéohje

Jatkokehityksesta

8 Olio-ohjelmointi MATLABIlla

8.1
8.2
8.3
8.4

Luokka-, muuttuja- ja metodilohkot
MATLABINn hgsetget-luokka
Abstraktit luokat

Callback-toiminnot

9 Yhteenveto

Lahteet

46
46
a7
52
54
55
57
58
61

64
64
66
66
67
69
69
72
72
74
81
82

84
85
86
87
89

90



Liitteet

Liite 1. Multi-Cue ISM: Asennusohjeet (Ubuntu 10.04 LTS)
Liite 2. KOIRAKO: Asennusohjeet

Liite 3. KOIRAKO: Kayttotapausten simulointi

Liite 4. KOIRAKO: Luokkakaavio

Liite 5. KOIRAKO: Luokka KOIRAKOKayttoliittyma
Liite 6. KOIRAKO: Luokka AbstraktiNakyma

Liite 7. KOIRAKO: Luokka AsetusNakyma

Liite 8. KOIRAKO: Luokka TunnistusNakyma

Liite 9. KOIRAKO: Luokka KOIRAKOKontrolleri

Liite 10. KOIRAKO: Luokka KOIRAKOSovelluslogiikka
Liite 11. KOIRAKO: Luokka Tunnistamo

Liite 12. KOIRAKO: Luokka TunnistettavaKuva

Liite 13. KOIRAKO: Luokka Tunnistusmalli

Liite 14. KOIRAKO: Luokka KaynnistaSovellus



Lyhenteet ja maaritelmat

Abstrakti hahmo

Analysoitava kuva

Avainpiste

AWT

BovW

Abstract pattern. Kohteella on hahmo ja se on aina olemas-
sa ja kuuluu johonkin kohdeluokkaan, vaikka siité ei olisi
tehty yhtdan havaintoa. Hahmoa voidaankin kutsua abstrak-
tiksi, koska sitd ei voida suoraan mitata eikd myoskaan esit-
tda lukuarvoin. Mikali se olisi saatavilla, niin sen avulla
tunnistusongelma ratkaistaisiin parhaalla mahdollisella taval-
la. Katso luku 3.1.2.

Kayttagjan valitsema kuva, joka annetaan syotteena
KOIRAKO-sovellukselle.

Keypoint, interest point. Avainpisteet ovat kuvan pisteitd,
jotka ovat muuttumattomia skaalan ja kuvakulman vaihtu-

essa. Katso luvut 6.1.1 ja 6.1.2.

Abstract Window Toolkit. Javassa julkaistu kayttoliittyma-

komponenttikirjasto.

Bag of Visual Words. Hahmontunnistusmenetelmd, joka

kayttad koodikirjaa. Katso luku 5.1.1.

Diskriminatiivinen todennakdisyysmalli

DoG

Empiirinen piirre

Discriminative probability model. Bayesin paatdsteoriaa

hyddyntava oppimisen menetelma. Katso luku 4.2.2.

Difference of Gaussians. Avainpisteita hyodyntava avainpis-

teidenhavaitsija-algoritmi. Katso luku 6.1.2.

Analysoituja ja kasiteltyja piirteitd kutsutaan empiirisiksi
piirteiksi ja niiden l6ytamiseksi sovellettavaa menettelyd
kutsutaan  piirteenirrottamiseksi.  Empiirisista  piirteista

muodostetaan yleensa vektori eli piirrevektori, jota kayte-



Hahmo

Hahmontunnistus

Havaintoikkuna

HOG

HOG-piirre

ISM

Juurisuodatin

Komponenttimalli

taan luokittelu- ja paatoksentekomenetelmissa. Katso luku
3.1.2.

Pattern. Niemannin ja Holmstrémin mukaan hahmon on
kohteesta mitattua tietoa ja se vaatii kohteen havaitsemi-

sen. Katso luku 3.1.2.

Pattern recognition. Tieteenala, joka kasittelee kohteen
tunnistamista, luokittelemista tai mallintamista kohteesta

tehtyjen havaintojen perusteella. Katso luku 3.

Detection window. Suorakulmion muotoinen ikkuna, joka
sisaltda kuvassa olevan kohteen. Havaintoikkunaa kaytetaan

HOG-algoritmissa. Katso luku 6.2.

Histogram of Oriented Gradients. HOG-algoritmi laskee

kohteesta 36-ulotteiset HOG-piirteet. Katso luku 6.2.

HOG feature. HOG-algoritmilla kohteesta laskettu piirrevek-
tori. Katso luku 6.2

Implicit shape model. Hahmontunnistusmenetelmd, joka

kayttad koodikirjaa. Katso luku 5.1.1

Root filter. VOC-sovelluksen hahmontunnistuskehykseen
kuuluva komponentti eli suodatin joka peittéad koko kohteen.
Katso luku 5.2.1.

Mixture model. VOC-menetelman opetusvaiheessa kaytetty
malli, joka huomioi kohteen kuvakulmat. Jokaista kuvakul-
maa vastaa yksi komponentti, jotka opetetaan erikseen.
Opetusvaineen lopussa komponentit yhdistetdén yhdeksi

malliksi. Katso luku 5.2.1.



Koneoppiminen

Konstellaatiomalli

Kuvapyramidi

LSVM

MATLAB

Nimidinti

Ohjaamaton oppiminen

Ohjattu oppiminen

Machine learning. Tieteenala, joka tutkii tietokoneohjelmien
kykya tehda kokemusten perusteella paatelmia hahmoista,

saanndnmukaisuuksista tai saannoista. Katso luku 4.

Constellation model. Hahmontunnistusmenetelmda, joka

hyodyntaa koodikirjaa.

Image pyramid. Tietorakenne, joka sisaltad kopioita alkupe-
raisestd kuvasta eli k-maaran kuvatasoja. Kuvapyramidissa
kuvan pikselit ja resoluutio vahenevat asteittain ja symmet-
risesti siirryttdessa kuvatasolta toiselle. Alkuperdinen kuva
esitetdan pyramidin juuressa ja siitd seuraavat kuvatasot
tuotetaan rekursiivisesti antamalla edellisen tason kuva

seuraavalle tasolle syotteend. Katso luku 5.2.1.

Latent Support Vector Machine. Pillomuuttujia kayttava tuki-

vektorikone. Katso SVM ja luku 5.2.2.

Matrix Laboratory. MATLAB on vektori- ja matriisilaskennan
kehitysymparistd seka siind kaytettdva ohjelmointikieli, joka
mahdollistaa nopean numeerisen laskennan tieteellisten ja
teknisten laskennan tehtaviin. [MATLAB — The Language Of

Technical Computing.]

Labelling. Havaintoon liittyvan kohdeluokan merkitseminen,
joka voidaan toteuttaa esimerkiksi erillisena XML-tiedostona.

Katso XML-annotaatio ja luku 4.

Unsupervised learning. Koneoppimista, joka perustuu nimi-

Oimattéman opetusaineiston kayttamiseen. Katso luku 4.

Supervised learning. Koneoppimista, jonka opetusvaiheessa
hyddynnetdan valmiiksi nimi6ityd opetusmateriaalia. Katso
luku 4.



Opetusaineisto

Opetusvaihe

Osasuodattimet

PCA

Piirre

Piirrekartta

Piirrekuvaaja

Piirrepyramidi

Training data. Opetusvaiheessa kaytettavia kuvia, joista
tehdddn havaintoja  (muodostetaan  piirrevektoreita).
Opetusmateriaali jaetaan positiivisiin (siséltdad kohteen) ja

negatiivisiin (ei sisalla kohdetta) kuviin. Katso luku 4.

Training phase. Koneoppijan opettamisvaihe, johon kuuluu
havaita esitetysta tietoaineistosta ominaispiirteitd ja raken-
taa niiden pohjalta malli, jota kaytetdan paatdksentekoon

tunnistusvaiheessa. Katso luvut 4 ja 5.2.2.

Part filters. VOC-sovelluksen hahmontunnistuskehykseen
kuuluva komponentti eli suodattimet, jotka peittavat

kohteen osat, vertaa juurisuodattimeen. Katso luku 5.2.1.

Principal Component Analysis. Paakomponenttianalyysia
kaytetdan muun muassa kuvan ulottuvuuden alentamiseen.
[Jolliffe 2002; Shlens 2009.] Katso luku 6.2.4.

Feature. Kohteesta mitattu ominaisuus: Sama piirre voi olla
useassa kohteessa, mutta piirteen numeerinen arvo vaihte-
lee kohteesta riippuen ja kohteet luokitellaan juuri naihin
numeerisiin arvoihin perustuen. Vertaa empiirinen piirre.
Katso luku 3.1.2. Sanaa piirre kaytetaan tassa insin6orityds-
sd myos liitteend piirteenirrotusmenetelméan nimen yhtey-

dessa, esimerkiksi HOG-piirre ja VOC-piirre, luku 6.2.

Feature map. Matriisi, jonka alkiot ovat d-ulotteisia piirre-

vektoreita. Katso luku 5.2.1.

Feature descriptor. Katso piirrevektori.

Feature pyramid. Koostuu kuvapyramidin kuvista lasketuista

piirrekartoista. Katso luku 5.2.1.



Piirrevektori

Pistearvo

Piirteenirrotus

Pisteytysfunktio

SIFT

SVM

Testiaineisto

Tunnistuskehys

Feature vector. Empiirisista piirteistd muodostetaan yleensa
vektori eli piirrevektori, jota kaytetaan luokittelu- ja paatok-
sentekomenetelmissa. Se on laskettu opetus- ja testiaineis-
tosta piirteenirrotusmenetelmalla (esimerkiksi HOG tai
SIFT). Katso empiirinen piirre ja luku 3.1.2. Piirrevektorista
kaytetdan tassa insinddritydossa myds nimea piirrekuvaaja
(SIFT ja VOC katso luku 6).

Score. Juurisuodattimille ja osasuodattimille lasketaan
pistearvo jokaisessa kuvan pisteessa sekd kuvapyramidin

skaaloissa. Katso luku 5.2.

Feature extraction. Menetelma, jolla lasketaan piirrevektorit

opetus- ja testiaineistosta. Katso luku 6.

Scores. Pistearvot keratdan yhteen pisteytysfunktiolla, jota
kaytetdan niin opetus- kuin tunnistusvaiheessa. Katso luku
5.2.

Scale Invariant Feature Transformation. Piirteenirrotusme-
netelma, jossa piirrekuvaaja muodostetaan avainpisteiden-
havaitsija-algoritmilla DoG ja piirrekuvaajat muodostetaan

SIFT-algoritmilla. Katso luku 6.1.

Support Vector Machine. Tukivektorikone Katso luku 5.2.2.

Test data. Tunnistusvaiheessa kaytettavida kuvia, joista
tehdaan havaintoja (muodostetaan piirrevektoreita). Katso

luku 4.

Bounding box. Tunnistuskehys on suorakulmion muotoinen
kehys, joka rajaa kohteen kuvasta. Sen tarkoituksena on
ilmoittaa, ettd kohde on tunnistettu ja paikannettu. Katso

esimerkki luvusta 7.2.



Tunnistusmalli

Tunnistustulos

Tunnistusvaihe

UML

Vahvistusoppiminen

VOC-menetelméa

VOC-piirre

VOC-piirrekuvaaja

Model.  Hahmontunnistusmenetelmdn  opetusvaiheessa
luoma malli, jota kaytetddn tunnistusvaiheessa. Katso

luku 4.

Kuva, jonka KOIRAKO-sovellus nayttaa tunnistusvaiheen
paatyttya. Onnistuneen tunnistuksen tulos siséltad kohteen

rajaavan tunnistuskehyksen.

Koostuu testiaineiston piirteenirrotuksesta ja tunnistuspro-

sessista.

Unified Modeling Language. Ohjelmistosuunnittelussa
kaytettava standardisoitu kokoelma kuvaustekniikoita, jota
on kehitetty erityisesti oliopohjaisten jarjestelmien raken-
teen ja toiminnan kuvaamiseen [Object Management

Group—UML].

Reinforcement learning. Koneoppimisen laji, jonka algoritmit
perustuvat oppimiseen yrityksen ja erehdyksen kautta,
missa kehotetaan eniten positiivista palautetta tuottavaan

toimintaan. Katso luku 4.

VOC-menetelman avulla tunnistetaan kohteita kuvasta. Se
on kohteen osiin perustuva komponenttimalli, joka huomioi
kohteen kuvakulmat ja se kayttaa diskriminatiivista opetus-

vaihetta.

VOC-piirre on  31-ulotteinen  HOG-piirteestda  VOC-
menetelmalla muokattu piirre, jota kaytetaan Felzenszwalbin
VOC-nimisessaé  hahmontunnistusmenetelma&ssa. Katso
luku 6.2.

VOC-piirrekuvaaja koostuu VOC-piirteista. Katso luku 6.2.



VOC-sovellus

XML

XML-annotaatio

Felzenszwalbin  [Felzenszwalb ym. 2009] toteuttama
hahmontunnistussovellus, jota kaytetdadn KOIRAKOssa.
Perustuu VOC-hahmontunnistusmenetelmaéan, josta kertoo
artikkeli Discriminatively Trained Part Based Models

[Felzenszwalb ym. 2010]. Katso luku 5.2.

Extensible Markup Language. XML on tiedon merkityksen

kuvaamiseen tarkoitettu merkintéakieli.

XML -annotation. Esimerkiksi VOC-menetelmassa kuvien
nimidinti (katso nimidinti) on toteutettu XML-tiedostoina.

Katso luku 5.2.



1 Johdanto

Taman insin6orityén aiheena on koiran tunnistaminen digitaalisesta kuvasta. Tavoit-
teena on maadritelld, suunnitella ja toteuttaa graafisen kayttoliittyman siséltava
hahmontunnistussovellus KOIRAKO. Se saa syodtteend kayttajan valitseman digitaalisen
kuvan ja palauttaa kayttoliittymaan tunnistustuloksen kuvana. Loytédessdan annetusta
kuvasta kohteen, eli tdssa tapauksessa koiran, sovellus piirtdd sen ympaérille tunnistus-

kehyksen.

Tyon aihe on lahtdisin yolla pohdiskellusta vilkasliikenteista helsinkilaista koirapuistoa
koskevasta testitilanteesta. Siind koirapuiston porttia kuvataan yhtéajaksoisesti vuoro-
kauden ajan, ja tallennettu videokuva annetaan syodtteena tietokonesovellukselle, jonka
on tarkoitus laskea seka puistossa kayneiden koirien etta kyseisten koirien edustamien
koirarotujen lukumaara. Tallainen sovellus on kuitenkin lilan laaja téssa insintoritydssa
toteutettavaksi. Siksi tyd on rajattu kasittelemaan vain koiran tunnistamista kuvasta,
mika itsessaankin on haasteellinen padmaara. Aiheeseen perehtyminen alkoi digitaali-
sen kuvankasittelyn perusteista sekd MATLAB-ohjelman kaytdn alkeista, edeten

hahmontunnistukseen ja sen menetelmiin.

Hahmontunnistusmenetelmiin perehtymisen haasteena tassa insindoritydssa on loytaa
menetelma, joka koiran tunnistamisen ja paikantamisen liséksi soveltuu KOIRAKO-
sovelluksen sovelluslogiikan pohjaksi. Koska menetelmiin liittyvien algoritmien ohjel-
moiminen alusta loppuun asti itse veisi tutkimusongelman laajuuden vuoksi liian
pitkdan, on hahmontunnistusmenetelman valitsemisen ensimmaisena kriteerina valmiin
(ja toimivan) toteutuksen olemassa olo. Sen lisdksi tulee tarkastella toteutusten
teknisia ominaisuuksia ja kaytettavyysmahdollisuuksia: Milla ohjelmointikielella toteutus
on ohjelmoitu? Minka kayttojarjestelman se vaatii? Missa kehitysymparistdssa sita
voidaan kayttad? Voiko siihen liittad Javan Swing-luokkia tai voiko sitd kutsua Java-

kielisesta ohjelmakoodista?



Tama insinooritydraportti alkaa KOIRAKO-sovelluksen maarittelylla (luku 2) ja hahmon-
tunnistuksen (luku 3) sek& koneoppimisen (luku 4) perusteilla ja jatkuu tutkittuihin
menetelmiin  (luku 5) tutustumisella. Niiden jalkeen syvennytddn hahmontunnis-
tusjarjestelméssa kaytettyihin algoritmeihin (luku 6). Sitten esitelldan KOIRAKO-
sovelluksen toteutus (luku 7) ja luodaan siltd pohjalta katsaus olio-ohjelmointiin
MATLABIlla (luku 8). Viimeisessa luvussa 9 kootaan yhteen insinddritydn ongelmat ja

tulokset.

2 KOIRAKO-sovelluksen maarittely

Téssa luvussa esitelladn KOIRAKO-sovelluksen méaarittely siséltden jarjestelméavaati-
musmaadrittelyn (luku 2.1), sovellussanaston (luku 2.2), kayttotapaukset (luku 2.3) ja
kayttoliittymaprototyypin (luku 2.4). KOIRAKO-sovelluksen toteutusta ei kasitella téassa

luvussa vaan hahmontunnistuksen menetelmiin liittyvéan teorian jalkeen luvussa 7.

2.1 Jarjestelmavaatimusmaarittely

Jarjestelméan vaatimusten méaarittely aloitetaan toiminnallisien vaatimuksien tarkas-

telulla, mink& jalkeen perehdytaén ei-toiminnallisiin vaatimuksiin.

2.1.1 Toiminnalliset vaatimukset

Kehitettdavan KOIRAKO-sovelluksen tulee nayttdd, onko kayttdjan antamassa syotttees-
sa eli kuvassa koira. Kayttaja valitsee analysoitavan kuvan liséksi tunnistuksessa
kaytettdvan tunnistusmallin, jota my6s havainnollistetaan sovelluksessa kuvana.
KOIRAKO-sovellus kommunikoi hahmontunnistussovelluksen kanssa ja palauttaa
tunnistustuloksen kuvana kayttajélle. Tunnistusulos on pohjimmiltaan sama kuin
analysoitava kuva, mutta mikali siitd on loytynyt koira, on tunnistustuloksena palautet-
tavaan kuvaan piirretty tunnistuskehys koiran ymparille. Kayttdja voi halutessaan

tallentaa tunnistustuloksen.

Sidosryhmiksi luetaan sovellusta hyddyntavat kayttajat ja hahmontunnistussovellus
VOC (luku 7.2), jota KOIRAKO tarvitsee tunnistusvaiheessa.



2.1.2 Ei-toiminnalliset vaatimukset

Sovellus toteutetaan MATLAB-sovelluksen alaisuudessa toimivana tydasema-
sovelluksena. KOIRAKO on VOCista eriytetty sovellus, vaikka se kayttddkin VOCia
koiran tunnistukseen. Ohjelmointikielind on MATLAB ja Java. MATLABia sovelletaan

olioperusteisesti ja kayttoliittymakomponentit luodaan Javalla.

2.2 Sovellussanasto

Hahmontunnistussovellus
Tunnistusvaiheen kasitteleva sovellus, joka saa syotteekseen sekda tunnistettavan

kuvan etta tunnistusmallin ja palauttaa tunnistustuloksen.

Analysoitava kuva

Kayttajan valitsema kuva, joka annetaan syttteena sovellukselle.

Tunnistusmalli
Hahmontunnistusmenetelman (katso luku 5) rakentama malli, jota kdytetdan tunnis-

tusvaiheessa (katso luku 4).

Tunnistuskehys
Tunnistuskehys on suorakulmionmuotoinen kohdetta rajaava kehys. Sen tarkoituksena
on ilmoittaa, ettd kohde on tunnistettu ja paikannettu. Tassa insindoritydssa rajojen

sisdpuolella tulisi onnistuneessa tunnistustapauksessa olla koira.

Tunnistustulos
Kuva, jonka sovellus nayttdd tunnistusvaiheen paatyttyd. Onnistuneen tunnistuksen

tulos siséltédd kohteen rajaavan tunnistuskehyksen.

2.3 Kayttotapaukset

Kayttétapaukset on esitelty sanallisesti taulukoissa 1-4 ja niitd havainnollistavat

sekvenssikaaviot kuvissa 2-5.



Valitse analysoitava kuva

Valitse tunnistusmalli

Analysoi kuva

Tallenna tunnistustulos

e S e

e s e s ————

Kuva 1. KOIRAKO-sovelluksen kayttdtapauskaavio

KOIRAKON toiminnallisuutta on mallinnettu neljalla jarjestelmatason kayttétapauksella
(kuva 1): Valitse analysoitava kuva (taulukko 1 ja kuva 2), Valitse tunnistusmalli
(taulukko 2 ja kuva 3), Analysoi kuva (taulukko 3 ja kuva 4) ja Tallenna tunnistustulos

(taulukko 4 ja kuva 5).

2.3.1 Kayttotapaus K1: Valitse analysoitava kuva

Taulukko 1 sisdltda sanallisen kuvauksen kayttétapaukselle Valitse analysoitava kuva.

Taulukko 1. Sanallinen kuvaus kayttétapaukselle Valitse analysoitava kuva (K1).
Kayttétapauksen ID: K1-Valitse analysoitava kuva

Tarkoitus: Kayttgja valitsee tietokoneeltaan kuvan, jota kaytetddn tunnistus-

prosessissa.
Toimijat: Kayttaja

Toiminnot: Kayttdja napauttaa Hae kuva tietokoneeltasi -painiketta. Sovellus
avaa tiedostonvalintaikkunan. Kayttdja valitsee tiedoston ja
napauttaa Open-painiketta. Sovellus péivittdad valitun kuvan
kayttoliittymaan.

Esivaatimukset: Kayttaja on kaynnistanyt sovelluksen.
Poikkeukset: Kayttaja valitsee tiedoston, joka ei ole kuva.
Jélkiehdot: Sovellus on paivittanyt valitun kuvan kayttoliittyméaan.

Viimeksi muokattu: 21.5.2011



Kuva 2 esittdd graafisesti taulukossa 1 kirjatun kuvauksen kayttGtapaukselle Valitse

analysoitava kuva.

, 1: Napauta Hae kuva tietokoneettasi -painiketta _

2: Nayta tiedoston valitsijaikkuna

3: Valitse tiedosto ja napauta Open-painiketta

4: Nayta paivitetty kayttdlittyma

Kuva 2. Valitse analysoitava kuva (K1) kayttotapausta kuvaava sekvenssikaavio.

2.3.2 Kayttotapaus K2: Valitse tunnistusmalli

Taulukko 2 sisdltaa sanallisen kuvauksen kayttétapaukselle Valitse tunnistusmalli.

Taulukko 2. Sanallinen kuvaus kayttdétapaukselle Valitse tunnistusmalli (K2).

Kayttétapauksen ID:

Tarkoitus:

Toimijat:

Toiminnot:

Esivaatimukset:
Poikkeukset:

Jalkiehdot:

Viimeksi muokattu:

K2-Valitse tunnistusmalli

Kayttaja valitsee koiran tunnistamisessa kaytettavan

tunnistusmallin.
Kayttgja

Kayttaja valitsee pudotusvalintalistasta tunnistusmallin. Sovellus

paivittdad mallin kuvan kayttoliittymaan.

Kayttaja on kaynnistanyt sovelluksen.

Sovellus on paivittanyt kayttdjan valitseman tunnistusmallin kuvan

kayttoliittymaan.

21.5.2011



Kuva 3 esittda graafisesti taulukossa 2 kirjatun kuvauksen kayttdtapaukselle Valitse

tunnistusmalli.

: Kayttadja = | KOIRAKO-sovellus
[
| 1: Valitse pudotusvalintalistasta tunnistusmalli |

2 Néyta paivitetty kayttolittyma

Kuva 3. Valitse tunnistusmalli (K2) kayttotapausta kuvaava sekvenssikaavio.

2.3.3 Kayttotapaus K3: Analysoi kuva

Taulukko 3 sisdltda sanallisen kuvauksen kayttétapaukselle Analysoi kuva.

Taulukko 3. Sanallinen kuvaus kayttétapaukselle Analysoi kuva (K3).
Kéayttotapauksen ID: K3-Analysoi kuva

Tarkoitus: Kayttaja kaynnistaa tunnistamistoiminnon.
Toimijat: Kayttaja
Toiminnot: Kayttdja napauttaa Etsi kuvasta koira -painiketta. Sovellus

paivittda tunnistustuloskuvan kayttoliittymaan.

Esivaatimukset: Kayttdja on kaynnistanyt sovelluksen ja valinnut tunnistettavan

kuvan seka tunnistusmallin.

Poikkeukset: Kayttaja ei ole valinnut kuvaa tai tunnistusmallia.
Jélkiehdot: Sovellus on paivittanyt kayttoliittymaan tunnistustuloskuvan.
Viimeksi muokattu: 21.5.2011

Kuva 4 esittaa graafisesti taulukossa 3 kirjatun kuvauksen kayttdtapaukselle Analysoi

kuva.

: Kayttaja 2 | KOIRAKO-sovellus |
I

» |

| 1. Napauta Etsi kuvasta koira-painiketta

2: Néyta paivitetty kéyttolittyma

Kuva 4. Analysoi kuva (K3) kayttétapausta kuvaava sekvenssikaavio.



2.3.4 Kayttotapaus K4: Tallenna tunnistustulos

Taulukko 4 sisdltda sanallisen kuvauksen kayttétapaukselle Tallenna tunnistustulos.

Taulukko 4. Sanallinen kuvaus kayttétapaukselle Tallenna tunnistustulos (K4).

Kayttdtapauksen ID: K4—-Tallenna tunnistustulos

Tarkoitus: Kayttaja tallentaa tunnistustuloksen.

Toimijat: Kayttaja

Toiminnot: Kayttdja napauttaa Tallenna tulokset -painiketta. Sovellus avaa

hakemistonvalintaikkunan. Kayttaja valitsee hakemiston, jonne
haluaa tallentaa kuvan, antaa nimen tallennettavalle tiedostolle ja
napauttaa Save-painiketta. Sovellus tallentaa kuvan kyseiseen

hakemistoon.

Esivaatimukset: Kayttdja on kaynnistanyt sovelluksen ja vallinnut tallennettavan

kuvan seka tunnistusmallin.

Poikkeukset: Kuvan tunnistustapahtumaa ei ole suoritettu.
Kayttaja ei haluakaan tallentaa kuvaa ja painaa Cancel-painiketta.

Sovellus sulkee hakemistonvalintaikkunan.

Jalkiehdot: Sovellus on tallentanut tunnistustuloksen kayttjan valitsemaan
hakemistoon, kayttajan antamalla nimella.

Viimeksi muokattu: 21.5.2011

Kuva 5 esittdd graafisesti taulukossa 4 kirjatun kuvauksen kayttdtapaukselle Tallenna

tunnistustulos.



KOIRAKO-sovellus

| 1: Napauta Tallenna tulokset -painiketta |

2: Nayta tiedoston tallennusikkuna

alt 3: Valitse tallennushakemisto i
[Save] 4: Nayta paivitetty hakemisto
5: Anna tiedostolle nimi
6: Paivita nakymé
7: Napauta Save-painiketta
8: Sulje tallennusikkuna
[Cancel]
9: Napauta Cancel-painiketta
10: Sulje tallennusikkuna
____________ L

Kuva 5. Tallenna tunnistustulos (K4) kayttotapausta kuvaava sekvenssikaavio.

2.4 Kayttoliittymaprototyyppi

KOIRAKO-sovelluksen kayttoliittymaprototyyppi (kuva 6) sisdltéd yhden ikkunan, joka
koostuu asetusndkymasta ja tunnistusnakymasta. Kayttoliittyma on yksinkertainen,

joten ei ollut tarpeen suunnitella sitd ohjelmistolla.
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Kuva 6. KOIRAKO-sovelluksen kayttoéliittymaprototyyppi.
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Asetusnakyma sisaltad analysoitavan kuvan valitsemiseen tietokoneelta (K1) tarkoite-
tun komponentin, tunnistusmallin, joka valitaan pudotusvalintalistasta (K2) ja liséksi
painikkeet kayttttapausten Analysoi kuva (K3) ja Tallenna tunnistustulos (K4) toteut-
tamiseen. Tunnistusndkymaan paivittyvat asetusnédkymastd suoritettujen toimintojen

tulokset: analysoitava kuva, tunnistusmalli ja tunnistustulos.

3 Hahmontunnistus

Hahmontunnistus (pattern recognition) on kohteen tunnistamista, luokittelemista (c/as-
sification) tai mallintamista kohteesta tehtyjen havaintojen (observations) perusteella.
Se toteutetaan soveltamalla muun muassa signaalink&sittelyn, neurolaskennan ja tilas-
totieteen menetelmia mitattuun tietoaineistoon, kuten esimerkiksi kuvaan, puheeseen
tai tekstiin. Hahmontunnistuksen sovellusalueisiin kuuluvat muun muassa laaketiede,
robotiikka, tietoliikenne, teollisuusautomaatio sekda ihmisen ja koneen vuorovaikutus.
Pullonpalautusautomaatti ja roskapostin automaattinen tunnistaminen ovat arkipaivai-
sia esimerkkeja hahmontunnistusjarjestelmista. Tassd luvussa kasitelladn ensin
hahmontunnistusjarjestelmad yleisemmalla tasolla, minkd jalkeen perehdytdan
hahmontunnistuksen kasitteistodn tarkemmin. [Mitd on hahmontunnistus?; Tohka
2009: 1.]

3.1.1 Hahmontunnistusjarjestelméa

Hahmontunnistusjarjestelmat koostuvat useimmiten seuraavista vaiheista: mittaus,
esikasittely (pre-processing), segmentointi (segmentation), piirteenirrotus (feature
extraction), luokitteleminen ja jalkikasittely. Jarjestelman paamaarand on tunnistaa
kohde ja sijoittaa se mitatun tietoaineiston perusteella oikeaan luokkaan. Esikasittely-
vaiheeksi tai piirteenirrotukseksi saatetaan kutsua myods kaikkia luokittelua ennen
mainittuja vaiheita yhteensa [Bishop 2006: 2]. Kuva 7 esittdd hahmontunnistusjarjes-

telmaa ja sen osia. [Tohka 2009: 3.]
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Hahmontunnistusjarjestelma

Piirteen-
irrotus

Kohde —+ Mittalaite » Luokitin » | uokka

k

Kuva 7. Esimerkki hahmontunnistusjarjestelméan osista [Holmstrom 2010: 4].

Tunnistusprosessi alkaa tietoaineiston mittaamisella luokiteltavasta kohteesta eli tassa
ty6ssa koiraa esittivasta digitaalisesta kuvasta, josta mitataan tunnistuksessa kaytet-
tava tietoaineisto. Kuva on esikasiteltava, mikali se sisaltda esimerkiksi kohinaa tai sita
pitdd muuten muokata seuraavaa vaihetta varten. Esikasittelymenetelmét ja niiden
kayttamisen tarpeellisuus riippuvat kaytettdvastd tunnistusmenetelmastd. Esimerkiksi
joissakin tassa tydssa tutkituissa menetelmissa (luku 5.1) koira pitdé rajata taustasta
pois eli segmentoida, kun taas toisissa (luku 5.2) piirteenirrotus tehdaan niin sanotusta

luonnollisesta eli esikasittelemattomasta kuvasta.

Mittausta ja mahdollista esikasittelya seuraa piirteenirrotusvaihe, jonka tavoitteena on
etsid kohteen luokituksessa kaytettavat piirteet (features) eli piirrevektorit (feature
vectors) ja parantaa luokittelua véhentamalla sen kannalta ep&olennaisen tiedon
maarada [Holmstrom 2010: 3]. Jaljempand téssa tydssa (esimerkiksi luvussa 6) piirre-
vektoria kutsutaan piirrekuvaajaksi, joka kuvastaa paremmin siind yhteydessa esitettya
asiaa. Hahmontunnistuksen perusteisiin tutustuessa on kuitenkin hyva kayttaa yleisesti
tunnettua termid piirrevektori. Piirrevektorin avulla luokitin sijoittaa kohteen sopivim-
paan luokkaan ja jalkikasittelyssa perehdytddn luokittimien tuloksiin. [Tohka 2009:
3-5.]

3.1.2 Hahmo, piirteet ja piirrevektori

Téssa tybssa on koettu yllattdvan haastavaksi hahmontunnistuksen peruskasitteiden
maaritteleminen, silla yhta termia saatetaan kayttaa useassa eri yhteydessa, nakemyk-
set lahteiden valilla vaihtelevat ja lisdksi tarkkoja maaritelmia on hankala |0ytaa.
Verhagen toteaa artikkelissaan [1975: 109], jonka tarkoitus on koota yhteen Kkirjalli-
suudessa esiintyvia hahmontunnistukseen liittyvia kasitteiden maaritelmia, etta termeil-

le ei loydy identtisia maaritelmid, vaan kulloinkin kaytettavat maaritelmat riippuvat
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kirjoittajasta. Esimerkiksi sana hahmo (patterr) on maaritelty monella eri tavalla, toiset
ovat maaritelleet sen yleisemmin ja toiset tdsmallisesti matematiikan keinoin [Verhagen
1975: 114].

Téssa luvussa esiteltyjen kasitteiden l&hteind on kaytetty Holmstrémin [2010] luento-
materiaalia, Timo-Pekka Jantin [2010-2011] pohdintoja ja Heinrich Niemannin kirjaa

Klassifikation von Mustern [2003].

Niemann [2003: 12-13] maarittelee tasmallisesti muun muassa hahmon, siihen liitty-
van ympariston seka ongelmakehyksen. Tassa tydssa ei kuitenkaan ole syyta syventya
hanen tulkintoihinsa perin pohjin. Siitd huolimatta tarkastelemme hanen maarittele-
maansa hahmokasitettd. Havaintojen kasittelya varten esitetaan ymparisté U fysikaali-
sesti mitattavilla suureilla. Ymparistéd U vastaa siis mitattavien suureiden tai funktioi-

den joukko

U={"fxlp=12.}. (1)

Kasiteltavan ongelman aihepiiriin kuuluvat kyseiseen sovellusalueeseen liittyvat kohteet
tai funktiot, joita kutsutaan ongelmakehykseksi 2. Sen alkiot eli funktiot muodostavat

hahmon, joten hahmo on siis mittausfunktio,

f1 (1,0, %)
f(x) — f2 (xll ’ xn) ] (2)
fin 1,1 2)

Lasse Holmstrom esittaa tilastollisen hahmontunnistuksen luentomateriaalissaan [2010:
1-4] kéasitteen hahmo olevan esimerkiksi m x n pikselin kokoinen kuva, josta etsitdan
piirteet ja muodostetaan piirrevektorit. Kohteen mittaus siis vastaa hahmoa, jonka
hahmovektori sydtetddan hahmontunnistusjarjestelmélle ja tuloksena saadaan luokka,
johon hahmo kuuluu. Niemannin ja Holmstromin nakemykset hahmon esitystavasta
vastaavat paljon toisiaan, silldA kummatkin mainitsevat sen olevan kohteesta

mitattua tietoa.

Seuraavaksi tutustutaan Timo-Pekka Jantin [2010-2011] nakemykseen hahmosta ja
piirteistd. Hanen mukaansa voidaan ajatella, ettd kohteella on hahmo ja ettad kaikki

kohteet, joiden hahmot ovat samanlaisia, kuuluvat samaan kohdeluokkaan. Hahmo on
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siis aina olemassa ja kuuluu johonkin kohdeluokkaan, vaikka siité ei olisi tehty yht&an
havaintoa. Niemannin ja Holmstromin esitykset eroavat tuolta osin, silla heidan maéari-
telmiensd mukainen hahmo on mittaus ja taten vaatii kohteen havaitsemisen. Jantin
mielestd hahmo sisaltda kaiken tarpeellisen tiedon kohteen luokittelemiseksi ja tunnis-
tamiseksi. Hahmoa voidaankin kutsua abstraktiksi, koska sita ei voida suoraan mitata
eikd myoskaan esittda lukuarvoin. Mikali se olisi saatavilla, niin sen avulla tunnistuson-

gelma ratkaistaisiin parhaalla mahdollisella tavalla.

Piirteet ovat kohteesta mitattuja ominaisuuksia. Yksi piirre ei yleensa riitéa luokittele-
maan ja tunnistamaan kohdetta. Sen sijaan tavoitteena on koota tyhjentava piirre-
joukko, mika luokittelun kannalta vastaa tietosisalloltdan edelld mainittua kohteen
hahmoa. Tyhjentavyydella (lisatietoa lahteessa [Luku 9, Uskottavuuden ominaisuuksia:
263]) tarkoitetaan havaintoihin sisaltyvan tiedon madrittelya kvantitatiivisesti el
maarallisesti, toisin sanoen parametrin 6 estimaatti (katso lahde [Estimaatti]) T'(x) on
tyhjentava, jos se siséaltda kaiken havaintoja 6:aa koskevan tietosisallén. Oleellista on
ymmartaa, ettd sama piirre voi olla useassa kohteessa, mutta piirteen numeerinen arvo
vaihtelee kohteesta riippuen ja kohteet luokitellaan juuri naihin numeerisiin arvoihin
perustuen. Kohteesta siis mitataan esimerkiksi avainpisteitd (luku 5.1.2) seka niiden
ymparistdja ja mittauksille tehddadn mahdollisesti monimutkaisiakin laskutoimituksia,
joista piirteille saadaan numeeriset arvot. Naitd analysoituja ja kasiteltyja piirteita
kutsutaan empiirisiksi piirteiksi ja niiden I6ytdmiseksi sovellettavaa menettelya kutsu-
taan piirteenirrottamiseksi. Empiirisistd piirteistd muodostetaan yleensa vektori eli

piirrevektori, jota kdytetaan luokittelu- ja paatdksentekomenetelmissa.

Piirteenirrotuksessa lasketut empiiriset piirteet eli piirrevektori x muodostavat kaikki
yhdessa piirreavaruuden (feature space) F, joten voimme sanoa, ettd x € F eli piirre-
vektori x kuuluu piirreavaruuteen F [Tohka 2009: 21]. Luokittelun tarkoituksena on
jakaa piirreavaruus F luokkia vastaaviin alueisiin ja muun muassa sita kasitellaan

seuraavassa luvussa. Lisaksi perehdytaan oppimisen mallintamiseen ja menetelmiin.
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4 Koneoppiminen

Koneoppiminen (machine learning) on tieteenala, joka tutkii tietokoneohjelmien kykya
tehdd kokemusten perusteella paatelmid hahmoista, sddnndnmukaisuuksista tai
saanndistd. Alalla ollaan kiinnostuneita siitd, kuinka rakennetaan kokemuksista
automaattisesti oppivia ohjelmia. Tom Mitchell kiteyttaad kirjassaan Machine Learning

[Mitchell 1997] hyvin asetetun (well-posed) oppimisongelman maaritelman:

A computer program is said to /earn from experience E with respect to some task
T and some performance measure P, if its performance on T, as measured by P,
improves with experience E [Mitchell 1997: 2].

Edelld mainituilla kokemuksilla tarkoitetaan tutkittavaan oppimisongelmaan liittyvasta
aineistosta tehtyja mittauksia, joita kaytetdan ilmion kayttaytymisen ennustamiseen.
Koneoppiminen perustuu muun muassa todennakoisyys- ja paatosteoriaan (probability
and decision theory), joiden perusteella koneoppija (learning machine) tekee optimaa-

lisia paatoksia [Bishop 2006: 38].

Koneoppimisprosessiin kuuluu seuraavat vaiheet [K&aridinen 2008a: 14]:
¢ tavallisen ongelman muotoilu oppimisongelmaksi
e oppimisongelmaan liittyvan tiedon kerddminen

e oppimismenetelman valinta ja suunnittelu

koneoppijan opettaminen — opetusvaihe (training phase, learning phase)

koneoppijan testaaminen — tunnistusvaihe.

Listassa esiintyvéalla koneoppijalla tarkoitetaan oppivaa ohjelmaa. Sen tehtdvand on
opetusvaiheessa havaita esitetysta tietoaineistosta ominaispiirteitd ja rakentaa niiden
pohjalta malli, jota kaytetddn paéatoksentekoon tunnistusvaiheessa. Jatkossa tassa
insindoritydraportissa kaytetadn kasitteitd opetusvaihe ja tunnistusvaihe, joista ensim-
maiselld (kuva 8) tarkoitetaan koneoppijan opettamista, jalkimmaisen (kuva 9)
viitatessa luokittelutehtavan suorittamiseen niin sanottua valmiiksi opetettua koneoppi-

jaa hyddyntaen.
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Oppimisprosessi

Opetusaineisto Piiteen  |Piirrevektori Mallin
(nimidity) irrotus rakentaminen

> Malli

Kuva 8. Opetusvaiheessa rakennetaan malli opetusaineiston perusteella. Opetusaineisto koostuu
nimididyista positiivisista ja negatiivisista opetuskuvista, joista muodostetaan piirrevektorit. Ne
annetaan syotteena koneoppijalle, joka muodostaa oppimisprosessin aikana mallin. Lahdetta
[Jantti 2011] mukaillen.

Koneoppija opetetaan ja testataan toisistaan eroavilla opetus- ja testausmateriaaleilla
(training and test data). Mita opetus- ja testausmateriaalit kdytdnnossd ovat? Tassa
insinboritydssd ne ovat kuvia, tai tarkemmin sanottuna kuvista muodostettuja piirre-
vektoreita (katso luku 6). On tarkedd muistaa, ettd molempia opetus- ja testiaineistoa

kasitelladn samalla tavalla esikasittelyvaiheesta piirteenirrotukseen asti.

Opetusmateriaali jaetaan positiivisiin ja negatiivisiin aineistoihin, joista negatiiviset eivat
sisdlla kohdetta, kun taas positiiviset sisaltavat [Jantti 2011]. TAma mainittakoon siita
syystd, ettd opetusvaiheessa piirrevektorit muodostetaan samalla menetelmalla koko
opetusaineistosta, sisélsi se kohdetta tai ei. Liséksi opetusaineisto saattaa olla nimioity
(labelled) riippuen siitd, mitd koneoppimisen algoritmia kaytetaan. Nimidinti tarkoittaa
sitd, ettd havaintoihin liittyvat kohdeluokat ovat merkattu yksitellen ja se on tehty
kasin. Merkitseminen voidaan toteuttaa esimerkiksi erillisena XML-tiedostona, jota
kutsutaan tassa insindéritydraportissa XML-annotaatioksi (luku 5.2). Nimidinnin helpot-
tamiseksi on olemassa myds tarkoitukseen kehitettyja sovellusohjelmia, joista esimerk-
kind mainittakoon internetissa vapaasti kaytettavissd oleva LabelMe [Russell
ym. 2008]. [Bishop 2006: 2-3.]
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Tunnistusprosessi

- . n : Malli
Testausaineisto Piirteen Piirrevektori 2 o
(nimisimatén) | irrotus & > Pétos
paatoksenteko

Kuva 9. Nimidimattémasta testiaineistosta muodostetaan tunnistusvaiheessa piirrevektorit, joita
kaytetdan tunnistusprosessissa. Siina tehdaan opetusvaiheessa luodun mallin avulla paatos
testiaineiston luokittelusta. Lahdettd [Jantti 2011] mukaillen.

Tarkastellaan seuraavaksi joitakin koneoppimiseen liittyvia algoritmeja. Suurin osa néis-
ta algoritmeista voidaan niiden lopputuloksen perusteella luokitella kolmeen luokkaan:
ohjattuun oppimiseen (supervised learning), ohjaamattomaan oppimiseen (unsuper-
vised learning) tai vahvistusoppimiseen (reinforcement learning) [Bishop 2006: 3]. On
olemassa myo6s ndihin luokkiin kuulumattomia algoritmeja, mutta niiden tarkastelu ei

niiden harvinaisuuden vuoksi kuulu tdman insindoérityon laajuuteen.

Ohjatulla oppimisella tarkoitetaan valmiiksi nimiditya opetusmateriaalia (sisdltaen
(havainto, kohdeluokka)-pareja) kayttavia algoritmeja, kun taas ohjaamattoman
oppimisen algoritmien opetusmateriaalia ei ole nimi6ity, vaan se siséltda vain havain-
not. Vahvistusoppiminen perustuu niin sanotusti oppimiseen yrityksen ja erehdyksen
kautta. Siind ei kaytetd (havainto,kohdeluokka)-pareja, kuten ohjatun oppimisen
luokitteluongelmassa, vaan kehotetaan eniten positiivista palautetta tuottavaan toimin-
taan. Ohjaamattoman oppimisen algoritmeihin kuuluvaan Klusteroinnin (clustering)
tavoitteena on jakaa samankaltaiset opetusaineiston alkiot luokkiin eli Kklustereihin.
Koska tama insindorityd kuitenkin keskittyy vain ohjattuun oppimiseen, niin ohjaamat-
toman oppimisen ja vahvistusoppimisen tarkempi tarkastelu sivuutetaan. [Bishop
2006: 3.]

Luokittelu (classification) ja regressio (regression) ovat ohjatun oppimisen algoritmeja,
joissa valmiiksi nimididyn opetusaineiston avulla pyritdan luomaan yleistys (generaliza-
tion) tutkittavan ilmién toimintatavasta ja sita kautta tekemaan paatds uusien havain-
tojen kohdeluokasta tai -arvosta. Ne eroavat toisistaan siten, etta luokittelun lopputulos
on diskreetti muuttuja, kun taas regressiossa se koostuu yhdestd tai useammasta
jatkuva-arvoisesta muuttujasta. Esimerkking luokittelumenetelmdn soveltamisesta

olkoon tdman insinG0ritydn paamaara, eli sydtteend saadun koiraa esittdvan kuvan
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sijoittaminen johonkin annetuista luokista. Toisaalta, regressiomenetelmassa koneoppi-
jan tarkoituksena voisi olla vaikkapa asunnon hinnan ennustaminen syétteena annettu-
jen tietojen (esimerkiksi asunnon pinta-ala sekd huoneiden lukumaara ja sijainti)
perusteella. [Bishop 2006: 3, Kaariainen 2008a: 10.]

4.1 Oppimisen mallintaminen

Ohjatun oppimisen luokitteluongelmassa koneoppijan on tarkoitus oppia paattamaan
opetusaineiston perusteella, mihin luokkaan tuntematon havainto (input, instance,
observation, pattern) kuuluu [K&aridinen 2008a: 8]. Olkoon esimerkkitapauksena
koiran tunnistaminen Kkuvasta, jossa tehdaan paatés kuuluuko havainto luokkaan
"kuvassa on koira” vai "kuvassa ei ole koiraa”. Sille annetaan syttteena havainto eli
kuva, tarkemmin sanottuna piirrevektori ja se tekee paatdksen [Scholkopf & Smola
2002: 1]

(1, jos on koira (3)
fo) = {—1, jos eiole koira .

Maaritellaan edellisen kappaleen kasitteet tarkemmin. Havainnot sisaltyvéat joukkoon X,
ja havaintoihin liittyvat kohdeluokat (fabels, targets, outputs), niin sanotut oikeat tulok-
set, sisdltyvat joukkoon Y = {—1,1}. Paatoksentekofunktio (decision function) f(x)
palauttaa arvonaan joukon Y alkion (—1 tai 1) sen mukaan, mihin luokkaan annettu
havainto kuuluu (katso kaavaa 3). Edelld mainitunlaista luokittelua kutsutaan bin&ari-
seksi luokitteluksi (binary classification), jolla tarkoitetaan luokittelun perustumista
tietyn ominaisuuden olemassaoloon, havainnolla joko on se, tai sitten ei [Scholkopf &

Smola 2002: 3]. Kohdeluokkia bindarisessa luokittelussa on siis kaksi kappaletta.

Opetusaineiston joukko
S={(,y)li=1,..,n} (4)
sisaltdéd (havainto, kohdeluokka) -pareja siten, etta

(xp,y) EX XY . (5)
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Kaavoissa 4 ja 5 esiintyva x; vastaa siis havaintoa ja y; kohdeluokkaa, eli jokaiselle
havainnolle maaritelladn kyseistad havaintoa vastaava kohdeluokka. Koneoppijan teke-

mien sallittujen paatosten joukkoa merkitaan

Y={E)li=1,..,n}. (6)

Y’ (kaava 6) sisaltad koneoppijan havainnoille x; € X tekemat oikeat kohdeluokkapaa-
tokset. Koneoppija saa lopullisen muotonsa opetusvaiheen paatyttya [Bishop 2006: 2].

Sen kuvaus on f: X — Y’ ja se antaa paatoksen f(x) € Y'. [K&aridinen 2008a: 20, 24.]

Satunnaismuuttujan (X,Y) todennédkoisyysjakauma Py y

Satunnaismuuttujat X ja Y ovat kuvauksia perusjoukon eli alkeistapauksien Q joukolta
reaalilukujen joukolle eli X: Q - R ja Y:Q — R. Satunnaismuuttuja (X,Y) on madritelty
todennékoisyysavaruudessa (Q, F, P), jossa ( on perusjoukko, jonka alkiot ovat alkeis-
tapauksia w, F on tapahtumien joukkokokoelma ja P on todennakdisyys [Jantti 2012].
Téassa insinodrityoraportissa ei tarkastella tarkemmin todennakoéisyyslaskennan kasittei-
ta todennakoisyyskentta (probability space), alkeistapaus, satunnaismuuttuja (random
variable), todennakoisyysjakauma (probability distribution) ja kertymafunktio (cumula-
tive distribution function). Lisatietoa kasitteista voi lukea muun muassa llkka Mellinin

[2010a; 2010b] luentomateriaaleista.

X ja Y ovat satunnaismuuttujia ja niiden jarjestetty pari (X,Y) madrittelee kaksiulottei-
sen satunnaismuuttujan (X,Y):X XY - R?, jonka karteesisen tulon muodostama
arvojoukko on X XY = {x,y|x € X,y € Y}, jossa Y = {—1,1} kuten jo edella mainittiin
[Mellin 2010c: 5]. Satunnaismuuttujan (X,Y) todennakoisyysjakaumaa Py y ja kertymé-
funktiota Fyy ei tunneta. Opetusaineisto S on otos tastd jakaumasta Py, [K&aridinen

2008a: 26].

Mielenkiintoista on se, ettd koneoppijalle annettavat havainnot sekéa sen tekemat salli-
tut paatokset eli oikein luokiteltujen kohdeluokkien arvot ovat myds perdisin jakaumas-
ta Pyy. Sanotaan, ettd tietoaineisto (sisaltden opetus- ja testiaineiston) on tuotettu
tasta tuntemattomasta ja muuttumattomasta satunnaismuuttujan jakaumasta Py,
mika on yleinen olettamus tilastollisessa oppimisteoriassa (statistical learning theory)

[Schélkopf & Smola 2002: 8]. Liséksi talla tavalla luotu tietoaineisto todetaan riippu-
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mattomaksi ja samoin jakautuneeksi (jndependent and identically distributed eli 1.1.d.).

[K&&ridginen 2008a: 26—27; Scholkopf & Smola 2002: 8, 65.]

4.1.1 Kustannusfunktio

Oppimiseen tarvitaan myos kustannusfunktio (foss function), joka maarittelee paatok-
sen aiheuttaman kustannuksen. Silla mitataan luokittelun oikeellisuutta siten, etta
vaarasta paatoksesta tulee suurempi tappio kuin oikeasta. Kustannusfunktion L kuvaus
on L:X xYxTY' - R* ja bindarisen luokittelun yksinkertaisin kustannusfunktio on

muotoa

LonCoy, fG9) = | 0, josy=f(x) -

1, muuten .

Vaarasta paatoksesta funktio (kaava 7) saa arvokseen 1 ja siitd karsitaan tappio, oikea
paatos tuottaa arvon 0, kuten kuvan 10 vasemmanpuoleinen kuvaaja havainnollistaa.
[K&&ridginen 2008a: 23; Scholkopf & Smola 2002: 8, 62.]

0-1 Loss Linear Soft Margin
5 5
4 4
=3 =3
=2 i
X X
—1 —1
0 0
-5 0 B =5 0 5
y f(x) y fx)

Kuva 10. Kustannusfunktiotyyppien 0-1 ja hinge loss -kuvaajat. Lahdettéa [Schélkopf & Smola
2002: 64] mukaillen.

Kustannusfunktioita on useita eri tarkoituksiin. Yksi tdmé&n insindorityon kannalta
tarke&a on pehmean marginaalin kustannusfunktio (soft margin loss function, kutsutaan

myds nimella Ainge /0ss),
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Lhinge(x: v f(x) = max(o:l - yf(x))

_{ 0, jos yf(x) =1 (8)
U -yf(),  josyfto <1,

jota kaytetaan luvun 5.2 VOC-menetelmassa, tarkemmin sanottuna tukivektorikoneessa
(support vector machine eli SVM) [Scholkopf & Smola 2002: 63]. Kuvan 10 hinge loss

-kuvaajasta on nahtavissa tukivektorikoneen marginaalialueen (katso luku 5.2.2) vaiku-
tus karsittavaan tappioon, silla L(x, v f (x)) kasvaa lineaarisesti, kun yf(x) < 1. Margi-
naalialueella tehdyt paatokset sijaitsevat arvovlilla —1 < yf(x) <1 ja kustannuksen
kayttaytyminen silla arvovalilla tapahtuu seuraavasti: Koneoppijan tekemasta oikeasta
paatoksesta ehdolla yf(x) = 1 ei tule tappiota, mutta oikeasta paatoksesta arvovalilla
0 <yf(x) <1 Karsitédn tappio, ja mitd lahempana paatdés on lukua 0, niin sitd
suurempi on kustannuskin. Arvovalilla —1 < yf(x) < 0 olevat paatdkset ovat vaaria ja
niistd maksetaan kustannus. Sen sijaan 0-1-kustannusfunktio (kuva 10 vasemmalla)
antaa kaikista vaarista paatoksista yhta suuren tappion, kun yf(x) < 0, eikd oikeista

paatoksista sakoteta lainkaan. [Jantti 2011; Schoélkopf & Smola 2002: 62—63.]

4.1.2 Empiirisen riskin minimointi

Oppimisprosessin paamaarana on loytaa riskin (risk) minimoiva funktio. Paatokseen f
liittyva riski R esitetddn kustannusfunktion L (luku 4.1.1) odotusarvona E[L] ja se on
muotoa [Scholkopf & Smola 2002: 66]

R(F) = E[L(x,y, £ ()] = JX L @)y ©)

Odotusarvo tarkoittaa satunnaismuuttujien X ja Y arvojen painotettua keskiarvoa ja
painokertoimet saadaan kaavan 9 tapauksessa todennakoisyysjakaumasta Py, eli
kustannusfunktion odotusarvo kertoo keskimaaraisen kustannuksen yhta paatostapaus-
ta (x,y,f(x)) kohden [Mellin 2010d: 7, 10-12]. Scholkopf ja Smola toteavat [2002:
65], etta taytyy loytdad menetelmd, jolla yhdistetdan paikalliset kustannukset. Toisin

sanoen luvun 4.1.1 kustannusfunktio kasittelee yhtéa paatdstapausta (x,y, f(x)) kerral-
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laan, ja tassa luvussa maariteltdva empiirinen riski yhdistdd niin sanotut erilliset

paatostapaukset.

Riskin méaaritelma (kaava 9) sisdltad aikaisemmin tassé luvussa esitellyn satunnais-
muuttujan  (X,Y) tuntemattoman todennakoisyysjakauman Pxy. Sovelluksissa
jakaumaa on hankala kasitelld, joten sen sijaan kdytetdan opetusaineistosta (x;,y;)
laskettavaa empiirista todennakdisyystineytta py yyemp [Jantti 2012; Scholkopf & Smola
2002: 66]. Seuraavaksi maaritellaan empiirinen todennakoisyystiheys pxy)emp
satunnaismuuttujajonolle muodostetun empiirisen kertymafunktion Fxy)em, avulla.
Lisaksi luodaan katsaus Heavisiden funktioon ja Diracin distribuutioon, joita tarvitaan

empiirisen kertymafunktion laskemiseen.

Empiirinen kertyméfunktio
Satunnaismuuttujasta (X,Y) muodostetaan n-jono eli (X;,Y;), - (X,,Y,). Jonon alkioi-
den havaitut arvot ovat opetusaineisto S = {(x;,y;)|1 <i < n}. Satunnaismuuttujien

jonolle maaritellaan empiirinen kertymafunktio F(x yyemp Seuraavasti

=1 I{Xisul_Yisuz}(w)

n

F(X,Y)emp (ul' uz) =

(10)
B card{i € {1, ..., n}|X;(w) < uy,Y;(w) < u,}
= — ,
missa I, (w) on asiaintilan ilmaisin, joka maaritellaan kaavalla
w€EA (11)

1,
IA(‘“)={0 wé¢A

ja card(A) tarkoittaa joukon A kardinaliteettia eli joukon A mahtavuutta. Aarellisessa
joukossa mahtavuus on joukon alkioiden lukuma&ara [Koistinen 2005: 15]. Merkintd
{X;(w) <uy,Y;(w) <u,} tarkoittaa tapahtumaa {w € Q|X;(w) <uy,Y;(w) <u,}€F.
[Jantti 2012.]
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Heavisiden funktiot
Seuraavaksi maaritellaan empiirinen todennakaisyystiheys pxy)emp €mpiirisen kerty-

mafunktion avulla

n
p (x,y) = azF(X,Y)emp(x: y) _ lz aZI{Xin,YiSy} (12)
(xY)emp it 0xdy n& 0xdy '
1=

Kaavan 12 empiirinen kertymafunktio esitetdan yksiulotteisien askelfunktioiden eli niin

kutsuttujen Heavisiden funktioiden Hx(x) ja Hy(y) tulojen summana

n
_1 (13)
FonempCry) == ) Hx(x —=x)Hy(y — i) -
i=1
Heavisiden funktiot [Liukkonen 2007: 29] maaritellaan
(0 x<0 (0, y<0 (14)
HX(X)—{L XZO’ H}’(}’)—{l’ }720,
joista saadaan
(0, x<0,y<0 (15)
Hx()Hy () = { 1, x=0y=>0.
Diracin distribuutio
Distribuutioteorian mukaan
dHx(x — x;) (16)

P =6(x—x;) .

Kaavassa 16 esiintyva &(x — x;) on Diracin distribuutio eli yleistetty funktio [Liukkonen

2007: 25, 27-28]. Liukkonen [2007] tiivistaa artikkelissaan seuraavasti:

Distribuution erikoistapaus on mitta. Sitd voidaan havainnollistaa jakaumana,
joka voi kuvata esimerkiksi todennakdisyyden jakautumista. Fyysikko Paul Diracin
mukaan nimetty Diracin mitta tai Diracin delta kuvaa yhteen ainoaan pisteeseen
keskittynytta tiheysjakaumaa. [Liukkonen 2007: 25.]
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Diracin distribuutiolla § (x) on ominaisuus

| @86 - xdx = g, @
X
jossa g: X — R on jatkuva funktio. Lisaksi distribuutioiden tulolle on voimassa
[ Ry 8- 2060 - yodxdy = ke v (18)
XxXY

jossa kuvaus h: X x Y - R on myds jatkuva funktio [Jantti 2012].

Empiirinen todennéakoisyystiheys
Empiirinen todennékoisyystiheys saadaan edella esiteltyjen empiirisen kertyméafunktion,

Heavisiden funktion ja distribuutioteorian avulla muotoon

n

1 azF(X,Y)emp(x: y)
Px,y)emp (x,y) = ZZ 9xdy

i=1
n

1 2 0*(Hx(x — x))Hy(y — y1))

ns dxdy
i=1
n
_12 dHx(x — x;) dHy(y — y;) (19)
N dx dy
i=1
n
1
=£ S§(x—x)6(y—y) .

i=1

Empiirinen riski

Maaritellaan riski kustannusfunktion odotusarvona kaavalla

R(f) = E[L(x, y,f(x))] = fx yL(x, y,f(x))p(x, y)dxdy . (20)
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Kaytetaan kaavassa 19 maariteltya empiirista todennakoisyystineytta p x y)yemp (x,¥), ja
sijoitetaan se todennakoisyystiheyden p(x, y) tilalle:
(21)

R(f) = fx L. P Gs ey (5 )ty

Kaavaan 21 on sijoitettu todennakoisyystiheys pxyyemp(x,y) ja taten kaavan 19

mukaan riskifunktionaali on muotoa

n
RO = [ Ly fO0)LY 86— xoG =y dady, @)
XxY =1
jonka termien jarjestystd muokkaamalla saadaan
(23)

RO=1y | Mo FC0)3Ce 2080 =)y
i=1 "%

Ottaen huomioon Diracin distribuution ominaisuudet, jotka on esitelty kaavoissa 17 ja
18, saadaan poistettua Diracin distribuutiot §(x — x;) ja §(y — y;) sek& niihin liittyva

integraali ja siten muodostettua empiirinen riski R, (f), kuten kaavassa 24:

n

R() =2 102y fOD) = Remp ()

=1

(24)

Tavoitteena on |0ytéd sellainen funktio f, joka minimoi empiirisen riskin eli
min Ry, (f). [Scholkopf & Smola 2002: 65-67; Vapnik 2000: 18-21.]

Empiirisen riskin laskeminen ja minimointi on vaivatonta, mikali ei paadytd huonosti
asetettuun ongelmaan (i/l-posed problem). Sanotaan, ettd matemaattinen tehtéava on
huonosti asetettu, jos pienetkin muutokset lahtéarvoissa aiheuttavat suuria muutoksia
ratkaisussa. Jossain tapauksessa tehtdvan pystyy muotoilemaan paremmin, mutta
mikali se ei onnistu niin tulee kayttdd saanndllistamismenetelmad, jolla tehtava
saadaan vakaaksi. Saanndllistdaminen (regularization) pienentéd lahtéarvojen virheiden
vaikutusta, mutta samalla siita aiheutuu saannoéllistamisvirhe. Nama kaksi virhetta tulee

saada tasapainoon madrittamalla sdanndéllistdimisehtoja seké valitsemalla oikeat para-
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metrit. Saannollistamisesta laajemmin lahteessd Scholkopf & Smola 2002: 87-122.
[Leino 2004: 3; Scholkopf & Smola 2002: 67.]

Taman luvun lopuksi tiivistetddn viela oppimisen mallintaminen yhteen lauseeseen:
Koneoppimismenetelman tulee opetusaineiston S avulla tehdd koneoppijasta f
sellainen, jonka odotusarvoinen kustannus E[L(x,y,f(x))] on mahdollisimman pieni.
Téassa luvussa kasiteltiin vain empiirisen riskin minimointia. On myds muita vaihtoehtoja
ratkaista tuntematon satunnaismuuttujan todennakdéisyysjakauma Py y ja yksi niista on
EM- eli Expectation Maximization -algoritmi [Jantti 2012]. Siihen ei perehdytd téassa

insinGoritydssd, mutta siihen voi tutustua esimerkiksi lahteessa Gupta & Chen 2010.

4.2 Oppimisen menetelmia

Oppimisen menetelmiad ovat lineaarisiin malleihin kuuluvat diskriminanttifunktio (dJscri-
minant function) seka diskriminatiivinen ja generatiivinen todennakoéisyysmalli (discri-
minative and generative probability models) [Bishop 2006: 43]. Tassa insindoritybra-
portissa esitellaan diskriminanttifunktio (luku 4.2.1) ja diskriminatiivinen todenna-

koisyysmalli (luku 4.2.2).

Diskriminanttifunktion tehtavdna on jakaa piirreavaruus paatésalueisiin (decision
regions), joiden rajoja kutsutaan paatospinnoiksi (decision boundaries, decision surfa-
ces). Lineaarisia malleja kaytetdan ainoastaan lineaarisesti erottuvan (Jinearly
separable) tietoaineiston paatdsalueiden maarittdmiseen. Diskriminatiivinen ja genera-
tiivinen todennakdisyysmalli hyddyntéavat Bayesin paatdsteoriaa (Bayesian decision
theory), lisatietoa lahteesta Seppanen 2012: 13-53. [ Bishop 2006: 43; 179-180.]

4.2.1 Diskriminanttifunktio

Diskriminanttifunktiota g(x) voidaan kutsua suomenkielellda erottelufunktioksi, joka
kuvaa sen toimintaa X -avaruuden jakamiseksi kohdeluokkia vastaaviin paatdsalueisiin
Rg. Havainto luokitellaan siihen luokkaan, jonka diskriminanttifunktio saa suurimman
arvon pisteessa x. Aiempaan tapaan my6s tassa luvussa tutkitaan vain kahden luokan

tapausta, jolloin K = 2 ja paattsalueet vastaavasti R; sekd R,. Yleisesti diskriminantti-
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funktioita on yhtd monta kuin luokkiakin, mutta kaksiluokkaisessa tapauksessa ne
voidaan yhdistaa yhdeksi funktioksi g(x) = g,(x) — g»(x). [Bishop 2006: 181; Seppa-
nen 2012: 20, 22, 75.]

Yksinkertaisin diskriminanttifunktio on

gx) =wlx +w, , (25)

jossa x on havainto eli piirrevektori, w on painokerroinvektori (weight vector), w, on
bias-termi (bias) eli kynnyspainokerroin ja w'x merkitsee painokerroinvektorin trans-
poosin ja piirrevektorin pistetuloa. Mainittakoon vield, etté painokerroinvektori ja piirre-
vektori ovat samanulotteisia [Tohka 2009: 30]. Lineaarisuus tarkoittaa tassa sita, etta
diskriminanttifunktio on piirrevektorin x suhteen lineaarinen. Paattsalueet erottavan
paatospinnan, jota kutsutaan myds hypertasoksi (hyperplane), méaarittelee g(x) =0,
jolloin kaikilla x:n arvoilla diskriminanttifunktio saa arvokseen 0. Kuvassa 11 sitd
havainnollistaa punainen suora. Mikéli g(x) = 0, kuuluu piirrevektori luokkaan C; eli
paattsalueeseen R; ja jos g(x) < 0, niin x € C, eli paatdsalueeseen R,. [Bishop 2006:
181.]

Kuva 11. Havainnollistaa geometrisesti kaksiulotteista lineaarista diskriminanttifunktiota, joka
jakaa avaruuden X kuvassa olevalla punaisella suoralla eli paatéspinnalla kahteen paatdsaluee-
seen [Bishop 2006: 182]. Tallainen paatdspinta voidaan toteuttaa esimerkiksi perceptron-
algoritmilla [Vapnik 2000: 1-7]. Tassa kuvassa origo on paatdspinnan negatiivisella puolella ja
siita syysta kynnyspainokerroin w, < 0, lisdksi painokerroinvektorin w = [wy, w,]7 komponentit
w; > 0ja w, > 0, koska ne sijaitsevat koordinaattiakseleiden x, ja x, positiivisella puolella. Kuva
lahdetta [Bishop 2006: 182] mukaillen.
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Kuvan 11 vihred vektori on paatésalueen R, suuntaan eli se on avaruuden X positiivi-
selle puolelle osoittava painokerroin w [K&aridinen 2008b: 17] ja se on kohtisuorassa
jokaista paattspinnalla sijaitsevaa vektoria vastaan. Olkoot siis x; ja x, paattspinnalla

sijaitsevia pisteita. Talléin toteutuu

gx1) =glxz) =0 (26)
ja
wl(x; —x,) =0 (27)
joka johdetaan yhtal6sta
wlx; +wy =wlx, +wy . (28)

Painokerroinvektori w paattad siis paatéspinnan suunnan. Mikali paatospinta kulkee
origon kautta, sen kynnyspainokerroin wy, = 0. Toisaalta, jos wy > 0 on origo paatos-
pinnan positiivisella puolella ja jos w, < 0 se on paatdspinnan negatiivisella puolella.
Kynnyspainokertoimen avulla p&attspintaa voidaan siirtdd origosta poispain ja siten
maarata sen sijainti. [Bishop 2006: 181-182; Seppanen 2012: 78.]

Diskriminanattifunktion g(x) arvo maarda pisteen x etdisyyden r pdaatospinnasta.
Olkoon x sattumanvarainen piste ja x, sen ortogonaalinen projektio paatdspinnalle

(projektiopiste x| sijaitsee padtéspinnalla). Talléin saadaan yhtalo

w
XxX=x, +r—r (29)

wll”

joka sijoitetaan kaavaan 30 seuraavasti:

- W (30)
g(X) =49 (xJ. +r ”W”) .

Kaavan 30 yhtaloa muokataan yleisen diskriminanttifunktion (kaava 25) mukaiseksi,
jolloin padstadan muotoon
(31)

w
(x)=WT<x +r—)+w .
7 LT wil) T
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Kaavasta 31 ratkaistaan r, ja taten pisteen x etdisyys paatospinnasta on

lg ()l (32)
lwll

rPéétéspintaPistex -
Seuraavaksi lasketaan paattspinnan etaisyys origosta. Siind tapauksessa x =0 el
g(0), ja kaava 25 sijoitetaan kaavaan 32 x:n arvolla 0 ja nain saadaan yhtalo

_1g@] _ [wT x0+wp|  [wl (33)
TorigoPiitospinta = Iwll - [lwl| B lw||

Kaavoihin 29-33 liittyvat geometriset tulkinnat 16ytyvat kuvasta 11. [Bishop 2006: 181—
182; Seppanen 2012: 77-78.]

5=+

Kuva 12. Tukivektorikone laskee paatospinnan (punainen suora) lisdksi marginaalitasot (siniset
suorat). Lahdetta [Bishop 2006: 327] mukaillen.

Diskriminanttifunktiota hytdynnetdan muun muassa Perceptron-algoritmissa, johon voi
tutustua Vladimir Vapnikin kirjassa The Nature of Statistical Learning Theory [2000:
1-7]. Perceptron on yli 60 vuoden takainen F. Rosenblattin esittelema malli koneoppi-
jasta, joka jakaa tietoaineiston kahteen luokkaan annettujen esimerkkien eli opetusai-
neiston avulla [Vapnik 2000: 1-2]. Toinen lineaarisiin luokittimiin kuuluva, perceptronia
kehittyneempi malli on tukivektorikone [Bishop 2006: 326-344; Vapnik 2000:
131-146], joka paattspinnan loytamisen lisdksi maksimoi sen ja lahimpien tietoaineis-
topisteiden véliset marginaalit [Bishop 2006: 326]. Kuvasta 12 [0ytyy paatospinnan
lisdksi marginaalitasot, joita kuvassa 11 ei ole. Tukivektorikonetta kaytetdan VOC-

menetelman opetusvaiheessa ja siita lisda luvussa 5.2.2.
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4.2.2 Diskriminatiivinen todennakdisyysmalli

Tassd luvussa tutustutaan luokitteluongelmaan diskriminatiivisesta nékokulmasta.
Esitelladn ensin kaavoissa kaytettdvat merkinnat: Luokkia merkitddan muuttujalla y ja
havainnosta laskettu piirrevektori on x. Muuttuja n on luokkien lukum&arg, joten

Y1, -, Vn, j@ Kun n saa arvokseen kaksi, niin luokat ovat y; ja y,.

Seuraavaksi maaritellddn ehdollinen todennékdisyys [Mellin 2010e: 69]. Sitd merkitaan
P(y,|x), joka tarkoittaa tapahtuman y; (luokka 1) ehdollista todennakdisyytta ehdolla,

ettd tapahtuma x on jo sattunut. Ehdollista todennakoéisyytta kuvataan yhtalélla

Py nx) (34)

P(ylx) =W ,

joka on siis y:n ja x:n leikkauksen (alkiot, jotka kuuluvat seka joukkoon y ja joukkoon

x) todennakaoisyyden suhde x:n todenndkoisyyteen.

Diskriminatiivinen luokittelu perustuu ehdollisia todennakgisyyksia sisaltdvaan Bayesin
paatosteoriaan [Seppéanen 2012: 13-15], kuten edelld tassa luvussa mainittiin. Sen

mukaan Bayesin paatdssaanto [Seppanen 2012: 15] on

X €Y1, jos P(y1lx) > P(y,1x) (35)
ja

X €Yy, jos P(yzlx) > P(yqx). (36)

Yll& esitetty paatossaantd minimoi luokitteluvirheen keskimaaraisen todennékdisyyden,
joka on pienin mahdollinen todennakadisyys kaikilla x:n arvoilla. Paatdéssdaannon (kaava

35 ja 36) perusteella muodostetaan paatospinta

P(yilx) = P(y2|x) = 0, (37)

jonka toisella puolella patee P(y;|x) > P(y,|x) ja toisella P(y,|x) > P(y,|x), nain
avaruus X on jaettu lineaarisen malli tapauksessa kahteen p&attsalueeseen [Jantti
2011].
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Satunnaismuuttujan X,Y todennakoisyysjakaumaa Py, ei kuitenkaan tunneta, mika
tarkoittaa sitd, ettd kaavojen 35, 36 ja 37 todennakdisyyksia ei mydskaan tiedeta. Yksi
ratkaisuvaihtoehto on diskriminanttifunktioiden kaytto. Sijoitetaan g,(x) = P(y1|x) ja
g>(x) = P(y,|x), joiden erotuksesta g(x) = g;(x) — g,(x) muodostuu edellisesta luvus-
ta tuttu paatospinta g(x) = w’x + w, = 0. Tahan voidaan paatya erilaisilla menetelmil-
&, mutta niihin ei perehdyta tassa insintoritytssa. Vaihtoehtoisesti voidaan soveltaa

luvussa 4.1.2 esitettya empiirisen riskin minimointia. [Jantti 2011-2012.]

5 Tutkitut hahmontunnistusmenetelmat

Hahmontunnistuksen menetelméat voidaan luokitella monin tavoin. Yleisella tasolla ne
kuuluvat tilastolliseen, syntaktiseen tai neuroverkkoihin perustuvaan hahmontunnistuk-
seen [Tohka 2009: 1]. Tassa insintorityéraportissa luokittelu perustuu vain opetusvai-
heessa tai tunnistusvaiheessa kaytettyihin malleihin. Tarkastelun kohteena olevat
hahmontunnistusmenetelmat ovat kaikki tilastollisia ja ne jaetaan opetusvaiheen perus-
teella kahteen luokkaan: koodikirjaan (codebook, vocabulary) pohjautuviin (luku 5.1)

seka diskriminatiivisesti opetettuihin menetelmiin (luku 5.2).

5.1 Koodikirjaan perustuvat menetelméat

Téssa luvussa tarkastellaan ensin tassa insindoritydssa tutkittuja opetus- ja tunnistus-
vaiheessa koodikirjaa tytkalunaan kayttavia menetelmia (luku 5.1.1), minka jalkeen
tutustutaan kasitteeseen koodikirja ja perehdytdan sen sisallon maarittdmiseen
(luku 5.1.2).

5.1.1 ISM-, BoVW- ja konstellaatiomallit

Tassa insindoritydssa hahmontunnistusmenetelmien tutkiminen on alkanut Leiben,
Leonardisin ja Schielen artikkelista [2008] seka Seemannin [2007] vaitdskirjassa esite-
tysta Implicit Shape Model- eli ISM-menetelmastd, jossa jarjestelma opetetaan tunnis-

tamaan kohteita visuaalisen koodikirjan (visual codebook) avulla.
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Kuva 13. Vasemmalta oikealle: alkuperainen kuva, segmentointimaski ja segmentoitu kuva.

ISM:n pohjalta on toteutettu hahmontunnistussovellus nimeltd Multi-Cue ISM [Leibe
2008], jonka toiminta vastaa ensin mainitussa artikkelissa esitettyd hahmontunnistus-
menetelmaa. Kyseessd on GNU/Linux-kayttojarjestelmassa toimiva tybasemasovellus,
jonka versio 1.4.1 on tata insin60rity6ta toteutettaessa testattu toimivaksi GNU/Linux-
jakelu Ubuntu versiolla 10.04 LTS. Liite 1 tarkentaa sovelluksen omia asennusohjeita,
jotka loytyvat <http://www.vision.ee.ethz.ch/~bleibe/code/ism.html> ladatun jakelu-

paketin tiedostosta INSTALL.txt.

Multi-Cue ISM saa syotteend kayttdjan antaman kuvan ja se palauttaa kayttajalle
segmentoidun kuvan. Kuva 13 havainnollistaa segmentointia (segmentation), jonka
tavoitteena on jakaa kuva haluttuihin alueisiin tai kohteisiin [Gonzales & Woods: 567].
Segmentointimaski on toteutettu kuvassa 13 kasin, ja kun kuva kerrotaan segmentoin-
timaskilla (kayttaen esimerkiksi MATLAB-ohjelmaa), saadaan taustastaan poisrajattu
koira eli segmentoitu kuva. Kuva 14 edustaa sovelluksella tehtya segmentointia, ja
kuten siitd voi havaita, segmentointitulokset eroavat paljon verrattuna kasin toteutet-
tuun segmentointiin: kasin segmentoidussa kuvassa koira on tarkasti rajattu, kun taas
automatisoidulla segmentoinnilla tuotettu kuva ei sisélla kohdetta kokonaan, ja sen
lisdksi segmentoidussa kuvassa on taustaakin mukana. Tasta voi paatella sovelluksella

toteutetun segmentointitehtéavan hankaluuden.
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Kuva 14. Multi-cue ISM 1.4.1 -sovelluksen kayttéliittyma. Valokuvista ylin on kayttajalta saatu
syOtekuva. Sen alla vasemmalla on segmentointimaski, jonka sovellus on syétekuvaan pohjau-
tuen laskenut. Maskin oikealla puolella on segmentoinnin tulos.

Taman insindoritydn tavoitteiden nékokulmasta katsottuna ongelmana on ISM-
sovelluksen kayttokelvottomuus KOIRAKOssa, koska ohjelmaan ladattavat koodikirjat
ovat bindaritiedostoja, eikd koirasta tehtya koodikirjaa ole saatavilla. Koodikirjaa ei
pysty ohjelmoimaan itse, silla koodikirjan tiedostomuotoa ei ole julkisesti

dokumentoitu.

Taman insindorityén aihepiiriin perehtymista aloittaessa ei ole ollut tiedossa kuin koodi-
kirjan avulla opetettavia hahmontunnistusmenetelmia. Siita syysta visuaalinen koodikir-
ja on ollut ratkaisevassa osassa ja sitd on tutkittu syvemmin. Toinen ISM:n rinnalle
tassa insindoritydssa noussut hahmontunnistusmenetelma on Bag of Visual Words eli
BoVW [Lin ym. 2009: 1308; Perronnin 2008: 1243], jonka opetusvaihe myds sisaltaa
visuaalisen koodikirjan ja jopa koodikirjan luominen tapahtuu lahes samoin tavoin kuin
ISM:ssd. BoVW-menetelma lahestyy tunnistusongelmaa kuitenkin erinakdkulmasta: Se

on tarkoitettu tunnistamaan monia kohdeluokkia, kun taas ISM keskittyy yhteen
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kohteeseen kerrallaan. Myodskaan tasta menetelmasta ei ole apua KOIRAKON sovellus-
logiikan toteuttamiseen, silla tata kirjoittaessa siitd ei ole saatavilla muokattavissa

olevaa toteutusta.

Seuraava tdman insindoritydn tutkimuksen aikana esiin tullut menetelma on Fergusin
[2005] sekd& Weberin [2000] vaitoskirjoissa kasiteltava konstellaatiomalli (constellation
model), johon tassa tytssa ei perehdyta lainkaan. Tamén insindoritydn kannalta kiin-
nostavaa ndaissa vaitoskirjoissa on se, ettd Fergus on ohjelmoinut kaksi konstellaatio-
malliin liittyvdd MATLAB-pohjaista toteutusta [Fergus 2003; Fergus 2005a], joiden
ohjelmakoodit ovat julkisesti saatavilla. Kyseisten toteutusten funktiot olisivat voineet
olla hyddynnettavissé KOIRAKO-sovelluksen toteuttamisessa. Menetelmaa ei kuiten-
kaan ole valittu, koska Fergusin toteutukset ovat vaikeaselkoisesti ohjelmoituja ja

vaativat liikkaa muokkaamista KOIRAKOnN kayttttarpeisiin.

Vaikka ISM-, BoVW- ja konstellaatiomenetelméat eivat ole tuoneet ratkaisua taman
insinGoritydn tutkimusongelmaan, niin tassa insindoritydssa tutustutaan silti koodikir-
jaan (luku 5.1.2) seka perehdytaan piirteenirrotukseen muun muassa Leiben, Leonardi-
sin ja Schielen [2008: 17-19] artikkelissa patevaksi todetun Scale Invarian Feature

Transform -algoritmin eli SIFTin (luku 6.1) avulla.

5.1.2 Koodikirja

Kéasitteelld koodikirja tarkoitetaan muun muassa Implicit Shape Model- ja Bag of Visual
Words -menetelmien opetus- ja tunnistusvaiheissa kaytettavaa tyokalua. Tassa luvussa
seka perehdytédn visuaaliseen koodikirjaan etta tarkastellaan sen sisallon muodosta-
mista yleiselld tasolla. Selkeimmin visuaalista koodikirjaa kasitelldadn Leiben [Leibe ym.
2008: 4-7] seka Agarwalin [2004: 1476-1479] artikkeleissa.
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Kuva 15. Esimerkki ISM-menetelmalla muodostetusta koodikirjasta. Lahdetta [Leibe ym. 2008:
7] mukaillen.

Koodikirja on tietovarasto eli ohjelmoinnin nékokulmasta katsottuna yksinkertainen
tietorakenne, jonka sisaltd koostuu opetuskuvista keratystd ja erilaisilla menetelmilla
kasitellysta tiedosta. Koodikirjan luomiseen vaikuttavat ymparistd, kayttotarkoitus ja
tallennettava sisaltdé. Kuva 15 havainnollistaa ISM-menetelman [Leibe ym. 2008: 7]

mukaista koodikirjan muodostamista, jota kasitelladn myéhemmin téssa luvussa.

Ensimmainen koodikirjaan vaikuttava tekijd on ymparistod, jota varten koodikirja raken-
netaan. Ajatellaan, ettd koodikirja on hahmontunnistussovellukseen liitettava moduuli.
Tassa tyossa koodikirja sisaltéad tietoa koiran piirteistd, jotka on ilmaistu piirrekuvaajien
(vastaa aiemmin tassa insindorityoraportissa esitettyd kasitetta piirrevektori) avulla.
Yhtéalailla koodikirja voidaan rakentaa tuoleista, lehmistd tai muista kohteista, joita

halutaan tunnistaa.

Seuraavaksi analysoidaan hahmontunnistussovelluksen kayttotarkoitus, joka yhdessa
toteutuksessa kaytettavien algoritmien kanssa asettavat ehtoja koodikirjan sisallon
maarittdmiseen. ISM-mallin koodikirjoissa [Leibe ym. 2008: 14-15] kaytetaadn kasin
segmentoitua opetusaineistoa, kun taas konstellaatiomenetelmassa [Fergus 2005b: 7]
opetusmateriaali on segmentoimatonta. Myds opetusaineiston maarat vaihtelevat.
Raskaampi ISM-malli [Leibe ym. 2008: 14-15] tarvitsee satoja kuvia ja konstellaatio-

mallissa [Fei-Fei ym. 2003a: 1134] pyritaan kayttamaan alle kymmentéa opetuskuvaa.

Kolmas koodikirjaan vaikuttava tekija on siihen tallennettava sisdltd. Koodikirjaan
tallennetaan yleensd vain avainpisteen kohdalta otettu kuvatilkku koko kuvan sijaan
sekd opetuskuvan avainpisteet esitettyind  piirrekuvaajina.  Naiden  lisaksi
ISM-menetelmén koodikirjaan tallennetaan edellisten lisdksi sek& kuvatilkkujen sijainti

suhteessa objektin keskipisteeseen ettd kuvan skaala. BoVW-malli ei ota kantaa
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kohteen osien eli piirteiden keskindisiin suhteisiin ja menetelma lahestyy tunnistuson-
gelmaa muutenkin eri nadkokulmasta. Sen tarkoituksena on tunnistaa monia kohdeluok-
kia, kun taas ISM keskittyy vain yhteen kohdeluokkaan kerrallaan. [Fergus ym. 2005:
380; Leibe ym. 2008: 7.]

Koodlkirjan siséllon méérittdminen

Koodikirja on pohjimmiltaan listamuotoinen tietovarasto kuviin liittyvan tiedon tallen-
tamiseen ja hakemiseen. Sellaisen toteuttamiseen soveltuvia tietorakenteita ovat
esimerkiksi MATLABIn solutaulukko sekd Javan suoritusympadristéihin usein sisaltyvat
listoja toteuttavat tietorakenneluokat. Tietorakenteisiin tallennettava tieto seka tavat

sen hyodyntdmiseen riippuvat kuvien tunnistuksessa sovellettavista algoritmeista.

Tallennetaan Koodikirja
Opetusaineisto [ —*| Esikasittely koodikirjaan eli
"Tietovarasto”
Piirteenirrotus
Lédpikéydéién | koodikirjaa
: Etsitddn avainpisteet
Lasket, iirrek jat = =
asketaan piirrekuvadja Loyt}ryko Aw;nplsteef
testikuvalle L
w:sta:via . Piirrekuvaajat|
Piirrekuvaajien il aiost i L

koodikirjasta ?
s klusterointi ikirjasta

Hahmontunnistussovellus
KOIRAKO

Kuva 16. Esimerkki visuaalisen koodikirjan muodostamisesta ja kaytosta.

Koodikirja (kuva 16) voidaan luoda eri menetelmilld, mutta sen sisallon maarittamiseen
kuuluu
1. opetusaineiston esikasittely
2. piirteenirrotus
a. avainpisteiden havaitseminen
b. piirrekuvaajien muodostaminen

3. piirrekuvaajien klusterointi.

Opetusaineiston esikasittelyn tarpeellisuuden sekd esikasittelyssd sovellettavat

menetelméat maéaraa tyon lopullinen tarkoitus. TAman insindoritydraportin esimerkeissa
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koodikirjaan tallennettavat opetuskuvat ovat segmentoituja, koska ISM-menetelmé&ssa
tehd@an niin. Segmentointi ei kuitenkaan ole valttamattomyys [Agarwal ym. 2004:
1478; Weber 2000: 3; Mikolajczyk & Schmid 2003: 257], ja koodikirjan sisallon
muodostamisessa sovellettavien algoritmien pitéisi toimia, vaikka kuva siséltaisikin

kohteen lisaksi taustan.

Jos kuvia ei esikasitelld, koodikirjan sisélldon muodostaminen alkaa piirteenirrotuksella,
joka siséltaa avainpisteiden (interest points, keypoints) havaitsemisen seka piirrekuvaa-
jien (descriptors) muodostamisen. Avainpisteet ovat kuvan pisteitd, jotka ovat muut-
tumattomia (invariant) skaalan (scale) ja kuvakulman vaihtuessa. Ne saadaan selville
avainpisteidenhavaitsija-algoritmilla  (interest point detector), johon perehdytaéan
luvuissa 6.1.1 ja 6.1.2. Sen jalkeen havaitsija-algoritmin edella I6ytamien avainpistei-
den perusteella muodostetaan kuvan ominaisuudet eli piirteet maaritteleva vektori —
piirrekuvaaja [Leibe ym. 2008: 4-5; Seemann 2007: 44].

Vaiheet 1-2 toistetaan kaikille opetuskuville, mink& jalkeen on koossa suuri maara
avainpisteiden avulla etsittyjd ja piirrekuvaajilla kuvattuja opetuskuvien piirteita.
Seuraavaksi piirteet klusteroidaan, jolla tarkoitetaan samankaltaisten piirteiden ryhmit-
telyd omiin luokkiinsa. Klusteroidut piirteet hakuun soveltuvaan tietorakenteeseen
tallennettuina muodostavat visuaalisen koodikirjan. [Leibe ym. 2008: 5,
Seemann 2007: 44.]

Tunnistusvaiheessa testikuvan piirrekuvaajaa verrataan koodikirjaan tallennettuihin
opetusaineiston piirrekuvaajiin [Leibe ym. 2008: 8-9]. Testimateriaalille tehtavat
vaiheet riippuvat hahmontunnistussovelluksen kayttotarkoituksesta: Toisaalta Leiben
Multi-cue ISM 1.4.1 -sovelluksen [Leibe 2008] tavoitteena on segmentoida syotteena
saatu kuva, joten siind tapauksessa testimateriaalit ovat segmentoimattomia ja testi-
materiaalille tehddan vain vaiheet 2a—2b. Yleisesti ottaen testimateriaali kasitellaan
klusterointia lukuun ottamatta samoin kuin opetusaineistokin (vaiheet 1-2)
[Bishop 2006: 2].
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5.2 VOC-menetelméa

Felzenszwalb, Girshick, McAllester ja Ramanan [2009] esittelevat VOC-
hahmontunnistussovelluksen teorian artikkelissa Object Detection with Discrminatively
Trained Part Based Models [2010]. Teoriaa kutsutaan tassd tydssa VOC-menetelmaksi
ja siihen viitataan myds pelkalla VOC-nimityksella. Menetelmalla ei ole virallista nimea,
joten siitd syysta se on lainattu sovelluksen kotisivuilta
<http://www.cs.brown.edu/~pff/latent-release3/> ladattavan jakelupaketin nimesta

voc-release3.1.tgz. Lyhenne VOC tulee sanoista Visual Object Classes.

VOC on toteutettu vastaamaan The PASCAL Visual Object Classes Challenge 2007 eli
VOC 2007 -kilpailun [Everingham ym. 2007] haasteisiin. Kilpailuun ohjelmoitavan sovel-
luksen on tarkoitus luoda jarjestelma, joka tunnistaa kohteita monista kohdeluokista ja
opetuskuvien, kuten mygés tunnistettavien testikuvien, tulee vastata normaalia ymparis-
toéa eli kuvien tulee olla segmentoimattomia. Kohdeluokkia VOC 2007-kilpailussa oli 20
ja ne koostuivat muun muassa ihmisista, elaimista, ajoneuvoista ja esineista. Felzensz-
walbin VOC-sovellus sai parhaimmat pisteet yhdeksastd kohdeluokasta ja toiseksi

parhaimmat pisteet kahdeksasta kohdeluokasta [Felzenszwalb ym. 2010: 16].

VOC-menetelma ja sen VOC-sovellus valittiin KOIRAKO-sovellukseen, koska
e se menestyi hyvin The PASCAL VOC 2007 -kilpailussa
e opetuskuvia ei tarvitse nimidida kasin
e opetusmateriaali (yli 1 000 opetuskuvaa) on valmiina ja saatavilla
¢ sovellus on hyvin kommentoitu ja sitd on mahdollista muokata
¢ sovellus vaatii vain pienia muutoksia toimiakseen koiran tunnistamisessa
e sovellus piirtaa kuvasta loydetyn kohteen ympérille tunnistuskehyksen (boun-

ding box).

VOC eroaa edellisessd luvussa tutustuttuihin koodikirjaan perustuviin menetelmiin
siten, ettéd opetusaineistosta ei luoda koodikirjaa, vaan jokaista opetuskuvaa kohden on
yksi kuvaa vastaava XML-annotaatio (XML annotation) (kuva 17), jota kaytetdan
opetusvaiheessa. XML on lyhenne sanoista Extensible Markup Language, joka on
tiedon merkityksen kuvaamiseen tarkoitettu standardi [Extensible Markup Language
(XML) 1.0 (Fift Edition)].
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H<annotation>
<foldersVOC2007</folder>
<filename>000036. jpg</filename>
= <source>
<database>The VOC2007 Database</databasex
<annotation>PASCAL VOC2007</annctations
<imagerflickr</image>
<£lickrid>340478761</Ilickrid>
</source>
= <owner»
<flickrid»jmpdSfr</flickrid>
<name>?</name>
</owner>
<gize>
<width>332</width>
<height>500</height>
<depth»3</depth
= <faize>
<3egmented>0</segmented>
= <object>
i <name >dog<,/name>
<posexUnspecified</poser
<truncated>0</truncated>
H <difficult>0</difficults>
= \  <bndbox>
: <Emin>27</xmin>
<ymin>79</ymin>
CHMaX>319<//Emax>
<ymax>344</ ymax>
</bndbox>
E </ocbject>
-</annotation>
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Kuva 17. Ote positiivisesta opetusaineistosta, vasemmalla kuva kohteesta ja oikealla sen
XML-annotaatio, joka sisaltdéd muun muassa kohteen ympardéivan tunnistuskehyksen koordinaa-
tit. Kuva ja annotaatio ovat peréisin lahteestd Everingham ym. 2007.

VOCin opetusaineiston kuvia ei segmentoida, kuten Leiben [2008: 14-15] ISM-
menetelman opetusaineistolle on tehty. Sen sijaan XML-annotaatio sisaltdd kohteen
rajaavan tunnistuskehyksen koordinaatit ja tunnistuskehyksen sisédllolle tehdaan
piirteenirrotus, aivan kuten ISM:ssa segmentoidulle kuvallekin. VOCissa piirteenirrotus
on toteutettu muokkaamalla HOG eli Histogram of Oriented Gradients -algoritmilla
laskettuja HOG-piirteita VOCiin sopivaksi [Felzenszwalb ym. 2010: 12-14]. Kun taas
Leiben [2008: 19] artikkelissa DoG- ja SIFT-algoritmien yhdistelmalla tehty piirteenirro-
tus tuotti hyvia tuloksia. Edella mainittuja HOG-, DoG- ja SIFT-algorimeihin perehdy-

taan tarkemmin taman insindorityon piirteenirrotusta kasittelevassa luvussa 6.

Seuraavaksi téssa luvussa esitellddn VOC-sovelluksen teoriaa aloittamalla sen rakennet-
ta kuvaavalla hahmontunnistuskehyksella (luku 5.2.1), jonka jalkeen luodaan katsaus
opetus- ja tunnistusvaiheeseen (luvut 5.2.2 ja 5.2.3). Opetusvaiheen sisaltdma mallin
rakentaminen seka tunnistusvaiheen tunnistusprosessi ovat liian laajoja esitettavaksi
yksityiskohtaisesti tdssa yhteydessa. Niissa kaytettyjen menetelmien esitykset 16ytyvat

Felzenszwalbin [Felzenszwalb ym. 2010] artikkelista: mallin rakentaminen luvusta



38

4 [Felzenszwalb ym. 2010: 8-10] ja tunnistusprosessi luvusta 3.2 [Felzenszwalb ym.
2010: 6].

5.2.1 Hahmontunnistuskehys

VOC on monipuolinen hahmontunnistusmenetelma, jonka vaiheiden ymmartaminen on
ollut haasteellista. VOCin teorian niin sanottua runkoa kutsutaan tassa insindoritydra-
portissa hahmontunnistuskehykseksi, joka yhdessd opetus- ja tunnistusvaiheessa
kaytettavien algoritmien kanssa muodostavat VOCin. Tassa luvussa tarkastellaan VOCin
hahmontunnistuskehyksen (jota kutsutaan tassa insindoritydraportissa lyhyesti myo6s

kehykseksi) paapiirteita.

Hahmontunnistuskehys rakentuu lineaarisista suodattimista (#iters) seka kuvapyrami-
din (image pyramid) ja kohteen piirrevektorit sisaltavan piirrekartan (feature map)

avulla muodostetusta piirrepyramidista (feature pyramid) [Felzenszwalb ym. 2010: 5].

Kuvapyramidi

VOCin kehyksessa hyddynnettava kuvapyramidi on tehokas tietorakenne. Kuvapyramidi
sisdltdd kopioita alkuperdisestd kuvasta eli k-maaran kuvatasoja (octave). Kuvapyrami-
dissa kuvan pikselit ja resoluutio véhenevat asteittain ja symmetrisesti siirryttdessa
kuvatasolta toiselle (kuva 18). Pikseleiden vahentyessd kuvan koko pienenee (dowr-
sampling) ja resoluution pienentyessa kuvan yksityiskohdat sumenevat (smoothing).
Alkuperdinen kuva esitetddn pyramidin juuressa ja siitd seuraavat kuvatasot tuotetaan
rekursiivisesti antamalla edellisen tason kuva seuraavalle tasolle syotteend. [Adelson
ym. 1984: 34; Lindeberg 1994: 5.]

Kuva 18. Kuvassa oikealla havainnollistetaan kuvapyramidin ja sen tasojen rakennetta. Vasem-
malla esimerkki toteutetusta kuvapyramidista, jossa nelja kuvatasoa: jokaisella tasolla (lukuun
ottamatta alkuperaista kuvaa) kuvan pikseleiden lukumaéaraa vahennetty ja kuvan resoluutio
huonontunut. Lahdetta [Gonzales & Woods: 351] mukaillen.
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VOCin kuvapyramidin yhdella kuvatasolla on useampi kuva. Yhden kuvatason sisalta-
mien kuvien lukumaaraa merkitddén muuttujalla 2. VOCin opetusvaiheessa 1 =75 ja
tunnistusvaiheessa 1 = 10 [Felzenszwalb ym. 2010: 5]. Siirryttaessa kuvatasolta toisel-
le (pyramidissa ylospain) kuvan koko puolittuu, ja kuvatasoilla kuvakoon pysyessa
samana, resoluutio vdhenee. Kuva 19 havainnollistaa kolmea kuvatasoa, joista
jokaisella on viisi kappaletta kuvia eli A = 5 (lukuun ottamatta ylinta rivig, josta puuttuu

kaksi kuvaa).

Kuva 19. Esimerkki kuvapyramidista, jossa resoluutio pienenee kuvatasoittain ja kuvan koko
puolittuu siirryttdessa kuvatasolta toiselle. Ylinnd vasemmalla on alkuperdinen kuva. Jokaisella
kuvatasolla pitaisi olla viisi kappaletta kuvia, mutta ensimmaisestéa kuvatasosta (kuvassa ylinna)
puuttuu kaksi kuvaa.

Piirrekartta ja piirrepyramidi

VOC kehyksen rakentaminen alkaa kuvapyramidista luomisesta, jonka jalkeen kuvapy-
ramidin kuvista muodostetaan piirrekartta. Kaytanndssa se tarkoittaa sita, etta jokai-
sesta kuvapyramidin kuvasta lasketaan piirteenirrotusalgoritmilla kohteen piirrevektorit,
jotka kerdtddn alkioiksi piirrekartaksi kutsuttavaan matriisiin. Kuvassa 20 esiintyva
piirrepyramidi koostuu kuvapyramidin kuvista lasketuista piirrekartoista. [Felzenszwalb
ym. 2010: 5.]
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globaali juurisuodatin
eli koko kohde

Po = juuren sijainti

osasuodattimet
eli kohteen osat

]
]
]
u
]
]

P1, -, Pn = 0sien sijainti

Kuvapyramidi Piirrepyramidi

Kuva 20. Kuva havainnollistaa VOCin juuri- ja osasuodattimia, vasemmalla on analysoitavasta
kuvasta rakennettu kuvapyramidi, jota kaytetaan piirrepyramidin muodostamiseen. Juurisuoda-
tin siséltda koko kohteen ja osasuodattimet vastaavat kohteen osia. Lahdetté [Felzenszwalb ym.
2010: 5] mukaillen.

Suodattimet

Lisaksi hahmontunnistuskehykseen kuuluu suodattimet (kuva 20). Juurisuodatin (root
filter) peittdd koko kohteen ja osasuodattimet (part filters) kohteen osat. Juurisuodat-
timen sijainnin maaraa tunnistuskehyksen koordinaatit. Osasuodattimet sijaitsevat
piirrepyramidissa juurisuodatinta alempana, mika tarkoittaa piirrekartan laskemisessa
kaytetyn kuvapyramidin kuvan olevan resoluutioltaan tarkempi verrattuna juurisuodat-
timen vastaavaan kuvapyramidin kuvaan. Felzenszwalbin mukaan se parantaa mene-

telmén suorituskykya tunnistamisvaiheessa. [Felzenszwalb ym. 2010: 5.]

Pisteytysfunktio

Pisteytysfunktiota (score of a hypothesis) tarvitaan niin tunnistus- kuin opetusvaihees-
sa. Juurisuodattimille p, ja osasuodattimille p4, ...p,(n on osasuodattimien lukumaara)
lasketaan pistearvo (score) jokaisessa kuvan pisteessa seka kuvapyramidin skaaloissa.
Lasketut erilliset pistearvot summataan ja niille maaraytyy niin sanottu deformaatiokus-
tannus, joka riippuu jokaisen osasuodattimen suhteellisesta sijainnista juurisuodatti-

meen nahden. Pisteytysfunktio on muotoa

n n
score(po, -pn) = ) F - $(H,p) = ) di-pa(drndyy +b, ¥
i=0 i=0
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jossa suodattimien pistearvojen summa (the data term) on Y-, F/ - ¢(H,p;), defor-
maatiokustannusten summa (the spatial prior) Y.i-, d; - ¢4(dx;, dy;) ja b on bias-termi.

[Felzenszwalb ym. 2010: 5.]

Suodattimen F (w X h kokoinen matriisi) pistearvo pisteessa p on

F'-¢(H,p,w,h), (39)

jossa F' on vaakavektori, joka on muodostettu suodattimesta F lukemalla matriisin F
alkiot riveittain ja asettamalla ne peratysten. Pystyvektori ¢(H,p,w, h) koostuu piirre-
pyramidin H pisteessa p sijaitsevan w x h kokoisen ikkunan muokatuista HOG-piirteista
(katso luku 6.2) muodostettuna samaan tapaan kuin F’ [Jantti 2011]. Kaavan 39 piste
p = (x,y,1), jossa (x,y) maarittda sijainnin kuvassa ja [ maarittda sijainnin piirrepyra-

midissa. [Felzenszwalb ym. 2010: 5.]

Mainittakoon vield, ettd matemaattinen laskutoimitus kaavassa 39 on vaakavektorin F’
ja pystyvektorin ¢(H,p,w, h) pistetulo. Luvussa 4.2 kaavassa 25 esitelty diskriminantti-
funktionhan muodostettiin painokerroinvektorin transpoosin w” ja piirrevektorin x

pistetulona, mika vastaa samanlaista asettelua kuin kaavassa 39 esiintyy.

Komponenttimalli

VOC komponenttimalli (mixture model), joka huomioi kohteen eri kuvakulmat. Yhta
kuvakulmaa vastaa yksi komponentti. Esimerkkind kaksi komponenttisesta mallista on
kuva 21. Se kuvaa koiraa sivulta ja edesta katsottuna, lisdksi kuvasta 21 on nahtavissa
juuri- ja osasuodattimet seka deformaatiokustannus. Tarkempaa tietoa VOCin kompo-

nenttimallista lahteesta Felzenszwalb ym. 2010: 6-7.

juurisuodattimet osasuodattimet deformaatiomallit

Kuva 21. Tasséa esimerkissa on kaksikomponenttisen koiran tunnistusmalli. Ensimmaiset kuvat
havainnollistavat juurisuodattimia, joiden jalkeen osasuodattimet ja viimeisend deformaatiokus-
tannukset. Léhdettd [Felzenszwalb ym. 2009: visualizemodel.m] mukaillen.
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5.2.2 Opetusvaihe

VOCin opetusvaiheessa kaytettavia algoritmeja havainnollistetaan kuvassa 22. Opetus-
vaihe koostuu opetusaineistolle tehtdvasta piirteenirrotuksesta, josta saatavia VOC-
piirteitd kaytetdadn mallin rakentamiseen. Piirteenirrotus toteutetaan HOG-algoritmia
muunnellen (luku 6.2) ja mallin rakentamiseen tarvitaan piilomuuttuja tukivektorikonet-
ta (latent support vector machine eli LSVM) seka lineaarista tukivektorikonetta (/inear
SVM). Opetusvaiheen paatyttya opetusaineistoa hyddyntamalla on muodostettu malli
(model), jota kaytetadn tunnistusvaiheen paatoksenteossa. [Felzenszwalb ym. 2010: 8,
12.]

Piirteenirrotus Mallin rakentaminen
Opetusaineisto | HOG- VOC- LS;M Malli
(nimidity) it S piirteet | | .. ; *
algoritmi Lineaarinen SVM

Kuva 22. VOCin opetusvaihe eli piirteenirrotuksessa ja mallin rakentamisessa kaytetyt algoritmit.

Piilomuuttujat

Pillomuuttujat (Jatent variables) z ovat opetusvaiheessa vaikuttavia muuttujia, jotka
auttavat Ioytdmaan parhaan lopputuloksen, mutta joiden todellista arvoa ei koskaan
nahda, ei edes opetusvaiheen aikana [LeCun ym. 2007: 211]. Pillomuuttujista voi lukea
lisda lahteestda LeCun ym. 2007: 211-213. VOCissa kohteen osien eli osasuodattimien
sijaintia kasitellaan piilomuuttujina mallin rakentamisen aikana, koska osasuodattimien

sijainteja ei ole nimidity XML-annotaatioihin [Felzenszwalb ym. 2010: 2].

Tukivektorikone

Tukivektorikone muodostaa piirreavaruuden jakavan paatdspinnan siten, ettd sen
kanssa yhdensuuntaisten (orthogonal) marginaalitasojen valiin jadava marginaali on
mahdollisimman suuri. Kuva 23 havainnollistaa kaksiluokkaista tapausta, missa
piirreavaruus jaetaan kahteen paattsalueeseen. Marginaalitasoilla sijaitsevia piirrevek-

toreita sanotaan tukivektoreiksi (support vectors). [Scholkopf & Smola 2002: 11-17.]
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folx) > +1
i °

L J

Kuva 23. Esimerkki tukivektorikoneella 16ydetysta piirreavaruuden jakavasta paatéspinnasta,
jossa funktio fz(x) = 0, ja marginaalitasoista. [Scholkopf & Smola 2002: 11-17; SVM-Support

Vector Machines, Optimum Separation Hyperplane]

Tukivektorikone ja VOC
VOCin artikkelin [Felzenszwalb ym. 2010: 2] merkintdja kayttden paatéspinnan

fp(x) = 0 seka marginaalitasot fz(x) = 1 ja fg(x) = —1 toteuttaa funktio

fp(x) =B -2(x), (40)

jossa B on suodatin, x on havainto eli kuva, ®(x) on kuvasta laskettu piirrevektori ja
laskutoimitus on suodattimen g ja piirrevektorin ®(x) pistetulo. Kuvan 23 siniset
kolmiot kuuluvat luokkaan 1, jolloin y = —1 ja kaavan 40 funktio fz(x) saa oikean
paatoksen tapauksessa arvon fg(x) <0 ja vaaran paatoksen tapauksessa fg(x) > 0.
Vastaavasti kuvan 23 punaiset pallot kuuluvat luokkaan 2, jolloin y =1 ja kaavan 40
funktio fz(x) saa oikean paatoksen tapauksessa arvon fg(x) > 0 ja vaaran paatoksen
tapauksessa fp(x) < 0. [SVM-Support Vector Machines, Optimum Separation Hyper-

plane.]

Kaavassa 40 fg(x) riippuu lineaarisesti f:sta ja nain ollen opetusvaiheessa kaytetaan
lineaarista tukivektorikonealgoritmia [Jantti 2011]. Lineaarista tukivektorikonetta kayte-
tdan vain, kun |Z(x;)| =1 eli tapaukseen x; liittyvien mahdollisten piilomuuttujien

lukumaaran ollessa yksi. [Felzenszwalb ym. 2010: 8].
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Piilomuuttujat z siséltyvat diskriminanttifunktioon

fp(x) = ngzcgg){ﬁ - d(x,2)}, (41)

jossa fg(x):n riippuvuus p:sta on epalineaarinen [Felzenszwalb ym. 2010: 8; Jantti
2011]. Epélineaarisuudesta johtuen lineaarisen tukivektorikoneen sijasta on menetel-
maksi valittava pillomuuttuja tukivektorikone, joka esitellaéan seikkaperéisesti artikkelin

[Felzenszwalb ym. 2010] luvuissa 4 ja 5.

Binédrisen luokitteluongelman ratkaiseminen tukivektorikoneella
Mallin parametrit § opetetaan nimididylla opetusaineistolla D = {(xy,y1), ..., (¢ ¥}

jossa y; € {—1,1} ja 1 < i < n. Opetusvaiheen padmaarana on minimoida kohdefunktio

1 n
Lo(8) = Z BN + € ) max(0,1 = yify (xe) 42
i=1

Kaavassa 42 oleva termi }.{L; max(0,1 — y;fg(x;)) viittaa luvussa 4.1.2 esitettyyn empii-
riseen riskiin ja se sisaltda hinge loss -kustannusfunktion (luku 4.1.1) sek& diskrimi-
nanttifunktion fz(x) kaavasta 41. Tasta voidaan paatella VOC-teorian pohjautuvan
diskriminatiiviseen todenn&kdisyysmalliin, koska sen kohdefunktio on (t&ss& insindori-
tybraportissa esitetyn mukaan) saatu muodostamalla luokitteluongelmalle empiirinen

riski [Felzenszwalb ym. 2010; Jantti 2012]. Esitetty optimointiongelma on huonosti
asetettu, siksi kaavan 42 kohdefunktio sisaltaa saannollistamistermin %llBll2 ja vakion

C, joka saatelee saannollistamistermin suhteellista painoarvoa. [Felzenszwalb ym.
2010: 8.]

5.2.3 Tunnistusvaihe

Tunnistusvaiheen algoritmit esitelladn kuvassa 24. Kuten aikaisemmin téssa insinoori-
ty6ssd on mainittu, niin nimiéimattomalle testausaineistolle tehddan opetusvaiheen
piirteenirrotusta vastaavat vaiheet, jonka lopputuloksena saadaan HOG-piirteistd muo-
katut VOC-piirteet. VOC-piirteitd ja opetusvaiheessa muodostettua mallia tarvitaan
tunnistusprosessissa, jonka keskeisiin menetelmiin kuuluvat yleistetty etéisyysfunktio
(generalized distance transforms) ja dynaaminen ohjelmointi (dynamic programming).

Lisdmateriaalia yleisesta etaisyysfunktiosta voi lukea lahteistd [Felzenszwalb & Hutten-
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locher 2004; Felzenszwalb & Huttenlocher 2005: 17] ja dynaamisesta ohjelmoinnista
lahteestad Bertsekas 2005: 2-51. [Felzenszwalb ym. 2010: 6.]

Piirteenirrotus Tunnistusprosessi
Testausaineisto HOG- VOC- Yiei :
e > = — 2 eistetty etdisyysfunktio
(nimigimatén) algoritmi piirteet & s pastas

Dynaaminen ohjelmointi

Malli »

Kuva 24. VOCin tunnistusvaihe sisaltéden piirteenirrotuksessa ja tunnistusprosessissa kaytetyt
menetelmat.

Kohteen tunnistaminen perustuu luvussa 5.2.1 esiteltyihin juuri- ja osasuodattimiin
seka niiden pistearvojen laskemiseen pisteytysfunktiolla (kaava 38). Korkeimman koko-

naispistearvon saanut juurisuodatin valitaan tunnistuskehykseksi:

score(py) = max score(pgy, ..., Pn) - (43)
p1:---ﬂpn

Kokonaispistearvon lisdksi valintaan vaikuttaa osasuodattimien paras mahdollinen
sijoittuminen, mik& ratkaistaan yleistetylla etaisyysfunktiolla noudattaen dynaamista

ohjelmointia. [Felzenszwalb ym. 2010: 6.]

Etaisyysfunktioita (distance transforms) kaytetdadn hahmontunnistuksessa kuvien piir-
revektoreiden vertailemiseen tunnistusprosessissa. Piirrevektoreiden vertailulla tehdaan
paatos, esimerkiksi sisaltddko havainto samoja piirrevektoreita, kuin mitéd mallissa esiin-
tyy. Bindarikuvassa (kaikkien pikseleiden arvo on joko O tai 1) etaisyysfunktio maaritte-
lee jokaisen pikselin etaisyyden lahimp&aan pikseliin, jonka arvo # 0. VOCissa tunnis-
tamisprosessissa kaytetdan yleistettyd etdisyysfunktiota, jossa bindarikuvan sijaan on
niin sanottu oikea-arvoinen kuva. Bindarinen piirrekartta maarittelee jokaisessa pikse-
lissd piirrevektorin olemassaolon tai poissaolon. Sen sijaan on hyddyllisempaa maaritel-
& kustannus piirrevektorille kuvan jokaisessa pikselissd, kuten kaavan 38 deformaa-
tiokustannus tekee. Yleistetty etdisyysfunktio ottaa etaisyyksien maarittelemisen lisaksi
piirteiden sijainnista aiheutuvat kustannukset (kutsutaan VOCissa deformaatiokustan-
nuksiksi) huomioon. [Felzenszwalb & Huttenlocher 2004: 1-2; Felzenszwalb ym. 2010:
6.]
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6 Piirteenirrotus

Téssa luvussa perehdytadn piirteenirrotukseen tutkien kahta algoritmia. Ensimmainen
niistd on muun muassa ISM-menetelméassa kaytetty Scale Invariant Feature Transform
eli SIFT-algoritmi (luku 6.1) ja toinen on Histogram of Oriented Gradients eli

HOG-algoritmi (luku 6.2), joka on muokattu VOCiin sopivaksi.

6.1 Scale Invariant Feature Transform -algoritmi

Avainpisteiden havaitsemisen ja piirteiden kuvaamisen yhteydessa esitetyt algoritmit
ovat kayttssa ISM-menetelméasté kertovassa artikkelissa [Leibe ym. 2008] sek& sita

vastaavassa Multi-Cue ISM 1.4.1 -sovelluksessa [Leibe 2008].

Kuvan paikalliset piirrekuvaajat lasketaan avainpisteiden avulla l16ydetyista muuttumat-
tomista avainpistealueista, kuten luvussa 5.1.2 maariteltiin. Piirrekuvaajien pitda olla
yksilollisia ja samalla vakaita kuvakulman vaihteluille seka mahdollisille avainpisteen
havaitsijan tuottamille virheille. Niiden tulee kuvata ldydettyjen kuvatilkkujen sisaltd

mahdollisimman tarkasti. [Mikolajczyk & Schmid 2003: 1.]

Yksinkertaisin piirrekuvaaja on kuvan pikseleistd muodostettu vektori, mutta tunnistus-
tehtavassa laskennallinen kompleksisuus kasvaa sen ollessa moniulotteinen. Jakaumiin
perustuvat piirrekuvaajat kayttavat hyodykseen histogrammia (histogram), josta on
nahtavissd kuvan pikseleistd laskettujen gradienttien (gradients) jakauma. Taman
typpisiin piirrekuvaajiin kuuluu Lowen [2004] kehittama SIFT-algoritmi. [Mikolajczyk &
Schmid 2005: 4.]

6.1.1 Avainpisteidenhavaitsija-algoritmeja

Kuva siséltad vakaita pisteitd, jotka pysyvat muuttumattomina kuvan skaalan vaihdel-
lessa ja kuvakulman muuttuessa [Lowe 2004: 5]. Na&iden avainpisteiden avulla
hahmontunnistusjarjestelméa KOIRAKO voi tunnistaa testikuvassa olevan koiran, kun
niitd verrataan ennalta muodostettuun koodikirjaan. Avainpisteidenhavaitsijat ovat

algoritmeja, joiden tehtdvana on etsia kuvasta vakaat avainkohdat.
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Kuva 25. Avainpisteidenhavaitsija-algoritmien tuloksia kuvina. Ylarivi: DoG, SUSAN ja Harris.
Alarivi: LoG, Harris-Laplace ja Gilles [Garcia 2007:test.m].

Havaitsija-algoritmeja on tarjolla monenlaisia, ja joitakin yleisimpia on kokeiltu esimer-
keissa kaytettyyn opetuskuvaan. Kuvasta 25 on ndhtévissa havaitut avainpisteet kayt-
tden algoritmeja DoG (Difference of Gaussian), SUSAN (Smallest Univalue Segment
Assimilating Nucleus), Harris, LoG (Laplace of Gaussian), Harris-Laplace ja Gilles [Gar-

cia 2007: test.m].

DoG-avainpisteidenhavaitsija-algoritmia on kaytetty monissa hahmontunnistusprojek-
teissa [Lin ym. 2009: 1308; Leibe ym. 2008: 4; Seemann 2007: 71; Lowe 2004: 5].

Seuraavaksi tutustutaan algoritmiin tarkemmin.

6.1.2 Avainpisteiden havaitseminen: DoG-algoritmi

Tama luku kuvaa DoG-algoritmin sek& avainpisteiden kéasittelyn laaja-alaisemmin mu-
kaillen David Lowen [2004] artikkelissa esitettyd SIFT-algoritmia, joka ké&sittad niin
avainpisteiden havainnoinnin kuin piirteiden kuvaamisenkin. DoG-algoritmi on vasta
osa avainpisteiden havainnointia. Silla selvitetdan avainpiste-ehdokkaat (keypoint can-
didate), mutta sen lisédksi ehdokasjoukkoa on muokattava, jotta prosessin lopullinen

paamaara, eli kohteen tunnistaminen, onnistuisi parhaalla mahdollisella tavalla.
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Avainpiste-ehdokkaiden médrittdminen

DoG eli Difference of Gaussian -funktio tunnistaa avainpisteet, jotka ovat muuttumat-
tomia ottaen huomioon kuvan skaalan sekd kierron. DoG-funktio soveltaa skaala-
avaruutta (scale-space) ja sieltd saadut minimi- ja maksimikohdat valitaan avainpiste-
ehdokkaiksi. [Lowe 1999: 2.]

Seuraavaksi tarkastellaan prosessin matemaattista puolta [Lowe 2004: 5]. Skaala-
avaruus maarittdd kuvasta kohdat, jotka pysyvat muuttumattomina lapi kaikkien
mahdollisten skaalojen. DoG-funktio hyddyntadd skaala-avaruusteoriaa (scale-space

theory) [Lindeberg 1994], jonka toteuttaa lauseke

L(x,y,0) =G(x,y,0) * 1(x,y). (44)

L(x,y,0) vastaa kuvan skaala-avaruutta ja o-muuttuja vastaa kuvan skaalaa. Skaala-
avaruus saadaan selville konvoloimalla kuva I(x,y) Gaussin ytimella G(x,y, o). Kaksi-

ulotteisen Gaussin funktion (gaussian function) maarittaa lauseke

_ x2+ y2 (45)
G(x,y,0) = 502 e 207
Kuvan avainpiste-ehdokkaat ovat funktion
D(x,y,0) = (G(x,y,ko) — G(x,y,0)) * I(x,y), (46)

aariarvoja (extrema). Lauseke sisaltdd Gaussin funktioiden erotuksen eli DoG-funktion

sekd DoG-funktion ja kasiteltdvan kuvan I(x,y) konvoluution.

Toisin sanoen &ariarvot eli kuvan minimi- ja maksimikohdat saadaan lausekkeesta

D(x,y,0) = L(x,y,ka) — L(x,y,0), (G

joka laskee kahden lahekkaisella skaalalla maaritellyn kuvan L(x,y, ko) ja L(x,y, o)

erotuksen, kuten kuva 26 havainnollistaa.
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Gauss-suodatettu kuva

Difference of Gaussian eli
DoG-suodatettu kuva

Kuva 26. Vasemmalla on Gaussin funktiolla konvoloidut skaala-avaruuden kuvat ja oikealla niis-

ta saadut DoG-suodatetut kuvat D(x,y, ) [Lowe 2004: 6].

Skaala-avaruuden jokaiselle oktaaville eli kuvatasolle konvoloidaan alkuperéinen kuva

Gaussin funktiolla (kaava 45), jotta saadaan kuvassa 26 esiintyvat vasemmanpuoleiset

gauss-suodatetut kuvat. Kuvatason vierekkdiset gauss-suodatetut kuvat vahennetaan

toisistaan ja siten muodostetaan oikeanpuoleiset DoG-suodatetut kuvat. Jokaisen kuva-

tason jalkeen gauss-suodatettun kuvan pikselit vahennetdan puoleen ja edella mainittu

prosessi toistetaan. Kaavoissa 46 ja 47 esiintyvd muuttuja k on skaalakerroin, jonka

arvo on likimain yksi [Lowe 2004: 6—7].

A

Kuva 27. DoG-suodatetun kuvan &ariarvojen etsinta [Lowe 2004:7].
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Seuraavaksi etsitédn DoG-suodatetusta D(x,y, o) kuvasta paikalliset aariarvot eli mini-
mit ja maksimit. Mika tarkoittaa sitd, ettd kuvassa 27 olevaa X-merkilla merkittya pikse-
lia verrataan sen 26 naapuriin (kuvan 27 siniset ympyrat), joista 18 pikselia on vierek-
kaisista skaaloista ja kahdeksan pikselid samasta skaalasta. Pikseli valitaan avainpiste-
ehdokkaaksi, mikali sen arvo on suurempi tai pienempi verrattuna sen naapureiden

arvoihin.

Avainpiste-ehdokasjoukon karsinta
Edella mainittujen menetelmien avulla kuvasta on I6ydetty avainpiste-ehdokkaat. David
Lowe esittda artikkelissaan [Lowe 2004: 10-14] avainpiste-ehdokasjoukolle seuraavia
toimenpiteita:

e varmistetaan avainpisteiden oikea sijainti

e poistetaan alhaisen kontrastin omaavat avainpisteet

e poistetaan kohteen reunaviivoilla sijaitsevat avainpisteet.

Toimenpiteiden tarkoituksena on varmistaa lopulliset avainpisteet seka niiden vakaus ja
parantaa tunnistusprosessia. Avainpiste-ehdokasjoukolle suoritettavien toimenpiteiden

matemaattiseen puoleen ei syvennyta tassa insinddritydraportissa.

Avainpisteiden suunnan mdaritys piirrekuvaajia varten

Viimeisenad tehtavand on laskea lopullisille avainpisteille tai tarkemmin sanottuna
avainpisteiden ymparilla olevalle avainpistealueelle gradienttien histogrammi, jonka
avulla avainpisteille maaritelladn suunta (orientation) [Lowe 2004: 13; Gonzales &

Woods: 134-137; Jantti 2009]. Avainpistealueen koko pikselein& lasketaan seuraavasti

apAlue = (2 * round(3,5 * o) + 1) * (2 * round (3,5 * 0) + 1), (48)

jossa round(arg) pyoristdd argumentin arg ldahimpaan kokonaislukuun ja o-muuttuja
vastaa skaalaa. Avainpistealueesta laskettua avainpisteen suuntaa tullaan kayttdméaan
deskriptorin eli avainpisteestd muodostettavaan piirrekuvaajan madrittdmiseen.
Gradientti kertoo kuvan pikselin intensiteetin muutoksen suunnan, jossa muutos tapah-
tuu nopeinten ja gradienttien histogrammista nahdéan kuvan avainpisteiden ymparis-

ton pikseleista laskettujen gradienttien jakauma.
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Gradientti on vektori, jolla on suunta 6 sekd magnitudi (magnitude) m ja Lowe laskee
ne kayttden kaavan 44 gauss-suodatettua kuvaa L(x,y,o) ottaen huomioon avainpis-
teen skaalan ¢. Avainpistealueen kaikille pikseleille avainpisteen skaalassa o lasketaan

magnitudi yhtalosta

m(x, y)
(49)
= \/(L(x +1,y)—L(x— 1,y))2 + (L(x,y +1)—L(x,y— 1))2,
ja suunta yhtalosta
6(x,y)
(50)

=tan ' (L(x,y+ 1) —L(x,y—1))/(L(x + 1,y) — L(x — 1,5)).

Seuraavaksi muodostetaan suuntahistogrammi (orientation histogram) avainpistealu-
eesta sisdltavista pikseleista lasketuista gradientin suunnista (kaava 7). Histogrammin
vaaka-akselina eli havaintojen arvona on suunta, joka on diskretoitu 10 asteen vélein
360 asteesta 36:een ja pystyakselina eli havaintojen lukumaaréna on avainpistealueen
gradienttien suuntajakauma painotettuna gradienttien magnitudeilla ja kaksiulotteisella
gaussin funktiolla, jonka hajonta ¢ on 1,5 kertaa avainpisteen skaala jaettuna oktaavin

naytteistysluvulla.

Kaikki avainpistealueen pikselit kdydaan lapi ja nain saadaan taytettya suuntahisto-
grammi. Jakaumahuippu eli suunta, jota on lukumaaraltaan ollut eniten avainpistealu-
eessa vastaa avainpisteen vallitsevaa suuntaa (dominant direction). Siihen verrataan
muita l6ydettyja suuntia ja kaikki suunnat, joita on ollut 80 % tai enemman verrattuna
jakaumahuippuun, merkitdan avainpisteelle kuuluvaksi. Mikéli kyseiselle avainpisteelle
tulee suuntahistogrammin perusteella enemman kuin yksi suunta eli histogrammista
I6ytyy jakaumahuipun lisaksi muita suuntia, luodaan ns. lisdavainpiste jokaiselle suun-
nalle erikseen ja sen sijainti seka skaala maaraytyvat alkuperdisesta avainpisteesta.

Edella mainitut toimenpiteet toteutetaan jokaiselle avainpisteelle. Avainpisteille on nyt
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laskettu sijainti, skaala ja suunta (kuva 28), joita tarvitaan piirrekuvaajan muodostami-

seen.

Kuva 28. DoG-algoritmilla lasketut lopulliset avainpisteet (keltaiset vektorit kuvastavat suuntaa
ja skaalaa). Kuva avainpisteista on saatu muokkaamalla Thomas El-Maraghin [2004: SIFTtuto-
rial] MATLABIlla ohjelmoimaa Lowen [2004] DoG-algoritmia.

Kuva 28 esittdd DoG-algoritmin lopullisia avainpisteitd. Thomas El-Maraghi [2004:
SIFTtutorial] on ohjelmoinut Lowen [2004] SIFT-algoritmin kokonaisuudessaan (sisal-
tden DoG-algoritmin) MATLAB-toteutukseksi. Se on hyvin kommentoitu ja helposti
muokattavissa omiin kayttétarkoituksiin sek& sen avulla esimerkiksi DoG-algoritmin

vaiheita on mukava tutkia. Seuraavassa luvussa perehdytaan piirrekuvaajaan.

6.1.3 Piirrekuvaajien muodostaminen: SIFT-algoritmi

Piirrekuvaajan laskeminen aloitetaan edellisesséa luvussa paadytysta tilanteesta.
Suuntahistogrammin avulla selvitettya avainpisteen vallitsevaa suuntaa kaytetaan kier-
tamaan 16 x 16 pikselin kokoisen alueen eli piirrekuvaajaikkunan koordinaatistoa, jota
tarvitaan piirrekuvaajan laskemiseen. Uuden kierretyn 16 x 16 piirrekuvaajaikkunan
kierretyt pikselit eli ndytepisteet eivat vastaa alkuperaisia pikseleitd, koska naytepisteet
eivat osu endd samoihin paikkoihin. Siitd syystad alkuperdiset pikseleiden arvotkaan

eivat vastaa naytepisteiden arvoja. [Jantti 2009; Lowe 2004: 15.]
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Avainpisteen vallitsevaan suuntaan Suuntahistorammit, joista jckaisellé
kierretty piirrekuvaajaikkuna, joka kahdeksan suuntaa.

siséltad uudelleen lasketut gradientit

Kuva 29. Esimerkki piirrevektorin muodostamisesta: Tassa esimerkissa kierretty piirrekuvaajaik-
kuna on 8 x 8 kokoinen naytepistejoukko ja siitd muodostettava piirrekuvaaja 2 x 2 kokoinen
piirrematriisi. Todellisuudessa piirrekuvaaja on 4 x 4 kokoinen piirrematriisi, ja se lasketaan 16 x
16 kokoisesta piirrekuvaajaikkunasta. Lahdetta [Lowe 2004: 15] mukaillen.

Kierretyn piirrekuvaajaikkunan naytepisteille interpoloidaan intensiteetin arvot ja
gradientti magnitudi m (kaava 49) seka suunta 6 (kaava 50) lasketaan uudestaan kayt-
tden naytepisteiden intensiteettien arvoja, mitd esittdd kuvan 29 vasemmanpuoleinen
ruudukko. Ruudukon solun sisélla oleva nuoli kuvaa gradienttia eli nuolen pituus vastaa

magnitudia ja nuolen karki osoittaa suuntaa. [Lowe 2004: 15-16; Jantti 2010.]

Lisdksi jokaisen naytepisteen magnitudi painotetaan gaussin painofunktiolla, jonka
koko saadaan laskettua kaavalla 48 ja jossa o-muuttujan arvona kaytetdan puolta piir-
rekuvaajaikkunan leveydestd 16 x 16 naytepistettd, eli talloin o saa arvokseen 8.
Toimenpiteen pyrkimyksena on antaa vahemman painoarvoa gradienteille, jotka sijait-
sevat etaalla piirrekuvaajaikkunan keskustasta seka valttaa jyrkkia muutoksia piirreku-
vaajissa, joissa on pienia vaihteluita ikkunan sijainnissa. Gaussin funktion painotusta
havainnollistaa kuvaan 29 piirretty ympyranmuotoinen ikkuna. [Lowe 2004: 15-16;

Jantti 2010.]

Kierretyn 16 x 16 -kokoisen piirrekuvaajaikkunan naytepisteiden gradienteista laske-
taan suuntahistogrammit (kuva 29, oikeanpuoleinen ruudukko) siten, ettd jokainen
muodostettu histogrammi siséltda gradientit 4 x 4 naytepisteen kokoisesta alialueesta.
Tama tarkoittaa sitd, ettd yhden avainpisteen kuvaamiseen tarvitaan yhteensd 16

suuntahistogrammia, jotka lasketaan avainpisteen vallitsevaan suuntaan Kkierretyn
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piirrekuvaajaikkunan naytepisteiden gradienteista. Jokainen suuntahistogrammi sisaltaa
kahdeksan suuntaa. Piirrekuvaaja on vektori, joka koostuu 128 elementistéa eli 16

histogrammista ja niiden 8 suunnasta. [Lowe 2004: 15-16; Jantti 2010.]

Seuraavaksi piirrekuvaaja normalisoidaan (normalize) yksikkdvektoriksi (unit vector),
koska silla se saadaan muuttumattomaksi valaistuksen affiineille muutoksille. TAma
tarkoittaa sitd, ettd muutos kuvan kontrastissa muuttaa jokaisen pikselin arvoa vakion
imCntrst verran ja muutos tapahtuu myods gradienteille muuttaen niiden arvoja saman
verran. Normalisointi poistaa kontrastin muutokset, mutta se ei riita poistamaan
epalineaarisia valaistuksen vaikutuksia, jotka voivat johtua esimerkiksi kameran satu-
raatiosta. Se voi aiheuttaa suuria muutoksia joidenkin gradienttien magnitudeille, mutta
vahemman todennékdisesti gradienttien suunnille. Sen takia suurien gradienttien
magnitudien vaikutus vahennetdan asettamalla yksikkdvektorin kynnysarvoksi 0,2,
jonka jalkeen piirrevektori normalisoidaan uudestaan. Jokaisesta avainpisteesta
muodostetaan 128-ulotteinen vektori eli piirrekuvaaja edella esitettyjen vaiheiden
mukaisesti. [Lowe 2004: 15-16; Jantti 2010.]

6.2 VOC-menetelman HOG-algoritmi

Histogram of Oriented Gradients eli HOG-algoritmi laskee kuvasta HOG-piirteet, joita
muokataan ja jotka lopulta kerataan yhdeksi moniulotteiseksi VOC-piirrekuvaajaksi.
SIFT-algoritmi (luku 6.1) laskee paikallisista avainpistealueista muodostettuja SIFT-
piirrekuvaajia, kun taas HOG-piirteista kootaan globaali piirrekuvaaja [Schiele 2010: 3].
Se tarkoittaa sita, ettd SIFT-piirrekuvaaja sisaltda tietoa vain yhdestda avainpiste-
alueesta, eikd sen laskemiseen vaikuta muut avainpisteet. Sen sijaan
VOC-piirrekuvaajan muodostamiseen on vaikuttanut koko kuvasta rajatun kohteen eli
havaintoikkunan tietosisaltd ja sen useat paikalliset toisiinsa kytkoksissa olevat

VOC-piirteet.
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Piirteenirrotusmenetelma
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Kuva 30. VOCissa kaytetyn HOG-algoritmin vaiheet [Dalal 2006: 22-23; Felzenszwalb ym. 2010:
12-14]

Dalalin esittamat HOG-piirteet ovat 36-ulotteisia, mutta VOC-menetelméassa kaytetaan
31-ulotteisia piirrevektoreita, silla niiden on todettu parantavan tunnistusprosessin
suorituskykya verrattuna HOG-piirteisiin [Felzenszwalb ym. 2010: 12]. Kuvaan 30 on
listattu piirrekuvaajan muodostamiseen kaytetyn algoritmin vaiheet [Dalal 2006: 22—
23; Felzenszwalb ym. 2010: 12-14].

Piirteiden nimedmisestéd on mainittava sen verran, etta kuten kuvasta 30 on nahtavissa,
niin lopullinen piirrekuvaaja on nimetty etuliitteella VOC. Tama johtuu siita, ettd tassa
ty6ssa painotetaan sitd, ettéd alkuperaisia HOG-algoritmilla luotuja HOG-piirteitd muoka-
taan VOC-menetelmassa maaritetyillda toimenpiteilld. HOG-piirteista saadaan siis
eri vaiheiden jalkeen VOC-piirteitd, jotka kootaan yhdeksi VOC-piirrekuvaajaksi.
Felzenszwalbin ym. artikkelissa [Felzenszwalb ym. 2010] naista piirteistd kerrotaan
yleisesti nimella HOG-piirteet, mutta tassd tydssd on selkedmpaa kayttdd erilaista
nimeamiskaytantbd. Seuraavaksi esitellddn VOC-piirrekuvaajan muodostamisen

vaiheet.

6.2.1 Gradienttien laskeminen

HOG-piirteiden muodostaminen alkaa pikselitason piirteiden maarittamisella, mika
tarkoittaa kuvan gradienttien suuntakulman ja magnitudin laskemista pikseleiden
intensiteeteista kayttamalla [-1, O, 1] suodatinta x-akselin ja sen transpoosia y-akselin
suuntaisesti [Dalal 2006: 37, 49; Felzenszwalb ym. 2010: 12]. Suodatinta tarvitaan
osittaisderivaattojen approksimointiin, koska pikselit eivat ole jatkuvia muuttujia, kuten

esimerkiksi funktion f(x,y) muuttujat x ja y [Jantti 2011]. Mikéli kuva on varillinen,
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gradientti lasketaan jokaiselle véarikanavalle erikseen ja valitaan niista se, jonka
gradientin nelid on suurin. SIFT-piirrekuvaajien maarittdmiseen tarvitaan myo6s
gradienttia ja laskukaavat loytyvat luvusta 6.1.2, magnitudi lasketaan kaavalla 49 ja
suuntakulma kaavalla 50. Siit4 huolimatta on tassékin yhteydessa syyta tutustua kuvan

pikselin gradientin laskemiseen.

Kuvan pikselin (x,y) intensiteetistd I(x,y) lasketaan gradientti kayttden osittaisderi-
vaattaa x- ja y-suuntaan, jotka approksimoidaan numeerisesti edella mainitulla
[-1, O, 1] suodattimella ja sen transpoosilla. I(x,y):n osittaisderivaatta x-suuntaan on

algx;y) =Ix+1Ly)—I1(x—1,y) (1)

ja y-suuntaan

al(x,y) B _ (52)
by 1, y+1)—1I(x,y —1).

Kaavat 51 ja 52 sisaltavat suodatuksen ja osittaisderivaatan eli intensiteetin muutosno-

peuden pikselissa (x,y) x- seké y-suuntaan, joten gradientin arvo pikselissa (x,y) on

ol(x, y)) 6+ (81 (%, y)) e,

grad(l (x, y)) = ( % 3y

(53)

jossa é, on x-akselin ja &, on y-akselin suuntainen yksikkévektori. Gradientin magnitudi

saadaan yhtalosta

2
_ (o1 »\* | ((1ty) (54)
e = (262 (@
ja sen suuntakulma
o1(x,y)
— fom— dy (55)
(p(x: )’) = tan ! (aléx,y) >

Ensimmaiseksi lasketaan gradientin magnitudi. Tdman voi toteuttaa edelld esitellylla
kaavalla 54, mutta VOC-sovelluksessa se on toteutettu kdyttden suunnattua derivaat-
taa eli ottamalla derivaatta gradientin suuntaan, joka vastaa gradientin magnitudia.

Derivaatta gradientin suuntaan saadaan hakemalla maksimiarvo kaavalla 56.
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VOC-sovelluksen koodissa sitd vastaavaa muuttuja on nimeltdédn dot ja sen arvo
saadaan yhtalosta

(61 (x, y))

cos(G (x, y)) + Tsin (9 (x, y))_ (56)

_0l(xy)

dot
0 ox

dotin arvo lasketaan 18 eri suuntaan eli 0 - 360 asteeseen 20 asteen vélein ja valitaan
niistd se, jossa muutosnopeus on suurin [Felzenszwalb ym. 2009: features.cc, rivit
97 — 107]. Maksimiarvon Ioytyessa tayttyy ehto ¢(x,y) = 6(x,y), jossa ¢ on gradientil-
la laskettu suuntakulma ja 6 on suunnatulla derivaatalla I6ydetty suuntakulma.
Gradientin magnitudin |grad(I(x,y))| (kaava 54), suuntakulman ¢ (kaava 55) ja deri-
vaatan gradientin suuntaan eli dot (kaava 56) vdlisid suhteita voidaan kuvata seuraa-
vasti: Esitetdan dot(6(x,y)) ja jos @(x,y) = 8(x,y), niin siind tapauksessa dot =
|grad(I1(x,y))|. [Jantti 2011.]

6.2.2 Histogrammien muodostaminen soluittain

Toinen vaihe muistuttaa SIFT-piirrekuvaajan muodostamista, siind keratadn pikselita-
son piirteet eli kuvan pikseleiden gradientit paikallisesti soluittain histogrammeihin.
Taméan vaiheen lopputuloksena saadaan solutason piirre vektorina eli C(i,j), jossa
yhden vektorin sisaltama histogrammi kuvastaa yhden solun derivaatan suuntaja-

kaumaa. Sen vaaka-akselilla on 20 asteen vdlein diskretoidut gradienttien suuntakul-

mat seka pystyakselilla gradienttien magnitudiarvot.

==

Lohko E—t

Paallekkaiset
lohkot

Kuva 31. Kuvasta rajattu kohde eli havaintoikkuna jaetaan soluihin ja ne muodostavat lohkon
[Dalal 2006: 23].
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Havaintoikkuna (kuva 30) jaetaan soluihin, kuten kuvassa 31 esitetdan. Solu koostuu
pikseleistad ja niiden lukumé&ard VOC-menetelmassa on 8 x 8 eli 64 pikselid per solu
[Felzenszwalb ym. 2009: featpyramid.m]. Kuvan koko on w X h, solun sivun pituus k ja

solutason piirrevektori C(i,j), jossa 0 <i < l—J jao<sj< l J [Felzenszwalb ym.

128—- 1

2010:12]. Jos w =64, h=128 ja k=8, niin =21 5 —7875 7 ja j=

15,875~15 eli soluja i-suuntaan on 8 kappaletta ja j-suuntaan 16 kappaletta, joten

tassa esimerkissa soluja on yhteensa 128.

Pikseleiden gradientit kootaan histogrammeihin ja se tapahtuu bilineaarisella interpo-
loinnilla [Gonzalez & Woods 2002: 273]. VOC-menetelméassd yhden pikselin gradientin
magnitudi |grad(I(x,y))| eli v vaikuttaa neljdédn solun histogrammiin seuraavasti. Se
interpoloidaan neljaén lahimpan& olevien solujen keskipisteisiin, mikd tarkoittaa sitd,
ettd pisteessd (x,y) laskettu v saa uudet arvot vy, v,, v3 ja v, neljassa eri pisteessa
(x1,v1), (x2,¥1), (x1,¥2) Jja (x3,y,), neljassa eri solussa s;, s,, S3 ja s4. Solusta sy
muodostetaan histogrammi h,, jonka ensimmainen tapaus v, on pisteesta (x,y) pistee-
seen (xq,y;) interpoloitu gradientin magnitudi v:n arvo. Huomattavaa on se, ettd v,:lla
on sama suuntakulma, kuin alkuperaiselld pikselin gradientin magnitudilla v seka se,
ettd v-muuttujan magnitudiarvo ei sisally histogrammiin, vaan siihen kertyy vain inter-
poloidut magnitudiarvot. Samoilla toimenpiteilla kootaan solujen s,, s; ja s, histo-

grammit h,, hs ja h,. [Jantti 2011.]

6.2.3 Normalisointi lohkoittain

Kolmannessa vaiheessa solutason piirteestd C(i,j) saadaan normalisoinnin jalkeen
36-ulotteinen HOG-piirre H(i,j) ja edelleen yhden solun tietosisdltd vastaa yhta
HOG-piirretta [Felzenszwalb ym. 2010: 13]. Neljan solun soluryhma muodostaa lohkon
(kuva 31) ja yksi solu voi kuulua useampaan lohkoon, silla havaintoikkunan lohkot

menevat osittain paallekkain.
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Normalisointiarvot lasketaan yhtalosta

Nsy (i, ) = (ICEDI? +ICE + 8 DI +I1CE T +II?

. (57)
+ICE+8,j+ 2,

jossa &,y € {—1,1}. Kaava 57 mittaa lohkosta niin kutsuttua gradienttienergiaa, jolla
normalisoidaan solutason piirre eli C(i,j)/ N5, (i,j) ja jonka maksimiarvo rajoitetaan
operaattorilla T, eli T,(C(i,j))=C(@,j), kun C@,j)<a ja T,(CGj))=a, kun
C(i,j) > a. a:n rajoitusarvo on 0,2 ja sitd kdytetdan myds Dalalin HOG-menetelman
L2-Hys -normalisointimenetelméassa [Dalal 2006: 39] seka Lowen SIFTissa [Lowe 2004:
16]. Gradienttienergiat maaritellaédn neljan solun piirrevektoreista eli laskettavana ole-
vasta solusta (piirrevektori C(i,j)) seka sen kolmesta naapurisolusta ja ndin ollen
saadaan nelja normalisointiarvoa, joilla suoritetaan laskettavana olevan piirrevektorin

C (i, j) normalisointi maksimiarvoja rajoittaen. Laskutoimitusta kuvaa yhtalo

To(C(J)/N=q,—1(i.)))

Ta(CEN/Ni1,-1 ) (58)
To(CLN)/Nir41GD) [

To(CGJ)/N-1,+1(0)))

H(,j) =

jossa H(i,j) on taméan vaiheen lopputulos eli solun (i,j) HOG-piirre [Felzenszwalb ym.
2010:13].

Havainnollistetaan kaavoissa 57 ja 58 kaytettdvien solujen piirrevektorien sijaintia

suhteessa toisiinsa sijoittamalla kaavaan 57i=1,j=2,6§ = -1ljay = -1,
N_4,-4(1,2)

= (ICADI? +ICA -1l +1Ic(12 - DI
. (59)
+1c(-12-DI*)2

1
= (|| - + || + || e + 1C0,1)]1%)2.
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Jatketaan testaamista arvoillai=1,j=2,d =1jay =—1e€li

N+1,—1(1'2)
(60)
1
= (|| -—_=* + || ez + || |+ C(2,1)11%)z,
i=1,j=2,=1jay=1el
N+1,+1(1'2)
(61)
1
= (| -—=.(|* -+ || 2> -+ || s ||” + 11c(2,3)11%)>
jai=1,j=2,d=—-1jay=1el
N—1,+1(1'2)
(62)

1
= (/|- |* + | ee|* + || ey * + 1C0,3)1)>.

Kuten kaavoista 59—-62 ja kuvasta 32 voidaan todeta, jokainen normalisointiarvo laske-
taan yhden lohkon piirrevektoreista ja piirrevektorin €(1,2) HOG-piirteeseen H(1,2)

(kaava 58) vaikuttaa sen kahdeksan naapurisolua.

Kuva 32. Esimerkki soluihin jaetusta havaintoikkunasta, jossa kuvan koko 64 x 128 pikselia ja
solun sivun pituus 8 pikselid, joten soluja 8 x 16 eli 128 kappaletta. Punaisella merkatun solun
piirrevektorin €(1,2) normalisointiin ja HOG-piirteen H(1,2) laskemiseen vaikuttaa kahdeksan
naapurisolun (neljan lohkon) piirrevektorit, jotka merkattu kuvaan siniselld, niistd tummansiniset
havainnollistavat paallekkaisia soluja.

Tahan vaiheeseen esitelty HOG-piirre on 36-ulotteinen ja se vastaa Dalalin vaitdskirjan
HOG-algoritmilla [Dalal 2006:37—41] luotua HOG-piirrettéd suuriltaosin. Seuraavaksi
perehdytdan sen jatkokasittelyyn, joka on ominaista juuri VOCissa kaytetylle

HOG-algoritmille.
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6.2.4 HOG-piirteiden muokkaaminen

Viimeisessa vaiheessa tahdataan HOG-piirteen ulottuvuuden alentamiseen, joka tekee
opetusvaiheessa luodusta mallista yksinkertaisemman sekd nopeuttaa opetus- ja
tunnistusvaiheessa kaytettavia algoritmeja. Felzenszwalb on tutkinut HOG-piirteita
projektissaan ja on tehnyt niille padkomponenttianalyysin eli PCAn [Jolliffe 2002;
Shlens 2009], josta selvisi, ettd 36-ulotteiset HOG-piirteet voidaan esittda 11-ulotteisina
sailyttden saman suoristuskyvyn tunnistusvaiheessa. Artikkelissa kuitenkin todettiin,
ettd PCA-menetelmalla toteutettu HOG-piirteen ulottuvuuden alentaminen on lasken-
nallisesti raskas ja sen sijasta VOCissa kaytetdankin analyyttistd projektiota, jolla

saadaan 36-ulotteista HOG-piirteistd 13-ulotteisia. [Felzenszwalb ym. 2010:13-14.]

Analyyttinen projektio on Felzenszwalbin VOCiin kehittdm&a menetelmd, joka on PCAta
yksinkertaisempi ulottuvuuden alentamistekniikka [Felzenszwalb ym. 2010:14]. Sen
kayttokelpoisuutta on perusteltu PCA-analyysilla, joka asettaa ulottuvuuksien minimira-
jaksi 11, koska sen alle mentéessa piirteisté katoaa oleellista tietosisaltoa. Analyyttisella
projektio -menetelmalla HOG-piirteistd saadaankin 13-ulotteisia, mikd on tarpeeksi
lahella PCAn antamaa lukua ja néin ollen kayttokelpoinen, liséksi sen tunnistusvaiheen
suorituskyky pysyy samana verrattuna niin 36-ulotteisiin  HOG-piirteisiin  kuin
11-ulotteisiin PCA-kasiteltyihin piirteisiin. [Felzenszwalb ym. 2010: 13-14; Jantti 2012.]

VOC-artikkelissa [Felzenszwalb ym. 2010] kerrotaan sekad analyyttisen projektion etta
PCAn vaikutuksista 36-ulotteiseen HOG-piirteeseen, mutta kaytannéssa VOCissa on
108-ulotteisia piirrevektoreita, joista saadaan analyyttisella projektiolla 31-ulotteisia
[Felzenszwalb ym. 2010: 14]. Niitd varten selvitetddn Kkasitteet contrast sensitive- ja
contrast insensitive -piirteet, jotka yksinkertaisuudessaan ovat kuvan gradienttien
laskemisessa kaytettyja suuntakulmia. Kuten gradienttien laskeminen ja histogrammien
muodostaminen soluittain -vaiheissa jo mainittiin, niin histogrammi siséltaa kuvan solu-
jen gradienttien jakauman ja sen muodostamiseen tarvitaan gradientin suuntakulmaa.
Dalalin mukaan on kaksi vaihtoehtoa, histogrammin vaaka-akseli voidaan jakaa joko 0—
360 asteeseen tai 0-180 asteeseen [Dalal 2006:38]. VOCissa HOG-piirteet

lasketaan kayttden molempia Dalalin mainitsemia suuntakulmavaihtoehtoja 20 asteen
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valein, contrast sensitive -piirteita eli Hgqg(i,j) on 18 kappaletta ja contrast insensitive

-piirteitd eli Hyo(i,j) 9 kappaletta [Felzenszwalb ym. 2010: 14].

Alkuperdinen 36-ulotteinen HOG-piirre esitetdan yleensd 9 x 4 matriisina, joka sisaltaa
kaavan 58 mukaan neljd normalisointia jokaista 9 suuntaa kohden eli perinteisessa
tapauksessa kaytetdan vain Hy (i, ) piirteitd. VOCissa naiden edelld mainittujen kaavan
58 mukaan laskettujen piirteiden liséksi lasketaan 18 suunnalla samaa kaavaa 58 kayt-
taen Hgqg(i,j) piirteet ja ndin saadaan VOC-piirteet F(i, ), jotka siis sisaltavat Hgq5(i, j)
sekd Hgo(i,j) ja joilla on yhteensd 27 suuntaa sekd neljd normalisointia. VOC-piirteet
ovat téssd vaiheessa 108-ulotteisia eli 4 (94 18) = 108. [Felzenszwalb ym.
2010: 13-14.]

1111 )rj1f{1]1]1

1Tl a[aTaTa]

Kuva 33. Esimerkki 36-ulotteisen HOG-piirteen projektiomatriisista, jossa nakyy missa kohdin
matriisia ykkdset sijaitsevat, tyhjat ruudut vastaavat nollia [Jantti 2012]. HOG-piirteet kootaan
pystyvektoriin ja kerrotaan se télla matriisilla, siten piirteet saadaan projisoitua 13-ulotteisiksi.

Analyyttisella projektiomatriisilla kerrotaan 108-ulotteisista VOC-piirteistd F(i,))
muodostettu pystyvektori ja siten saadaan alennettua VOC-piirteet F (i, j) 31-ulotteisiksi
vektoreiksi G (i, ). Sitd havainnollistetaan kuvilla 34 ja 35, joissa uudet piirrekomponen-
tit muodostetaan 36-ulotteisesta HOG-piirteesta seka kuvalla 33, joka esittaa
36-ulotteisen HOG-piirteen projektiomatriisia. Nama esimerkit on tehty 36-ulotteisella
HOG-piirteella 108-ulotteisen VOC-piirteen sijaan, jotta esitys olisi selkedmpi.
[Felzenszwalb ym. 2010:13-14.]
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4
Y Hyp1<i<o
j=1

Kuva 34. Uudet piirrekomponentit lasketaan summaamalla vektoreita yhteen. Tassa esimerkissa
summataan vektorit, joilla on sama suuntakulma ja saadaan yhteensd yhdeksén uutta piirre-
komponenttia (p1—p9).

Kuvissa 34 ja 35 esiintyva H;; on HOG-piirre, jossa muuttuja i kuvaa suuntakulmaa ja
muuttuja j normalisointikerrointa. Uusipl -niminen piirrekomponentti (kuva 34) on
summa H,,-, H;,-, Hi3- ja Hy,-piirteistd, joissa on nelja erilaista normalisointikerrointa
1 <j < 4 ja yksi kiinted suuntakulma i = 1. Kertomalla HOG-piirteista koottu pystyvek-
tori projektiomatriisilla (kuva 33), lasketaan samalla tavalla summaamalla loput piirre-
vektorit eli yhteensd yhdeksan uutta piirrettd p1-p9. Piirrekomponentti Uusi p10
summataan kiinteallda normalisointikertoimella j =1 muuttuvien suuntakulmien el
1<i <9 ylitse. Sama patee piirteisiin p11-p13, kuvan 35 mukaisesti. Talla tavalla
laskettuja piirteitd on nelja kappaletta. Nain saadaan muodostettua 9 + 4 = 13 uutta

piirrekomponenttia p1-p13. [Felzenszwalb ym. 2010:13-14; Jantti 2012.]

Hy, Hyy, Hyy Hy Hsy Hgy Hy Hgy Hgy Uusi p10
Hy, Hyy Hyy Hy Hsy Hgy Hyy Hgy Hop Uusi p11
Hys Hys Hgy Hyy Hyg Hgg Hyg Hgy Hog Uusi p12
Hyy Hyy Hay Hy Hsy Hgy Hyy Hgy Hoy Uusi p13

Kuva 35. Tasséa esimerkissd summataan vektorit, joilla on sama normalisointikerroin ja saadaan
yhteensa nelja uutta piirrekomponenttia (p10-p13).

Edella esitetyn analyyttisen projektion seurauksena VOC-piirteet koostuvat 31 piirre-
komponentista, joista 27 vastaa suuntakulmia ja nelja kuvaa lohkon solujen gradient-

tienergiaa [Felzenszwalb ym. 2010: 14]. Tassa luvussa kerrottujen vaiheiden jalkeen
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ne kootaan yhdeksi suureksi vektoriksi, jota tassa tydssa kutsutaan
VOC-piirrekuvaajaksi (kuva 30) [Felzenszwalb ym. 2010: 5].

7 KOIRAKO-sovelluksen toteutus

Téssa luvussa kasitelladn luvussa 2 esiteltyyn maarittelyyn seka sité seuraavien lukujen
teoriasisaltéon pohjautuen toteutettua KOIRAKO-sovellusta. KOIRAKON teknisessa
toteutuksessa (luku 7.1) perehdytddn: nimeamiskaytantdihin (luku 7.1.1), esitellaan
KOIRAKON rakenne ja pakettitasolta moduulitasolle siirtyen (luvut 7.1.2-7.1.4) ja
lopuksi  kuvataan = KOIRAKOn  kayttaytymistd  kayttotapauksittain  (7.1.5).
VOC-sovelluksen kayttd ja sen kehitystyd seka hyddyntdminen KOIRAKOssa esitellaan
luvussa 7.2, jonka jalkeen luodaan katsaus KOIRAKON kayttamiseen (luku 7.3). Ajan-
puutteen vuoksi sovellusta ei ole testattu, mutta joitakin sovelluksessa havaittuja

virheita ja puutteita luetellaan luvussa 7.4.

7.1 Tekninen toteutus

KOIRAKO on MATLABIn paalle rakennettu hahmontunnistussovellus, joka on toteutettu
MATLAB-ohjelmointikielella. Sen kehitysymparistona on kaytetty Linuxille tarkoitettua
64-bittistd MATLAB-ohjelmiston 7.11.0 (R2010b) -versiota.

KOIRAKO on tybasemasovellus, joka on suunniteltu MVC-arkkitehtuurin (Model-View-
Controller) mukaisesti, eli se sisaltdad kayttoliittyman ja sovelluslogiikan seka niité yhdis-
tavan kontrollerin, joka valittad tietoa kayttoliittymasta sovelluslogiikalle sekd painvas-
toin. Tdman ansiosta sovelluksen rakenne on selked ja sen osat on pystytty ohjelmoi-
maan erikseen. Tama on erityisen tarkeda, koska KOIRAKON sovelluslogiikka hyédyn-

taa VOC-sovellusta, joka on kaytanndssa erillinen sovelluspaketti.

KOIRAKO on suunniteltu oliopohjaisesti, mutta siihen kuuluu proseduraalisesti ohjel-
moitu VOC-sovellus, jonka funktioita kutsutaan KOIRAKOsta. KOIRAKO-sovelluksen
suunnitteluvaiheessa on pohdittu toteutukseen liittyvia ratkaisuja, joiden rajaavina teki-
joina ovat MATLAB-ohjelmassa toimiva VOC sek&d Swing- ja Abstract Windows Toolkit-

eli AWT-kayttoliittyméakirjastojen [The Java™ Tutorials: About the JFC and Swing;
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Abstract Window Toolkit (AWT)] avulla toteutettu graafinen kayttoliittyma. Niiden
perusteella KOIRAKON tekniselle toteutukselle oli valittavana kaksi lahestymisvaihtoeh-
toa: joko kutsua Swing-komponentteja MATLAB-koodista tai kdaria VOC-sovelluksen
koodi Java-luokkiin ja rakentaa sitd hyddyntava sovellus kokonaan Javalla. Jalkimmai-
nen vaihtoehto on toteutettavissa MATLAB-ohjelmistoon liitettavalla MATLAB Builder
JA:lla [MATLAB Builder JA for Java language—Deploy MATLAB code as Java Classes],
jonka avulla MATLABIlla tehdyt funktiot k&aritddn Java-luokkien sisdan, jolloin ne kayt-

taytyvat kuin muutkin Java-luokat.

Tatad insinO0rity6ta toteutettaessa lahestymistavaksi valittin Swing-komponenttien
kutsuminen MATLAB-koodista, koska oli mielenkiintoista ndhda miten se kaytannossa
tapahtuu ja onko niiden kayttaminen yhtd vaivatonta kuin Javalla ohjelmoitaessa.
MATLAB-funktioiden kutsumista Java-ohjelmasta ei tutkittu tarkemmin, koska erikseen

hankittavaa MATLAB Builder JA -ohjelmistoa ei ollut mahdollista hankkia.

Kuva 36 havainnollistaa KOIRAKON luokkien jakoa kayttoliittyma-, kontrolleri- ja sovel-
luslogiikkapaketteihin sek& sovelluksen kaynnistdvaan kaynnistyspakettiin. Liséksi
kuvasta on nahtavissa KOIRAKOon liittyvat ulkopuoliset komponentit: VOC-sovellus

seka Swing- ja AWT-kayttoliittymakirjastot.

KOIRAKO
f Kaynnistysmoduuli R
[
|
[
‘- y
L <<import>> T <<import>>
I <<import>> |
Kayttoliittyma _Sovelluslogiikka
_____ — i Sovelluslogikkamoduuli
fKayttdhitrymamoduuliI id Eon_troﬂell I 4 |
| (Kontrotlerimoduu | ol | )
<<import>> F = N - = = =
A 2= "= > | — e
{Na_kym_amgduzli = | (O - | Tunnistusmoduuli |
| I I /l
b
B —— -t ~<<kutsuu>> T
x ~
<<import>> \ |_<<imp0rl>>\ 1} | atsuy
<<kutsuu>> | \
5 v ; : <<MATLAB-sovellus>>
<<Java.awt.'>> <<]avax.swmg.'>> voc I 31
Java AWT-komponentit Java Swing-komponentit RS1GASSICs

Kuva 36. KOIRAKO-sovelluksen paketti- ja moduulikaavio.
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Seuraavaksi kuvataan KOIRAKOssa kaytettyja nimedmiskaytantdja, minka jalkeen
tutustutaan moduuleihin luokkatasolla. KOIRAKON luokkakaavio on liitteessd 4 ja sen

ohjelmakoodit 16ytyvat liitteistda 5-14.

7.1.1 Nimeamiskaytannot

MATLAB-ohjelmointikielessa ei maaritella muuttujille tietotyyppia toisin kuin Javassa.
Siitd syystéa KOIRAKON luokkakaaviossa on sovellettu UML:n syntaksia, jotta oleellinen
tieto valittyisi dokumentin lukijalle parhaiten. Liséksi muuttujat on pyritty nimeamaan

siten, ettd nimesta kavisi ilmi muuttujan tyyppi, silla se helpottaa ohjelmoimista.

Edella mainitusta esimerkkina tekstia sisaltavat muuttujat, jotka on nimetty muuttujan-
nimiStr. Swing-komponentit on nimetty muuttujannimiBtn, jossa Btn-paate tarkoittaa
JButton-komponenttia ja vastaavasti Lbl-pddte vastaa JLabel-komponenttia. Luokka-
kaavioiden muuttujiin on merkitty tietotyypit, mikdli muuttuja on toiseen luokkaan
viittaava olio, Swing- tai AWT-komponentti. Tama ei ole UML:n kuvauskieleen kuuluva
rakenteellinen menettely, mutta se parantaa KOIRAKOnN luokkakaavion tietosisallon

valittymista lukijalle.

7.1.2 KOIRAKO- ja kontrolleripaketit

KOIRAKO-paketin suhteita muihin paketteihin havainnollistaa kuva 37 (taydellinen
luokkakaavio on liitteessa 4), siihen tuodaan muut paketit: Kayttoliittyma, Kontrolleri ja

Sovelluslogiikka.
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KOIRAKO
( Kéynnistysmoduuli A
| KaynnistaSovellus [
I
S L .
/|\<<import>> q\«irrport» /T\«impnrt»
| I [
liittyma
_ Sovelluslog
aktiluokka>> - - — — — — =
; kommunikol | (Sovellusfogiilkkamoduuli

ovelluslogiikan
kanssa | | )|]KOIRAKOSoveIIusIogiikka’

f&y@ﬁ@ma}ocﬁwfl k:ﬁgg{,‘ﬂ;’ﬁ:‘n
oliittyma kanssa
i |
[ I <<import>>
_|rakentuu ) | g“ﬂpf’i”_
1 |

Kuva 37. KOIRAKO-paketti sisaltédd sovelluksen kaynnistamiseen tehdyn luokan ja kontrolleripa-
ketti vastaa tiedon vélittamisesta kayttoliittyméastéa sovelluslogiikkaan ja painvastoin.

Kontrollerimoduuli kommunikoi niin kayttéliittyma- kuin sovelluslogiikkamoduulin kans-
sa Sen paatehtavat ovat kayttoliittymamoduulin pyyntdjen valittaminen sovelluslogiik-

kamoduulin toteutettaviksi seké paivityspyyntdjen lahettdminen kayttoliittymalle, mikali

sovelluslogiikalta toteutettavana olleet kayttoliittyman pyynnot niin vaativat.

7.1.3 Kayttoliittymapaketti

Kayttoliittyméapaketti (kuva 38) sisaltad kayttoliittyma- ja ndkymamoduulit ja siihen
kuuluu MATLABIn kaksi abstraktia luokkaa: Aandle ja hgsetget. Lisaksi kayttoliittyma-

paketin luokat kutsuvat Swing- ja AWT-kirjastojen komponentteja.



Kayttoliittyma
<<MATLABIn abstraktiluokka>>
<<import>> handlie
[
B e L e N T T -~
<<javax.swing.*>> | ? Kayttéliittymémoduuli i
Java Swing-komponentit | lKOIRAKOKayttoIiittyma
I
1
S~ 1 1 |
sSUS UL [ rakentuu rakentuu .
= <citsws>| (agmamoduit |1 1|
<<java.awt. *>> - — =
" TunnistusNakyma AsetusNakyma
Java AWT-komponentit I\ " ’ I E ||
| |
! | I [
| T
<<irrport>? | AbstraktiNakyma |
j - — SN
\/
<<MATLABIn abstraktiluokka>>
hgsetget
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Kuva 38. Kayttoéliittymapaketti koostuu kayttéliittyma- ja nakymamoduuleista. Lisaksi kayttoliit-
tyma- ja néakymamoduulin luokat kutsuvat Swing- ja AWT-kirjaston komponentteja.

Kuva 39 havainnollistaa KOIRAKON kayttoliittyméapaketin luomaa paaikkunaa sovelluk-

sen kaynnistyttyd. Kuvaan on merkitty kaikki

nakyman Swing-kirjaston JPanel-

komponentit, joilla ne esiintyvat ohjelmakoodissa. Lisdksi kuvassa nakyy JMenuBar-

komponentilla toteutettu valikkopalkki.

099 KDIRAKD

| Tiesess  omje [ wvalikkopalkki
Lataa tunnistettava Kuva: . Valitse tunnistusmalli; | Etsi kuvasta koira X
wasenpan keskipaneel oikeapaneeli asetuspaneeli
Hae Kuva tetokoneeltasi Koira - 2 kamponenttia - Tallenna tulakset
sisdltipaneeli ——
— tunnistuspaneeii
wvasenkuvapaneeli keskiuvapaneeli oikeakuvapaneeli
vasenpaneel keskipaneel oikeapaneeli
Tunnistettava kuva Tunnistusmalli Tunnistustulos

Kuva 39. Kuva KOIRAKOn aloitusnédkymastéd, johon on merkattu kayttoliittyman sisaltamat
paneelit eli Swing-kirjaston JPanel-komponentit sekéa JMenuBar-komponentti eli valikkopalkki.
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7.1.4 Sovelluslogiikkapaketti ja VOC-sovellus

Kuvassa 38 esiintyva sovelluslogiikkapaketti sisdltdd sovelluslogiikka- ja tunnistusmo-
duulit. Kontrollerimoduuli 1&hettdd sovelluslogiikkamoduulille toimintapyynt6ja ja
KOIRAKOSovellulogiikka-luokka hallinnoi tunnistusmoduulia Tunnistamo-luokan kautta.

ER—]

Sovelluslogiikka

<<MATLAB-sovellus>>
VOC-release 3.1

<<MHtiedosto: funktio>>
<<kutsuus> | — vizualizemodel(malli)

<<kutsuu>>| __|<<MHtiedosto: funktio>>
I process(kuva,malli)

<<kutsuu>>

|
tarvitsee tarvitsee |
1 1 |
i |
J

<<MHtiedosto: funktio>>
showboxes (kuva, tunnistuskehys)

Tunni alli

| <<MATLABin abstraktiluokka>>
hgsetget

Kuva 40. Sovelluslogiikan moduuli ja luokat seké VOC-sovelluksen funktiot.

Luokka Tunnistamo kutsuu KOIRAKOSovelluslogiikka-luokan pyynnésta VOC-

sovelluksen funktioita.

7.1.5 Sovelluksen kayttaytyminen

Téssa luvussa esitellddn sekvenssikaaviot (kuvat 41-44) seuraaville kayttétapauksille:
Valitse analysoitava kuva (K1), Valitse tunnistusmalli (K2), Analysoi kuva (K3) seka
Tallenna tunnistustulos (K4). Sekvenssikaaviot kuvaavat kayttgjan ja KOIRAKO-
sovelluksen  kayttolittyman  valistda  vuorovaikutusta sekd siitd aiheutuvaa

sovelluksen pakettien valista kutsuliikennetta.
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: Kayttaja % <<paketti>> <<paketti>>  <<paketti>>
Kayttéliittyma Kontrolleri Sovelluslogiikka

T
1: Napauta Hae kuva tietokoneeltasi -painiketta

<<ActionPerformedCallback>> T

2. haeKuvaBtnClick(self, data, btn) |

3: avaaTiedostonValisija()

4: Nayta tiedoston valitsijaikkuna

I
|
|
|
%1 Valitse tiedosto ja napauta Open-painikett: |
|
|
|
|

6: tiedostonValitsija.getSelectedFile()

7: getTunnistusnakymaValittuKuvaPolku()

8: valittukuvaPolku
——————————— > |8: tallennaValittukuvaPolku(valituKuvaPolku

L
0: vaihdaTunnistettavaKuva(valittukuvaPolku) ﬂ

|

11: Nayta paivitetty kayttolitty ma L T |
| |

| |

| |

Kuva 41. Kayttétapauksen Valitse analysoitava kuva (K1) sekvenssikaavio.

Kuva 41 esittdd taulukossa 1 kirjattuun kayttotapaukseen Valitse analysoitava kuva
littyvdn sekvenssikaavion. Kayttotapaukseen (K1) osallistuvat kayttajan lisaksi

kayttoliittyma, kontrolleri ja sovelluslogiikka.

<<MATLAB-sovellus>>
VOC-release 3.1

: Kiyttijs ¢ <<paketti>> <<paketti>> <<paketti>>
Kayttoliittyma Kontrolleri Sovelluslogiikka

. : . <<ActionPerformedCallback>> I T
1: Valitse pudotusvalikosta tunnistusmalli _ 2: valtseTunnistusmali(sel, data, btn) | |

3: haeValittumalliindx () |

o |
| _ _ _ 4veltuMalinds K2 poamunni inTiedot(valttuMalindx),

<<funktion kutsu>>
6: visualizemodel(malli)
<<MATLAB figure>>
8: mallinKuvaPolku e 7 malinkiva _

9: vaihdaTunnistusmalliKuva(mallinKuvaPolku)

10: Nayta paivitetty kaytolittyma

Kuva 42. Kayttétapauksen Valitse tunnistusmalli (K2) sekvenssikaavio.

Kuva 42 esittaa taulukossa 2 kirjattuun kayttétapaukseen Valitse tunnistusmalli liittyvan
sekvenssikaavion. Kayttotapaukseen (K2) osallistuvat kayttajan lisaksi kayttoliittyma,

kontrolleri ja sovelluslogiikka seka VOC-sovellus.



<<paketti>>
Kayttoliittyma

| 1" <<ActionPerformedCaliback>>
2: etsikoiraBtnClick(self data,btn) _ | |

1: Napautta Etsi kuvasta koira-painiketta |

<<paketti>> 02 ketti>>
Kontrolleri logiikka
T

: vaihdaTuloskuva(
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<<MATLAB-sovellus>>
VOC-release 3.1

4 tunnistaKuvastaKoira() 3: process(kuva, mali)

T

<<funktion kutsu>> |

L

5. tunnistuskehys

<<funktion kutsu>>
6: show boxes(kuva, tunnistuskehys)

8: tuloskuvaPolku

olku)

10: Nayta paivitetty kayttolittyma

Kuva 43. Kayttdtapauksen Analysoi kuva (K3) sekvenssikaavio.

Kuva 43 esittdd taulukossa 3 kirjattuun kayttotapaukseen Analysoi

<<MATLAB figure>>
7: tuloskuva

kuva liittyvan

sekvenssikaavion. Kayttotapaukseen (K3) osallistuvat kayttajan lisaksi kayttoliittyma,

kontrolleri ja sovelluslogiikka seka VOC-sovellus.

Kayttoliittyma

| T
1: Napautta Tallenna tulokset -painiketta _ |

T

<<ActionPerformedCallback>>
2: tallennaTuloksetBtnClick(self, data, btn I

|
3: getTunnistamo Tunnistustulos
: tallennaTulos Tiedostoon(tuloskuvaPolku) | & — —4: tibsﬂmfbl& _—

6: Nayta tiedoston tallennusikkuna

d

7. Valitsee tallennushakemiston
8. Nayttaa paivitetyn hakemiston

9: Antaa tiedostolle nimen
10: Paivittaa nakyman

11: Napauttaa Save-painiketta

-
I
I
I
I
I

<<paketti>> ketti>> Kayttajan tietokone
Kontrolleri lluslogiikka

13: Sulkee tallennusikkunan

[Cancel] 14: Nay Cancel

|
|
|
|
|
|
|
|
|
12! imw rite(imread tuloskuvaPolku), char(tuloskuvaPolku))
I |
|

|

|

|

|

|

|

|

|

|

Kuva 44. Kayttotapauksen Tallenna tunnistustulos (K4) sekvenssikaavio.
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Kuva 44 esittda taulukossa 4 kirjattuun kayttotapaukseen Analysoi kuva liittyvan
sekvenssikaavion. Kayttotapaukseen (K3) osallistuvat kayttajan lisaksi kayttoliittyma,
kontrolleri ja sovelluslogiikka sekda mahdollisesti kayttajan tietokone. Liite 3 siséltaa

KOIRAKO-sovelluksella simuloidut kayttotapaukset K1-K4.

7.2 VOC-sovellus

VOC-sovellus on toteutettu MATLAB-ohjelmalla ja se sisdltdda myos C/C++
-ohjelmointikielilla tehtyja ohjelman osia, jotka parantavat suorituskykya. Ohjelmisto on
testattu Linux ja Mac OS X -kayttojarjestelmissd. Mainittakoon vield, etta
VOC-sovellukseen on rajoituksettomat kayttéoikeudet vedoten ohjelmiston COPYING-

tiedostoon [Felzenszwalb ym. 2009: COPYING].

Kuva 45. Onnistunut tunnistustapaus: koira tunnistettu, sen ymparille on piirretty tunnistuske-
hys. Alkuperainen kuva lahteesta [Jantti].

VOC-sovellus tunnistaa kohteita edellda mainituista kohdeluokista. Sovelluksessa
voidaan kayttda valmiiksi opetettua tunnistusmallia tai vaihtoehtoisesti kaynnistetaan
opetusvaihe, jonka loputtua sovellus on luonut tunnistusmallin opetettavasta kohtees-
ta. Tunnistusmallia kdytetdan tunnistusprosessissa. Onnistuneessa tunnistamistapauk-
sessa sovellus piirtda tunnistuskehyksen havaitun kohteen ympérille, kuten kuva 45

havainnollistaa.

7.2.1 Kayttd

VOC-sovellus [Felzenszwalb ym. 2009] ei sisélla erillistd kayttoliittymaa vaan ohjelmaa
kaytetdaan MATLABIin komentokehotteesta kasin. Pakattu sovellus ladataan Felzensz-

walbin www-sivuilta <http://people.cs.uchicago.edu/~pff/latent-release3/> ja se pure-


http://people.cs.uchicago.edu/~pff/latent-release3/
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taan omavalintaiseen hakemistoon. Sen jalkeen kaynnistetédn MATLAB, jonka tyOha-

kemistoksi asetetaan jakelupakettia purettaessa luotu hakemisto voc-release3.1.

Seuraavaksi suoritetaan MATLABIn komentoikkunassa compile.m-tiedosto, joka kadantaa

VOCin C++-kieliset apufunktiot. Hakemistosta voc-release3.1 16ytyy README-tiedosto,

joka sisaltda ohjeet VOCin kayttoon. Valmiiksi luodut tunnistusmallit 16ytyvat hakemis-

tosta voc-release3.1/VOC2007 [Felzenszwalb ym. 2009: README.]

Opetusvaihe

VOCissa [Felzenszwalb ym. 2009: README] tunnistusmallin luominen toteutetaan

seuraavasti:

1.

Lataa ja pura tiedostot 2007 PASCAL VOC devkit ja test data VOC 2007 kilpailun
[Everingham ym. 2007] www-sivuilta hakemistoon voc-release3.1.

Muokkaa tiedoston globals.m sisédltamien muuttujien cachedir, tmpdir ja
VOCdevkit hakemistopolut vastaamaan omaa hakemistorakennettasi.

Kaanna kaantajalla g++ /earn.cc - Linuxin komentotulkissa: g++ -03 -0 learn
learn.cc

Kaynnistd MATLAB.

Suorita compile MATLABIn komentoikkunasta.

Aloita tunnistusmallin luominen funktiolla pascal Esimerkki kaksikomponentti-

sesta koiran tunnistusmallin opettamisesta: pascal(’dog’, 2),.

Opetusvaiheen paatyttya VOC-sovellus on tehnyt tiedoston dog final.mat, joka lada-

taan tunnistusprosessissa MATLABIIn.

L]
I
Ll

i

juurisuodatiimet osasuodattimet deformaatiomallit

Kuva 46. VOC-sovelluksen funktio visualizemode/ palauttaa tunnistusmallin kuvan. Tassa esi-
merkissa on kaksikomponenttisen koiran tunnistusmalli. Lahdetté [Felzenszwalb ym. 2009:
visualizemodel.m] mukaillen.
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VOCin funktio visualizemodel palauttaa parametrina annettua tunnistusmallia havain-
nollistavan kuvan (kuva 46). Tata funktiota kutsutaan KOIRAKOsta, kun kayttaja valit-

see tunnistusmallin (kdyttotapaus Valitse tunnistusmalli (K2)).

Tunnistusvaihe

Kuvassa 47 on esimerkki VOCin kayt6sta tunnistusvaiheessa. Kuvassa olevat komennot
kirjoitetaan MATLABIn komentoikkunaan: Tunnistusmalli ja analysoitava kuva ladataan
MATLABIIn /oad- ja imread-funktioilla, jossa funktio /oad lataa ja tallentaa tunnistusmal-
lin model nimiseen structure-tyyppiseen muuttujaan. Tunnistusprosessi kdynnistetdan
processfunktiolla, jolle annetaan parametreina sekd analysoitava kuva, tunnistusmalli
ettd kynnysarvo (threshold). Funktio palauttaa havaittuja kohteita vastaavien tunnis-
tuskehyksien koordinaatit ja kokonaispistearvot (katso luku 5.2.3) muuttujaan bbox.
Tunnistustuloksen nayttdd showboxes-funktio, jonka parametreina ovat tunnistuske-
hykset sisdltdva bbox-muuttuja sekad analysoitava kuva. [Felzenszwalb ym. 2009:

README, process.m, detect.m, showboxes.m.]

egimerkki:

> load VOCZ2007/dog_final.mat;

> im = imread('000034.9pg")

> bbox = process(im, model, 0);
> showboxes (im, bbox):

k¥oiran tunnistusmalli, opetettu PASCRL 2007 opetusaineistolla
testiluva
kdynnistidd tunnistusprosessin

%
%
S
% nayttdd tunnistustuloksen

Kuva 47. Esimerkki VOC-sovelluksen kaytosta: Kayttaja valitsee mallin ja analysoitavan kuvan,
sovellus kdynnistaa tunnistusprosessin ja palauttaa tunnistustuloksen kuvana. Lahdetta [Fel-
zenszwalb ym. 2009: README] mukaillen.

Funktio process kutsuu funktioita detect, getboxes, nms ja clipboxes, joiden suorittami-
sen jalkeen tunnetaan analysoitavan kuvan tunnistuskehys tai -kehykset. Funktio
detect sisdltda varsinaisen tunnistusprosessin ja palauttaa matriisin, jonka nelja
ensimmaistd saraketta sisdltavat tunnistuskehysten koodinaatit ja viimeisestd sarak-
keesta selvida kokonaispistearvo (katso luku 5.2.3). Kynnysarvo rajaa tunnistusproses-
sissa loydetyt kehykset kokonaispistearvojen perusteella siten, ettéd defect-funktion
palauttamasta matriisista ei I6ydy annettua kynnysarvoa pienempia kokonais-

pistearvoja.

7.2.2 Kehitystyd — VOC-sovelluksen testaaminen
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Tassa luvussa kuvataan taméan insindorityoprojektin - vaihe, jossa tutkittiin
VOC-sovelluksen kayttokelpoisuutta yhden tamén insindérityon tavoitteen saavuttami-
sessa. Tutkimus toteutettiin  empiirisesti eli  kokeiltin  kdytédnndssa, mita
VOC-sovelluksella voi tehda ja olisiko se hyddynnettavissé KOIRAKON sovelluslogiikan

pohjana.

VOC-sovellusta testattiin erilaisilla tunnistusmalleilla kutsuen process -funktiota para-
metrien arvoja vaihdellen. Hahmontunnistusmenetelméan valinta tehtiin perustuen
kokemusperéiseen testaustython ja siité saatuihin tunnistustuloksiin. Tunnistusmalleja
kokeiltiin erilaisille testausaineistolle aluksi pienellda kuvamaaralla (noin 20 kuvan sarjo-
ja), vaihdellen muun muassa kuvan kokoa ja tunnistusmallin siséltdmaa kynnysarvoa,
koska niin sanotuilla perusasetuksilla VOC ei Ioytanyt testikuvissa olevia koiria. Kokeilu-
ty6n kautta VOCin ohjelmakoodi tuli tutuksi ja tunnistustulosten parantuessa loydettiin
ratkaisu, jolla paastiin koirien tunnistamisen kannalta mahdollisimman hyvaan lopputu-

lokseen.

Loydettya ratkaisua voidaan arvostella siitd, ettd se on tehty ilman teoreettista tieta-
mystd VOC-menetelmastd. VOC-menetelma sisdltéd insindoriopintoihin siséltyvaan
kurssitarjontaan nahden vaikeita matemaattisia yksityiskohtia, joten tdman insindori-
tyon laajuudessa koiran tunnistamiseen liittyvid ongelmia ei pystytty ratkaisemaan
teorialdhttisesti. Vasta VOC-sovelluksen varmistuttua kayttokelpoiseksi KOIRAKOssa,
ryhdyttiin selvittamaan perusteellisesti VOCiin liittyvaa teoriaa. Liséksi jokaisessa tun-
nistustesteissa kaytetyssa kuvassa oli koira, eikd VOC-sovellusta testattu muunlaisilla

kuvilla.

18.2.2011 Ensimmdiset tunnistustestit

Kohdeluokasta koira luotiin kaksi- ja neljakomponenttiset tunnistusmallit. Opetusaineis-
tona kaytettiin VOC 2007 -kilpailumateriaalia [Everingham ym. 2007] (kaytetty kaikissa
tunnistusmallien opetusvaiheissa), joka sisaltdéd kuvat ja niiden XML-annotaatiot.
Ensimmaisissa tunnistustesteissa ei saatu toivottua tunnistustulosta eli muuttuja bbox,
joka sisaltda havaitut kohteet, palautti tyhjan matriisin ja taten tunnistustuloskuva oli
alkuperdinen, eikd sisdltanyt tunnistuskehystd. Funktiota process testattiin eri

kynnysarvoilla, jotka olivat valiltd —1,04 < kynnysarvo < 0.
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Kuva 48. Tunnistustuloksia 18.2.2011 kaksikomponenttisella tunnistusmallilla eri kynnysarvoja
kayttaen.

Kuvissa 48 ja 49 on ensimmaisia tunnistustuloksia. Niiden kynnysarvo < 0. Kaksikom-
ponenttisella (kuva 48) tunnistusmallilla saadut tulokset sisalsivat enemman kehyksia

verrattuna neljakomponenttisen (kuva 49) tunnistusmallin tuloksiin.

Kuva 49. Tunnistustuloksia 18.2.2011 neljakomponenttisella tunnistusmallilla.

Hyvéksytyksi tunnistustulokseksi méariteltiin sellainen tunnistuskehys, joka peittaa
kohteesta silmamadrdisesti vahintaan 70 %. Léhes koko kuvan rajaava tunnistuskehys
luokiteltiin hylatyksi tunnistustulokseksi. Esimerkkeja hyvaksytyista ja hylatyista tunnis-
tustuloksista on kuvassa 50.

Hyvaksytyt tunnistustulokset

.

Kuva 50. Esimerkkeja hyvaksytyista ja hylatyista tunnistustuloksista. Alkuperaiset kuvat lahteista
[Jantti; Kondnen; Kainulainen; Kallio].
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21.2.2011 Tunnistustestefd: kuvan koko, kynnysarvo ja tunnistusmalli
Seuraavaksi tutkittiin analysoitavan kuvan koon, kynnysarvon ja tunnistusmallin vaiku-

tuksia tunnistustuloksiin.

2 iamponentia. Freshold medel, kako 18 Ahomponentia, Breshold model koks 14 B hompoeentia, Treshoid model 0521, koko 14

Kuva 51. Tunnistustuloksia 21.2.2011. Kuvan koko ¥4 alkuperaisesta (1200 x 901 pikselid) ja
kynnysarvo tunnistusmallista. Vasemmalta lueteltuina: kaksikomponenttinen (mallin kynnysarvo
—1,0343), neljakomponenttinen (mallin kynnysarvo —0,7669) ja kuusikomponenttinen (mallin
kynnysarvo —0,521).

Kuva 51 siséltad tunnistusprosessin tuloksia tunnistustesteista, joissa kuvan koko oli ¥
alkuperdisesta kuvasta (1200 x 901 pikselid) ja kynnysarvona kaytettiin tunnistusmallin
sisdltdméaa arvoa, joka kaksikomponenttisessa mallissa on —1,0343, neljdkomponentti-
sessa —0,7669 ja kuusikomponenttisessa —0,521. Kuva 52 havainnollistaa tunnistustes-
teja, joissa kuvan koko puolitettiin alkuperaisesta kuvasta ja tunnistusmallien (testattu
vain kaksi- ja neljakomponenttisilla tunnistusmalleilla) kynnysarvot olivat samat kuin

kuvassa 51 kaytetyissa tunnistusprosesseissa.

2 kemponenttia, threshald: model, koko 172

4 komponenttia, threshold: model

Kuva 52. Tunnistustuloksia 21.2.2011. Kuvan koko %2 alkuperaisesta (1200 x 901 pikselid) ja
kynnysarvo tunnistusmallista. Vasemmalta lueteltuina: kaksikomponenttinen (mallin kynnysarvo
-1,0343) ja neljagkomponenttinen (mallin kynnysarvo: -0,7669).

Kuvan koon vaikutuksen huomaa, kun vertaa kuvasarjojen 51 ja 52 kuvia. Suuremmat
kuvat (kuva 52) siséltdvat huomattavasti enemman tunnistuskehyksia, minka lisaksi

kuvakoon kasvaminen pidentdd tunnistusprosessin kestoa. Tastd tehtiin johtopaéatos,
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(o]

etta analysoitavan kuvan koko muutetaan vastaamaan likimain opetusaineiston sisél-
tdmien kuvien kokoa (noin 500x500 pikselid). Vaikka kuvan koon suurentuessa
analysoitavaan kuvaan tuli enemman kehyksid, oli suurin kuvista l16ytyva tunnistuske-
hys samanlainen molemmissa kuvissa (vertaa kuvien 51 ja 52 neljakomponenttisia

tunnistustuloksia).

Analysoitavan Hyviksytyt
kuvan tunnistus lkm tunnistukset %
koko (100% = 20 kpl)
alkuperdisestd
1 21.2.2011|2 1/4 ‘ Tunnistuskehyksia 0 kpl 0% _
2| 21.2.2011)2 1/4 05 0 0 Tunnistuskehyksia 0 kpl 0%
3| 21220112 1/4 Malli: -1,0343 20 15 Tunnistuskehyksia 1-14kpl/tulos
2122011 2 1/2 0 0 0 Tunnistuskehyksia 0 kpl 0%
5 21220112 1/2 05 0 0 Tunnistuskehyksia 0 kpl 0%
6 21.2.20112 1/2 Malli: -1,0343 20 16 Tunnistuskehyksia 8-40 kpl/tulos
7| 21.2.2011 3 1/4 0 0 0 Tunnistuskehyksia 0 kpl 0%
8] 21220113 1/4 0,25 1 1 Tunnistuskehyksia 1_k_p|_)‘tulos 5%
9| 21.2.2011'3 1/a -0,5 3 2 _Tunnistus_kehvksié 1kpl/tulos 10 %
10 21.2.2011 3 1/4 0,75 17 7 Tunnistuskehyksia 1-5kpl/tulos 35 %
11 21.2.2011 3 1/4 Malli: -0,9721 19 15 Tunnistuskehyksia 1-14kpl/tulos
12| 21.2.2011|a 1/4 0 0 0 Tunnistuskehyks/a 0 kpl 0%
13| 21.2.20114 1/4 05 15 5 Tunnistuskehyksid 1-3kpl/tulos 25 %
14 21220114 1/a Malli: -0,7669 19 13 Tunnistuskehyksia 1-4kpl/tulos 5% |
15 212.2011/4 /2 g, D 0 Tunnistuskehyksia 0 kpl 0%
16| 21220114 1/2 — sl wy 5 Tunnistuskehyksia 1-Skpl/tulos 25%
17| 21.2.2011/4 1/2 Malli: -0,7669 20 9 Tunnistuskehyksia 1-20kpl/tulos 45 %
18 21270116 1/2 0 3 1 Tunnistuskehyksia 1 kpl/tulos 5%
19 21220116 1/2 -0,25 4 3 Tunnistuskehyksia 1 kpl/tulos 15%
20 21.2.2011 6 1/2 0,75 20 7 Tunnistuskehyksia 1-9kpl/tulos 35%
21 21220116 1/2 Malli: -0,7669 16 6 Tunnistuskehyksia 1-3kpl/tulos 30%

Kuva 53. Yhteenveto 21.2.2011 suoritetuista testaustuloksista, joissa kaikissa testausmateriaali-
na 20 kappaletta kuvia koirasta ja alkuperdisen kuvan koko on lahelld 1200 x 901 pikselin koko-
luokkaa.

Tunnistustesteja tehtiin yhteensa 21 eri kokoonpanolla, joissa jokaisessa kaytettiin
samaa 20 kuvan sisdltamaa testiaineistoa [Kontnen 2009-2012]. Testien tulokset
esitetdan kuvassa 53. Prosentuaalisesti parhaimmat tulokset (hyvaksyttyjen tunnistus-
ten lukumaara/testikuvien lukumaara) 65-80 % saatiin testeista 3, 6, 11 ja 14, ja jo-
kaisessa vaihtoehdossa kaytettiin tunnistusmallin siséaltamaa kynnysarvoa. Testissa 14
on kuitenkin naista neljasta vaihtoehdosta selkeimmat tuloskuvat, silla ne siséltavat
vain 1-4 tunnistuskehystéa per yksi tuloskuva. Testissa 3 tuloskuva sisaltda tunnistus-
kehyksia 1-14 kappaletta, testissa 6 perati 8—40 kappaletta ja testissd 11 tunnistuske-
hyksia on 1-14 kappaletta.
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Kuva 54. Testin 14 hyvaksytyt tunnistustulokset, kriteerind hyvaksymiseen oli se, etté yksi
tunnistuskehys peittaa kohteesta silmamaaraisesti enemman kuin 70%.

Testin 14 hyvaksytyt tunnistustulokset esitelladn kuvassa 54, ja vertailukohteena

muutamia testin 16 tuloskuvia esitellaan kuvassa 55.

Kuva 55. Testin 16 tunnistustuloksia vertailukohteena kuvassa 53 oleviin tuloksiin. Erona naissa
kuvan koko, kaytetty komponenttimalli ja kynnysarvo.

Tehdyisté tunnistustesteista paateltiin, ettd ldhes aina suurin tunnistuskehys peittaa
kohteesta enemman kuin 70 %. Siitéd syystd paadyttiin tekemaan funktio, joka etsii

VOCin antamista tunnistustuloksista suurimman kehyksen.

1.3.2011 Tunnistustesteja: suurin tunnistuskehys

Viimeisessd vaiheessa VOC-sovellusta testattiin suuremmalla aineistolla hyddyntaen
tunnistamisprosessia varten tehtyad findMaxSizeBbo-funktiota (kuva 56), jota kutsutaan
VOCin tunnistusprosessin kaynnistavan process-funktion lopusta. findMaxSizeBbo etsii

parametrinaan saamasta matriisista suurimman tunnistuskehyksen.
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function [ bbo ] = findMaxSizeBbo( bbox ) function bbox = process(image, model, thresh)

LR

% Finds max size bounding box and return it. % bbox = process(image, model, thresh)

(oS SR

4 % 1.3.2011 Marika Kononen 4 % Detect objects that score above a threshold, return bonding boxes.
= 5 % If the threshold is not included we use the one in the model.
4 [row, column] = size(bbox): & % This should lead to high-recall but low precision.

T 3izes0fBbos = zeros(l,row) ; T

8 bbo = zeros(l,column) : g I?if nargin < 3

9 xlength = zeroa(l,1): g thresh = model.thresh
10 yLength = zeros(l,1): 10 end

EL 11

12 for i=l:row 1) boxes = detect(image, model, thresh):
13 xLlength = bbox(i,3) - bbox(i,1}); 33 bbox = getboxes (model, boxes);

14 yLength = bbox(i,4) - bbox(i,2); 14 bbox = nms(bbox, 0.5):

Iy sizes0fBbos(l,i) = xlength * ylength; 55 bbox = clipboxes(image, bbox] ;

1a end; 18

3 i % M.EonBGnen lis@nnyt oman funktion

18 C,index0fMaxBboRow] = max (3izes0fBbos) ; 18 bbox = findMaxSizeBbo (bbox) ;

20 I? for j=l:column

21 bbo (index0fMaxBbhoRow,j) = bbox(index0fMaxBboRow,j):

22 end;

Kuva 56. Funktio findMaxSizeBbo (vasemmalla) etsii parametrina saadusta taulukosta suurim-
man tunnistuskehyksen. VOCin process-funktio kutsuu findMaxSizeBbo:ta (oikealla rivi 18).

Funktion findMaxSizeBbo vaikutusta esitellddn kuvassa 57, jonka havainnollistamat
testit toteutettiin samoilla asetuksilla, kuin kuvan 54 testit (testinumero 14). Tuloksien
perusteella todettiin Idydetyn ratkaisun olevan tarpeeksi hyva taman insindorityon

kokonaisuuteen ja tavoitteisiin nahden.

Kuva 57. Tunnistustulokset testin 14 mukaisilla asetuksilla kayttden funktiota findMaxSizeBbo.
Viimeiseksi testattiin findMaxSizeBbo-funktiota uudella testiaineistolla.
1.3.2011 Tunnistustesteja: uusi testiaineisto

Funktion findMaxSizeBbo vaikutusta VOC-sovelluksella saatuihin tunnistamistuloksiin

testattiin kaksi- ja neljakomponenttisilla tunnistusmalleilla kayttden mallien siséltamia
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kynnysarvoja (katso kuva 53). Testiaineisto koostui kolmesta eri kuvasarjasta [Fei-Fei
ym. 2003b: dalmatian; Kainulainen; Kallio], joissa oli yhteensa 393 kuvaa. Haastavin ja
kuviltaan monipuolisin oli Katja Kallion 303 kappaleen kuva-arkisto, jolla testattaessa

hyvéaksytyt tunnistustulokset jaivat alle 50 %.

Mallin Kynnysarvo Testikuvien Hywviksytty Kuvasarja Hyvéaksytyt
komp. lkm tunnistus tunnistukset %
lkm lkm
1f 1.3.2011|2 Malli: -1,0343 67 53 101 Object Categories: dalmatian 79 %
2| 13.2011|4 Malli: -0,7669 67 45 101 Object Categories: dalmatian 67 %
3| 1.3.2011)2 Malli: -1,0343 303 132 Katja Kallio: kuva-arkisto 44 %
4| 1.3.2011|4 Malli: -0,7669 303 146 Katja Kallio: kuva-arkisto 48 %
5| 1.3.2011|2 Malli: -1,0343 23 20 Heini Kainulainen: kuva-arkisto 87 %
6| 1.3.2011|4 Malli: -0,7669 23 15 Heini Kainulainen: kuva-arkisto 65 %
yht. Z 393 205 52,16 %
yht. 4 393 206 52,42 %

Kuva 58. 1.3.2011 suoritettujen tunnistustestien yhteenveto. Testiaineisto sisélsi yhteensa 393
kuvaa, jotka koostuivat kolmesta eri kuvasarjasta [Fei-Fei ym. 2003b: dalmatian; Kainulainen;
Kallio].

Tehtyjen tunnistustestien yhteenveto (kuva 58) paljastaa, ettd naissa testeissd yhteis-
tulokset eivat eronneet kaksi- ja neljakomponenttisien tunnistusmallien valilla: kaksi-
komponenttisen mallin kokonaistunnistusprosentti on 52,16 ja neljakomponenttisen

52,42 %, eroa on siis vain 0,26 prosenttiyksikkoa.

7.3 Kayttéohje

KOIRAKO vaatii toimiakseen Linux-kayttojarjestelméan, MATLAB-ohjelmistosta véahin-
tdan version 7.6 t ja VOC-sovelluksen version 3.1 [Felzenszwalb ym. 2009]. Ohjeet
KOIRAKON asentamiseen loytyvat liitteestd 2, joka sisaltéd muun muassa muutoksia
VOCin funktioihin ja KOIRAKON hakemistopolkuihin.
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288 KroiRaKo
edosta  Onje

T ony Iy

Lataa tunnistettava kuva: Valitse tunnistusmalli: Etsi kuvasta koira

Hae kuva tietokoneeltasi Koira - 2 komponenttia - Tallenna tulokset

¢ ¢ 5

Tunnistettava kuva Tunnistusmalli Tunnistustulos

Kuva 59. KOIRAKO-sovelluksen paaikkuna sovelluksen kaynnistyttya.

KOIRAKON kayttoliittyma sisaltad yhden nakyman (kuva 59), josta sen kaikki toiminnot
tapahtuvat. Hae kuva tietokoneeltasi -painike avaa tiedoston valintaikkunan, josta vali-
taan tunnistettava kuva. Tunnistamisessa kaytettdva malli valitaan pudotusvalikosta,
tunnistusprosessi kaynnistetaan Etsi kuvasta koira -painikkeella ja tuloskuvan tallenne-
taan Tallenna tulokset -painikkeella. KOIRAKON kayttoa kayttotapauksittain (K1-K4) on

simuloitu liitteessa 3.

7.4 Jatkokehityksesta

Téssa luvussa luetellaan tunnettuja KOIRAKO-sovelluksen kayttoliittymaan ja ohjelma-

koodiin liittyvia puutteita seka esitelladn ehdotuksia sovelluksen jatkokehittamiseksi.

Kovakoodatut hakemistopolut

KOIRAKO-sovelluksen ohjelmakoodissa on hakemistopolkuja siséltéavia muuttujia,
joiden arvot on upotettu ohjelmakoodiin. Naiden muuttujien arvot tulisi lukea asetus-
tiedostosta, ja hakemistopolkujen vaihtamisen tulisi olla mahdollista sovelluksen kaytt6-

littymasta kasin.

Kayttoliittyméakomponentit tuhoavien desktruktorien puuttuminen

Mikali KOIRAKO suljetaan ja kaynnistetdan uudestaan MATLABIia sulkematta, luodaan
sovelluksen kayttoliittyman komponenteista uudet ilmentyméat jo olemassa olevien
lisdksi. Tama johtuu luultavasti siitd, ettei handle-luokan periviin alaluokkiin kuuluvia

destruktoreita ole toteutettu.
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Tuntemattomien tiedostotyyppien puutteellinen késittely

Sovelluksen ohjelmakoodi ei osaa kasitella virhetilannetta, joka syntyy kayttajan vali-
tessa tiedostonvalintaikkunasta kohteen, joka ei ole tunnetun muotoinen kuva. Téata
kirjoittaessa kayttaja voi valita tiedostonvalintaikkunasta mink& tahansa tiedoston tai

hakemiston ilman, ett& sovellus reagoi siihen mitenkaan.

MATLABIn abstraktin hgsetget-luokan periytyminen

hgsetget-luokka siséltdad erityiset getter- ja settermetodit, joita kayttamalla saadaan
kutsuttua toisen luokan muuttujia. Ongelmana on kuitenkin se, ettd niiden kayttaminen
vaatii viittauksen kohteena olevan luokan muuttujien GetAccess-parametrin arvoksi
public. KOIRAKO-sovelluksen ohjelmoinnissa hgsetget-luokkaa on kaytetty siksi, etta
MATLABIn oliopohjaiseen ohjelmointiin tutustuessa luultiin sen kéyton olevan pakollista,
mika myohemmin osoittautui vaaraksi tiedoksi. Vaihtoehtona hgsetget-luokan metodien
kayttamiselle voidaan tehdda omat getter- ja setter-metodit, jolloin GetAccess-
parametrin arvo voisi olla private, joka sen kuuluukin olla. Ohjelmakoodia tulisi muut-
taa siten, ettei mikaan luokka perisi MATLABIn abstraktia hgsetget-luokkaa, koska taten

luokkien muuttujien GetAccess-parametrin arvo voisi olla private.

MATLABIn pakettimdérittelyt

KOIRAKO-sovelluksen paketti- ja moduulikaaviosta on nahtavissa, etta sovellus koostuu
paketeista, jotka on jaettu moduuleihin. Kaytanndssa tama tapahtuu MATLABIssa siten,
ettd luodaan hakemisto, jonka nimi alkaa plusmerkilla eli kayttoliittymapaketin hake-
miston nimi voisi olla +kayttoliittyma [Scoping Classes with Packages], ja kyseiseen
hakemistoon sijoitetaan kaikki kayttoliittyméapakettiin kuuluvat luokat. Pakettimaaritte-

lyt kuitenkin puuttuvat KOIRAKOnN toteutuksesta.

Tiedostonvalinta- ja -tallennusikkunoiden Cancel-painikkeet
Tiedostonvalinta- ja -tallennusikkunoiden Cancel-painikkeiden toimintoja ei ole ohjel-

moitu, siksi niiden napauttaminen aiheuttaa virhetilanteen MATLABIssa.

Pudotusvalintalista
KOIRAKON kaynnistyessa paaikkunan Valitse tunnistusmalli-pudotusvalintalistan oletus-

valintana on Koira - 2 komponenttia, mutta tunnistusnakymassa ei ole sen kuvaa vaan
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KOIRAKON logo. Pudotusvalintalistan oletusvalinnan tulisi olla joko tyhja tai esimerkiksi

teksti <valitse malli>.

Tiedostonvalinta- ja -tallennusikkunoiden tekstit
Kayttoliittyman JFileChooser-komponentin tekstit ovat englanninkieliset. Ne pitéisi vaih-
taa suomenkielisiksi, jotta sovelluksen ulkoasu sailyisi yhdenmukaisena ja kaytettavyys

paranisi.

Valikkopalkin toiminnot
Sovelluksen valikkopalkin toiminnot Tiedosto-valikon Hae kuva, Tallenna ja Sulje sovel-

lus eivat ole kaytettavissa, koska ohjelmakoodi on jadnyt keskeneraiseksi.

Hahmontunnistuksen rajoittuminen yhteen koiraan kerralla

VOC-sovellukseen tehty funktio findMaxSizeBbo etsii tunnistusprosessissa suurimman
tunnistuskehyksen ja palauttaa kehyksen. Funktio rajoittaa tunnistusprosessin tuotta-
maa tulosta siten, ettd tuloksena naytetddn vain yksi tunnistuskehys, vaikka VOC-

sovellus paikantaisi useamman koiran kuvasta.

Muiden kohdeluokkien kohteiden tunnistaminen

KOIRAKOa kaytettdaessa tunnistusprosessissa kaytettava tunnistusmalli valitaan pudo-
tusvalintalistasta. Muuttamalla kayttoliittymaa siten, ettd tunnistusmallin siséltéavan
tiedoston voi valita tietokoneelta, olisi myds muiden kohteiden kuin koirien tunnistami-
nen ja paikantaminen mahdollista. Sen toteuttamiseen tarvitaan vain tunnistusmalli ja

muutama muutos KOIRAKON kayttoliittyman ohjelmakoodissa.

8 Olio-ohjelmointi MATLABIlla

MATLAB (Matrix Laboratory) on vektori- ja matriisilaskennan kehitysympéristd seka
siind kaytettdva ohjelmointikieli, joka mahdollistaa nopean numeerisen laskennan
esimerkiksi tieteellisiin ja teknisiin tehtéviin [MATLAB — The Language Of Technical
Computing]. MATLABIlla ohjelmoimiseen liittyy useita ratkaisuja, jotka saattavat vaikut-

tavat kummallisilta, jos on aloittanut ohjelmoinnin Java-kielell&.
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MATLAB-ohjelmointikielessa olio-ohjelmointi ominaisuuksia parannettiin huomattavasti
MATLABIn versiossa 7.6 vuonna 2008, kun siihen oli mahdollista maaritella luokka,
metodit ja luokkamuuttujat [Programming, MATLAB Version 7.6 (R2008a)]. Sité ennen
versiosta 6 alkaen luokkaoliot olivat teknisesti struktuureita ja ne maadriteltiin alihake-
mistona, joka sisalsi luokan luonti- ja metodifunktiot [Apiola & Laine]. Esimerkiksi luok-

ka nimeltd pallo toteutettiin luomalla alihakemisto @pallo.

Téssa luvussa esitellddn olio-ohjelmointia, kuten esimerkiksi luokkien, muuttujien ja

metodien madrittely MATLAB-ymparisttssa.

8.1 Luokka-, muuttuja- ja metodilohkot

Seuraavaksi esitelladn lyhyesti luokka-, muuttuja ja metodilohkojen maarittelyt MATLA-

Bissa.

Luokkalohko (classdef)

Luokka luodaan MATLABissa m-tiedostoon, joka on MATLABIn oma tiedostopaate.
Tiedosto katsotaan Iluokaksi, kun sinne on maaritelty classdef-niminen lohko.
M-tiedoston ensimmaiselle riville kirjoitetaan classdef UudenLuokanNimi ja lohko sulje-
taan sanalla end. Classdef-lohko koostuu properties-, methods- ja events-alilohkoista.
Kuvassa 60 on esimerkki luokasta nimeltd KOIRAKOSovelluslogiikka, ja se siséltaa

kahdenlaisia properties-alilohkoja sekd methods-alilohkon. [Classdef Block.]

Elclassdef KOIRREDSovelluslogiikka
2 [H properties (Constant)
end
properties (Sethiccoess = private, GethAccess = pubklic)
end

] methcdg

34 end

35 end

Kuva 60. MATLABIn luokkamaéarittelyt m-tiedostossa. Vihreélla on merkattu classdef-lohkon alku
ja loppu, keltaisella properties-alilohko ja punaisella methods-alilohko.

[ )

Luokkaa voidaan kutsua MATLAB-ohjelmiston komentoikkunasta suoraan luokan nimel-
14, jolloin luokasta luodaan olio, jota pystyy tarkastelemaan MATLABIn tyétilassa

(workspace). MATLAB tallentaa olion muuttujaan nimelta ans.
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Muuttujalohkot (properties)

MATLABIn olio-ohjelmoinnin syntaksissa muuttujat maaritelladn properties-lohkoissa
[Property Attributes]. Esimerkiksi, jos luokassa on nakyvyysalueeltaan private- ja
public-maaritteisid muuttujia, ne pitédd jakaa omiin properties-lohkoihin. Toiselle lohkol-
le tulee attribuutiksi Access=private ja toiselle Access=public (kuva 60). MATLABIn
properties-maarittelyn erikoisuus on se, ettd Access-attribuutin sijaan voidaan maaritel-

I erikseen SetAccess- ja GetAccess-ominaisuudet.

Metodilohkot (methods)

My6s metodilohkoille maaritelladn attribuutit aivan kuten properties-lohkoillekin. MAT-
LABin metodien oletusnakyvyys on public eli julkinen [Class Methods]. Siina tapaukses-
sa lohkolle ei anneta parametreja. AbstraktiNakyma-luokka on abstrakti luokka, jonka
kuvissa esiintyvat TunnistusNakyma- seka AsetusNakyma-luokat perivat. Se sisaltaa
attribuuteiltaan kahden tyyppisia metodeja: julkisia seka staattisia abstrakteja. Luokan
metodit muokkaavat kayttoliittyman ulkoasua, kuten esimerkiksi paneelien vareja ja

otsikoiden fontteja.

Jokaisen metodin ensimmaisend parametrina on viittaus, joka viittaa kyseisen metodin
omaan luokkaan. Parametrin voi nimetd miten vain ja tdméan tyon ohjelmakoodissa sita
kutsutaan nimelld se/f. MATLABIssa ei periaatteessa ole muita parametrittomia meto-
deja kuin konstruktori ja staattiset metodit, joita voidaan kutsua ilman luokan ilmenty-
maa. Ei-staattiset metodit sisaltavat aina parametrin self. Sen avulla paastaan kasiksi
luokan muuttujiin  (kuten esimerkiksi seff.tulosLb/) ja voidaan kutsua luokan
ei-staattista metodia seff.setUlkoasuPaneeli(). Huomattavaa on, ettd metodin madritte-

lyssa tulee mainita se/f, mutta metodia kutsuttaessa se jatetaan pois.

8.2 MATLABIN hgsetget-luokka

AbstraktiNakyma-luokka perii MATLABINn abstraktin Agsetget-luokan ja ndin sen metodit
on kaytettavissa myds TunnistusNakyma- ja AsetusNakyma-luokissa. Agsetget-luokalla
on nelja metodia: set, get, setdisp sekd getdisp ja se on edelld mainitun hand/e-luokan
aliluokka [hgsetget]. Metodilla set asetetaan muuttujan arvon ja get-metodi palauttaa

sen. hgsetget-luokan get-metodin kayttaminen vaatii toimiakseen muuttujan GetAc-
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cess-nakyvyysalueen julkiseksi. KOIRAKO-sovelluksen suunnitteluvaiheessa oletettiin,
ettd getter pitda tehda hgsetget-luokan get-metodilla. Myéhemmin huomattiin, etta
getterin toteutuksen voi tehda itse, jolloin GetAccess attribuutin arvo saa olla private.
Sovelluksen toteutus sisaltéd kuitenkin Agsefget-luokan get-metodeita, jotka pakotta-

vat GetAccess-attribuutin arvoksi public.

8.3 Abstraktit luokat

Kuvassa 61 maadritelladn abstrakti luokka ja sen periva aliluokka. Yliluokka peritdan
kayttamalla < merkkia. Aliluokan metodeissa yliluokan metodeja kutsuttaessa kutsujo-
no on pitkda, koska MATLABIn syntaksi vaatii aliluokan metodin nimeksi saman, kuin
mité kutsuttava yliluokan metodi on. Se estaa laittamasta kaikkien yliluokan metodikut-

suja yhteen metodiin.

ia-]GlﬂSSﬂEf Bbatraktilakyma 1 [Hclassdef RsetusNakyma < RKbatraktilakyma

+ methods 2 [—:—_' properties (Constant)
& end : Ly end
T -] methods (Abstract, Static) 18 properties (Setlccess = private, Getdccess = public)
20 [ end 35 end

21 L66 end
22 end

Kuva 61. Kuvassa vasemmalla on abstrakti luokka ja oikealla sen aliluokka. Periytyminen toteu-
tetaan classdef-rivilla pienempi kuin -merkilla.
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Esimerkkikoodi 1 havainnollistaa yliluokan metodin kutsumista TunnistusNakyma-
luokasta.

classdef TunnistusNakyma < AbstraktiNakyma

methods
function setUlkoasu(self)

self.setUlkoasuPaneeli();
self.setUlkoasuKuvaPaneeli();
self.setUlkoasuOtsikkoFontti();

end

function setUlkoasuPaneeli(self)
setUlkoasuPaneeli@AbstraktiNakyma(self.vasenpaneeli);
setUlkoasuPaneeli@AbstraktiNakyma(self.keskipaneeli);
setUlkoasuPaneeli@AbstraktiNakyma(self.oikeapaneeli);

end

function setUlkoasuKuvaPaneeli(self)
setUlkoasuKuvaPaneeli@AbstraktiNakyma(self.vasenKuvapaneeli);
setUlkoasuKuvaPaneeli@AbstraktiNakyma(self.keskiKuvapaneeli);
setUlkoasuKuvaPaneeli@AbstraktiNakyma(self.oikeaKuvapaneeli);

end

function setUlkoasuOtsikkoFontti(self)
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.ladattuKuvalbl);
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.malliLbl);
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.tulosLbl);

end

end

end
Esimerkkikoodi 1. Yliluokan metodien kutsuminen aliluokasta.

MATLABIn oliopohjaisen ohjelmoinnin kaytettavyyttd parantaisi se, ettei yliluokan
metodien kayttaminen vaatisi kutsuvalta metodilta samaa nimeda. Siind tapauksessa
kaikki yliluokan metodikutsut voisi sisdltyd yhteen metodiin, kuten esimerkkikoodi 2
esittdd. Huomattavaa on, ettd esimerkkikoodi 2 on vain teoreettinen parannusehdotus

ja se tuottaa virhetilanteen MATLABIssa.
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function setUlkoasu(self)
setUlkoasuPaneeli@AbstraktiNakyma(self.vasenpaneeli);
setUlkoasuPaneeli@AbstraktiNakyma(self.keskipaneeli);
setUlkoasuPaneeli@AbstraktiNakyma(self.oikeapaneeli);
setUlkoasuKuvaPaneeli@AbstraktiNakyma(self.vasenKuvapaneeli);
setUlkoasuKuvaPaneeli@AbstraktiNakyma(self.keskiKuvapaneeli);
setUlkoasuKuvaPaneeli@AbstraktiNakyma(self.oikeaKuvapaneeli);
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.ladattuKuvalbl);
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.malliLbl);
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.tulosLbl);

end

Esimerkkikoodi 2. Parannusehdotus MATLABIn tapaan sitoa yliluokan metodikutsu aliluokan
metodin nimeen, vertaa esimerkkikoodi 1.

8.4 Callback-toiminnot

KOIRAKOKayttoliittyma-luokka perii MATLABIn abstraktin Aandle-luokan, jota tarvitaan
sovelluksen toimintojen kannalta tarkeassa asetaKontrolleri-metodissa. Taman metodin
toteutukseen loydettiin apua Undocumented Matlab -sivustolta [Uicontrol callbacks],
jossa neuvotaan Javan kayttoliittymékomponenttien ja MATLABIn kayttamistd yhdessa.
MATLABIn kehittdjan MathWorksin kayttéohjeista ei 16ydy vastaavia tietoja. Esimerkki-
koodi 3 havainnollistaa handle-objektin kaytt6d ActionPerformedCallback-toiminnon

asettamisessa.

haeKuvaBtn = javax.swing.JButton('Hae kuva’);
haeKuvaBtnHndl = handle (haeKuvaBtn, 'CallbackProperties');

set(haeKuvaBtnHndlI, 'ActionPerformedCallback’, @kontrolleri.naeKuvaBtnClick);

Esimerkkikoodi 3. Callback-toimintojen asettaminen.

set-funktion kaytto ilman Aandle-objektia (esimerkkikoodi 3) saattaa aiheuttaa pahoja
muistivuotoja, mikd vuoksi haeKuvaBtn-muuttujaa ei kannata laittaa suoraan funktion
set parametriksi [Uicontrol callbacks]. Se méaarittelee KOIRAKOKontrolleri-luokan meto-

din nimen, jota kutsutaan, kun esimerkiksi haeKuvaBtn-muuttujan viittamaa kompo-
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nenttia eli painiketta napautetaan. Edella mainittujen metodien lisaksi KOIRAKOKaytto-
littyma-luokka siséltdd gettereitd ja settereitéd sekd muita metodeita, joilla paivitetdan

kayttoliittymaad KOIRAKOKontrolleri-luokan callback-metodien toimesta.

9 Yhteenveto

Tama insindorityd oli 1&htoisin kiinnostuksesta hahmontunnistukseen ja kayttoliittyma-
ohjelmointiin sekd halusta oppia ymmartamaan molempia osa-alueita. InsinGdrityén
tavoitteena oli perehtyd hahmontunnistukseen ja l6ytdd menetelmd, jota voitaisiin
kayttdd toteutettavassa hahmontunnistussovelluksessa. InsinGorityd koostui hahmon-
tunnistuksen ja koneoppimisen teorian opiskelusta sekd ohjelmoinnista MATLAB-
ymparistdssa. Liséksi tutkittin ja testattin VOCia, mik& auttoi soveltamaan opittua

teoriaa kaytannossa.

Insindoritydn tuloksena madriteltiin, suunniteltiin ja toteutettiin graafisen kayttoliitty-
man sisdltdma hahmontunnistussovellus KOIRAKO, joka tunnistaa ja paikantaa digitaa-
lisesta kuvasta koiran. Se saa sydtteenad analysoitavan kuvan ja palauttaa tunnistustu-
loksen kuvana, jossa onnistuneesti tunnistettu kohde on rajattu tunnistuskehyksella.
KOIRAKO toteutettiin olioperusteisesti MATLAB-kielelld, sen kayttoliittyma koottiin
Swing-kirjaston  komponenteista ja sen  sovelluslogiikasta luotiin  yhteys
VOC-sovellukseen kuvan analysointiin tarvittavien funktioiden osalta. Lisdksi VOCin

ohjelmakoodia muokattiin KOIRAKOnN kayttotarpeiden mukaisiksi.

Ensimmaisessa vaiheessa tutkittiin hahmontunnistuksen kasitteitd ja menetelmia,
joiden myo6ta esiin tulleisiin  hahmontunnistusalgoritmeihin syvennyttiin tarkemmin
tavoitteena ymmartaa koneoppimisen oppimis- ja tunnistusvaiheita alusta loppuun asti.
Siind samalla l6ydettiin VOC-sovellus, joka osoittautui erinomaiseksi valinnaksi moni-

puolisen ja haasteellisen teorian johdosta.

Ongelmaksi muodostui tydn laajuus, silla jo perusalgoritmeja tutkittaessa, siind ohessa
taytyi perehtya lisaksi muun muassa matematiikkaan (lineaarialgebraa, todenna-
koisyysteoriaa ja paatosteoriaa), digitaaliseen kuvankasittelyyn ja digitaaliseen signaa-

linkasittelyyn. Lisaksi MATLAB vektori- ja matriisilaskentoineen oli taysin tuntematon
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ymparistd, johon syventyminen vei aikaa, unohtamatta MATLABIn olio-ohjelmointiin
perehtymista. Haasteena olivat mygds alan artikkelit, joita tyon alkuvaiheessa oli lahes
toivotonta ymmartaa peruskasitteiden ollessa tuntemattomia. Hahmontunnistukseen ja
koneoppimiseen tutustumisen my6ta tydskentely helpottui ja tutkimustyon edetessa

artikkeleista 16ytyi yhd enemman insin6oritydssa hyddynnettavéksi soveltuvaa tietoa.

KOIRAKO-toteutuksessa hyddynnetyn VOC-sovelluksen testaaminen tapahtui koke-
musperdisesti, koska hahmontunnistuksen teoriaan perehtyminen ei ollut KOIRAKON
suunnittelu- ja toteutusaikana viela siina vaiheessa, etta olisi osattu tehda kehityspaa-
toksia VOCin suhteen. VOCia testattiin MATLABIssa ja saavutettiin timan insin60rityén
laajuuteen nahden kelvolliset tulokset, joiden perusteella VOC valittiin osaksi KOIRA-
KOn sovelluslogiikkaa. Vasta KOIRAKO-sovelluksen ohjelmoimisen jalkeen péaastiin
jatkamaan VOCin teorian sisaltavien algoritmien kasittelyd péaasemattd kuitenkaan
tutkimaan VOCin teoriaa taysin loppuun asti taman insindorityéraportin valmistu-

misajankohdan puitteissa.

Niin  KOIRAKOssa kuin VOC-sovelluksessa riittdd paranneltavaa taman insingorityon
aiheen osalta. KOIRAKON ohjelmakoodia tulisi jarkeistaa esimerkiksi poistamalla kova-
koodatut ohjelmistopolut ja VOC-sovelluksen kayttdda KOIRAKOssa tulisi tutkia opitun

teorian pohjalta.
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Multi-Cue ISM: Asennusohjeet (Ubuntu 10.04 LTS)
Lataa Multi-Cue 1SM-sovellus

www-osoitteesta: http://www.vision.ee.ethz.ch/~bleibe/code/ism.html.

1. Luo symboliset linkit code- ja codebooks-hakemistoille
In -s $PWD/code ~/code
In -s $PWD/codebooks ~/codebooks
Huomio: $PWD/code tilalle voi laittaa normaalin polun alkaen omasta
ty6hakemistosta ja varmistaa etta linkki toimii.
Huomio: codebooks-hakemisto on hyva tallentaa ism-feb08-hakemistoon.
2. Tarkasta onko koneeseen asennettu tcsh/csh-komentotulkkia, jos ei asenna
sudo apt-get install tcsh
tai
sudo apt-get install csh

3. Vaihda komentotulkki
which csh
which tcsh

4. Mene sen jalkeen codebooks-hakemistoon ja aja prepare.sh

./prepare.sh
5. Mene paahakemistoon, jossa on start.sh -tiedosto ja aja se, jotta ndet puuttuvat
tiedostot ja kirjastot

./start._sh

puuttuvat tiedostot esimerkiksi,

sudo apt-get install libgt3-mt

sudo apt-get install libgt3-mt

sudo apt-get install libstdc++6
6. Ubuntu 10.04 -versio kayttda c++ kirjastoa libstdc++6, mutta tassa sovelluksessa
tarvitaan libstdc++5:sta. Lataa libstdc++5 osoitteesta:
http://packages.debian.org/lenny/i386/libstdc++5/download ja aloita automaattinen
asennus.

7. Kaynnista sovellus
./start_sh
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KOIRAKO: Asennusohjeet
e Lisdd KOIRAKO-hakemisto samalle tasolle hakemistorakenteeseen kuin VOC-release 3.1
0 esimerkiksi
0 ../work/KOIRAKO
0 .../work/voc-release3.1
o KOIRAKO-hakemisto nayttaa seuraavalta
0 /KOIRAKO/kuvat
0 /KOIRAKO/tulokset
0 /KOIRAKO/AbstraktiNakyma.m
0 /KOIRAKO/AsetusNakyma.m
0 /KOIRAKO/TunnistusNakyma.m
0 /KOIRAKO/KOIRAKOKayttoliittyma.m
0 /KOIRAKO/KOIRAKOKontrolleri.m
0 /KOIRAKO/KOIRAKOSovelluslogiikka.m
0 /KOIRAKO/Tunnistamo.m
0 /KOIRAKO/TunnistettavaKuva.m
0 /KOIRAKO/Tunnistusmalli.m
0 /KOIRAKO/KaynnistaSovellus.m

e Lisda voc-release3.1-hakemistoon seuraavat hakemistot ja tiedostot (ne l6ytyvat Lisaa-
VOChakemistosta)
0 /voc-release3.1/mallit/
0 /voc-release3.1/process.m
0 /voc-release3.1/findMaxSizeBbo.m
o KOIRAKO-sovelluksen seuraaviin tiedostoihin tulee muuttaa polut, jotta ne vastaavat oman
koneen
hakemistorakennetta. Tiedostot 16ytyvat KOIRAKO-hakemistosta.
0 TunnistusNakyma.m
Y rivi 7, polku-niminen muuttuja
0 KOIRAKOKayttoliittyma.m
Y rivi 21, imgUrl-niminen muuttuja
0 KOIRAKOSovelluslogiikka.m
Y rivi 3, VOCPolku-niminen muuttuja
Y self.setValittumalliKuvaPolku(...)rivi 50, malliPolku-niminen

muuttuja

Y rivi56 load ...

Y rivi 66 self.setValittumalliKuvaPolku(...)
g

e rivi 72 load ...

e rivi 82 self.setValittumalliKuvaPolku(...)

e rivi 87 load ...

e rivi 97 self.setValittumalliKuvaPolku(...)

e rivi 102 tuloskuvanPolku-niminen muuttuja
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KOIRAKO: Kayttotapausten simulointi

Kéyttotapaus Valitse analysoitava kuva (K1)

2 © @ KOIRAKO

Tiedosto  Ohje
|_Etsi kuvasta koira
Tallenna tulokset

Lataa tunnistettava kuva: Valitse tunnistusmalli:
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Tunnistusmalli

Etsi kuvasta keira |

Jallenna tulokset |

Tunnistustulos




Kéyttotapaus Valitse tunnistusmalli (K2)

009 KOIRAKD
Tledaste  Ohje

L

Lataa tunnistettava Kuva: Valitse tunnistusmalli:

| Hae Kuva tietokonesltasi Kaira - 2 kompanenttia / -
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5
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0O O KoIRAKD
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e
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e
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KOIRAKO: Luokka KOIRAKOKayttoliittyma

Kontrollerimoduuli kommunikoi kayttoliittymamoduuliin kuuluvan KOIRAKOKayttoliitty-
ma-luokan kanssa. KOIRAKOKayttoliittyma rakentaa kayttoliittyman muun muassa
Swing-komponentteja kutsumalla ja hallinnoi ndkymamoduuliin kuuluvia luokkia paivit-

tamalla kayttoliittymaa kontrollerimoduulin pyynnosta.

KOIRAKOKayttoliittyma <<getter>>+getAsetusnakyma( self ) : asetusnakyma
<<getter>>+getTunnistusnakyma( self ) : tunnistusnaky ma

::ﬁﬂﬂ:zkz‘:gj:;x <<getter>>+getKalilkkuna( self ) : kalikkuna

tictojalki [ Px " <<getter>>+getTietojaRaami( self ) : tietojaRaami

t;:t?':ll«ﬂ:::Kz‘::eyjst properties <<getter>>+getHaeKuvaltem( self ) : haeKuvattem

b éllu NSt (Constant) <<getter>>+getTallennattem( self ) : tallennattem

] <<getter>>+getSulietem( self ) : sulietem

-t;:%ostoJMenuStr <<getter>>+getTietojaltem( self ) : tietojaltem

e <<getter>>+getAsetusnakymaHaeKuvaBin( self ) : haeKuvaBtn

e e s <<getter>>+getAsetusnaky maEtsiKoiraBtn( self ) : etsiKoiraBtn
_sujekemstr <<getter>>+getAsetusnaky maTallennaTuloksetBtn( self ) : tallennaTuloksetBtn
e tamstr <<getter>>+getAsetusnaky maMalliListaCbx( self ) : malliListaChx

—teki'éS‘tr <<getter>>+getAsetusnaky maValittukuvaPolku( self ) : valittuKuvaPolku

B vnl"|5lr <<getter>>+getTunnistusnaky maValittuKuvaPolku( self ) : valituKuvaPolku
-gihestr <<getter>>+getAsetusnakymaAsetuspaneeli( self ) : asetuspaneeli
e <<getter>>+getTunnistusnaky maTunnistuspaneeli self ) : tunnistuspaneeli
lsuleTetajaStr o ________ <<getter>>+getTunnistusnakymaTulosKuva( self ) : tulosKuva

<<getter>>+getTunnistusnaky maTulosKuvaPolku( self ) : tulosKuvaPolku
<<setter>>+setTunnistettavaKuvaPolku( self, tunnistettavakuva )
<<setter>>+setTulosKuvaPolku( self, tulosKuva )
+rakennaKayttoliitty ma( self )

+asetaKontrolleri( self, kontrolleri )

+avaaTiedostonValitsija( self )
+allennaValittuKuvaPolkuTunnistusnaky maan( self )
+vaihdaTunnistettavaKuva( self, uusikKuva )

+haeValittuMallindx ( self ) : mallindx

+vaihdaTunnistusmallikuva( self, uusiMalli )

+vaihdaTulosKuva( self, tulosKuva )

+tallennaTulosTiedostoon( self, tulosKuva )

+setUkoasu( self )

+naytaTietojaKOIRAKOSTA( self )

-asetusnakyma : AsetusNakyma
-tunnistusnakyma : TunnistusNakyma )
-kontrolleri : Kontrolleri properties .
-kalilkkuna : JFrame (SetAccess=private,
-sisaltopaneeli : JPanel GetAccess=public)
-borderLayout : BorderLayout
-otsikkopalkki : JMenuBar
-hakuvaltem : JMenutem
-tallennaltem : JMenuttem
-sulietem : JMenultem
-tietojattem : JMenultem
-tietojaRaami : JFrame
-tekijaLbl : JLabel

-pvmLbl : JLabel

-aiheLbl : JLabel

-versioLbl : JLabel

-imgLbl : JLabel
-suljeTietojaBtn : JLabel

Kuva 62. Luokan KOIRAKOKayttoliittyma muuttujat ja metodit.

KOIRAKOKayttoliittyma luokan muuttujat ja metodit on listattuna kuvaan 62, jonka

jalkeen esitelladn ohjelmakoodi.

classdef KOIRAKOKayttoliittyma < handle
properties (Constant)

% kayttoliittyman tekstit, nimet ja koot

sovellusNimiStr = 'KOIRAKO';
ikkunanLeveysPx = 1200;
ikkunanKorkeusPx = 650;

tietojalkkunanLeveysPx = 250;
tietojalkkunanKorkeusPx = 230;

tiedostoJMenuStr = 'Tiedosto’;

ohjeJMenuStr = 'Ohje’;
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haeKuvaltemStr = 'Hae kuva...;
tallennaltemStr = 'Tallenna’;
suljeltemStr = 'Sulje sovellus';
tietojaltemStr = 'Tietoja KOIRAKOsta';
tekijaStr = 'Marika Kénénen 0601512';
pvmStr ='21.4.2011";
aiheStr = 'Hahmontunnistussovellus KOIRAKO';
versioStr = 'versio 1.1
imgUrl = 'lhome/tpj/prog/MATLAB/R2010b/work/KOIRAKO/kuvat/logoPieni.jpg';
suljeTietojaStr = 'Sulje’;
end

properties (SetAccess = private, GetAccess = public)
% luokkamuuttujat
asetusnakyma;
tunnistusnakyma;
kontrolleri;

% kayttoliittyman komponentit

kalilkkuna = javax.swing.JFrame;
sisaltopaneeli = javax.swing.JPanel;
borderLayout = java.awt.BorderLayout;

% valikon komponentit

otsikkopalkki = javax.swing.JMenuBar;

haeKuvaltem = javax.swing.JMenultem(KOIRAKOKayttoliittyma.haeKuvaltemStr);
tallennaltem = javax.swing.JMenultem(KOIRAKOKayttoliittyma.tallennaltemStr);
suljeltem = javax.swing.JMenultem(KOIRAKOKayttoliittyma.suljeltemStr);
tietojaltem = javax.swing.JMenultem(KOIRAKOKayttoliittyma.tietojaltemStr);

% tietoja-ikkunan komponentit

tietojaRaami = javax.swing.JFrame;
tietojapaneeli = javax.swing.JPanel;
tekijaLbl = javax.swing.JLabel;
pvmLbl = javax.swing.JLabel;
aiheLbl = javax.swing.JLabel;
versioLbl = javax.swing.JLabel;
imgLbl = javax.swing.JLabel;
suljeTietojaBtn = javax.swing.JButton;

end

methods

function olioKS = KOIRAKOKayttoliittyma()
try
% setDefaultCloseOperation(EXIT_ON_CLOSE);
rakennaKayttoliittyma(olioKS);
disp('KOIRAKOKayttoliittyma konstruktori, ennen testinkutsua');



%
%

olioKS.tunnistusnakyma.testi();
disp('KOIRAKOKayttoliittyma konstruktori, jalkeen testinkutsua');
catch exception
raportti = getReport(exception, 'extended');
disp(raportti);
end

end

% getterit

function getAsetusnakyma = get.asetusnakyma(self)
getAsetusnakyma = self.asetusnakyma;

end

function getTunnistusnakyma = get.tunnistusnakyma(self)
getTunnistusnakyma = self.tunnistusnakyma;

end

function getKalilkkuna = getKalilkkuna(self)
getKalilkkuna = self kalilkkuna;

end

function getTietojaRaami = getTietojaRaami(self)
getTietojaRaami = self.tietojaRaami;

end

function getHaeKuvaltem = get.naeKuvaltem(self)
getHaeKuvaltem = self.haeKuvaltem;

end

function getTallennaltem = get.tallennaltem(self)
getTallennaltem = self.tallennaltem;

end

function getSuljeltem = get.suljeltem(self)
getSuljeltem = self.suljeltem;

end

function getTietojaltem = get.tietojaltem(self)
getTietojaltem = self.tietojaltem;

end

function getAsetusnakymaHaeKuvaBtn = getAsetusnakymaHaeKuvaBtn(self)
getAsetusnakymaHaeKuvaBtn = self.asetusnakyma.get.naeKuvaBtn();

end

function getAsetusnakymakEtsiKoiraBtn = getAsetusnakymakEtsiKoiraBtn(self)
getAsetusnakymaEtsiKoiraBtn = self.asetusnakyma.get.etsiKoiraBtn();

end

function getAsetusnakymaTallennaTuloksetBtn = getAsetusnakymaTallennaTuloksetBtn(self)
getAsetusnakymaTallennaTuloksetBtn = self.asetusnakyma.get.tallennaTuloksetBtn();

end

function getAsetusnakymaMalliListaCbx = getAsetusnakymaMalliListaCbx(self)
getAsetusnakymaMalliListaCbx = self.asetusnakyma.get.malliListaCbx();

end
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function getAsetusnakymaValittuKuvaPolku = getAsetusnakymaValittuKuvaPolku(self)
getAsetusnakymaValittuKuvaPolku = self.asetusnakyma.get.valittuKuvaPolku();

end

function getTunnistusnakymaValittuKuvaPolku = getTunnistusnakymaValittuKuvaPolku(self)
getTunnistusnakymaValittuKuvaPolku = self.tunnistusnakyma.get.tunnistettavakuvaPolku();

end

function getAsetusnakymaAsetuspaneeli = getAsetusnakymaAsetuspaneeli(self)
getAsetusnakymaAsetuspaneeli = self.asetusnakyma.get.asetuspaneeli();

end

function getTunnistusnakymaTunnistuspaneeli = getTunnistusnakymaTunnistuspaneeli(self)
getTunnistusnakymaTunnistuspaneeli = self.tunnistusnakyma.get.tunnistuspaneeli();

end

function getTunnistusnakymaTulosKuva = getTunnistusnakymaTulosKuva(self)
getTunnistusnakymaTulosKuva = self.tunnistusnakyma.get.tulosKuva();

end

function getTunnistusnakymaTulosKuvaPolku = getTunnistusnakymaTulosKuvaPolku(self)
getTunnistusnakymaTulosKuvaPolku = self.tunnistusnakyma.get.tulosKuvaPolku();

end

% setterit

function setTunnistettavaKuvaPolku(self tunnistettavaKuva)
disp(tunnistettavaKuva);
self.tunnistusnakyma.setTunnistettavaKuvaPolku(tunnistettavaKuva);

end

function setTulosKuvaPolku(self,tulosKuva)
self.tunnistusnakyma.setTulosKuvaPolku(tulosKuva);

end

% kayttoliittyman kokoaminen
function rakennaKayttoliityma(olioKS)
import javax.swing.*

import java.awt.*;

% luodaan luokkailmentymat

olioKS.asetusnakyma = AsetusNakyma();

olioKS.tunnistusnakyma = TunnistusNakyma();

% valmistellaan JFrame

olioKS.kalilkkuna = JFrame(KOIRAKOKayttoliittyma.sovellusNimiStr);
olioKS.sisaltopaneeli = olioKS.kalilkkuna.getContentPane;

% asetetaan layout

olioKS.sisaltopaneeli.setLayout(olioKS.borderLayout);

% lisataan elementit paneeliin
olioKS.sisaltopaneeli.add(olioKS.getAsetusnakymaAsetuspaneeli(), BorderLayout. PAGE_START);
olioKS.sisaltopaneeli.add(olioKS.getTunnistusnakymaTunnistuspaneeli(), BorderLayout. CENTER);



% luodaan otsikkopalkki JMenuBar

% Tiedosto-valikko

valikko = JMenu(olioKS.tiedostoJMenuStr);
valikko.setMnemonic(KeyEvent.VK_A);
valikko.add(olioKS.haeKuvaltem);
valikko.add(olioKS.tallennaltem);
valikko.add(olioKS.suljeltem);
olioKS.otsikkopalkki.add(valikko);

% Ohje-valikko

valikko = JMenu(olioKS.ohjeJMenuStr);
valikko.setMnemonic(KeyEvent.VK_A);
valikko.add(olioKS. .tietojaltem);
olioKS.otsikkopalkki.add(valikko);

olioKS .kalilkkuna.setJMenuBar(olioKS.otsikkopalkki);

% ulkoasu
olioKS.setUlkoasu();
% rakenna tietojaikkuna

olioKS.naytaTietojaK OIRAKOSTA();

% asetetaan kayttoliittymaikkunalle koko
olioKS .kalilkkuna.setSize(olioKS.ikkunanLeveysPx, olioKS.ikkunanKorkeusPx);
olioKS .kalilkkuna.setVisible(true);
end
% callback-toimintojen asettaminen kontrollerjip******xxxsiw
function asetaKontrolleri(self,kontrolleri)
% testausta
onkoLuokanOlio = isa(kontrolleri, 'KOIRAKOKontrolleri');

disp (‘asetaKontrolleri:'");

disp (onkoLuokanOlio);

self.kontrolleri = kontrolleri;

disp('Kalin metodi: asetaKontrolleri');

haeKuvaBtnHndI = handle (self.getAsetusnakymaHaeKuvaBtn, 'CallbackProperties');
valitseTunnistusmalliHndl = handle (self.getAsetusnakymaMalliListaCbx, 'CallbackProperties');
etsiKoiraBtnHndl = handle (self.getAsetusnakymaEtsiKoiraBtn, 'CallbackProperties');
tallennaTuloksetBtnHndl = handle (self.getAsetusnakymaTallennaTuloksetBtn,'CallbackProperties');
haeKuvaltemHndl = handle (self.haeKuvaltem, 'CallbackProperties');
tallennaltemHndlI = handle (self.tallennaltem, 'CallbackProperties');
suljeltemHndI = handle (self.suljeltem, 'CallbackProperties');
tietojaltemHndl = handle (self tietojaltem, 'CallbackProperties');

suljeTietojaBtnHndI = handle (self.suljeTietojaBtn, 'CallbackProperties');
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set(haeKuvaBtnHndl, 'ActionPerformedCallback’, @kontrolleri.haeKuvaBtnClick);
set(valitseTunnistusmalliHndl, 'ActionPerformedCallback’, @kontrolleri.valitse Tunnistusmalli);
set(etsiKoiraBtnHndl, 'ActionPerformedCallback’, @kontrolleri.etsiKoiraBtnClick);
set(tallennaTuloksetBtnHndl, 'ActionPerformedCallback', @kontrolleri.tallennaTuloksetBtnClick);
set(haeKuvaltemHnd|, 'ActionPerformedCallback’, @kontrolleri.haeKuvaBtnClick);
set(tallennaltemHndl, 'ActionPerformedCallback’, @kontrolleri.tallennaTuloksetBtnClick);
set(suljeltemHndI, 'ActionPerformedCallback’, @kontrolleri.suljeltmClick);
set(tietojaltemHnd|, 'ActionPerformedCallback’, @kontrolleri.tietojaltmClick);
set(suljeTietojaBtnHndI, 'ActionPerformedCallback’, @kontrolleri.suljeTietojaBtnClick);

end

% haeKuvaBtn-toiminnon metodit

function avaaTiedostonValitsija(self)
self.asetusnakyma.avaaTiedostonValitsija();

end

function tallennaValittuKuvaPolkuTunnistusNakymaan(self)
% hae asetusnakymasta valitun kuvan polku
valittuKuvaPolku = self.getAsetusnakymaValittuKuvaPolku();
disp(valittuKuvaPolku);
% tallenna se tunnistunnakymaan
self.setTunnistettavaKuvaPolku(valittuKuvaPolku);

end

function vaihdaTunnistettavaKuva(self, uusiKuva)
self.tunnistusnakyma.vaihdaKuva(uusiKuva);
disp(uusiKuva);

end

% valitseTunnistusmalli-toiminnon metodit

function mallilndx = haeValittuMallilndx(self)
mallilndx = self.asetusnakyma.valittuMallilndx();

end

function vaihdaTunnistusmalliKuva(self, uusiMalli)
self.tunnistusnakyma.vaihdaMalli(uusiMalli);

end

% etsiKoiraBtn-toiminnon metodit
function vaihdaTuloskuva(self, uusiTulos)
self.tunnistusnakyma.vaihdaTulos(uusiTulos);

end

% tallennaTuloksetBtn-toiminnon metodit
function tallennaTulosTiedostoon(self,tulosKuva)
self.asetusnakyma.tallennaTiedostoon(tulosKuva);

end

% muutetaan ndkymien ulkoasua
function setUlkoasu(self)
self.asetusnakyma.setUlkoasu();

self.tunnistusnakyma.setUlkoasu();



Liite 5
7(7)

end

% tietoja-ikkuna
function naytaTietojaKOIRAKOSTA(self)
import java.awt.*;

import javax.swing.*;

self.tietojaRaami = javax.swing.JFrame(self.tietojaltemStr);
self .tietojapaneeli = self.tietojaRaami.getContentPane();

self.tietojapaneeli.setLayout(javax.swing.BoxLayout(self.tietojapaneeli, javax.swing.BoxLayout.Y_AXIS));

self.tekijaLbl = javax.swing.JLabel(self .tekijaStr);

self.pvmLbl = javax.swing.JLabel(self.pvmStr);

self.aiheLbl = javax.swing.JLabel(self.aiheStr);

self.versioLbl = javax.swing.JLabel(self.versioStr);

self.imgLbl = javax.swing.JLabel(javax.swing.Imagelcon(self.imgUrl));
self.suljeTietojaBtn = javax.swing.JButton(self.sulje TietojaStr);

% lisataan komponentit

self tietojapaneeli.add(Box.createRigidArea(Dimension(200, 10)));
self.tietojapaneeli.add(self.tekijaLbl);

self tietojapaneeli.add(Box.createRigidArea(Dimension(200, 7)));
self.tietojapaneeli.add(self.pvmLbl);

self .tietojapaneeli.add(Box.createRigidArea(Dimension(200,7)));

self.tietojapaneeli.add(self.aiheLbl);

(
(
(
(
(
self tietojapaneeli.add(Box.createRigidArea(Dimension(200, 5)));
self.tietojapaneeli.add(self.versioLbl);

self tietojapaneeli.add(Box.createRigidArea(Dimension(200, 10)));
self.tietojapaneeli.add(self.imgLbl);

self tietojapaneeli.add(Box.createRigidArea(Dimension(200, 10)));
self.tietojapaneeli.add(self.suljeTietojaBtn);

% muokataan asettelua

self.tekijaLbl.setAlignmentX(Component. CENTER_ALIGNMENT);
self.pvmLbl.setAlignmentX(Component. CENTER_ALIGNMENT);
self.aiheLbl.setAlignmentX(Component. CENTER_ALIGNMENT);
self.versioLbl.setAlignmentX(Component. CENTER_ALIGNMENT);
self.imgLbl.setAlignmentX(Component. CENTER_ALIGNMENT);
self.suljeTietojaBtn.setAlignmentX(Component. CENTER_ALIGNMENT);

self.tietojaRaami.setSize(self.tietojalkkunanLeveysPx, self.tietojalkkunanKorkeusPx);
self.tietojaRaami.setVisible(false);
end
end

end
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KOIRAKO: Luokka AbstraktiNakyma

AbstraktiNakyma on ndkymamoduulin abstraktiluokka, jossa maaritelladan KOIRAKON

ulkoasuun liittyvia asioita, kuten esimerkiksi paneelien vareja ja painikkeiden fontteja.

AbstraktiNakyma

+setUlkoasu( paneeli)
+setUlkoasuPaneeli( paneeli)
+setUlkoasuKuvaPaneeli( paneeli )
+setUlkoasuOtsikkoFontti( label )
+setUlkoasuBtnFontti( btn )
+rakennaKayttoliittyma( self )
t+setUkoasu( self) F

Kuva 63. Luokan AbstraktiNakyma metodit. Abstraktit metodit on kuvassa alleviivattuina.

Kuvassa 63 on AbstraktiNakyma luokan metodit, joiden jalkeen liitteessa esitetdén oh-

jelmakoodi kokonaisuudessaan.

classdef AbstraktiNakyma < hgsetget

methods

% ulkoasun muokkaus metodit
function setUlkoasuPaneeli(paneeli)
paneeli.setBackground(java.awt.Color(int16(234),int16(237),int16(163)));
end
function setUlkoasuKuvaPaneeli(paneeli)
paneeli.setBackground(java.awt.Color(int16(255),int16(255),int16(255)));
end
function setUlkoasuOtsikkoFontti(label)
label.setFont(java.awt.Font('Helvetica' ,java.awt.Font.BOLD + java.awt.Font.ITALIC, 20));
end
function setUlkoasuBtnFontti(btn)
btn.setFont(java.awt.Font('Helvetica', java.awt.Font.BOLD, 14));
end
end
methods(Abstract, Static)
rakennaKayttoliittyma(self);
setUlkoasu(self);
end

end
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KOIRAKO: Luokka AsetusNakyma

Nakymamoduuliin kuuluva luokka AsetusNakyma rakentaa kayttoliittymaan kuuluvan
asetusnakyman komponentit. AsetusNakyma-luokka perii AbstraktinNakyma-luokan ja

saa sieltd ulkoasuasetuksia.

AsetusNakyma <<getter>>+getAsetuspaneeli( self ) : asetuspaneeli
T <<getter>>+getMalliListaCbx( self ) : malliListaCbx
_:Kim:ﬂz‘::gj& <<getter>>+getHaeKuvaBtn( self ) : haeKuvaBtn
HerrEe T <<getter>>+getEtsikoiraBtn( self ) : etsiKuvaBtn
B e <<getter>>+getTallennaTuloksetBtn( self ) : tallennaTuloksetBtn
valtseMaliStr <<getter>>+getTiedostonValitsija( self ) : tiedostonValitsija
—malii Str <<getter>>+getValittuKuvaPolku( self ) : valittuKuvaPolku
_malli2Str +rakennaKayttolittyma( self )
—mali3Str +avaaTiedostonValitsija( self )

+valittuMallilndx ( self ) : indx
—tallennaTuloksetStr +allennaTiedostoon( self, talennettavaKuva )
S e +setUkoasu( self )
‘asetuspaneeli; JPanel ] w& +setUlkoasuPaneeli( self )
-vasenpaneel "JFEneI +setUlkoasuKuvaPaneeli( self )

i properties +setUkoasuOtsikkoFontti( self )

gﬁfe':g:?szl'l ; jg';z'l (SetAccess=private, ||+setUkoasuBtnFontti( self )

-lataaKuvalbl ; JLabel GetAccess=public)
-valitseMalliLbl : JLabel
-malliListaCbx : JComboBox
-haeKuvaBtn : JButton
-etsiKoiraBtn : JButton
-tallennaTuloksetBtn : JButton
-tiedostonValitsija : JFileChooser
-valittuKuvaPolku

-etsiKoiraStr

Kuva 64. AsetusNakyma luokan muuttujat ja metodit.

AsetusNakyma luokan muuttujia ja metodeja havainnollistetaan kuvassa 64, minka

jalkeen esitellaan luokan ohjelmakoodi kokonaisuudessaan.

classdef AsetusNakyma < AbstraktiNakyma
properties (Constant)
% kayttoliittyman tekstit, nimet ja koot% tekstit ja muut nimet
sovellusNimiStr = 'KOIRAKO";
ikkunanLeveysPx = 1200;
ikkunanKorkeusPx = 150;

lataaKuvaStr = 'Lataa tunnistettava kuva:',
haeKuvaStr = 'Hae kuva tietokoneeltasi'’;
valitseMalliStr = 'Valitse tunnistusmalli:';
malli1Str = 'Koira - 2 komponenttia';
malli2Str = 'Koira - 4 komponenttia';
malli3Str = 'Koira - 6 komponenttia';
etsiKoiraStr = 'Etsi kuvasta koira';

tallennaTuloksetStr = 'Tallenna tulokset';
malliListaStr = {AsetusNakyma.malli1Str, AsetusNakyma.malli2Str, AsetusNakyma.malli3Str};

end
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properties (SetAccess = private, GetAccess = public)

% paneelit

asetuspaneeli = javax.swing.JPanel;

vasenpaneeli = javax.swing.JPanel;

keskipaneeli = javax.swing.JPanel;

oikeapaneeli = javax.swing.JPanel;

lataaKuvalLbl = javax.swing.JLabel(AsetusNakyma.lataaKuvaStr);
valitseMalliLbl = javax.swing.JLabel(AsetusNakyma.valitseMalliStr);
malliListaCbx = javax.swing.JComboBox(AsetusNakyma.malliListaStr);
haeKuvaBtn = javax.swing.JButton(AsetusNakyma.haeKuvaStr);
etsiKoiraBtn = javax.swing.JButton(AsetusNakyma.etsiKoiraStr);

tallennaTuloksetBtn = javax.swing.JButton(AsetusNakyma.tallennaTuloksetStr);

tiedostonValitsija = javax.swing.JFileChooser;
valittuKuvaPolku;
end

methods

% konstruktori
function olioAN = AsetusNakyma()
rakennaKayttoliittyma(olioAN);

end

% getterit

function getAsetuspaneeli = get.asetuspaneeli(self)
getAsetuspaneeli = self.asetuspaneeli;

end

function getMalliListaCbx = get.malliListaCbx(self)
getMalliListaCbx = self.malliListaCbx;

end

function getHaeKuvaBtn = get.haeKuvaBtn(self)
getHaeKuvaBtn = self.haeKuvaBtn;

end

function getEtsiKoiraBtn = get.etsiKoiraBtn(self)
getEtsiKoiraBtn = self.etsiKoiraBtn;

end

function getTallennaTuloksetBtn = get.tallennaTuloksetBtn(self)
getTallennaTuloksetBtn = self.tallennaTuloksetBtn;

end

function getTiedostonValitsija = get.tiedostonValitsija(self)
getTiedostonValitsija = self.tiedostonValitsija;

end

function getValittuKuvaPolku = get.valittuKuvaPolku(self)

getValittuKuvaPolku = self.valittuKuvaPolku;
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end

% kayttoliittyman kokoaminen
function rakennaKayttoliittyma(olioAN)
import javax.swing.*

import java.awt.*;

olioAN.asetuspaneeli.setLayout(BoxLayout(olioAN.asetuspaneeli, BoxLayout.X_AXIS));
olioAN.vasenpaneeli.setLayout(BoxLayout(olioAN.vasenpaneeli, BoxLayout.Y_AXIS));
olioAN.keskipaneeli.setLayout(BoxLayout(olioAN.keskipaneeli, BoxLayout.Y_AXIS));
olioAN.oikeapaneeli.setLayout(BoxLayout(olioAN.oikeapaneeli, BoxLayout.Y_AXIS));

% lisataan elementit paneeleihin
olioAN.asetuspaneeli.add(olioAN.vasenpaneeli, BorderLayout.LINE_START);
olioAN.asetuspaneeli.add(olioAN.keskipaneeli, BorderLayout. CENTER);
olioAN.asetuspaneeli.add(olioAN.oikeapaneeli, BorderLayout.LINE_END);

olioAN.vasenpaneeli.add(Box.createRigidArea(Dimension(400, 20)));
olioAN.vasenpaneeli.add(olioAN.lataaKuvaLbl);

(
(
olioAN.vasenpaneeli.add(Box.createRigidArea(Dimension(400, 15)));
olioAN.vasenpaneeli.add(olioAN.haeKuvaBtn);

(

olioAN.vasenpaneeli.add(Box.createRigidArea(Dimension(400, 20)));

olioAN.keskipaneeli.add(Box.createRigidArea(Dimension(400, 20)));
olioAN .keskipaneeli.add(olioAN.valitseMalliLbl);
olioAN.keskipaneeli.add(Box.createRigidArea(Dimension(400, 15)));
olioAN .keskipaneeli.add(olioAN.malliListaCbx);
olioAN.keskipaneeli.add(Box.createRigidArea(Dimension(400, 20)));

olioAN.oikeapaneeli.add(Box.createRigidArea(Dimension(400, 20)));
olioAN.oikeapaneeli.add(olioAN.etsiKoiraBtn);

(
(
olioAN.oikeapaneeli.add(Box.createRigidArea(Dimension(400, 15)));
olioAN.oikeapaneeli.add(olioAN.tallennaTuloksetBtn);

(

olioAN.oikeapaneeli.add(Box.createRigidArea(Dimension(400, 20)));

% korjataan kuvien ja labeleiden asettelua
olioAN.lataaKuvaLbl.setAlignmentX(Component. CENTER_ALIGNMENT);
olioAN.haeKuvaBtn.setAlignmentX(Component. CENTER_ALIGNMENT);
olioAN.valitseMalliLbl.setAlignmentX(Component. CENTER_ALIGNMENT);
olioAN.malliListaCbx.setAlignmentX(Component. CENTER_ALIGNMENT);
olioAN.etsiKoiraBtn.setAlignmentX(Component. CENTER_ALIGNMENT);
olioAN.tallennaTuloksetBtn.setAlignmentX(Component. CENTER_ALIGNMENT);

olioAN.vasenpaneeli.setBorder(BorderFactory.createLineBorder (Color.white, 1));

olioAN .keskipaneeli.setBorder(BorderFactory.createLineBorder (Color.white, 1));



olioAN.oikeapaneeli.setBorder(BorderFactory.createLineBorder (Color.white, 1));

% kayttoliittymaikkunan asetuksia

olioAN.asetuspaneeli.setSize(olioAN.ikkunanLeveysPx, olioAN.ikkunanKorkeusPx);

end

% komponenttien paivittamista
function avaaTiedostonValitsija(self)
% testataan metodin toimivuutta
onkoLuokanOlio = isa(self, 'AsetusNakyma');
disp (‘avaaTiedostonValitsija: ');

disp (onkoLuokanQlio);

palautusArvo = self.tiedostonValitsija.showOpenDialog(self.asetuspaneeli);

if (palautusArvo == javax.swing.JFileChooser. APPROVE_OPTION)
disp(‘avaaTiedostonValitsija-if');
self.valittuKuvaPolku = self .tiedostonValitsija.getSelectedFile();
% muutetaan muuttujan tyyppi Javan Filesta
self.valittuKuvaPolku = self.valittuKuvaPolku.getPath;
disp(self.valittuKuvaPolku);
end
disp(‘avaaTiedostonValitsija-if jalkeen');
end
function indx = valittuMallilndx(self)
indx = self.malliListaCbx.getSelectedIndex();
end
function tallennaTiedostoon(self, tallennettavaKuva)
palautusArvo = self.tiedostonValitsija.showSaveDialog(self.asetuspaneeli);
if (palautusArvo == javax.swing.JFileChooser. APPROVE_OPTION)
valittuTallennuspolku = self .tiedostonValitsija.getSelectedFile();
% muutetaan muuttujan tyyppi Javan Filesta
valittuTallennuspolku = valittuTallennuspolku.getPath;
disp('tallennaTiedostoon');disp(valittuTallennuspolku);
kuva = imread(tallennettavaKuva);
imwrite(kuva,char(valittuTallennuspolku));
end

end

% ulkoasu AbstraktiNakyma-luokasta

function setUlkoasu(self)
self.setUlkoasuPaneeli();
self.setUlkoasuOtsikkoFontti();
self.setUlkoasuBtnFontti();

end

function setUlkoasuPaneeli(self)

setUlkoasuPaneeli@AbstraktiNakyma(self.vasenpaneeli);
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setUlkoasuPaneeli@AbstraktiNakyma(self.keskipaneeli);
setUlkoasuPaneeli@AbstraktiNakyma(self.oikeapaneeli);

end

function setUlkoasuOtsikkoFontti(self)
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.lataaKuvaLbl);
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.valitseMalliLbl);
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.oikeapaneeli);

end

function setUlkoasuBtnFontti(self)
setUlkoasuBtnFontti@AbstraktiNakyma(self.naeKuvaBtn);
setUlkoasuBtnFontti@AbstraktiNakyma(self.etsiKoiraBtn);

setUlkoasuBtnFontti@AbstraktiNakyma(self.tallennaTuloksetBtn);

setUlkoasuBtnFontti@AbstraktiNakyma(self.malliListaCbx);
end
end

end
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KOIRAKO: Luokka TunnistusNakyma

Nakymamoduuliin kuuluva luokka TunnistusNakyma rakentaa kayttoliittymaan kuulu-

van tunnistusnakyman komponentit. TunnistusNakyma-luokka perii AbstraktinNakyma-

luokan ja saa sieltd ulkoasuasetuksia.

TunnistusNakyma
-ikkunanLeveysPx
-ikkunanKorkeusPx N
-polku properties
-ladattukuvaStr (Constant)
-malliStr
-tulos Str

-funnistuspaneeli ” JPanel
-vasenpaneeli : JPanel
-keskipaneeli : JPanel
-oikeapaneeli : JPanel
-vasenKuvapaneeli ; JPanel
-keskiKuvapaneeli : JPanel
-oikeaKuvapaneeli : JPanel
-borderLayout : BorderLayout
-ladattukuvalbl : JLabel
-malliLbl : JLabel

-tulosLbl : JLabel
-tunnistettavalcon
-tunnistusmallilcon
-tulosicon
-tunnistettavakuva
-tunnistusmallikuva
-tulosKuva
-tunnistettavaKuvaPolku
-tulosKuvaPolku

properties
(SetAccess=private,
GetAccess=public)

<<getter>>+getTunnistuspaneeli( self ) : tunnistuspaneeli
<<getter>>+getTunnistettavalcon( self ) : tunnistettavalcon
<<getter>>+getTunnistusmallilcon( self ) : tunnistusmallicon
<<getter>>+getTuloslcon( self ) : tulosicon
<<getter>>+getTunnistettavaKuva( self ) : tunnistettavakuva
<<getter>>+getTunnistusmalliKuva( self ) : tunnistusmallikuva
<<getter>>+getTulosKuva( self ) : tulosKuva
<<getter>>+getTunnistettavaKuvaPolku( self ) : tunistettavakKuvaPolku
<<getter>>+getTulosKuvaPolku( self ) : tulosKuvaPolku
<<setter>>+setTunnistettavakuvaPolku( self, tunnistettavakuva )
<<setter>>+setTulosKuvaPolku( self, tulosKuva )

+vaihdaKuva( self, uusikKuva )

+vaihdaMalli( self, uusiMalli )

+vaihdaTulos( self, uusiTulos )

+tarkastakuvanKoko( self, kuva ) : muutettukuva
+rakennaKayttolittyma( self )

+setUlkoasu( self )

+setUlkoasuKuvaPaneeli( self )

+setUkoasuPaneeli( self )

+setUlkoasuOtsikkoFontti( selfl )

Kuva 65. TunnistusNakyma luokan muuttujat ja metodit.

TunnistusNakyma-luokan muuttujat ja metodit on nahtavilla kuvassa 65, jonka jalkeen

esitellaan luokan ohjelmakoodi kokonaisuudessaan.

classdef TunnistusNakyma < AbstraktiNakyma
properties (Constant)

% kayttoliittyman tekstit, nimet ja koot

sovellusNimiStr ="'KOIRAKO';
ikkunanLeveysPx =1200;
ikkunanKorkeusPx = 500;
polku = 'lhome/tpj/prog/MATLAB/R2010b/work/KOIRAKO/kuvat/logo.jpg';
kuvanLeveysPx =100;
kuvanKorkeusPx =100;
paneelinLeveysPx = 400;
paneelinKorkeusPx = 400;
ladattuKuvaStr = "Tunnistettava kuva';
malliStr = '"Tunnistusmalli;
tulosStr = "Tunnistustulos';

% tulosPosStr = 'Kuvasta l6ytyi koira';

% tulosNegStr = 'Kuvasta ei l16ytynyt koiraa';

% tulosPuuttuuStr = 'Ei tunnistettavaa kuvaa’;



end
properties (SetAccess = private, GetAccess = public)

% Paneelit, labelit, layoutit ja muut muuttujat

tunnistuspaneeli = javax.swing.JPanel;
vasenpaneeli = javax.swing.JPanel;
keskipaneeli = javax.swing.JPanel;
oikeapaneeli = javax.swing.JPanel;

vasenKuvapaneeli = javax.swing.JPanel;
keskiKuvapaneeli = javax.swing.JPanel;

oikeaKuvapaneeli = javax.swing.JPanel;

%

borderLayout = java.awt.BorderLayout;
ladattuKuvalbl = javax.swing.JLabel(TunnistusNakyma.ladattuKuvaStr);
malliLbl = javax.swing.JLabel(TunnistusNakyma.malliStr);
tulosLbl = javax.swing.JLabel(TunnistusNakyma.tulosStr);
% tulosPosLbl = javax.swing.JLabel(TunnistusNakyma.tulosPosStr);
% tulosNegLbl = javax.swing.JLabel(TunnistusNakyma.tulosNegStr);
tulosPuuttuuLbl = javax.swing.JLabel(TunnistusNakyma.tulosPuuttuuStr);
tunnistettavalcon;
tunnistusmallilcon;
tuloslcon;
tunnistettavaKuva;
tunnistusmalliKuva;
tulosKuva;
tunnistettavaKuvaPolku;
tulosKuvaPolku;
end
methods

% konstruktori
function olioTN = TunnistusNakyma()
rakennaKayttoliittyma(olioTN);

end

% getterit

function getTunnistuspaneeli = get.tunnistuspaneeli(self)
getTunnistuspaneeli = self.tunnistuspaneeli;

end

function getTunnistettavalcon = get.tunnistettavalcon(self)

getTunnistettavalcon = self.tunnistettavalcon;
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end

function getTunnistusmallilcon = get.tunnistusmallilcon(self)
getTunnistusmallilcon = self.tunnistusmallilcon;

end

function getTuloslcon = get.tuloslcon(self)
getTuloslcon = self.tuloslcon;

end

function getTunnistettavakKuva = get.tunnistettavaKuva(self)
getTunnistettavaKuva = self.tunnistettavaKuva;

end

function getTunnistusmalliKuva = get.tunnistusmalliKuva(self)
getTunnistusmalliKuva = self.tunnistusmalliKuva;

end

function getTulosKuva = get.tulosKuva(self)
getTulosKuva = self.tulosKuva;

end

function getTunnistettavaKuvaPolku = get.tunnistettavaKuvaPolku(self)
getTunnistettavaKuvaPolku = self.tunnistettavakuvaPolku;

end

function getTulosKuvaPolku = get.tulosKuvaPolku(self)
getTulosKuvaPolku = self.tulosKuvaPolku;

end

% setterit

function setTunnistettavaKuvaPolku(self, tunnistettavaKuva)
self.tunnistettavakuvaPolku = tunnistettavaKuva;

end

function setTulosKuvaPolku(self, tulosKuva)
self.tulosKuvaPolku = tulosKuva;

end

% kayttoliittyman kokoaminen
function rakennaKayttoliittyma(olioTN)
import javax.swing.*

import java.awt.”;

% lisataan layoutit

olioTN.tunnistuspaneeli.setLayout(olioTN.borderLayout);
olioTN.vasenpaneeli.setLayout(BoxLayout(olioTN.vasenpaneeli, BoxLayout.Y_AXIS));
olioTN.keskipaneeli.setLayout(BoxLayout(olioTN.keskipaneeli, BoxLayout.Y_AXIS));
olioTN.oikeapaneeli.setLayout(BoxLayout(olioTN.oikeapaneeli, BoxLayout.Y_AXIS));

olioTN.tunnistettavalcon = javax.swing.Imagelcon(olioTN.polku);
olioTN.tunnistusmallilcon = javax.swing.Imagelcon(olioTN.polku);

olioTN.tuloslcon = javax.swing.Imagelcon(olioTN.polku);
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olioTN.tunnistettavakuva = javax.swing.JLabel(olioTN.tunnistettavalcon);
olioTN.tunnistusmalliKuva = javax.swing.JLabel(olioTN.tunnistusmallilcon);

olioTN.tulosKuva = javax.swing.JLabel(olioTN.tuloslcon);

% lisatédan elementit paneeleihin
olioTN.tunnistuspaneeli.add(olioTN.vasenpaneeli, BorderLayout.LINE_START);
olioTN.tunnistuspaneeli.add(olioTN.keskipaneeli, BorderLayout. CENTER);
olioTN.tunnistuspaneeli.add(olioTN.oikeapaneeli, BorderLayout.LINE_END);

olioTN.vasenpaneeli.add(Box.createRigidArea(Dimension(300, 30)));
olioTN.vasenpaneeli.add(olioTN.vasenKuvapaneeli);
olioTN.vasenKuvapaneeli.add(olioTN.tunnistettavaKuva);
olioTN.vasenpaneeli.add(Box.createRigidArea(Dimension(300, 20)));
olioTN.vasenpaneeli.add(olioTN.ladattuKuvaLbl);

olioTN.vasenpaneeli.add(Box.createRigidArea(Dimension(300, 20)));

olioTN.keskipaneeli.add(Box.createRigidArea(Dimension(300, 30)));
olioTN.keskipaneeli.add(olioTN.keskiKuvapaneeli);
olioTN.keskiKuvapaneeli.add(olioTN.tunnistusmalliKuva);
olioTN.keskipaneeli.add(Box.createRigidArea(Dimension(300, 20)));
olioTN.keskipaneeli.add(olioTN.malliLbl);
olioTN.keskipaneeli.add(Box.createRigidArea(Dimension(300, 20)));

olioTN.oikeapaneeli.add(Box.createRigidArea(Dimension(300, 30)));
olioTN.oikeapaneeli.add(olioTN.oikeaKuvapaneeli);
olioTN.oikeaKuvapaneeli.add(olioTN.tulosKuva);
olioTN.oikeapaneeli.add(Box.createRigidArea(Dimension(300, 20)));
olioTN.oikeapaneeli.add(olioTN.tulosLbl);
olioTN.oikeapaneeli.add(Box.createRigidArea(Dimension(300, 20)));

% korjataan paneelien kokoa, varia ja muuta
olioTN.vasenpaneeli.setPreferredSize(Dimension(olioTN.paneelinLeveysPx, 0));
olioTN.vasenpaneeli.setBorder(BorderFactory.createLineBorder (Color.white, 1));
olioTN.vasenKuvapaneeli.setPreferredSize(Dimension(150, 0));

olioTN.vasenKuvapaneeli.setBorder(BorderFactory.createLineBorder (Color.white, 1));

olioTN.keskipaneeli.setPreferredSize(Dimension(olioTN.paneelinLeveysPx, 0));
olioTN.keskipaneeli.setBorder(BorderFactory.createLineBorder (Color.white, 1));
olioTN.keskiKuvapaneeli.setPreferredSize(Dimension(150, 0));

olioTN.keskiKuvapaneeli.setBorder(BorderFactory.createLineBorder (Color.white, 1));

olioTN.oikeapaneeli.setPreferredSize(Dimension(olioTN.paneelinLeveysPx, 0));

olioTN.oikeapaneeli.setBorder(BorderFactory.createLineBorder (Color.white, 1));



olioTN.oikeapaneeli.setBackground(Color.white);
olioTN.oikeaKuvapaneeli.setPreferredSize(Dimension(150, 0));

olioTN.oikeaKuvapaneeli.setBorder(BorderFactory.createLineBorder (Color.white, 1));

% korjataan kuvien ja labeleiden asettelua
olioTN.tunnistettavaKuva.setAlignmentX(Component. CENTER_ALIGNMENT);
olioTN.ladattuKuvaL bl.setAlignmentX(Component. CENTER_ALIGNMENT);
olioTN.tunnistusmalliKuva.setAlignmentX(Component. CENTER_ALIGNMENT);
olioTN.malliLbl.setAlignmentX(Component. CENTER_ALIGNMENT);
olioTN.tulosKuva.setAlignmentX(Component. CENTER_ALIGNMENT);
olioTN.tulosLbl.setAlignmentX(Component. CENTER_ALIGNMENT);

% kuvien asetuksia EI TOIMI!!
olioTN.tunnistettavaKuva.resize(olioTN.kuvanLeveysPx, olioTN.kuvanKorkeusPx);
olioTN.tunnistusmalliKuva.resize(olioTN.kuvanLeveysPx, olioTN.kuvanKorkeusPx);

olioTN.tulosKuva.resize(olioTN.kuvanLeveysPx, olioTN.kuvanKorkeusPx);

% kayttoliittymaikkunan asetuksia
olioTN.tunnistuspaneeli.setSize(olioTN.ikkunanLeveysPx, olioTN.ikkunanKorkeusPx)

end

% komponenttien paivittamista
function vaihdaKuva(self, uusiKuva)
% tarkastetaan kuvan koko
kuva = self.tarkastaKuvanKoko(uusiKuva);
% asetetaan kuva Imagelconiin
self.tunnistettavaKuva.setlcon(javax.swing.Imagelcon(kuva));
end
function vaihdaMalli(self, uusiMalli)
self.tunnistusmalliKuva.setlcon(javax.swing.Imagelcon(uusiMalli));
end
function vaihdaTulos(self, uusiTulos)
self.tulosKuva.setlcon(javax.swing.Imagelcon(uusiTulos));
haettuKuva = self.tulosKuva.getlcon();
disp('vaihdaTulos,tunnistusnakyma');disp(haettuKuva);
end
function muutettuKuva = tarkastakuvanKoko(self,kuva)
% muutetaan Javan String MATLABIIn kelpaavaksi char-muuttujaksi
muutettuKuva = imread(char(kuva));
% luetaan kuvan tiedot
info = imfinfo(char(kuva));
% pienennetaan kuvaa, mikali se on liian korkea tai levea eli yli
% 500 pikselia
if info.Height > 500
muutettuKuva = imresize(muutettuKuva, [500 NaN]);

end;
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if info.Width > 500

muutettuKuva = imresize(muutettuKuva, [NaN 500]);
end;
% muutetaan MATLABIn kuva Javan kuvaksi
muutettuKuva = im2java(muutettuKuva);

end

% ulkoasu AbstraktiNakyma-luokasta

function setUlkoasu(self)
self.setUlkoasuPaneeli();
self.setUlkoasuKuvaPaneeli();
self.setUlkoasuOtsikkoFontti();

end

function setUlkoasuPaneeli(self)
setUlkoasuPaneeli@AbstraktiNakyma(self.vasenpaneeli);
setUlkoasuPaneeli@AbstraktiNakyma(self.keskipaneeli);
setUlkoasuPaneeli@AbstraktiNakyma(self.oikeapaneeli);

end

function setUlkoasuKuvaPaneeli(self)
setUlkoasuKuvaPaneeli@AbstraktiNakyma(self.vasenKuvapaneeli);
setUlkoasuKuvaPaneeli@AbstraktiNakyma(self.keskiKuvapaneeli);
setUlkoasuKuvaPaneeli@AbstraktiNakyma(self.oikeaKuvapaneeli);

end

function setUlkoasuOtsikkoFontti(self)
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.ladattuKuvaLbl);
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.malliLbl);
setUlkoasuOtsikkoFontti@AbstraktiNakyma(self.tulosLbl);

end

end

end
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KOIRAKO: Luokka KOIRAKOKontrolleri

Kontrollerimoduulin ainoa luokka KOIRAKOKontrolleri on yhteydessa
kdynnistysmoduulin  KaynnistaSovellus  luokkaan. Lisédksi ~KOIRAKOKontrolleri
kommunikoi kayttoliittymamoduulin KOIRAKOKayttoliittyma-luokan ja

sovelluslogiikkamoduulin KOIRAKOSovelluslogiikka-luokan kanssa.

KOIRAKOKontrolleri

-kayttolityma : KOIRAKOKayttoliittyma
-sovelluslogiikka : KOIRAKOSovelluslogiikka

+haeKuvaBtnClick( self, data, btn)
+valitse Tunnistusmalli( self, data, btn )
+etsiKoiraBtnClick( self, data, btn )
+tallennaTuloksetBtnClick( self, data, btn )
+suljetemClick( self, data, btn )
+tietojaltemClick( self, data, btn )
+suljieTietojaBtnClick( self, data, btn )

Kuva 66. Luokan KOIRAKOKontrolleri muuttujat ja metodit.

KOIRAKOKontrolleri-luokan muuttujat ja metodit ovat havainnollistettuna kuvaan 66,

jonka jalkeen esitellddn luokan ohjelmakoodi kokonaisuudessaan.

classdef KOIRAKOKontrolleri
properties (Access = private)
kayttoliittyma;
sovelluslogiikka;
end

methods

% konstruktori
function olioKntr = KOIRAKOKontrolleri(kayttoliittyma, sovelluslogiikka)
olioKntr.kayttoliittyma = kayttoliittyma;
olioKntr.sovelluslogiikka = sovelluslogiikka;

end

% callback-toiminnot
function haeKuvaBtnClick(self,data,btn)
% Kayttoliittyma: avaa tiedoston eli kuvan valintanayton
self.kayttoliittyma.avaaTiedostonValitsija();
% Kayttoliittyma: tallenna kuvan polku tunnistusnakymaan
self.kayttoliittyma.tallennaValittuKuvaPolkuTunnistusNakymaan();
% Kayttoliittyma: hae kuva polku muuttujaan
valittuKuvaPolku = self kayttoliittyma.getTunnistusnakymaValittuKuvaPolku();
% Sovelluslogiikka: tallenna kuva TunnistettavaKuva-luokan muuttujaan

self.sovelluslogiikka.tallennaValittuKuvaPolku(valittuKuvaPolku);
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% Kayttoliittyma: vaihda kuva kayttoliittymaan
self kayttoliittyma.vaihdaTunnistettavaKuva(valittuKuvaPolku);
end
function valitseTunnistusmalli(self,data,btn)
% Kayttoliittyma: hae mallin nimi
valittuMallilndx = self.kayttoliittyma.haeValittuMalliindx();
disp(valittuMallilndx);
% Sovelluslogiikka: tallenna ja hae mallin tiedot
mallinkuvaPolku = self.sovelluslogiikka.haeTunnistusmallinTiedot(valittuMallilndx);
% Kayttoliittyma: vaihda mallin kuva kayttéliittymaan
self.kayttoliittyma.vaihdaTunnistusmalliKuva(mallinkuvaPolku);
end
function etsiKoiraBtnClick(self,data,btn)
disp('Kontrollerin metodi: etsiKoiraBtnClick');
% Sovellulogiikka: tunnista koira kuvasta
tulosKuvaPolku = self.sovelluslogiikka.tunnistakuvastaKoira();
% Kayttoliittyma: vaihda tuloskuva kayttoliittymaan
self kayttoliittyma.vaihdaTuloskuva(tulosKuvaPolku);
disp('Tunnistusnakymasta haettu:');
disp(self.kayttoliittyma.getTunnistusnakymaTulosKuval());
end
function tallennaTuloksetBtnClick(self,data,btn)
% Sovelluslogiikka: hae tuloskuvan polku
tulosKuva = self.sovelluslogiikka.getTunnistamoTunnistustulosimg;
% Kayttoliittyma: tallenna tunnistustulos
self kayttoliittyma.tallennaTulosTiedostoon(tulosKuva);
end
function suljeltmClick(self,data,btn)

% Kayttoliittyma: sulje JFrame

self.kayttoliittyma.getKalilkkuna().setDefaultCloseOperation(self.kayttoliittyma.getKalilkkuna().EXIT_ON_CLOSE);
end
function tietojaltmClick(self,data,btn)
% Koayttdliittyma: avaa tietoja-ikkuna
self.kayttoliittyma.getTietojaRaami().setVisible(true);
end
function suljeTietojaBtnClick(self,data,btn)
% Koayttoliittyma: sulje tietoja-ikkuna
self.kayttoliittyma.getTietojaRaami().setVisible(false);
end
end

end
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KOIRAKO: Luokka KOIRAKOSovelluslogiikka

KOIRAKOSovelluslogiikka-luokka kuuluu sovelluslogiikkamoduuliin, johon kontrolleri-
moduulin KOIRAKOKontrolleri-luokka on yhteydessa, lisdksi KOIRAKOSovelluslogiikka-

luokka hallinnoi tunnistusmoduulin luokkien toimintaa Tunnistamo-luokan valityksell&.

KOIRAKOSovelluslogiikka B
-VOCPolku properties
-tunnistamo (Constant)
<<getter>>+getTunnistamo Tunnistustulosimg( self ) : tunnistustulosimg | | properties }
+tallennaValittuKuvaPolku( self, valittukuvaPolku ) (SetAccess=private,
+hae TunnistusmallinTiedot( self, valittuMalli ) : mallinkuvaPolku GetAccess=public)

+unnistaKuvastaKoira( self ) : tulosKuva

Kuva 67. KOIRAKOSovelluslogiikka luokan muuttujat ja metodit.

Luokan KOIRAKOSovelluslogiikka muuttujat ja metodit ovat nakyvissa kuvassa 67, jon-

ka jalkeen esitellaan luokan ohjelmakoodi.

classdef KOIRAKOSovelluslogiikka
properties (Constant)
VOCPolku = '’home/tpj/prog/MATLAB/R2010b/work/voc-release3.1";
end
properties (SetAccess = private, GetAccess = public)
tunnistamo;
end

methods

% konstruktori

function olioSov = KOIRAKOSovelluslogiikka()
olioSov.tunnistamo = Tunnistamo();
addpath(olioSov.VOCPolku);

end

% getterit
function getTunnistamoTunnistustulosimg = getTunnistamoTunnistustulosimg(self)
getTunnistamoTunnistustulosimg = self.tunnistamo.get.tunnistustulosimg;

end

% muut metodit
function tallennaValittuKuvaPolku(self,valittuKuvaPolku)

self.tunnistamo.setTunnistettavaKuvaPolku(valittuKuvaPolku);

testi = self.tunnistamo.getTunnistettavakuvaPolku();
disp('KOIRAKOSovelluslogiikka: '); disp(testi);
end

function mallinkuvaPolku = haeTunnistusmallinTiedot(self, valittuMalli)
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% tallennetaan valitun mallin indxk Tunnistusmalli-luokkaan
self.tunnistamo.setValittumallilndx(valittuMalli);
% haetaan VOCista tiedot tunnistusmallista
mallinkuvaPolku = self.tunnistamo.haeTunnistusmalliTiedotVOC();
end
function tulosKuva = tunnistaKuvastaKoira(self)
tulosKuva = self.tunnistamo.tunnistakuvastaKoiraVOC();
end
end

end
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KOIRAKO: Luokka Tunnistamo

Tunnistusmoduulin keskeinen luokka on Tunnistamo, jonka valitykselld KOIRAKO-
sovellus kutsuu VOC-sovelluksen funktioita. Liséksi Tunnistamo tallentaa VOC-
sovelluksesta kutsuttuja tietoja tunnistusmoduulin Tunnistusmalli ja TunnistettavaKuva
luokkiin. KOIRAKOKontrolleri-luokka ohjailee KOIRAKOSovelluslogiikan valityksella

Tunnistamo-luokan toimintoja.

Tunnistamo b
-tunnistustulosimg properties )
~tunnistustulos Str (SetAccess=private,
-tunnistusmalli GetAccess=public)

-tunnistettavakuva

<<getter>>+getTunnistettavaKuvaPolku( self ) : tunnistettavaKuvaPolku
<<getter>>+getValittumalliindx( self ) : valittumallindx
<<getter>>+getTunnistusmallimgPolku( self ) : tunnistusmalliimgPolku
<<getter>>+getTunnistusmalli( self ) : tunnistusmalli
<<getter>>+getTunnistustulosimg( self ) : tunnistustulosimg
<<setter>>+setTunnistettavaKuvaPolku( self, tunnistettavakuva )
<<setter>>+setValittumalliindx( self, valittuMalli )
<<setter>>+setValittumalliKuvaPolku( self, kuvapolku )
<<setter>>+setTunnistusmalli( self, malli )
+haeTunnistusmalliTiedotVOC( self ) : mallinkuvaPolku
+unnistaKuvastaKoiraVOC( self ) : tulosKuva

Kuva 68. Tunnistamo luokan muuttujat ja metodit.

Tunnistusmoduuliin kuuluvan luokan Tunnistamon muuttujat ja metodit ovat nahtéavis-
sd kuvassa 68, jonka jalkeen esitetddn Tunnistamon ohjelmaakoodi kokonaisuudes-

saan.

classdef Tunnistamo < hgsetget
properties (SetAccess = private, GetAccess = public)
% tunnistustulokseen liittyvat
tunnistustulosimg;
tunnistustulosStr;
% tunnistusmalliin liittyvat
tunnistusmalli;
% tunnistettavaan kuvaan liittyvat
tunnistettavaKuva;
end
methods
% konstruktori
function olioSov = Tunnistamo()
olioSov.tunnistusmalli = Tunnistusmalli();
olioSov.tunnistettavakuva = TunnistettavaKuva();
end
% getterit

function getTunnistettavakuvaPolku = getTunnistettavakuvaPolku(self)



getTunnistettavaKuvaPolku = self.tunnistettavaKuva.get.tunnistettavakuvaPolku();

end

function getValittumalliindx = getValittumalliindx(self)
getValittumalliindx = self.tunnistusmalli.get.valittumallilndx();

end

function getTunnistusmallilmgPolku = getTunnistusmallilmgPolku(self)
getTunnistusmallilmgPolku = self.tunnistusmalli.get.tunnistusmalliimgPolku();

end

function getTunnistusmalli = getTunnistusmalli(self)
getTunnistusmalli = self.tunnistusmalli.get.tunnistusmalli();

end

function getTunnistustulosimg = getTunnistustulosimg(self)
getTunnistustulosimg = self.tunnistustulosimg;

end

% setterit

function setTunnistettavaKuvaPolku(self tunnistettavaKuva)
self.tunnistettavaKuva.setTunnistettavaKuvaPolku(tunnistettavaKuva);

end

function setValittumallilndx(self,valittuMalli)
self.tunnistusmalli.setValittumallilndx(valittuMalli);

end

function setValittumalliKuvaPolku(self, kuvapolku)
self.tunnistusmalli.setTunnistusmallilmgPolku(kuvapolku);

end

function setTunnistusmalli(self, malli)
self.tunnistusmalli.setTunnistusmalli(malli);

end

% VOCin metodit
function mallinkuvaPolku = haeTunnistusmalliTiedotVOC(self)
valittuMallilndx = self.getValittumallilndx();
malliPolku = 'home/tpj/prog/MATLAB/R2010b/work/voc-release3.1/mallit/';
switch valittuMallilndx
case 0
disp('valittu 0');
mallilmg = [malliPolku 'dog_final_2compMalli.jpg'l;

% ladataan malli VOCiin

load /home/tpj/prog/MATLAB/R2010b/work/voc-release3.1/mallit/dog_final_2comp.mat;

% tallenetaan mallin kuva tiedostoon,
% model on VOCin muuttuja

malli = figure, visualizemodel(model);
saveas(malli, mallilmg);

close(malli);

% pienennetadan kuvaa ja tallennetaan se
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imwrite(imresize(imread(mallilmg), 0.35),mallilmg);

% tallennetaan malli ja sen kuvan polku

self.setTunnistusmalli(model);

self.setValittumalliKuvaPolku('/home/tpj/prog/MATLAB/R2010b/work/voc-
release3.1/mallit/dog_final_2compMalli.jpg');

case 1
disp('valittu 1');
mallilmg = [malliPolku 'dog_final_4compMalli.jpg'l;
% ladataan malli VOCiin
load /home/tpj/prog/MATLAB/R2010b/work/voc-release3.1/mallit/dog_final_4comp.mat;
% tallenetaan mallin kuva tiedostoon,
% model on VOCin muuttuja
malli = figure, visualizemodel(model);
saveas(malli, malliimg);
close(malli);
% pienennetadn kuvaa ja tallennetaan se
imwrite(imresize(imread(malliimg), 0.35),mallilmg);
% tallennetaan malli ja sen kuvan polku
self.setTunnistusmalli(model);
self.setValittumalliKuvaPolku('/home/tpj/prog/MATLAB/R2010b/work/voc-
release3.1/mallit/dog_final_4compMalli.jpg');
case 2
disp('valittu 2');
mallilmg = [malliPolku 'dog_final_6compMalli.jpg'l;
% ladataan malli VOCiin
load /home/tpj/prog/MATLAB/R2010b/work/voc-release3.1/mallit/dog_final_6comp.mat;
% tallenetaan mallin kuva tiedostoon,
% model on VOCin muuttuja
malli = figure, visualizemodel(model);
saveas(malli, malliimg);
close(malli);
% pienennetddn kuvaa ja tallennetaan se
imwrite(imresize(imread(malliimg), 0.35),mallilmg);
% tallennetaan malli ja sen kuvan polku
self.setTunnistusmalli(model);
self.setValittumalliKuvaPolku('/home/tpj/prog/MATLAB/R2010b/work/voc-
release3.1/mallit/dog_final_6compMalli.jpg');
end
mallinkuvaPolku = self.getTunnistusmallilmgPolku();
end
function tulosKuva = tunnistaKuvastaKoiraVOC(self)
tuloskuvanPolku = 'Thome/tpj/prog/MATLAB/R2010b/work/KOIRAKO/tulokset/’;

kuva = imread(char(self.getTunnistettavakuvaPolku()));
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% tarkastetaan kuvan koko
info = imfinfo(char(self.getTunnistettavakuvaPolku()));
if info.Height > 500
kuva = imresize(kuva, [500 NaN]);
end;
if info.Width > 500
kuva = imresize(kuva, [NaN 500]);

end;

tunnistuskehys = process(kuva, self.getTunnistusmalli());
tulos = figure, showboxes(kuva, tunnistuskehys);
saveas(tulos, [tuloskuvanPolku 'tunnistustulos'], 'jpg');
% close(tulos);
imwrite(imresize(imread([tuloskuvanPolku 'tunnistustulos.jpg']l), 0.40),[tuloskuvanPolku 'tunnistustulos.jpg']);
self.tunnistustulosimg = [tuloskuvanPolku 'tunnistustulos.jpg'l;
tulosKuva = self.tunnistustulosimg;
disp('tunnistamo tuloskuvapolku:'); disp(tulosKuva);
end
end

end
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TunnistettavaKuva on tunnistusmoduuliin kuuluva luokka ja Tunnistamo tallentaa ja

hakee luokasta tietoa analysoitavasta kuvasta.

TunnistettavaKuva

-tunnistettavaKuvapolku

<<getter>>+get TunnistettavakKuvaPolku( self ) : tunnistettavaKuvaPolku
<<setter>>+setTunnistettavaKuvapolku( self, tunnistettavakuva )

properties
(SetAccess=private,
GetAccess=public)

Kuva 69. Luokan TunnistettavaKuva muuttujat ja metodit.

Kuvassa 69 on nakyvissd luokan TunnistettavanKuva muuttujat ja metodit, joiden jal-

keen esitelldaan ohjelmakoodi kokonaisuudessaan.

classdef TunnistettavaKuva < hgsetget

properties (SetAccess = private, GetAccess = public)
tunnistettavaKuvaPolku;

end

methods
% getterit
function getTunnistettavaKuvaPolku = get.tunnistettavaKuvaPolku(self)

getTunnistettavaKuvaPolku = self.tunnistettavaKuvaPolku;
end
% setterit
function self = setTunnistettavaKuvaPolku(self, tunnistettavaKuva)
self.tunnistettavaKuvaPolku = tunnistettavaKuva;

end

end

end
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Tunnistusmalli on tunnistusmoduuliin kuuluva luokka ja Tunnistamo tallentaa ja hakee

luokasta tietoa tunnistusmallista.

Tunnistusmalli

-valittumalliindx
-tunnistusmalliimgPolku
-tunnistusmalli

<<getter>>+getValittumallindx( self ) : valittumalliindx
<<getter>>+getTunnistusmallilmg( self ) : tunnistutmalliimgPolku
<<getter>>+getTunnistusmalli( self ) : tunnistusmalli
<<setter>>+setValuttumalliindx( self, valuttuMalli )
<<setter>>+setTunnistusmalliimgPolku( self, tunnistusmalliKuva )
<<setter>>+setTunnistusmalli( self, tunnistusmalli )

properties
(SetAccess=private,
GetAccess=public)

Kuva 70. Luokan Tunnistusmalli muuttujat ja metodit.

Kuvassa 70 on nakyvissa luokan Tunnistusmalli muuttujat ja metodit, joiden jalkeen

esitelladn ohjelmakoodi kokonaisuudessaan.

classdef Tunnistusmalli < hgsetget
properties (SetAccess = private, GetAccess = public)
valittumallilndx;
tunnistusmalliimgPolku;
tunnistusmalli;
end

methods

% getterit

function getValittumalliindx = get.valittumallilndx(self)
getValittumallilndx = self.valittumallilndx;

end

function getTunnistusmallilmg = get.tunnistusmalliimgPolku(self)
getTunnistusmalliimg = self.tunnistusmalliimgPolku;

end

function getTunnistusmalli = get.tunnistusmalli(self)
getTunnistusmalli = self.tunnistusmalli;

end

% setterit

function self = setValittumallilndx(self, valituMalli)
self.valittumallilndx = valittuMalli;

end

function self = setTunnistusmallilmgPolku(self, tunnistusmalliKuva)



self.tunnistusmallilmgPolku = tunnistusmalliKuva;
end
function self = setTunnistusmalli(self, tunnistusmailli)
self.tunnistusmalli = tunnistusmalli;

end

end

end
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KOIRAKO: Luokka KaynnistaSovellus

classdef KaynnistaSovellus
properties (Access = private)
kayttoliittyma;
sovelluslogiikka;
kontrolleri;
end

methods

% konstruktori
function olioKaSov = KaynnistaSovellus()

olioKaSov .kayttolittyma = KOIRAKOKayttoliitymal);

olioKaSov.sovelluslogiikka = KOIRAKOSovelluslogiikka();
olioKaSov.kontrolleri = KOIRAKOKontrolleri(olioKaSov.kayttoliittyma, olioKaSov.sovelluslogiikka);

olioKaSov kayttoliittyma.asetaKontrolleri(olioKaSov.kontrolleri);

end
end

end
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