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1 Johdanto ja tyon lahtokohdat

1.1 Johdanto informaatiovaikuttamiseen tekoalylla

Opinndytetydssa perehdyttiin tekodlyn hyddyntamiseen bottien tekemisessa. Tarkoi-
tuksena oli toteuttaa botti, joka kykenee tuottamaan informaatiovaikuttamisen ta-
paista tekstid omatoimisesti ilman ulkopuolisia palveluita. Tyossa perehdyttiin bot-
tien toimintaan ja ndiden toteuttamiseen kayttden tekoalykirjastoja seka selvitettiin
yleisimpia koneoppimisen toteutusmalleja, joilla voidaan toteuttaa luonnollista kielta
ymmartadvia botteja. Tutkimuksessa informaatiovaikuttamisella tarkoitetaan tapaa,
jolla botti saadaan tuottamaan hallitusti valheellista tietoa tai tuottamaan negatii-

vista kommentteja jostain asiasta.

1.2 Toimeksiantaja

Toimeksiantajana toimi Jyvaskylad Security Technology, joka on itsendinen kybertur-
vallisuuden tutkimus-, kehitys- ja koulutuskeskus. Jyvaskyla Security Technology toi-
mii osana Jyvaskylan ammattikorkean IT-instituuttia. Jyvaskyla Security Technologyn
osaamisalueita ovat kyberturvallisuus, tietoturvapoikkeamien hallinta, kehittyvat tek-

nologiat ja informaatioteknologiat. (About Us n.d.)

1.3 Tavoite

Tutkimuksen tavoitteena oli saada tehtya itsendisesti toimiva chattibotti, joka osaisi
tuottaa informaatiovaikuttavaa tekstia. Viestialustana toimi avoimenlahdekoodiin
GNU social-ohjelmisto, jossa botin taytyi pystya reagoimaan tuleviin viesteihin seka
vastaamaan ndihin omatoimisesti. Taman lisaksi botin vastausintoa tuleviin viesteihin
haluttiin pystya saatamaan halutun mukaiseksi, kuten botti reagoisi vain tiettyihin
avainsanoihin tai botti vastailisi vain tietyn viestimaaran jalkeen. Botin haluttiin myos
osavan reagoida seka suomenkielisiin etta englanninkielisiin viesteihin. Mikali viesti
annettiin suomeksi, botin taytyi talléin myds osata antaa oma viestinsa suomenkieli-
sessa muodossa. Nain ollen botille jouduttiin toteuttamaan oma kielikadntaja kayt-

taen neuroverkkoa, joka ei tukeutuisi ulkopuolisiin palveluihin.



Toimeksianto maaritteli, ettd botin taytyisi pystya toimimaan RGCE-ymparistossa,
josta ei ole internetyhteytta ulkopuoliseen verkkoon. Ndin ollen botin ohjelmisto tay-
tyi suunnitella niin, etta botti olisi tdysin omatoiminen eika se olisi riippuvainen ulko-
puolisista palveluista tulkittaessa ja vastattaessa viesteihin. Muutoin kdytetty ohjel-
mointikieli seka botin toiminnallisuuden toteutustapa oli vapaasti valittavissa, kun-
han vaaditut ehdot tayttyivat. Toimeksiannossa ei maaritelty kdytettavia datajouk-
koja, joita olisi tarkoitus kayttaa botin koulutukseen. N&in ollen datajoukkoja ladattiin
Kaggle-nimisesta palvelusta, josta I16ytyy eri tyyppisid ja valmiiksi kasattuja datapa-
ketteja erilaisista tietoldhteistd. Datajoukkoja koottiin ja muokattiin niin, ettad loppu-
tuloksena koettiin saavan tarpeeksi sisdltoad botin koulutukseen. Datajoukko taytyi
saada kasattua monipuoliseksi, jotta botti saataisiin vastaamaan selkeasti ja osaisi

ymmartaa sekd suomenkielista ettd englanninkielista tekstia.

2 Sanavektorit

2.1 One-hot

One-hot-enkoodaus on tapa, jolla datan ominaisuudet saadaan esitettya numeraali-
sessa muodossa. Datan ominaisuudella tarkoitetaan datasta I6ytyvia datapisteitd, joi-
den avulla voidaan ennustaa tuloksia. Esimerkiksi chattiboteista puhuttaessa koulu-
tusdatasta l0ytyvid ominaisuuksia ovat sanat tai kirjaimet, joita botti kayttda lauseen
ymmartamiseen ja tulosteen luomiseen. Tama riippuu, siita kayttaakoé botti sanapoh-

jaista menetelmaa vaiko kirjainpohjaista menetelmaa.

Oletetaan, ettd botti kayttad sanapohjaista menetelmas, jossa siis jokainen sana on
oma erillinen ominaisuus. One-hot-enkoodattu vektorin pituus on ominaisuuksien
vhteenlaskettu maara. Mikali botilla on sanavarasto, joka koostuu sadasta eri sa-
nasta, talléin one-hot-enkoodatun vektorin pituus olisi siis sata erillista alkiota. One-

hot-vektorin alkioiden arvojen esitysmuoto on binaarimuotoista eli nolla tai ykkdnen.

Esimerkkilause ”“Neither Man nor machine can replace its creator” muodostaa kah-
deksanulotteisen taulukon. Mikali sanavarastoon ei kuuluisi muuta kuin ndma kah-

deksan sanaa, olisi tdma lause one-hot-enkoodattuna Kuvio 1 mukainen.



[1,0,0,0,0,0,0, 0] «<—nNeither
(0,1,0,0,0,0,0,0] < Man
19, 01,00, 0,0, 0] e
(0,0,0,1,0,0,0, 0] < machine
10,0,0,0,1,0,0, 0] =an
[0,0,0,0,0,1,0,0] < replace
[0,0,0,0,0,0,1,0]«its
1, 0,0,0,;0;0,0,;1] < ceater

Kuvio 1. Lause one-hot-enkoodattuna, jossa sanavarasto on kahdeksan sanaa

Mikéli one-hot-menetelmaa kaytettaisiin chattiboteissa, jotka kdyttavat sanapoh-
jaista menetelmaa, koulutusdatan muuntaminen one-hot-enkoodatuiksi vektoreiksi
muodoistasi ongelman, jossa vektorit kasvaisivat valtavan suuriksi. Mikali sanottai-
siin, etta chattibotti osaa tuhat eri sanaa, olisi koulutusdatan vektorin pituus talléin
tuhat alkiota ja taulukon ulottuvuus maaraytyisi lauseen pituudesta. Ndin ollen one-
hot-enkoodattu esitysmuoto pitéisi sisdllaan paljon turhaa dataa, silld suurin osa ar-

voista olisi nollia. (One-Hot Encoding and Binning 2018.)

2.2 Embedding

Koneoppimisessa embedding mahdollistaa datan esittdmisen pienemmassa muo-
dossa. Siind missa one-hot-enkoodattu sanavektorin pituus muodostuu sanaston
koosta, embedding koostaa vektorin maaritellyn pituuden mukaan. Embedding-sana-
vektorien arvot paivittyvat neuroverkon koulutuksen yhteydessa. Embedding auttaa
myo6s samalla tunnistamaan samankaltaisia sanoja. Koska embedding-kerros tuottaa
sanoista sanavektoreita, voidaan nain ollen sanoista luoda kolmiulotteinen sana-

kartta (ks. Kuvio 2), josta sanojen etaisyys toisistaan voidaan laskea.



A
z
Man
o
° ~.. Woman
King . . °
®
Queen
—_— Y .

Kuvio 2. Sanat aseteltuna kolmiulotteiseen koordinaatistoon

Myds samankaltaiset sanat ovat tassa sanakartassa lahempana toisiaan. Tama auttaa
paremmin ymmartamaan sanojen merkitysta lauseessa. Esimerkkina sanat kuningas
ja mies esiintyisivat lahempana toisiaan verrattuna sanoihin kuningatar ja nainen.
Embedding myos auttaa ymmartamaan sanojen taivutuksia, jolloin perusmuodossa
oleva sana l6ytyy kolmiulotteisessa sanakartasta hyvin lahelta taivutusmuodossa ole-

vaa sanaa. (Koehrsen 2018.)

3 Koneoppiminen

3.1 Tekodly koneoppimisessa

Tekoalylla koneoppimisessa tarkoitetaan menetelmas, jolloin kone oppii itsendisesti
algoritmien avulla havainnoimaan ja poimimaan tietynlaisia kuvioita tai asioita anne-
tusta tietoldhdemassasta ilman, etta koneelle on ohjelmallisesti kerrottu tarkasti
mita etsid. Nykypdivina tekoalya on mahdollista hydodyntaa monipuolisesti useissa eri
aihealueissa tai osana palveluja. Tekoalylld on mahdollista luoda esimerkiksi kuvan-
tunnistuksia, jossa kone osaa koulutetun tiedon perusteella kertoa, mita kuva sisal-
taa. Kuvan luominen ja muokkaaminen on mahdollista toteuttaa kdyttden tekoalya,

jossa kone itsendisesti osaa muokata kuvaa esimerkiksi halutun teeman mukaisesti
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tai luoda kuvia itsendisesti. Myos tekstin tuottaminen ja analysointi on yksi tekoalya
hyddyntavista aiheista, jossa kone pystyy tuottamaan oikeaoppista tekstia kuten ar-
vosteluja tai keskusteluviesteja. Myos tekstin analysointi kuten propagandan tai viha-
puheen tunnistaminen on mahdollista toteuttaa kdyttdaen nykyisia tekoalytekniikoita.

(Barack Obama is the Benchmark for Fake Lip-Sync 2018.)

3.2 Koneoppimistyypit

3.2.1 Ohjattu oppiminen

Ohjattu oppiminen on yksi koneoppimisen menetelma, jossa annettu data on ennalta
nimikoitua. Nimikoidulla datalla ohjatussa oppimisessa tarkoitetaan datarakennetta,
jossa neuroverkkoa koulutettaessa annettavalle syotteelle on tiedossa oikea tai ha-
luttu lopputulos. N&din ollen ohjatun oppimisen neuroverkkoa opetettaessa kone luo
opetusdatan perusteella painotetun verkon, jossa eri sy6tteille annetaan eri painoar-
voja perustuen ndiden saman- tai erikaltaisuuteen ennalta maariteltyjen lopputulos-
ten valilla (ks. Kuvio 3). Ohjattu oppiminen soveltuu hyvin esimerkiksi kuvantunnis-

tukseen, jossa neuroverkko osaa tunnistaa asioita tai elioita kuvista.

i y

Koulutus datajoukko

b A

Meuroverkon
arviointi

Meuroverkon

Meuroverkko
koulutus

i y

Mimikoitu data

Kuvio 3. Ohjatun oppimisen koulutus logiikka

Koska ohjatussa oppimisessa neuroverkon koulutukseen tarvitaan valmiiksi nimikoi-
tua datajoukkoa, taytyy datan yleisimmin olla valmiiksi kasiteltya, tai data on luotu

kdyttden muita koneoppimismenetelmia hyodyntden kuten esimerkiksi vahvistettua
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oppimista (ks. luku 3.2.3). Ohjattua oppimista kdyttdavan neuroverkon koulutus aloi-
tetaan rakentamalla koulutusdata, jossa siis nimikoidaan koulutusdata. Chattibo-
teissa tama tarkoittaisi sitd, ettd koulutusdata on syotettava teksti ja nimikoitu data
talle olisi vastaus kyseiseen viestiin. Sen jalkeen kun koulutusdata on kasattu ja nimi-
koitu, se syotetdaan neuroverkolle. Neuroverkko suorittaa koulutusjakson, jonka jal-
keen neuroverkkoa testataan, ja mikali se saavuttaa halutun tarkkuuden tai koulutus-
kerta maara saavutetaan, voidaan koulutus lopettaa. Neuroverkkoa kaytettdessa uusi
tuntematon data sy6tetdaan neuroverkolle, joka tulkitsee sydtteen aiemmin opitun
tiedon pohjalta (Kuvio 4). Taman jalkeen neuroverkko tuottaa vastauksen annetulle

syotteelle. (lvan 2015.)

Ennustaminen

Data Tulost
Neuroverkko e

Kuvio 4. Ohjatun oppimisen neuroverkon kdyttaminen

3.2.2 Puoliohjattu oppiminen

Puoliohjatussa oppimisessa koulutusdatana kdytetdan seka nimikoitua ettd myos ei-
nimikoitua datajoukkoa. Puoliohjattu neuroverkko pyrkii nimikoidun datan perus-
teella kouluttamaan verkon niin, etta se pystyy nimikoimaan dataa, joissa lopputu-
losta ei tiedetd. Tallaista menetelmaa voidaan esimerkiksi kdyttaa objektin tunnistuk-
sessa, jossa neuroverkko opetetaan pienellda maaralla datajoukkoa tunnistamaan eri
objekteja. Taman jalkeen koulutettua verkkoa kaytetdan nimikoimaan loppu tunte-
maton datajoukko ja ndin koko datasta saadaan luotua taysin nimikoitua. (Shubham

2017.)
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3.2.3 Vahvistettu oppiminen

Vahvistetussa oppimisessa ajatus on 16ytaa dataan perustuva paras mahdollinen rat-
kaisu, joka ratkaisisi kasiteltya ongelmaa. Vahvistetussa oppimisessa kaytetty data ei
ole ohjatun oppimisen tapaan nimikoitua, silld data ei sisalla tietoa mika on haluttu
lopputulos. N@in ollen vahvistettua oppimista kayttava neuroverkko joutuu siis kokei-
lemaan ratkaisuja ja painottamaan sisdisesti toimenpiteet, joilla verkko paasi loppu-
tulokseen. Vahvistettua oppimista kayttavia neuroverkkoja kaytetaan yleisimmin pe-
lien bottien tekemiseen. Vahvistettu oppiminen toimii pelibottien tapauksissa hyvin,
silld yleisimmin peleissa ei ole yhta ainutta oikeaa vaihtoehtoa, joilla pdasee halut-
tuun lopputulokseen kuten esimerkiksi pelin kentan loppuun. Ndin ollen neurover-
kolle kelpaa koulutusdatajoukoksi ohjaimen napin painallukset, joilla botti pdasee
etenemaan pelissa (ks. Kuvio 5). Neuroverkko painottaa verkon esimerkiksi kentén
lapadisynopeuden perusteella, jossa ndppdinkombinaatiot ovat koulutusdatajoukko.

(A Beginner's Guide to Deep Reinforcement Learning n.d)

.
‘ 1 Agentti
| | e
Té'a Palkkio
t Ry Tapahtuma
At
e ~
Ymparistd [«
. /

Kuvio 5. Vahvistetun oppimisen yksinkertaistettu logiikka

Vahvistetussa oppimisessa agentti on asia, joka oppii ymparistostdaan suorittamalla
erilaisia toimintoja. Agentti halutaan saada optimoitua niin, ettd toiminnot olisivat
ympariston kannalta kaikista parhainta ratkaisuja. Toiminto on tapahtumia, joita

agentti voi suorittaa ymparistdssa. Ymparisto on tila, jossa agentti suorittaa
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toimintoja ja ymparisto maarittelee agentin toiminnon paremmuuden muihin mah-
dollisiin toimintoihin. Palkkio on ympdristdon antama arvo, jota agentti kayttaa hy-
vaksi maaritellessaan toiminnon paremmuuksia. Mita parempi toiminto oli ymparis-
ton kannalta, sita suurempi palkkio palautetaan agentille. Tila on tapahtumien jalkei-

nen agentin tila. (Kurama 2018.)

Esimerkkind peleissa agentti olisi pelihahmo, jota ohjataan pelissa. Toiminto on lista
mahdollisista toiminnoista, joita pelihahmo voi suorittaa ymparistdssaan. Ymparisto
on pelisséd tietenkin pelin oma pelattava ymparisto, jossa pelihahmo pystyy liikku-
maan ja toimimaan. Palkinto on pelissa toimintojen jarkevyys pelin kannalta kuten
esimerkiksi, onnistuiko pelihahmo saamaan halutun tavaran pelikentéasta. Tila on taas

paikka pelin ymparistdssa, johon pelihahmo paatyi toimintojen jdlkeen.
3.2.4 Ohjaamaton oppiminen

Ohjaamatonta oppimista kdytetdaan tapauksissa, jossa datasta halutaan 16ytaa yhta-
laisyyksia tai tietynlaisia rakenteita, jotka ovat vield alussa tuntemattomia, tai ei tie-
deta vield, mika tasan tarkkaan on haluttu lopputulos. Ohjaamattomassa oppimisessa
myo0s syotetty data on yleisimmin tuntematonta eika ole kovin kasiteltya tai organi-
soitua. Ndin ollen koneen on itse opittava tunnistamaan hyodylliset rakenteet ja yh-
taldisyydet. Ohjaamatonta oppimista voidaan hyodyntaa esimerkiksi kuvantunnistuk-
sessa, jossa pyritaan kategorisoimaan kuvat ja nain ollen helpottamaan esimerkiksi
kuvien nimikoimista, joita voidaan kdyttda sittemmin ohjatussa oppimisessa. (Van

Loon 2018.)

3.3 Chattibotin periaatteet koneoppimisessa

Kun halutaan tehda itsenaisesti toimiva chattibotti, joka ymmartaa luonnollista
kieltd, taytyy ensimmaiseksi miettid, mista botin koulutusdata saadaan hankittua. Da-
tan rakenne taytyisi myos olla tarpeeksi monipuolinen, jotta botti ymmartaa myds
monimutkaisia lauserakenteita. Toiseksi tulisi miettia, kuinka botti saadaan ymmarta-

maan tekstimuotoista dataa, ja botti myods osaisi itse tuottaa tata, silla tietokone
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eivatkd koneoppimiskirjastot ymmarra suoraan tekstimuotoista dataa, vaan tama

taytyy ensin muuttaa koneen ymmartamaan muotoon.

Chattibotteja tehdessa tekstimuotoinen datajoukko on tarkoitus ensin muuntaa nu-
meraaliseen muotoon, jotta kone pystyy kdsittelemaan ndin dataa matemaattisin
menetelmin. Yleisimpia tapoja on luoda lista jokaisesta halutusta merkista, mita halu-
taan kayttaa luonnollisen kielen ymmartamisessd, ja antaa jokaiselle merkille uniikki
numeraalinen arvo. Toinen tapa on vastaava, miten merkkilistausmenetelma toimii,
mutta merkkien sijasta luodaan lista kokonaisista sanoista. Sanojen listausmenetelma
on huomattavasti raskaampi ja vaatii enemman laskentatehoa kuin merkkipohjainen
menetelm3, silld esimerkiksi suomenkielessa on vain 29 eri kirjainta, jotka tarvitsee
tallentaa muistiin. Naista 29 merkista pystytadan koostamaan mita tahansa suomen-
kielisia sanoja, kun taas sanapohjaisessa ratkaisussa teoreettisesti jouduttaisiin ensin
tallentamaan muistiin kaikki sanat taivutusmuotoineen (ks. Kuvio 6). Tama taas vaa-

tisi valtavan maaran muistia seka laskentatehoa.

1. ¥Vocabulary ithe: I, guick: 2, browm: 3, fox: 4, jumps: 5, owver: &, lazy: 7, dog: ]

3. sequences = [1, 2, 3, 4; 5 & 1, 7, §]

Kuvio 6. Lauseen muuntaminen numeraaliseen muotoon

Sanapohjaisen ratkaisun etuna on kuitenkin parempi lauseen ymmartaminen seka
itse lauseiden rakenteen ymmartaminen luomalla vektoreita sanoista. Nain ollen sa-
noista saadaan luotua kolmiulotteinen sanakartta, jossa sanojen etaisyys voidaan las-

kea toisistaan ja jossa samantyyppiset sanat |0ytyvat |ahempana toisiaan.

Kun teksti on saatu numeraaliseen muotoon, voidaan taman jdlkeen data syottaa ha-
lutulle neuroverkolle. Yksi yleisin tapa on kdyttaa niin sanottua sequence to se-
guence-mallia, jossa neuroverkko koostuu kahdesta recurrent neural network (RNN)
-neuroverkosta. Naita kahta RNN-neuroverkkoa kutsutaan encoderiksi ja decoderiksi.
Encoder-neuroverkolla on tarkoitus kasitelld saadun lauseen tarkoitus, ja decoder-

verkko tuottaa vastauksen talle. Sequence to sequence-malli sopii nimensa
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mukaisesti tekodlyongelmaan, jossa dataa kasitellaan vaiheittain kuten esimerkiksi

kielenkdantamisessa (ks. Kuvio 7).

Tull:; Tulc'): Tuloste Tuloste
Softmax kerros
Encoder kerros LSTM t»| LSTM [ LSTM 13| LSTM LSTM H—3 LSTM | LSTM [—f3f LSTM Decoder kerros
Embeddlng kerros vektori vektori vektori vektori Er\?eb::::‘g vektori 5 vekkt;n vektori Embeddmg kerros
i f !
I Aloitus
Syote xq Syote xo Syote x3 Syote x4 merkki

(<GO>)

Kuvio 7. Sequence to sequence-neuroverkko

Sequence to sequence on kuitenkin vain malli, joka koostuu RNN-neuroverkoista.
RNN-neuroverkkojen etuna muodostuu niiden rekursiivinen oppiminen, jossa seu-
raava arvioitu lopputulos riippuu edellisista lasketuista arvoista. Ndin RNN-
neuroverkot tuovat suuren edun niiden muistiominaisuuden takia luonnollisen kielen
ymmartamisessa ja tuottamisessa, silld sanojen jarjestykselld on suuri merkitys lau-

seessa.

3.4 Long short-term memory

Long short-term memory (LSTM) -solun ominaisuutena on sen kyky muistaa pitkia
ketjuja tietoa. LSTM-soluja kdytetdadan neuroverkoissa, joissa aiemmalla tiedolla on
merkitysta tulevaan tietoon. LSTM-solun tila koostuu useammasta vaiheesta, joista
kdytetdaan nimitysta portit. LSTM-solusta |6ytyy useampi variaatioita, kuinka ne toimi-
vat sisdisesti, mutta toiminnallisuus ndissa on sama. Yleisimmin kaytetty LSTM-versio
on se, jossa solu koostuu kolmesta portista: forget gate, input gate ja output gate.
Naiden kolmen portin avulla saadaan laskettua nykyiselle solulle sisdinen tila seka tu-

loste. LSTM-solu koostuu kahdesta tilasta: tuloste seka sisdinen tila.
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Englanninkielisissa teksteissa kdytetdan nimityksia hidden state seka internal cell me-

mory state. (Understanding LSTM Networks 2015)

LSTM-solussa ensimmainen vaihe on forget gate, jossa maaritelldan, kuinka paljon
edellisen LSTM-solun tulosteesta on relevanttia tietoa nykyiselle solulle. LSTM-solu
ottaa edellisen solun tulosteen seka seuraavan syotteen ja yhdistdada nama vektoriksi
(Kuvio 8). Vektori siis pitaa sisalladn tiedon edellisesta tulosteesta seka nykyisesta uu-

desta syotteesta.

- 2

Edellisen LSTM solun tuloste

Ht.1

Sybte annetussa ajassat

Xt

Kuvio 8. Edellisen LSTM solun tulosteen ja nykyisen syotteen yhdistaminen vektoriksi

Taman jalkeen vektori syotetdan logistiseen funktioon (ks. Kuvio 9), joka antaa tu-
lokseksi arvon nollan ja yhden valilla. Mita [ahempana tulos on nollaa, sitd enemman
aiemmasta tiedosta on tarkoitus unohtaa, kun taas mita lahempana arvo on ykkosta,

sitd enemman on tarkoitus sailyttaa aiempaa tietoa.

4 )

( ) Logistinen funktio

Hit.1

>
>

Xt

Kuvio 9. Vektorin syottaminen logistiseen funktioon
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LSTM-solun sisdisen tilan padivittamiseen tarvitaan vield input gaten antama arvo. In-
put gate koostuu kahdesta vaiheesta, jossa aiemman LSTM-solun tuloste ja nykyisen
syotteen yhdistevektori syotetdaan erikseen hyperbolisen tangentti funktioon (ks. Ku-

vio 10) seka logistiseen funktioon (ks. Kuvio 11).

! f(z) = tanh(z)

Kuvio 10. Hyperbolisen tangenttifunktion kuvaaja

Tassa logistisen funktion arvolla saadaan selville, mita tietoa péivitetdan solun sisai-
seen tilaan, jossa lahempana nollaa oleva arvo on vahemman tarkeada tietoa ja la-

hempana ykkosta olevat arvot ovat tarkeaa tietoa.
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Kuvaaja funktiosta 1/(e”-x+1)

[ 8]+

0.8

06

-12 -10 -8 -6

Kuvio 11. Logistisen funktion kuvaaja

Hyperbolisesta tangenttifunktiosta saadaan vektori, joka sisaltaa tiedon, mita arvoja
voitaisiin lisatd LSTM-solun sisdisen tilan arvoksi. Lopuksi nama kaksi vektoria kerro-
taan keskendan. Logistisen funktion vektori maarittad, mita tietoja lisataan solun si-

saiseen tilaan (Kuvio 12).

- \

®
20C

5

: >

H.1

Xt

Kuvio 12. Uudesta tiedosta relevantin tiedon suodattaminen
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Kun forget gate ja input gate-arvot on laskettu, voidaan LSTM-solun sisdinen tila pai-
vittad. Ensimmaiseksi edellisen LSTM-solun sisdinen tila kerrotaan forget gatesta saa-
dulla arvolla. Tamén jalkeen tasta saatava tulos summataan input gate-tuloksen
kanssa (Kuvio 13). Tdma tulos on nykyisen LSTM-solun sisdinen tila, joka syotetdan

myohemmin seuraavalle LSTM-solulle.

Ct1 % ey Ct >
Edellisen LSTM
solun sisdinen tila ®

o
Ht. 1 &FJ >

Kuvio 13. LSTM-solun sisdisen tilan muodostaminen

Viimeinen vaihe on output gate, josta saadaan kyseisen LSTM-solun ulos annettava
tuloste. Tulosteen luomiseen tarvitaan uutta laskettua sisdista tilaa seka yhdistevek-
toria, joka koostui aiemman LSTM-solun tulosteesta seka nykyisesta syotteesta. Yh-
distevektori syotetdan logistisen funktion lavitse ja nykyinen uusi LSTM solun sisdinen
tila syotetdan hyperbolisen tangenttifunktion lavitse. Nama kaksi tulosta seuraavaksi

kerrotaan keskendan (Kuvio 14) ja tasta saadaan lopullinen tuloste. (Nguyen 2018.)
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Kuvio 14. LSTM -solun toiminto visualisoituna

4 Neuroverkot

4.1 Neuroverkko

Neuroverkot ovat ketju matemaattisia algoritmeja, jotka pyrkivat luomaan tietoko-
neelle havaintoja datajoukoista kadyttaen jotain koneoppimismenetelmaa. Neurover-
kot pyrkivat toimimaan samanlaisella periaatteella kuin ihmisen aivojen neuroverk-
kojarjestelma. Neuroverkkoja taytyy ensin opettaa, ennen kuin niita voidaan hyddyn-
tad halutussa ongelmassa. Opettaminen tapahtuu kdyttaen hyviksi tietokoneen las-
kentatehoa. Yksinkertaisuudessaan neuroverkko suorittaa matemaattisia laskuja ja
pyrkii lopputuloksien avulla vertaamaan, onko saadut tulokset esimerkiksi toistuvia
kuvioita tietyissa asioissa, ja mika ndiden kuvioiden suhde on toisiinsa. Ndin neuro-
verkko oppii tarpeeksi monen koulutuskerran jalkeen tunnistamaan esimerkiksi ku-
vista asioita. Kaytettava neuroverkkotyyppi maaraytyy ongelman mukaan. Erilaiset
neuroverkot on suunniteltu ratkaisemaan tietyntyyppisia ongelmia, ja ndin ollen pel-
kastaan yhdentyyppinen neuroverkko ei sovellu valttamatta kaikkiin ongelmiin.

(Rouse 2018.)

4.2 Taysin kytketty neuroverkko

Taysin kytketty neuroverkko on neuroverkkoratkaisu, jossa jokainen neuroni kerrok-
sien vélissa on kytkettyna toisiinsa. Taysin kytkettya neuroverkkoa kaytettdessa tieto

kulkee aina eteenpain eli kerroksesta seuraavaan. Tieto siirtyy kerroksien valilla, kun
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aktivointifunktio aktivoi joitain neuroneita seuraavasta kerroksesta (ks. Kuvio 15).
Kaikki neuronit eivat valttamatta aktivoidu aina seuraavasta kerroksesta. Taysin kyt-
ketty neuroverkko on toiminnaltaan hyvin yksinkertainen verrattuna muihin neuro-

verkko malleihin. (Gupta 2017.)

Syote Piilokerros

Tuloste

Kuvio 15. Taysin kytketty neuroverkon visualisointi

4.3 Recurrent neural network

RNN on neuroverkko, joka kasittelee datan vaiheittain. RNN-neuroverkkoja kdytetaan
tapauksissa, joissa halutaan ennustaa jaksomaista kaavaa tai tapahtumaa. Jaksomai-
suudella tarkoitetaan tapahtumaa, jossa jonkin asian aloitus johtaa jonkin ajan
paasta tiettyyn lopputulokseen. RNN-neuroverkon data, jota halutaan kasitella ylei-
simmin sisdltaa tapahtumia, jotka ovat toistuvia tai riippuvaisia edellisesta asiasta.
Yleisimpia kayttosovelluksia ovat esimerkiksi puheentunnistus, chattibotit tai osake-
markkinoiden ennustaminen. RNN-neuroverkko koostuu RNN-soluista, jotka ovat ko-

pioita edellisesta solusta (Kuvio 16).
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Tuloste

RNN, — RNN solu RNN solu RNN solu

Syote

Kuvio 16. RNN-neuroverkko

RNN-neuroverkoissa tulosteen luomisessa otetaan aina huomioon aiemmin huomioi-
dut asiat. Eli toisin sanoen seuraava solu tietaa edellisen solun tulosteen, jota se

kayttaa hyodyksi luodessaan sen hetkista tulostetta (Banerjee 2018).

RNN-neuroverkon soluissa on kuitenkin ongelma, mikali kdytetdaan gradientti tyyppi-
sid optimointialgoritmeja. RNN-neuroverkkoa koulutettaessa neuroverkko laskee
koulutusjakson lopuksi loss-funktiolla arvon, joka maarittelee, kuinka huonosti neu-
roverkko suoriutui. Tata arvoa sittemmin neuroverkko kayttaa saatdessdan sisdisesti
arvoja, jotta neuroverkko paasisi haluttuun lopputulokseen. Tama arvo kuitenkin pie-
nenee eksponentiaalisesti, mita kauemmas neuroverkon taytyy solujen tiloja arvi-
oida. Nain ollen RNN-neuroverkon oppimiskyky heikkenee vaihe vaiheelta, jossa en-
simmainen solu oppii aina hitaimmin tunnistamaan datasta kuvioita. Tama ongelma
johtuu RNN-solun yksinkertaisuudesta. Tahan ongelmaan on kehitetty ratkaisu, jossa
RNN-solu korvataan LSTM-solulla. LSTM-solun toiminta on hieman hienostuneempi

ja monimutkaisempi kuin perinteisella RNN-solulla.

RNN-solu ottaa edellisen solun tulosteen seka seuraavan sy6tteen ja yhdistda nama
vektoriksi (Kuvio 17). Vektori siis pitda sisadlldan tiedon edellisesta tulosteesta seka

nykyisesta uudesta syotteesta.
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Kuvio 17. Edellisen RNN-solun tulosteen ja nykyisen sy6tteen yhdistaminen

Taman jalkeen vektori syotetdan hyperboliseen tangenttifunktioon, josta saatava
arvo on solun tuloste (ks. Kuvio 18). Hyperbolinen tangenttifunktio antaa arvoiksi yh-
den ja miinus yhden valiltd, ja ndin ollen se auttaa sddtelemaan vektorin arvoja niin,

ettd ne eivat kasvaisi liian suuriksi. (Tran 2016.)

Ht
Ht_1 tanh

Fy

Xt

Kuvio 18. RNN-solun toiminto visualisoituna

4.4 Convolutional neural network

Convolutional neural network (CNN) on neuroverkko, joka kayttda suodattimia asioi-
den tunnistamiseen. Jokaisella suodattimella on CNN-verkossa oma tarkoituksensa,
kuten esimerkiksi toimia kuvantunnistuksessa reunojen tunnistimena tai kuvan tera-
vyyden tunnistimena. CNN-neuroverkkoa kdytetaan ongelmissa, jossa sybtettdvan
datan muoto olisi térked analysoida sellaisenaan. Jokaisessa convolutional-kerroksen
vaiheessa pyritdan aina tunnistamaan hienostuneempia yksityiskohtia edelliseen ker-
rokseen verrattuna. CNN-neuroverkkoa on kaytetty yleisimmin objektin- tai tekstin
tunnistamiseen kuvasta, mutta sita on myds mahdollista kayttaa esimerkiksi tekstin

analysoinnissa tai puheentunnistuksessa. Kuvienkasittelyssd CNN-neuroverkko
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analysoi kuvan osissa, jossa kuvasta otetaan ennalta maaritellyn kokoinen palanen.
Tama palanen on CNN-neuroverkoissa suodatin, jolla luodaan ominaisuuskarttoja.
Kuva kdydaan lapi siirtden suodatinta ennalta asetetun arvon verran sivummalle,
kunnes koko kuva on menty lavitse. Samalla suodattimen matriisi seka kuvasta otet-
tava matriisi kerrotaan yhteen, ja ndista tuloksista saadaan loppujen lopuksi luotua
kuvalle ominaisuuskartta. Saadut ominaisuuskartat syotetdan taysin kytketty neuro-

verkon lavitse, josta saadaan lopullinen vastaus (ks. Kuvio 19).

taysin kytketty neuroverko
Convolution Pooling
Tuloste

|

Ominaisuuskartta
g

|-®
; Pienennetty

ominaisuuskartta
: "”

Suodatin

Kuvio 19. CNN-neuroverkon toiminta

Mikali kasiteltavan datan kokoa halutaan pienentda alkuperdiseen ndahden tata toi-
mintoa, kutsutaan CNN-neuroverkoissa pooling kerrokseksi. Poolingissa voidaan esi-
merkiksi kdayttda maksimimenetelmaa, jossa ominaisuuskartoista otetaan maaritellyn
ikkunan sisalla olevista arvoista suurin arvo (ks. Kuvio 20). Nain alkuperdinen data
pienenee madritetyn pooling ikkunan verran pienemmaksi, mutta samalla saatetaan

menettda tarkeita tietoja datasta (Saha 2018.)

C -

Kuvio 20. Maksimi pooling, jossa ikkunan koko on kaksi
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5 Informaatiovaikuttaminen

5.1 Propaganda

Propaganda on voimakas seka tehokas informaatiovaikuttamisen tapa levittaa halut-
tua aatetta. Internetin myota kuka tahansa voi jakaa tai tuottaa informaatiota maail-
manlaajuisesti riippumatta heidan geolokaatiostaan. N&in ollen internetissd muodos-
tuukin ongelmaksi informaatiota luettaessa tai sita jakaessa sen oikeellisuus seka
paikkansapitdvyys. Mikali ei ole tiedossa kyseisen tiedon alkuperaa, on taman paik-
kansapitavyys mahdoton arvioida. Toisin sanoen internetti myds mahdollistaa propa-
gandan salamannopean levittdmisen laajoille ihmismassoille, josta hyvana esimerk-
kind voidaan kayttaa sosiaalisen media palveluita (ks. luku 5.2). Sosiaalisessa medi-
assa propagandaa on mahdollista levitta pienessa ajassa tuhansien ihmisien luetta-
vaksi tai katseltavaksi, silla sosiaalisen median palvelusta riippuen saattaa kyseisella
palvelulla olla jopa miljoonia eri kayttajia. Sosiaalisesta mediasta on tullut nykypai-
vana se paikka, jossa ihmiset useimmin jakavat omia ajatuksiaan ja tietoa muille.
Nain ollen, kun otetaan huomioon mahdollinen informaation levidmisnopeus seka
julkaistun propagandan tietoldhteen mahdollinen vaikea selvittdminen, saattaa tal-
|6in sosiaalinen media jopa tarjota ihanteellisen ympariston propagandan levittami-

seen.

Tekodlyteknologioiden ja bottien yleistyessa myos ndiden tuottama informaatio eri
kanaviin kasvaa, ja mikali esimerkiksi chattibotti on koulutettu kdyttdaen laajaa ja mo-
nipuolista datajoukkoa saattaa talloin botin tuottama teksti olla kieliopillisesti virhee-
tonta. Talldin chattibotin tuottama data saattaa olla melkein mahdoton erottaa ihmi-
sen tuottamasta datasta. Tekoalyn kehitys viime vuosina on kehittynyt niin paljon,
ettd jopa neuroverkoilla on mahdollista tuottaa aidon nakdista seka kuuloista video-
materiaalia jostain henkilostad kayttaen pelkdstdan neuroverkkoja sekda muita tekoaly-
teknologioita. Ndin ollen videomateriaaleistakin tulee kyseenalaistettavaa informaa-
tiota, jonka alkupera tulisi tunnistaa sen oikeellisuuden takia, mika ennen on saatettu
pitda itsestaan selvyytena. Nykyinen tekoalyteknologia siis mahdollistaa voimakkaan

tavan jakaa propagandaa ndin halutessaan tekstin tai jopa videon muodossa. Tama
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kaikki onnistuu ilman, ettad ihmisen tarvitsee valttamatta hallinnoida bottia, muutoin
kuin botin opetusvaiheessa. Taman jalkeen botti voidaan maaritella kayttamaan pal-

veluiden ohjelmistorajapintoja toimiakseen itsenaisesti.

5.2 Sosiaalinen media

Nykyaan voidaan sanoa, ettd kaikki kdyttavat jollaintavoin jonkinlaista sosiaalisen
median palvelua. Kolme yleisinta sosiaalisen median palvelua vuonna 2018 olivat Fa-
cebook, YouTube ja Instagram (top 15 most popular social networking sites 2018).
Nain ollen tekoaly ndkyy myos suurien sosiaalisen median palveluiden alustoissa, joi-
hin on mahdollista luoda omia botteja. Facebook mahdollistaa yrityskayttdjille chatti-
botti alustan, jota voidaan kadyttaa asiakaskommunikaatioon Facebookin kautta. Twit-
teri myds mahdollista omien bottien luomisen palveluun. Kyseisissa alustoissa botti

kayttaa kommunikoinnissa kyseisen alustan ohjelmistorajapintoja.

Suuret sosiaalisen median alustat myos hyodyntavat tekoalya datan keruussa ja sen
analysoinnissa. Toisin sanoen sosiaalisen median palvelut, jotka keraavat kayttajis-
tadn dataa voivat luoda asiakasprofiileja kayttajista. Naita profiileja voidaan hyoédyn-
taa yrityksen omiin palveluihin. Esimerkiksi Facebook keraa kayttajistaan erinakoista
dataa, jotta heiddn oma tekoélynsa osaa kohdistaa mahdollisesti kiinnostavia mai-
noksia kayttajille. YouTube pyrkii profiilin avulla ehdottamaan videoita, jotka saatta-
vat kiinnostaa kdyttdjaa katsoa seuraavaksi. Datan keruusta saattaa kuitenkin tulla

ongelma, jos palvelu ei hallinnoi sita oikein.

5.3 Tekoaly informaatiovaikuttamisessa

Tekodlyn kayttaminen informaatiovaikuttamisessa on lisddntynyt vahvasti osittain
koneiden tehonkasvamisen takia. Jopa kotikayttoisilla tietokoneilla, joista 16ytyy eril-
lisia ndytonohjaimia, on nykypadivana mahdollista opettaa botteja tuottamaan kielelli-
sesti selkedta ja virheetonta tekstid. Tekoalyn avulla voidaan myos ohjata ihmisia tie-
tyntyyppisiin kanaviin, kuten esimerkiksi mainoksien avulla. Tekodly on myds mah-

dollista opettaa tunnistamaan propagandan tapaisia uutisia tai mainoksia, jossa
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tekoaly pyrkii tekstin perusteella analysoimaan, onko uutinen tai viesti propagandaa
vai ei.

Eteld-Kalifornian yliopiston vuonna 2017 tekemassa tutkimuksessa pelkdstdan Twit-
terin kayttajista arvioitiin suurimmillaan olevan jopa 15 prosenttia botteja. Tuolloin
Twitterissa olevista kayttdjista 15 prosenttia oli arviolta noin 48 miljoonaa botille tar-
koitettua tilia. Yksi suurimmista ongelmista on poliittisten aatteiden levittaminen
bottien avulla eri sosiaalisissa medioissa. Yhdysvaltain presidentin vaaleissa vuonna
2016 nahtiin poliittisten aatteiden levittdmista sosiaalisissa medioissa kayttden hy-
vaksi botteja. Twitterissa nimella Jenna Abrams esiintynyt Venadldiseen Internet Re-
search Agency nimiseen yritykseen yhdistetty tekoaly botti toimi Donald Trumpin
kannattajana, ja kyseisella tililld oli jopa 70 tuhatta seuraajaa. Useat isot mediat jopa
viittasivat kyseisen Twitter tilin viesteihin uutisissaan tietdmatta, ettd kyseessa oli
botti eika oikea ihminen (Jenna Abrams: the Trump-loving Twitter star who never

really existed 2017.).

6 Toteutus

6.1 Toiminnallisuus

Tehtavanannon mukaisesti botille haluttiin padominaisuutena olevan Gnu Social-mik-
roblogi alustalle tulevien viestien tulkitseminen ja ndihin vastaaminen. Botin taytyi
myos pystya luomaan propagandamaista informaatiovaikuttamista ndin haluttaessa.
Botille siis haluttiin luoda niin sanotusti useampia persoonallisuuksia, joiden avulla
botti vastaa annettuun viestiin tietyn tavan mukaisesti. Itse botti pdadyttiin toteutta-
maan kayttaen LSTM RNN-neuroverkkoa, joka opetettiin kdyttaen ohjattua oppimi-
sen menetelmaa. Neuroverkko toimii koulutettaessa ja kaytettdessa samalla tavalla,
mutta kun neuroverkkoa koulutettiin tall6in decoderille syotettiin haluttu vastaus

oman edellisen LSTM-solun tulosteen sijasta (Kuvio 21).
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Tuloste Tuloste Tuloste Tuloste

X L. . . Softmax kerros
Attention mekanismi Konteksti vektori :
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Encoder kerros LSTM || LSTM |3 LSTM |3 LSTM LSTM LSTM LSTM LSTM Decoder kerros
e N A =
Embedding kerros vektori vektori vektori vektori vektori vektori vektori vektori Embeddlng kerros
Aloitus I [
Syote xq Syote xo Syote x3 Syote x4 merkki Syote xo Syote x3 Syote x4

(<GO>)

Kuvio 21. Neuroverkon kayttaytyminen koulutettaessa

Neuroverkkoa kadytettdessa decoderin LSTM-solun tuloste sydtetadn seuraavan

LSTM-solun syotteeksi (Kuvio 22). Encoderi ja decoderi eivat jaa embedding-kerrosta
vaan kummallakin RNN-verkolla on omat embedding-kerrokset. Tasta on hyotya kie-
len kdantamisessa, jolloin encoderin embedding-kerros sisdltad kddannettavan kielen

sanoja ja decoderin embedding-kerros sisdltaa kadannetyn kielen sanoja.

Tuloste Tuloste Tuloste Tuloste
1 . Softmax kerros
Attention mekanismi Konteksti vektori :
(_t an ) ot e NP SN 1| D NN | O G
[ [ f | | [ |
Encoder kermos LSTM |3 LSTM || LsTM [5] Lsm LstTm H st Uyl tstm |y Lsm Decoder kerros
\ — -

Embedding kerros vektori vektori vektori vektori vektori vektori vektori vektori EmbEdding kerros
I Aloitus
Syote xq Syote xp Syote x3 Syote x4 merkki

(<GO>)

Kuvio 22. Neuroverkon kayttaytyminen kaytettdessa
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Neuroverkko myos hyodynsi attention mekanismia, jolloin decoderi ottaa paremmin
huomioon encoderin tulosteet (ks. Luku 6.4). Kielenkdantaminen kayttaa tismalleen
samanlaista verkkoratkaisua. Ainoana erona toki oli vain datajoukko, joka koostui
englannin- ja suomenkielisista lauseista. Kielenkdaantamista opetettaessa encoder-
verkon syotteet olivat kddannettavan kielen lauseita ja decoderin-verkon syotteet taas

halutun kielen lauseita.

Koulutuksen edistymista voitiin seurata kayttdaen Tensorflowista I6ytyvaa tensorboar-
dia, josta nahtiin vaihevaiheelta botin oppimiskyky seka paljonko boti voi vield oppia
koulutusdatajoukosta. Botin oppimiskyky maaraytyi loss-arvolla. Mita lahempana
loss-arvo oli nolla, sitd vihemman botti enda pystyi kouluttamaan itsedan. Loss-arvoa
seurattaessa myos voitiin havaita milloin botti lopettaa opettelemisen ja alkaa vain
tallentamaan muistiin mita syotettyyn lauseeseen pitaa vastata. Tamankaltainen ta-
pahtuma voitiin todentaa silla, mikali loss-arvo alkaisi kasvamaan laskemisen sijasta.
Tata kutsutaan englanninkielisissa teksteissa nimella overfitting eli ylioppiminen.
Tensorboardista samalla my0os voitiin havaita milld prosentilla botti osasi tuottaa vas-
tauksia nahtyihin lauseisiin, kuin my6s tuntemattomiin lauseisiin. Tensorboardissa
|oytyvasta accurancy-arvosta nahtiin botin ennalta ndhtyjen lauseiden oikeanlainen
vastaaminen, ja validation accurancy kertoi ennalta tuntemattomiin lauseisiin oike-

anlainen vastaaminen (Kuvio 23).

TensorBoard SCALARS ~ GRAPHS INACTIVE pal(c¢ - A(0)
(] Show data download links Q-+
Ignore outliers in chart scaling
*/ (malformed regular expression)

Tooltip sorting method: default

avg_train_ace avg_valid_ace optimization/loss
Smoothing

— e 06

Horizontal Axis
Runs SEER SER DEQ
Writ Name Smoothed Value Step Time Relative

avg_train_acc
O pos Layer
[J O negativefinal-1Layer avg_valid_acc
© training optimization

Kuvio 23. Tensorboard



30

Tensorboardista myds pystyttiin ndkemaan verkon flow-malli, joka esitti kuinka tieto

kulkee neuroverkossa (Kuvio 24).

optimization

uongAttenti

conmuzaton embe decode
T by . accese (memory. la...

EmbedSequ sisissi Variable T oatiniracon masks

RROENBER @ ™0 miolD | ooy e

Kuvio 24. Tensorboard flow-kaavio

6.2 Ymparisto

Chattibotin toimintaymparisto koostui erillisista palvelin implementaatioista. Itse
botti pystyi toimimaan alustariippumattomasti milla vain laitteella, johon on asen-
nettu python ohjelmointikieli sekd Tensorflow koneoppimiskirjasto. Botin sovellus on
suunniteltu niin, etta se kdayttdaa kommunikoimiseen eri alustojen ohjelmointirajapin-
toja. Nain ollen botti voitaisiin liittda mihin tahansa sosiaalisen median palveluun, mi-
kali kyseisesta alustasta vain 16ytyy ohjelmointirajapinta tuki. Tutkimuksessa kaytet-
tiin viestien ja keskustelujen luomiseen avoimen lahdekoodin GNU social-mikroblog-
gaus alustaa, joka on ominaisuuksilta Twitterin tapainen. GNU socialista 16ytyy ohjel-
mointirajapinta, joka on hyvin samankaltainen kuin Twitterilla. Virtuaaliymparistona
kdytettiin Oracle VM VirtualBox virtualisointi alustaa, jota ajettiin normaalilla poyta-

koneella.

Pelkastdan botin oma ymparisto koostui linux virtuaalikoneesta, johon oli kdyttojar-
jestelmaksi asennettu ubuntu. Botin neuroverkko oli siirretty verkko ja ndin ollen val-
miiksi koulutettu erillisella tehokkaammalla ndayténohjaimisella tydasemalla. Virtuaa-
likoneella toimiakseen botti ei vaatinut suuria laskentatehoja vaan pystyi pyérimaan
vain pelkdn prosessorin voimin. GNU socialin ymparisto koostui linux palvelimesta,

johon oli kayttojarjestelmaksi asennettu debian (Kuvio 25). Debian palvelinkoneelle
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asennettiin MariaDB-tietokanta, jota GNU social kaytti viestien ja kdyttdjien tallenta-

miseen.

{or000s % B |

| 07777783 | . [E |

| [ J M | |

| |

______ Ububtu virtuaalikone, Botti

Debian virtuaalipalvelin, GNU Social

VirtualBox virtuaalinen kytkin

Kuvio 25. Virtuaaliymparisto

6.3 Datan prosessointi

6.3.1 Keskusteluominaisuuden datan prosessointi

Botin koulutusdata koostui eri hotellien arvosteluista, jotka saatiin hankittua Kaggle-
datapankki palvelusta. Datajoukosta suodatettiin vain arvostelut, jotka olivat positii-
visia tai negatiivisia kdyttaen pythonin pandas-kirjastoa. Positiiviset seka negatiiviset
viestit eriteltiin omiksi koulutusdatajoukoiksi. Kumpaankin koulutusdatajoukkoon

loppujen lopuksi muodostui 8000 eri arvostelua, josta 1600 viestia kdytettiin neuro-

verkon koulutuksen testaamiseen ja arvioimiseen.

Neuroverkkoa koulutettaessa sen koulutusdata ladataan tekstitiedostosta muistiin,
josta jokaiselle erilaiselle sanalle annetaan uniikki kokonaisluku arvo. Nama uniikit
numeroarvot tallennetaan sittemmin listaan, josta niita voidaan hakea tarvittaessa.
Nadin teksti saadaan muunnettua numeraaliseen muotoon, jotta neuroverkko ymmar-
taisi syotteen sekd myohemmasséa vaiheessa neuroverkon tuloste saadaan muunnet-
tua takaisin tekstimuotoon. Kun jokaiselle sanalle on saatu annettua numeraalinen
arvo, voidaan lauseet muuntaa numerolistaksi, jossa sana korvataan sille maaritellylla
numerolla. Taman jalkeen kaikki numerolistat tasataan samanpituisiksi selvittamalla

pisin lause datasta. Tasaus tapahtuu lisdamalla tdytemerkin numeraalinen arvo
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muunnettujen numerolistojen alkuun tai loppuun. Taytemerkki on varattu numerolla
nolla. Taman lisdaksi muita erikoismerkkeja on koulutusdatan aloitus- ja lopetus-
merkki, jotka lisatddn decoderin koulutusdatan lauseiden alkuun ja loppuun. Nama
merkit voivat olla mita vain ja niita kdaytetdaan maarittamaan, milloin neuroverkko lo-

pettaa tai aloittaa lauseen.

6.3.2 Kielenkdaantamisen datan prosessointi

Botin kielenkdaantamisen koulutusdata kerattiin monista eri ldhteista. Osa keskuste-
luominaisuuden koulutusdatasta kaannettiin suomeksi kayttaen Google kaantajaa.
Tama tehtiin siitd syystd, ettd kdantdjan sanavarastoon saatiin kerattya sanoja, jotka
esiintyisivat keskusteluissa. Ndin varmistuttiin siitd, etta botin tuottamista sanoista
suurin osa pystyttdisiin tunnistamaan ja kyseinen lause ndin ollen kdantamaan jarke-

vasti.

Kielenkdaantamisen koulutusdata kasiteltiin tismalleen samalla tavalla kuin keskuste-
luominaisuuden koulutusdata. Ensimmaiseksi data siis ladattiin tekstitiedostosta
muistiin. Taman jalkeen kummastakin kielesta poimittiin uniikit sanat, jotka tallen-
nettiin sanalistaan ja samalla sanoille annettiin oma uniikki kokonaisluku arvo. Seu-
raavaksi tekstimuotoiset lauseet muunnettiin numeraaliseen muotoon, jonka jalkeen
lauseet tasattiin samanpituisiksi. Tassa vaiheessa siis data oli siind muodossa, etta
sitd voitaisiin kayttaa koulutuksessa. Encoderin data koostui kdannettavan kielen sa-

noista ja decoderin data koostui kddnnetyn kielen sanoista.

6.4 LSTM RNN-neuroverkko

Botin neuroverkko suunniteltiin kdyttamaan sequence to sequence-mallin mukaista
RNN-neuroverkkoa, jolloin lopullinen neuroverkko koostui encoder ja decoder-ver-
koista. Kummatkin neuroverkot koostuivat omista LSTM-soluista, joita oli mahdollista
my0s pinota paadllekkdin. Pinoamisella saavutettiin syvempi datan analysointi. Se-
guence to sequence-mallin mukainen RNN-verkko valittiin toteutustavaksi, koska silla

oli hyva toteuttaa seka keskusteluominaisuus kuin myds kielenkdaantaminen.
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Sequence to sequence-malli onkin yksi kdytetyimmista tavoista luoda chattibotteja

tai tehda omia kielikaantajia.

Ennen kuin RNN-neuroverkolle annettiin syotteita, ne syotettiin ensin embedding-
kerrokselle, jonka toiminnallisuutena on muodostaa sanoista sanavektoreja (Kuvio
26). Nain neuroverkko pystyisi helpommin hahmottamaan lauseiden rakennetta seka
lauseen kontekstia. Samalla embedding-kerroksella saavutettiin syotteen saaminen
pienempddan muotoon. Mikali embedding-kerrosta ei olisi kdytetty olisi talléin annet-
tava syote jouduttu muotoilemaan neuroverkolle one-hot-enkoodattuna vektorina.
One-hot-enkoodaus menetelmaa emme halunneet kayttaa silla vektorit voivat ndissa
kasvaa suuriksi, mikali sanavarasto on suuri. One-hot-enkoodattu vektori mydskaan
ei ole laskennallisesti jarkevaa kayttaa verrattuna embedding matriisiin. Embedding-
kerroksen kouluttaminen aloitettiin tyhjasta, jolloin kerros oppi sanoja ja ndiden mer-
kityksia toisistaan koulutuksen yhteydessa. Tassa olisi myods mahdollisuutena ollut
kayttaa valmiiksi koulutettua embedding-kerrosta, kuten kayttaen esimerkiksi global
vectors for word representationia (GloVe), mutta tutkimuksessa paadyttiin loppujen

lopuksi tutkimaan neuroverkon omatoimista oppimista.

. Embeding Embeding Embeding
Embedd'ng kerros vektori vektori See vektori
Syote x4 Syote xo Syote xt

Kuvio 26. Syotteen antaminen embedding-kerrokselle

Kun lause on embedding-kerroksessa saatu muunnettua sanavektoreiksi, annetaan
kyseinen syote RNN-neuroverkon LSTM-soluille sanavektori kerrallaan (Kuvio 27).
Kun LSTM-solu on saanut suoritettua datan analysoinnin se siirtda aina tilansa seu-
raavalle LSTM-solulle. Tata tilaa sittemmin seuraava LSTM-solu kayttaa hyvaksi muo-

dostaessaan tulostetta. Ndin LSTM-solut saavat hyodynnettya edellisien sanojen
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jarjestysta seka merkitysta. Chattibotissa emme kuitenkaan olleet kiinnostuneita en-

coderin tulosteista vaan halusimme pelkastdan siirtda encoderin LSTM-solujen keraa-

man tiedon decoderi-neuroverkolle.

Encoder kerros

Embedding kerros

Kuvio 27. Sanavektorien sy6ttaminen encoder-kerrokselle

LSTM }—> LSTM
K
Embeding Embeding
vektori vektori
Syote x4 Syote xo

LSTM

Embeding
vektori

Syote xt

Kun Encoder kerros on kdynyt lauseen sanat lavitse ja antanut aina LSTM-solun tilan

seuraavalle solulle, tdman jalkeen encoder-kerros syottaa LSTM-solujen tilan de-

coder-kerrokselle (Kuvio 28). Ennen kuin decoder tuotti tulosteita lisdsimme my0ds

luong attention mekanismin neuroverkkojen viliin, joka auttaa tulosteen luomisessa.

Attention mekanismi
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|

Syote xq

Syote x;

LSTM  |——>

LSTM >

LSTM

Embeding
vektori

Syote Xt

LSTM

Decoder kerros

Kuvio 28. Encoderin LSTM-solujen tilan kopioiminen decoderin LSTM-soluille



35

Attention mekanismia hyddynnettdessa encoderin LSTM-solujen tulosteisiin yhdiste-
taan decoderin sen hetkisen LSTM-solun tuloste. Tdman jalkeen nama yhdistevekto-
rit pisteytetdan ja luodaan niin sanottu kontekstivektori, josta saadaan selville mihin
encoderin LSTM-solun tulosteen sanaan keskitetaan eniten huomiota. Tata konteksti-
vektoria decoderi kayttaa hyviaksi, kun se syottaa lopullisen tulosteen softmax-ker-
rokselle. Taman lisdksi kontekstivektori yhdistetdaan seuraavan decoderin LSTM-solun
syoOtteen kanssa, jolloin seuraava decoderin LSTM-solu tietdd mihin encoderin sanaan
viimeksi keskitettiin eniten huomiota. Tama tapahtuu jokaisessa decoderin LSTM-

solun vaiheessa, kunnes decoderi on saanut tulostettua koko lauseen (Kuvio 29).

Tuloste Tuloste Tuloste
Attention mekanismi Konteksti vektori Se8 Softmax kerros
T T T . 1 1 re
! | |
Encoder kerros LsTM oF LS™M oo LS™M [—r=> LSTM [Ere>l  LSTM oo LS™ | Decoder kerros
==
. Embeding Embeding Embeding Embeding Embeding Embeding .
Embeddmg kerros vektori vektori AL vektori vektori vektori O vektori Embeddmg kerros
Syote xq Syote xp Syote x Syote xq

Kuvio 29. Neuroverkon toiminta kokonaisuudessaan havainnoituna

Decoderin softmax-kerroksesta otetaan aina todennakoisin sana, joka on lopullinen
lauseen sana. Suurimman arvon omaava sana ei valttamatta aina ole paras mahdolli-
nen sana lauseen kannalta, ja ndin ollen tdssa olisi voitu kayttda beam search (ks. 8.4)

menetelmaa, jolloin sanoja olisi voitu poimia lauseen kannalta jarkevimmin.
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6.5 Botin kdayttaminen

Koulutuksen jalkeen neuroverkko voitiin siirtda virtuaalikoneelle, jossa bottia ajettiin.
Botin kdynnistamiseen tarvittiin komentoriviltd ajaa kdynnistystiedosto. Botille voitiin
my0s asetustiedostoon maaritella erilaisia asetuksia, kuten haluttu GNU social-palve-
limen osoite seka kdyttdja kyseiseen palveluun. Samalla voitiin myds maaritellda mah-
dollinen haluttu propaganda sanalista, jolloin mikali botti tunnistaa keskusteluista ky-
seisid sanoja kayttaisi botti talléin propagandalla koulutettua neuroverkkoa kyseiseen
viestiin. Botti nouti maaritellyn véliajoin viesteja GNU social-palvelimelta kayttden
omaa API-kirjastoaan. Botti myds samalla piti kirjaa mita viesteja oli haettu, jolloin
sen ei tarvinnut aina hakea kaikkia viesteja palvelimelta. Viestin kielentunnistami-
sessa kaytettiin pythonista |0ytyvaa kielentunnistus kirjastoa ja mikali kieli tunnistet-
tiin suomeksi, botti kaytti kielenkadntamisen neuroverkkoa talldin omassa vastauk-
sessa. Silla vastaus ominaisuus oli koulutettu pelkastaan englanninkielisilla lauseilla,
taytyi GNU social-palvelimelta haetut suomenkieliset viesti kdantaa englanniksi,
jonka jalkeen englanninkielinen teksti syotettiin keskustelu neuroverkolle. Tastéa saa-
tava vastaus sittemmin syo6tettiin kielenkdaantamisen neuroverkolle, joka kdansi vas-
tauksen suomenkielelle. Lopuksi suomenkielinen vastaus lahetettiin palvelimelle

kayttaen APIl-kirjastoa.

API-kirjasto sisalsi kutsujen lahetysfunktiot, joita botti siis tarvitsi kommunikoimi-
seen. Kolme tarkeinta funktiota olivat kayttdjan tunnuksien tarkistaminen, viestien
noutaminen sekd ndiden ldhettaminen. Botin kdynnistyessa ensimmaiseksi tarkistet-
tiin tunnuksien toiminta kayttden tunnuksien tarkistus polkua, joka otti parametreina
kayttajan salasanan seka kdyttdjatunnuksen. Gnu social-palvelimen viestit haettiin
kdyttden public timeline polkua. Kyseisen polun kutsuun voitiin myoés maarittas,
kuinka monta viestia haettiin palvelimelta. Viesteihin vastaaminen tapahtui kdyttdaen
status update polkua, johon maériteltiin [ahetettava viesti seka vastattavan viestin

uniikki tunniste.

Vastausta luodessa botti pilkkoi haetun viestin sanat listaan. Taman jdlkeen lista
muunnettiin numeraaliseen muotoon kayttden koulutusvaiheessa luotua sanastolis-

taa. Mikali noudettu viesti sisdlsi tuntemattomia sanoja, joita botin koulutusdatassa
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ei esiintynyt nama merkittiin <UNK> merkilla. Kyseinen merkki on vain taytesana,
jotta neuroverkko voisi kasitelld sanoja, joita se ei entuudestaan tieda. Taman jalkeen
muunnettu sanalista syotetdan neuroverkolle, ja sanoja poimittiin lauseeseen niin

kauan kunnes neuroverkko tuotti <EOS> lopetusmerkin (Kuvio 30).

@AI Bot version: 1.0.0

# Initializing bot

# Reading config file

# Starting bot

# Verifying user credentials
# User credentials verifyed
#
#
#
©

Receiving gnu server public timeline
Receiving gnu server user timeline
Generateing answer to tweet

# Positive
2019-04-16 20:34:20.534962: I tensorflow/core/platform/cpu_feature_guard.cc:141] Your CPU support
s instructions that this TensorFlow binary was not compiled to use: AVX2

Debug - Input
Word Ids: [4339, 2202, 1583, 444]
Sentence: ['was', 'the', 'hotel', 'good']

Debug - Prediction
Word Ids: [10, 210, 2452, 4399, 5154, 2452, 2665, 1466, ]
Sentence: nice room and freindly staff and good breakfast
Posting reply
Tweet posted
Bot sleeping 10 second

Test user
‘w’ was the hotel good
few se ds ago from web [permalink

g Airinreplyto
nice room and freindly staff and good breakfast

Kuvio 30. Botin kdyttaminen terminaalista

7 Tulokset

Lopputuloksena saatiin melko lupaavia seka hyédynnettavia tuloksia. Botti saatiin toi-
mimaan tdysin itsendisesti omassa toimintaymparistossaan eika se ollut riippuvainen
ulkopuolisista palveluista keskustellakseen henkildiden kanssa. Botti ymmarsi seka

englannin- ettd suomenkielisia viesteja ja osasi myds antaa vastauksensa kyseisilla
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kielelld. Kielenkdantamisen ominaisuus saatiin toimimaan jopa odotettua paremmin

huomioon ottaen kaytetyn koulutusdatan kokoon nahden.

Botin keskusteluominaisuus on raskaasti riippuvainen opetusdatan laadusta ja maa-
rastd. Keskustelujen tuloksiin myos vaikuttaa datan monipuolisuus, mikali halutaan
luoda ihmismadinen vastaaminen. Koulutusdata taytyisi myos koostua normaaleista
keskusteluista, jolloin botti vastaisi enemman ihmismaisesti. Botin tehovaatimus yl-
latti positiivisesti, silla sita oli mahdollista ajaa pelkdn prosessorin voimin, mikali

verkko oli valmiiksi koulutettu.

Attention mekanismin hyodyntaminen neuroverkossa testien mukaan paransi huo-
mattavasti botin vastauksen tuottamista verrattuna versioon missa sita ei kdytetty.
Botti osasi monipuolisemmin vastata erilaisiin syotteisiin seka muotoilla lauseita jar-
kevammiksi. Tutkimuksessa kaytettya datajoukkoa kdytettaessa huomasimme, etta
mikali attention mekanismia ei kdytetty botti padsaantoisesti vastaili samankaltaisiin
viesteihin melko samalla tavalla. Tassa toki joudutaan huomioimaan se, etta data-
joukko sisélsi paljon samankaltaisia vastauksia ja olivat rakenteiltaan samantyyppisia.
Tasta huolimatta attention mekanismia kdytettdessa botti osasi selkedsti erottaa
viesteista tarkeita kohtia ja ndin ollen itse tuottamaan selkeasti eroavia ja jarkevam-

pid vastauksia aiempaan verrattuna.

8 Pohdinta

8.1 Keskusteluominaisuuden datajoukko

Keskusteluominaisuudessa kadytetty datajoukko oli heikonpuoleinen, mikali keskus-
telu poikkesi hotelliarvosteluista. Silla datajoukko ei pitédnyt sisalladn normaalia kes-
kustelumaista rakennetta, botille ei voitu ndin ollen kirjoittaa keskustelumaisia vies-
teja vaan viestien taytyi olla arvosteluun liittyvia, jotta saatiin jarkeva vastaus ai-
kaiseksi. Datajoukolla oli kuitenkin helppo havainnollistaa propagandamainen vies-
tintd negatiivisien arvostelujen ansiosta. Mikali botti haluttaisiin pystya tuottamaan
normaalia keskustelumaista kanssakaymistd, talléin voitaisiin ennemmin kayttaa esi-

merkiksi foorumeilla esiintyvia keskusteluja koulutusdatajoukkoina.
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8.2 Kielenkaantamisen datajoukko

Botin kielenkdadantamisessa kaytetty datajoukon oikeaoppinen lauserakenne eri lau-
seissa hieman vaihteli, silld osa datasta kdannettiin kdyttden Google kdantajaa ja
kaikkia lauseita ei ehditty tarkistamaan vaan luotettiin Google kddntdjan kadanndsten
oikeellisuuteen. Keskusteluominaisuuden datajoukkoon verrattuna kielenkdantajan
datajoukko oli kuitenkin parempi laatuinen, silla se sisalsi paljon erilaisia lauseita eri
aihealueista. Kielenkdantamisen datajoukko oli niin sanotusti helpompi kasata, silla
tarvittiin vain saada kasattua paljon erilaisia lauseita, joiden ei tarvinnut liittya tiet-
tyyn aihealueeseen. Kielenkdantdjassa myds beam search ominaisuus olisi tuonut pa-
remman lopputuloksen kadntamiselle. Nain oltaisiin myos saatu luotua mahdollisia

kaanndsvariaatioita, jotka tarkoittavat samaa mutta ovat esitettyna eri tavoin.

8.3 Keskusteluominaisuuden RNN-neuroverkko

Botin keskusteluominaisuuden RNN-neuroverkossa oltaisiin voitu myos testata ta-
paa, jossa encoderi seka decoderi jakavat saman embedding-kerroksen. Tama toimisi
keskusteluominaisuuden RNN-neuroverkossa siitd syysta, etta sekd encoderi ja de-
coderi teoriassa kasittelevat samaa asiaa eli englanninkielen lauseita. Ndin embed-
ding-kerrosta oltaisiin saatu koulutettua paremmin verrattuna erillisiin embedding-
kerroksiin sekd embedding-kerroksen sanastotieto olisi kasvanut suuremmaksi. Botin
jatkokehityksen kannalta olisi hyva toteuttaa jatkokoulutus ominaisuus, jossa koulu-
tetun verkon painotukset voitaisiin palauttaa ja ndin ollen jatkaa koulutusta uudella
datajoukolla. Kyseinen ominaisuus tapahtuisi kdayttaen Tensowflowista 10ytyvaa kaa-
vion palautus ominaisuutta. Keskusteluominaisuudessa sanalistat olisi my6s voitu yh-
distaa, jolloin ei olisi ollut encoderille seka decoderille omia sanalistoja. Tama vaatisi
sen, etta keskusteluominaisuudelle jouduttaisiin talléin tekemaan omaa sequence to

sequence-neuroverkko, jota ei voitaisi kdyttaa kielenkdaantamisessa.

8.4 Beam search

Botti kdytti lauseen muodostamiseen niin sanottua greedy search menetelmas, joka

valitsee todennakoisimman sanan softmax-kerroksen antamasta vektorista. Taman
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tavan etuna on sen nopeus, mutta samalla lauseen muodostaminen saattaa karsia
silld valttamatta todenndkdisin sana ei ole paras vaihtoehto. Beam search olisi tuonut
etuna paremman lauseen muodostamisen, silld se ottaa huomioon sanoille sopivia
sanapareja. Beam search luo puumaisen rakenteen sanoille, jossa haarat ovat par-
haimpia ehdotuksia lauseen seuraavaksi sanaksi. Yksinkertaisuudessaan beam search
toimii niin, ettd decoderin ensimmainen LSTM-solun tuloste sydtetdan normaalisti
softmax-kerrokseen, josta saadaan sanojen todennakaoisyysvektori. Tastd vektorista
tallennetaan muistiin ennalta maaritelty maara sanoja. Taman jalkeen decoderin seu-
raavalle LSTM-solulle syotetdadan muistiin tallennetut sanat yksi kerrallaan ja vertail-
laan softmax-kerroksen todennakoisyysvektoreja. Naista vektoreista poimitaan maa-
ritelty maara todenndkdisimpia sanoja, jotka tallennetaan muistiin kyseisen aloitus-
sanan jatkeeksi. Tata jatketaan niin kauan, kunnes neuroverkko luo lopetusmerkin
lauseille. Beam search voi muodostaa yhdelle sanalle useamman haaran ehdotettuja
sanoja, mutta jokaisessa vaiheessa kerataan kuitenkin vain maaritelty maara sanoja

(Kuvio 31). (Mishra 2018.)

<G0> H, H Ha Hg H; <EOS >

Kuvio 31. Beam search, jossa muistiin tallennettava sanamaara on kolme
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Nain ollen, mikali beam search tapaa olisi kaytetty botin lauseen muodostaminen
olisi saatu hienosdadettya. Samalla oltaisiin mahdollisesti saatu saavutettua moni-

puolisempi vastaus kokonaisuus botille kuin mita greedy search vaihtoehto tarjosi.

8.5 Havaintoja

Mielestani tutkimuksessa saavutettiin haluttuja lopputuloksia seka saatiin arvokasta
tutkimusdataa chattibottien toteuttamisesta. Haastavaksi tutkimuksessa osoittautui
oikeanlaisen datajoukon l6ytaminen ja rakentaminen, jotta propagandamainen infor-
maatiovaikuttaminen saatiin selkeasti nakyviin viesteissa. Myos mikali beam search
ominaisuutta olisi kaytetty botin tuottamat vastaukset olisivat voineet olla kieliopilli-
sesti hieman parempia seka viestien kontekstin muodostaminen olisi voinut parantua

nykyiseen nahden.

Tutkimuksessa hyvana lisana olisi voinut myds olla selvittaa valmiiksi koulutettujen
embedding-kerroksien vaikutus botin tekstintuottamiseen nykyiseen toteutusmalliin
nahden. Samalla olisi voinut vertailla ndiden kahden mallin tuloksia keskenaan ja ha-
vainnoida mahdollinen vaikutuksen suuruus. Tahan toki oltaisiin vaadittu suurempi
datamaara, jotta saataisiin luotettavia tuloksia. Valmiiksi koulutetuissa embedding-
kerroksissa etuna tulisi botille heti aloituksessa laaja tietdmys sanoista ja ndiden suh-
teita toisiin sanoihin. Esimerkkina GloVe, jossa suurimmassa télla hetkelld saatavilla
olevista koulutetuista malleista on kdytetty 1,2 miljoonaa eri sanaa ja koulutus on ta-

pahtunut 2 miljardilla Twitterin twiitilla.
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1 Lahtékohdat

Toimeksiantajana toimi Jyvaskyld Security Technology, joka on itsendinen kyberturvallisuuden
tutkimus-, kehitys- ja koulutuskeskus. Jyvaskyla Security Technology toimii osana Jyvaskylan
ammattikorkean IT-instituuttia. Jyvaskyla Security Technologyn osaamisalueita ovat
kyberturvallisuus, tietoturvapoikkeamien hallinta, kehittyvat teknologiat ja informaatioteknologiat.

(About Us n.d.)

Toimeksiantona oli luoda informaatiovaikuttamista chattibottien avulla RGCE:hen. Viestialustana
toimi GNU social-palvelu, jossa bottien taytyi pystya reagoimaan tuleviin viesteihin, sekd naiden
vastaus toiminnallisuutta taytyi pystya sadatamaan halutulla tavalla. Bottien haluttiin myds osata
reagoida seka suomenkielisiin ettd myds englanninkielisiin viesteihin. Mikéli viesti annettiin
suomeksi, botin taytyi talldin myds osata antaa oma viestinsa suomenkielisessa muodossa. Ndin
ollen botille jouduttiin toteuttamaan oma kielikaéntaja kayttden neuroverkkoja, joka ei tukeutuisi

ulkopuolisiin palveluihin.

Kaytetty ohjelmointikieli seka botin toiminnallisuuden toteutustapa oli vapaasti valittavissa. Botin
koulutusdata kerattiin Kaggle nimisesta palvelusta, josta I6ytyy eri tyyppisia ja valmiiksi kasattuja
datapaketteja erilaisista tietoldhteistd. Datajoukkoja koottiin ja muokattiin niin, ettd lopputuloksena
koettiin saavan tarpeeksi sisdltda botin koulutukseen. Datajoukko taytyi saada kasattua
monipuoliseksi, jotta botti saataisiin vastaamaan selkedsti seka osaisi ymmartad suomenkielistd ja

englanninkielista tekstia.
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2 Toteutus

2.1 Chattibotti

Chattibotti toteutettiin kdyttaen python ohjelmointikieltd seka Tensorflow koneoppimiskirjastoa.
Tensorflow valittiin siksi, etta siita I0ytyy kattava kokoelma erilaisia valmiita koneoppimismoduuleja.
Moduuleja oli helppo yhdistella toisiinsa ja ndin ollen mahdollista luoda monimutkaisiakin
neuroverkkoja. Botti suunniteltiin toimimaan alustariippumattomasti kdyttaen palveluiden
ohjelmointirajapintoja, jolloin itse bottia ei oltu sidottu toimimaan vain yhdessa palvelussa. Nain
bottia olisi my6s mahdollista kdyttad missd vain palvelussa, joka tarjoaa kelvollisen

ohjelmointirajapinnan.

Botin koulutusdatana kdytettiin Kagglesta ladattua hotelliarvostelu datajoukkoa. Datajoukosta
suodatettiin vain arvostelut, jotka olivat positiivisia tai negatiivisia kdyttden python pandas kirjastoa.
Pandas kirjastolla oli helppo késitella csv tiedostoja ja poimia haluttuja asioita. Positiiviset seka
negatiiviset viestit eriteltiin omiksi koulutusdatajoukoiksi. Botti kdytti positiivisilla viesteilla
koulutettua neuroverkkoa normaaliin kanssakdymiseen ja negatiivisilla viesteilla koulutettua
neuroverkkoa propagandamaiseen viestintaan. Kumpaankin koulutusdatajoukkoon loppujen lopuksi
muodostui 8000 eri arvostelua per joukko, josta 1600 viestia kaytettiin neuroverkon koulutuksen
testaamiseen ja arvioimiseen. Neuroverkkoa koulutettaessa sen koulutusdata ladataan
tekstitiedostosta muistiin, josta jokaiselle erilaiselle sanalle annetaan uniikki kokonaisluku arvo.
Sanojen muuntaminen uniikkeihin kokonaislukuihin tarvittiin siitd syysta, ettd neuroverkko ei
ymmarrd tekstimuotoista dataa, sekd embedding-kerros pystyisi muuntamaan sanan vektoriesitys
muotoon. Nama uniikit numeroarvot tallennetaan sittemmin listaan, josta niitd voidaan hakea
tarvittaessa. Kun jokaiselle sanalle on saatu annettua numeraalinen arvo, voidaan lauseet muuntaa

numerolistaksi, jossa sana korvataan sille maaritellylld numerolla (ks. Kuvio 1).
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1. Vocabulary = (the: I, quick: 2, brown: 3, fox: 4, jumps: %, over: &, lazy: 7, dog: o

/ Lause: the quick brown fox jumps cver the lazy dog
3. sequences = (1, 2, 3, 4, 5, 6 1, 7, 8]

Kuvio 1. Sanalista

Taman jalkeen kaikki numerolistat tasataan samanpituisiksi selvittdmalla pisimman lauseen
datajoukosta. Numerolistojen tasaus tapahtuu lisdédmalla taytemerkin numeraalinen arvo
muunnettujen numerolistojen alkuun tai loppuun. Taytemerkki on varattu numerolle nolla. Tdman
lisaksi muita erikoismerkkeja on aloitus- ja lopetusmerkki. Ndma merkit voivat olla mita vain ja naita
kdytetaan maaritellessa, milloin neuroverkko aloittaa tai lopettaa lauseen. Aloitusmerkki lisattiin

jokaiseen nimikkodatan lauseen alkuun ja lopetusmerkki lisattiin lauseiden loppuun.

Botin neuroverkko arkkitehtuuri perustui sequence to sequence-malliin, jolloin lopullinen botin
neuroverkko koostui kahdesta eri neuroverkosta (ks. Kuvio 2). Naitd kahta neuroverkkoa kutsutaan
encoderiksi ja decoderiksi. Kummatkin neuroverkot koostuvat omista Long Short Term Memory
(LSTM) -soluista, joita voitiin pinota paallekkdin ndin halutessaan. Tama mahdollistaa verkolle
tarkemman datankasittelyn seka havainnoinnin, joka johtaa parempaan oppimiseen. Tassa kuitenkin
pitda ottaa huomioon se, etta mikali verkko on liian suuri botti ei endé suoranaisesti opettele uusia
asioita vaan pyrkii varastoimaan kaiken tiedon LSTM-soluihin. LSTM-solujen pinoamistoiminto oli
helppo toteuttaa, silla Tensorflowista I6ytyi valmis funktio talle. Funktiolle vain tarvitsi kertoa
haluttujen kerrosten maéra ja syottad maaritelty LSTM-solu. Sequence to sequence-malli valittiin
toteutustavaksi, koska silla oli hyva toteuttaa seka keskusteluominaisuus, kuin myos
kielenkdadantaminen. Sequence to sequence-malli onkin yksi kdytetyimmista tavoista luoda

keskustelubotteja, kuin myos tehdd omia kielikaantajia.
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Encoder kerros Decoder kerros

Embedding kerros vektor vektor vetor vektor veit Embeddinglkaice
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Kuvio 2. Encoder ja Decoder mallin kuvaus

Ennen encoderin LSTM-solu kerrosta koulutusdata sydtettiin ensin embedding-kerrokselle, jonka
toiminnallisuutena oli muodostaa sanoista sanavektoreja. Ndin neuroverkko pystyisi helpommin
hahmottamaan lauseiden rakennetta seka lauseen kontekstia. Embedding-kerros mahdollistaa
sanojen samankaltaisuuden tutkimisen, silla samankaltaiset sanat esiintyvat kolmiulotteisessa
koordinaatistossa ldhempana toisiaan verrattuna muihin sanoihin (ks. Kuvio 3). Esimerkkind sanat

kuningas ja mies esiintyisivdt ldhempana toisiaan verrattuna sanoihin kuningatar ja nainen.

Kuvio 3. Sanat | koordi istossa
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Samalla embedding-kerroksella saavutettiin sydtteen saaminen pienempaan muotoon, silld mikali
embedding-kerrosta ei olisi kdytetty syote olisi jouduttu muotoilemaan neuroverkolle one-hot-
enkoodattuna vektorina. One-hot-enkoodattujen vektorien ongelmaksi chattiboteissa muodostuu
niiden koko, jotka voivat kasvaa suuriksi, mikali sanavarasto on suuri. One-hot-enkoodattu vektori
my0skaan ei ole laskennallisesti jarkeva verrattuna embedding matriisiin. Embedding-kerrokselle
olisi mahdollista ladata valmiiksi koulutettuja embedding-kerroksen painotuksia kdyttden esimerkiksi
global vectors for word representationia (GloVe). Pdddyimme kuitenkin testaamaan botin itsendistd
oppimista, jolloin kerroksen kouluttaminen aloitettiin tyhjasta. Nain ollen, kun bottia aloitetaan
kouluttamaan embedding-kerros oppi sanoja ja ndiden merkityksia toisistaan koulutuksen
yhteydessa. Embedding-kerroksen jdlkeen, kun sanat on saatu muunnettua sanavektoreiksi,

annetaan kyseinen sydte encoderin LSTM-soluille sanavektori kerrallaan (ks. Kuvio 4).

Encod er kerros LSTM |} LSTM Y LSTM
K
- Embeding Embeding Embeding
Embedding kerros | = ¢ veKtori eee vektori
Syote x4q Syote xp Syote xy

Kuvio 4. Embedding- ja LSTM kerros

LSTM-solu kasittelee sy6tteen ja laittaa muistiin asioita, joita se pitaa tarkeana. Taman jalkeen LSTM-
solu siirtaa tilansa seuraavalle LSTM-solulle. Tata tilaa sittemmin seuraava LSTM-solu kadyttaa hyvaksi
muodostaessaan tulostetta. Nain LSTM-solut saavat hyodynnettya edellisien sanojen jarjestysta seka
merkitysta lauseeseen. Encoderin avulla pystymme analysoimaan RNN-neuroverkolle tulevia
syotteitd ja antamaan kaiken opitun tiedon decoderin LSTM-soluille (ks. Kuvio 5), jotka tuottavat
vastauksen annetulle syotteelle. Ndin decoderin ensimmadinen LSTM-solu, joka aloittaa vastauksen

tuottamisen tietda encoderin syotteiden sisallot ja tarkeimmat poimitut asiat syotteista.
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|
LsTu H LsTu LsTu H LSt H LsT eoe Ls™ | Decoder kerros

Encoder kerros oo

¢ Embeding | | Embeding Embeding
Embedding kerros | "\ veKton L veHtori
Syote xq Syote xp Syote xt

Kuvio 5. Encoderin tilan antaminen decoderin LSTM-solulle

Decoderi-kerrosta kaytettdessa koulutusdata syotetdan decoderin omalle embedding-kerrokselle.
Toimenpide on taysin samanlainen kuin encoderin embedding-kerroksella, mutta sy6tettava data on
nimikkodatajoukko. Nimikkodatajoukko on siis niin sanotusti oikea vastaus minka botin haluttaisiin
antavan encoderilta saadun tilan perusteella. Embedding-kerroksen jélkeen decoderin ensimmainen
LSTM-solun tila alustetaan encoderin viimeisen LSTM-solun tilalla. Enne kuin decoderin LSTM-solu
tuottaa lopullisen tulosteen sen hetkisestd LSTM-solusta saatava tuloste sydtetdan luong attention
mekanismille. Attention mekanismia hyodynnettdessa encoderin LSTM-solujen tulosteisiin
yhdistetdan decoderin sen hetkisen LSTM-solun tuloste. Tdman jalkeen nama yhdistevektorit
pisteytetaan ja luodaan niin sanottu kontekstivektori, josta saadaan selville mihin encoderin LSTM-
solun tulosteen sanaan keskitetaan eniten huomiota. Tama on hyodyllista silla lauseen kannalta jokin
encoderin sana saattaa olla useamman kerran tarkeampi decoderin huomioida kuin muut sanat.
Kontekstivektoria decoderi kayttaa hyvaksi, kun se syottaa lopullisen tulosteen softmax-kerrokselle.
Taman jalkeen konteksti vektori myos yhdistetdaan seuraavan LSTM-solun syotteen kanssa, jolloin sen
hetkinen decoderin LSTM-solu tietdd mihin encoderin sanaan viimeksi keskitettiin enemman
huomiota (ks. Kuvio 6). Tdma tapahtuu jokaisessa decoderin LSTM-solun vaiheessa, kunnes decoder

on saanut tulostettua koko lauseen.

jamk.fi

Institute of Information Technology



54

0 011 0
/:191 J s s
0 oonas Lahteinen 9
©) JYVSECTEC. —
Jyvéskyla Security Technology el
—
Tuloste Tuloste Tuloste

Attention mekanismi | Konteksti vektori ‘ C;) ﬁ) ose é} Softmax kerros
l | | |

l I '
b

Embeding
vektori

Encoder kerros oo ece

Embeding Embeding

vektort

Embeding
veKtori

T T T U

Systex;  Sydtexs syote x Syote x;

Embeding
vekton

Embeding
vektori
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Kuvio 6. Attention mekanismi

Decoderin softmax-kerroksesta otetaan aina todenn&kdisin sana, joka on lopullinen lauseen sana.
Suurimman arvon omaava sana ei valttdmatta ole aina paras mahdollinen sana lauseen kannalta ja
ndin ollen tdssa olisi voitu kdyttdd beam search menetelmasg, jolloin sanoja olisi voitu poimia lauseen

kannalta jarkevimmin.
2.1.1 Chattibotin jatkokehitys

Suurimpana jatkokehityksena chattibotille olisi beam search menetelman lisaaminen greedy search
menetelman sijasta. Beam search olisi tuonut etuna paremman lauseen muodostamisen, silld se
ottaa huomioon sanoille sopivia sanapareja. Beam search luo puumaisen rakenteen sanoille, jossa
haarat ovat parhaimpia ehdotuksia lauseen seuraavaksi sanaksi. Yksinkertaisuudessaan beam search
toimii niin ettd decoderin ensimmainen LSTM-solun tuloste sydtetddn normaalisti softmax-
kerrokseen, josta saadaan sanojen todennakdisyysvektori. Tastd vektorista tallennetaan muistiin
ennalta maaritelty maara sanoja. Taman jalkeen decoderin seuraavalle LSTM-solulle sy6tetaan
muistiin tallennetut sanat yksi kerrallaan ja vertaillaan softmax kerroksen todennakoisyysvektoreja.
Naistad vektoreista poimitaan maaritelty maara todennakoisimpia sanoja, jotka tallennetaan muistiin
kyseisen aloitussanan jatkeeksi. Tata jatketaan niin kauan, kunnes neuroverkko luo lopetusmerkin
lauseille. Beam search voi muodostaa yhdelle sanalle useamman haaran ehdotettuja sanoja, mutta

jokaisessa vaiheessa keratdan kuitenkin vain maaritelty maara sanoja (ks. Kuvio 7).
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Kuvio 7. Beam search toiminta

N&in ollen, mikali beam search tapaa olisi kdytetty olisi botin lauseen muodostaminen saatu
hienosaadettya. Samalla oltaisiin mahdollisesti saatu saavutettua monipuolisempi

vastauskokonaisuus botille kuin mité greedy search vaihtoehto tarjosi. (Mishra 2018.)

Chattibotin kannalta my6s oikeanlainen datajoukon rakentaminen on erittdin tarkeds, jotta botti
osaisi tuottaa jarkevad sekd ihmismaistd keskusteludataa. Loppujen lopuksi botin vastauskyky on
kokonaan riippuvainen koulutusdatan laadusta seka sen sisallosta. Ihanteellisessa tapauksessa
datajoukko tulisi koostua monipuolisista keskusteluista. Ndin Botti oppii paremmin tunnistamaan
ihmismaista keskustelua seka oppii tunnistamaan lauseista sanoja tai sana jarkeistyksid, jotka
tarkoittavat samaa mutta ovat esitettyna eri muodossa. Samalla my6s botti oppii tunnistamaan
mitka pddsanat muodostavat kyseisen lauseen ja kuinka sen tyyppisiin lauseisiin kuuluisi vastata.
Datajoukko olisi myos hyva koostua eripituisista lauseista. Mikali kaikki lauseet ovat samanpituisia tai
koostuvat pelkdstadn pitkistd lauseista saattaa botin olla vaikea tuottaa omaa vastausta, kun se saa
suuresti poikkeavan syotteen verrattuna koulutusdataan. Samalla botti myds oppisi, etta vaikka
syOtelause saattaa olla lyhyt tdhan luotava vastaus saattaa olla pitkd. Koulutusdata maaraltaan olisi
hyva koostua suurikokoisista tekstitiedostoista, jotka olisivat sisalléltaan kuitenkin laadukkaita. Mita

enemman botille pystytddn opettamaan sen parempaan ja hienosdddetympaan lopputulokseen
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paastadisiin. Hyvana tutkimuksena olisi myos selvittaa valmiiksi koulutettujen embedding-kerroksien
vaikutus botin keskusteluominaisuuteen, kun koulutusdatajoukko on suurikokoinen.
Keskusteluominaisuuden neuroverkossa oltaisiin voitu myos kokeilla yhteista embedding-kerrosta.
Tama olisi nopeuttanut seka lisannyt embedding-kerroksen koulutusta. Yhteinen embedding-kerros
toimisi keskusteluominaisuudessa, silld seka encoderi ettd decoderi kasittelevat saman kielen

lauseita ja sanoja.

2.2 Kielenkadntija

Botin kielenkddntamisen ominaisuus kaytti tismalleen samaa sequence to sequence-mallin
neuroverkkoa kuin keskusteluominaisuus. Tahan paadyttiin siitd syysta, etta sequence to sequence
toimii erinomaisesti kieltenkddntamisessa sen vaiheittaisen datan analysoinnin takia. Googlen oma
kielenkadntaja myos pohjautuu sequence to sequence malliin. Samaa mallia voitiin myds soveltaa
siitd syystd, ettd keskusteluominaisuus seka kielenkddntamisominaisuus ovat kdytannossa
samanlaisia toimintoja, jossa keskusteluominaisuus antaa vastauksen ja kdantaja kdantaa lauseen
toiselle kielelle. Kielenkdantaminen tapahtuu, kun botti saa GNU social-palvelimelta suomenkielisen
viestin. Viestien kieli koitetaan tunnistaa kayttden pythonin kielentunnistus kirjastoa. Botti kdantaa
ensimmaiseksi suomenkielisen viestin englanninkielelle. TAman jalkeen botti tuottaa vastauksen
kadyttden englanninkielistd kdannosta. Lopuksi botti kddntda oman englanninkielisen vastauksensa
suomeksi kdyttden kadntdjaansa. Kielenkdantaminen jouduttiin toteuttamaan télla tavalla siksi, etta

keskusteluominaisuus koulutettiin pelkastdan kayttden englanninkielistda koulutusdataa.

Botin kielenkddntamisen koulutusdata keréattiin monista eri Idhteistd. Osa keskusteluominaisuuden
koulutusdatasta my0ds kaannettiin suomeksi kdyttden Google kaantajaa. Tama tehtiin siita syysta,
ettd kdantajan sanavarastoon saatiin kerattya sanoja, jotka esiintyisivat keskusteluissa. N&in
varmistuttiin siitd, ettd botin tuottaman vastauksen sanoista suurin osa pystyttaisiin tunnistamaan ja
kyseinen lause nain ollen kddntdmaan jarkevasti. Kielenkddntamisen koulutusdata késiteltiin
tismalleen samalla tavalla kuin keskusteluominaisuuden koulutusdata. Ensimmaiseksi data siis
ladattiin tekstitiedostosta muistiin. Tdman jalkeen kummastakin kielesta poimittiin uniikit sanat,

jotka tallennettiin sanalistaan ja samalla sanoille annettiin oma uniikki kokonaislukuarvo. Seuraavaksi
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tekstimuotoiset lauseet muunnettiin numeraaliseen muotoon, jonka jalkeen lauseet tasattiin
samanpituisiksi. Tassa vaiheessa siis data oli siind muodossa, etta sitd voitaisiin kayttaa
koulutuksessa. Encoderin data koostui kddnnettdvan kielen sanoista ja decoderin data koostui

kddnnetyn kielen sanoista.
2.2.1 Kielenkadntijdn jatkokehitys

Botin kielenkadntamisessa kaytetty datajoukon oikeaoppinen lauserakenne eri lauseissa hieman
vaihteli, silld osa datasta kddnnettiin kdyttden Google kdant&jaa ja kaikkia lauseita ei ehditty
tarkistamaan vaan luotettiin Googlen kdantdjan kddnnosten oikeellisuuteen.
Keskusteluominaisuuden datajoukkoon verrattuna kielenkdantdjan datajoukko oli kuitenkin parempi
laatuinen, silld se sisalsi paljon erilaisia lauseita eri aihealueista. Kielenkdantamisen datajoukko oli
niin sanotusti helpompi kasata, silla tarvittiin vain saada kasattua paljon erilaisia lauseita, joiden ei
tarvinnut liittya tiettyyn aihealueeseen. Kielenkaantajassa myos beam search ominaisuus olisi tuonut
paremman lopputuloksen kdantamiselle. Nain oltaisiin myds saatu luotua mahdollisia kdannos

variaatioita, jotka tarkoittavat samaa mutta ovat esitettyna eri tavoin.

Kielenkdantajan kannalta monipuolisen datajoukon rakentaminen lisaa botin kielenkddntdamisen
tarkkuutta sekd parantaa monimutkaisien lauseiden kdantamistd. Kdantajan datajoukko tulisi
koostua monipuolisista lauseista, joiden ei tarvitse valttdmatta kuulua tiettyyn aihealueeseen.
Kielenkddntdmisen datajoukossa on tarkedtd saada kasattua paljon dataa, jolloin botti oppii
tunnistamaan esimerkiksi englanninkielen sanalle suomenkielisen vastineen ja kuinka sana kuuluu
taivuttaa tai sijoittaa lauseeseen. Myos kielenkadntamisen datajoukko olisi hyva koostua eripituisista
lauseista samalla tavalla kuin keskusteluominaisuuden datajoukko. Tassakin voitaisiin tutkia
valmiiden embedding-kerroksien vaikutus koulutusnopeuteen sekd oppimiskykyyn. Tassa kuitenkin
pitdisi huomioida se, ettd encoder seka decoder vaatisivat omat valmiiksi koulutetut embedding-

kerrokset. Tama johtuu siitd, ettd kummankin embedding-kerrokset koostuvat eri kielien sanoista.

2.3 Toiminta

Botin kdynnistamiseen tarvittiin komentoriviltd ajaa kdynnistystiedosto. Botin

keskusteluominaisuuden koulutus tapahtui ajamalla training kansiosta I8ytyvan training python
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tiedoston. Koulutusdatajoukot sijoitetaan data kansioon, jossa input tekstitiedosto on encoderille
syotettdvat lauseet ja output tekstitiedosto on decoderille sybtettavat lauseet. Koulutuksesta
saatavat tiedostot voidaan siirtda taman jalkeen modules kansiosta I6ytyviin moduuleihin. Itse bottia
kdytettdessa tarvittiin ajaa main python tiedosto, joka kdynnisti botin toiminnan. Asetustiedostoon
voitiin madritelld erilaisia asetuksia, kuten haluttu GNU social -palvelimen osoite seka kayttaja
kyseiseen palveluun. Samalla voitiin myos maaritella mahdollinen haluttu propaganda sanalista,
jolloin mikali botti tunnistaa keskusteluista kyseisid sanoja vaihtaisi botti kdyttdamaan propagandalla

koulutettua neuroverkkoa kyseiseen viestiin.

Kun botti oli kdynnissd, se nouti maaritellyn valiajoin viestejd GNU social-palvelimelta kdyttden omaa
API-kirjastoaan (ks. kKuvio 8). Botti my6s samalla piti kirjaa mita viesteja oli haettu, jolloin se ei
hakenut aina kaikkia viesteja. Vastausta luodessa botti kutsuu persoonallisuus interface python
tiedostoa. Tassa python tiedostossa botti pilkkoo haetun viestin sanat listaan. Taman jalkeen lista
muunnetaan numeraaliseen muotoon kdyttdaen koulutusvaiheessa luotua sanastolistaa. Mikali
noudettu viesti sisalsi tuntemattomia sanoja, joita botin koulutusdatassa ei esiintynyt nama
merkittiin <UNK> merkilla. Kyseinen merkki on vain taytesana, jotta neuroverkko voisi kasitella
sanoja, joita se ei entuudestaan tieda. Taman jalkeen muunnettu sanalista syotetdadn neuroverkolle,
ja sanoja poimitaan lauseeseen niin kauan kunnes neuroverkko tuottaa <EOS> lopetusmerkin. Taman

jalkeen tuotettu tuloste lahetetdaan GNU social-palvelimelle kayttden botin API-kirjastoa.
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@AI Bot version: 1.0.0
Initializing bot
Reading config file
Starting bot
verifying user credentials
User credentials verifyed
Receiving gnu server public timeline
Receiving gnu server user timeline
Generateing answer to tweet

Positive
2019-04-16 20:34:20.534962: I tensorflow/core/platform/cpu_feature_guard.cc:141] Your CPU support
s instructions that this TensorFlow binary was not compiled to use: AVX2

Debug - Input
word Ids: [4339, 2202, 1583, 444]
Sentence: ['was', 'the', 'hotel', 'good']

Debug - Prediction
word Ids: [16, 210, 2452, 4399, 5154, 2452, 2665, 1466, ]
Sentence: nice room and freindly staff and good breakfast
Posting reply
Tweet posted
Bot sleeping 10 second

Test user
‘w’ was the hotel good

from web

@ Aisinreplyto

nice room and freindly staff and good breakfast

Kuvio 8. Botin kdyttaminen terminaalista

2.4 Ohjelmointirajapinta

Botti kdyttdd kommunikoimiseen taysin omaa API-kirjastoaan. Kirjastoon keréttiin tarpeelliset polut,
joita botti tarvitsi kommunikoimiseen. Ensimmaiseksi kun botti kidynnistetdan, tarkistetaan GNU
social-palvelimen tunnuksien toiminta kdyttden verify credentials polkua, joka ottaa parametreina

kayttdjan salasanan seka kayttdjatunnuksen (ks. kKuvio 9).
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POST /api/account/verify credentials.json

Parametrit:
Attribuutti Tyyppi Pakollinen Seloste
username String  Kylld Kéyttijitunnus

password String  Kylld Kiyttijén salasana

Kuvio 9. Verify credentials polku

60

15

Gnu social-palvelimen julkiset viestit voitiin noutaa kayttaen APIn public timeline polkua. Kyseisen

polun kutsuun voitiin myés madarittda kuinka monta viestid haetaan palvelimelta (ks. kKuvio 10).

GET /api/statuses/public timeline.json

Parametrit:

Attribuutti Tyyppi Pakollinen Seloste

count Integer Ei Haettavien viestien méa#rd
since_id Integer Ei Haettavat viestit joiden ID on suurempi kuin annettu ID
max_id Integer Ei Haettavat viestit joiden ID on pienempi kuin annettu ID

Kuvio 10. Public timeline polku

Viesteihin vastaaminen tapahtui kdyttden status update polkua, johon maariteltiin Iahetettadva viesti

sekd vastattavan viestin uniikki tunniste (ks. kKuvio 11).
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POST /api/statuses/update.json

Parametrit:
Attribuutti Tyyppi Pakollinen Seloste
status String  Kylld Lihetettivi viesti
in_reply_to_status_id Integer Kylld Viestin ID johon vastataan

Kuvio 11. Viestiin vastaamisen polku

API-kirjastolla oli myds mahdollista botin lahettda omia viesteja kayttden post status update polkua.
Kirjastolla oli myos mahdollista hakea tietyn kdyttajan viestit kdyttden kdyttajan uniikkia tunnistetta.
N&itd ominaisuuksia ei kuitenkin suoranaisesti kdytetty, muutoin kuin viestien suodattamiseen joihin

botti oli jo vastannut.

3 Keras versio

Botin ensimmainen versio toteutettiin kdyttaen Keras koneoppimiskirjastoa. Keras on korkeamman
tason rajapinta, joka kadyttda pohjana Tensorflow, Theano tai CNTK koneoppimiskirjastoja niin etta
itse ndiden mainittujen kirjastojen toimintaan ei tarvitse itse perehtya. Keras pddsaantoisesti pyrkii
helpottamaan ja yksinkertaistamaan koneoppimiskirjastojen kayttoa. Vaikka Keras paljon helpottaa
neuroverkkojen luomista havaittiin sen kaytté myos ongelmalliseksi myéhemmadssa vaiheessa.
Suurimmaksi ongelmasi Kerasissa muodostui tarpeellisien valmiiden koneoppimisfunktioiden
puuttuminen ja ndiden vaikea lisddminen Keras-neuroverkon malliin. Muutama ndista funktioista
olivat beam search seka eri attention mekanismit, jotka olivat kdytettavissa Tensorflow

koneoppimiskirjastossa.

Keras versiossa koulutusdata kdsiteltiin samanlailla kuin Tensorflow versiossa. Koulutusdatan lauseet

ladattiin siis ensin muistiin, jonka jalkeen naista poimittiin uniikit sanat. Uniikeista sanoista luotiin
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sanasto, jossa jokaiselle sanalle annettiin uniikki numeraalinen arvo. Taman jalkeen lauseet
muunnettiin numerolistoiksi, jossa numeron arvo edusti sanastolistasta |0ytyvaa uniikkia
numeroarvoa. Taman jdlkeen muunnetut lauselistat tasattiin samanpituisiksi kdyttden Kerasista
valmiiksi [0ytyvaa padding funktiota. Decoderin koulutusdatan lauseiden alkuun ja loppuun lisattiin

aloitus- sekd lopetusmerkit.

Neuroverkko muodostui sequence to sequence mallin mukaisesti, jolloin chattibotti koostui encoder
neuroverkosta ja decoder neuroverkosta. RNN-soluina kdytettiin LSTM-soluja. Encoderin
ensimmadinen kerros oli embedding-kerros, joka muunsi sanat sanavektoreiksi. Embedding-kerroksen
jalkeen sanavektorit sy6tettiin LSTM-kerrokselle. Tensorflowin versioon poiketen LSTM-kerroksia ei
voitu pinota paallekkain. Kun encoderin LSTM-kerros on kasitellyt lauseet ja siirtdnyt opitun tiedon
aina seuraavalle LSTM-solulle, kerroksen viimeinen LSTM-solu siirsi opitut tiedot decoderin LSTM-
kerrokselle. Decoderi koostui myds omasta embedding-kerroksesta, joka syotti sanavektorit
decoderin LSTM-kerrokselle. Decoderin ensimmainen LSTM-solu hyddyntdad encoderin LSTM-soluista
saatua tilaa luodessaan tulostetta. Decoderin LSTM-solu siirtaa sittemmin opitun tiedon aina
seuraavalle LSTM-solulle, kunnes lause on saatu kokonaan kasiteltya. LSTM-solun tulosteet
syotetaan softmax-kerroksen lavitse, josta saadaan lopullisen vastaus. Tata vastausta voidaan
verrata sanalistan arvoihin, jolloin numeraalinen arvo saadaan muunnettua takaisin sanaksi.
Kerasista ei |0ytynyt suoraan tukea sequence to sequence malliin kuten Tensorflowissa, joten tama
jouduttiin itse madrittelemaan. Tama tarkoitti sitd, ettd kerroksien syotteet jouduttiin késin
koodillisesti antamaan. Encoderin embedding-kerrokselle sy6tettiin siis muunnetut koulutuslauseet,
jonka jalkeen embedding-kerroksen tuloste syétettiin LSTM-solulle. LSTM-solusta otettiin talteen sen
tuloste seka sisdinen tila, jotka asetettiin decoderin LSTM-solun tiloiksi. Decoderin embedding-
kerrokselle méaériteltiin syotteeksi nimikoidun datan koulutuslauseet, jonka jalkeen decoderin
embedding-kerroksen tuloste syétettiin decoderin LSTM-solulle. Lopuksi madriteltiin softmax-kerros,
joka antaa yhden vastauksen. Tdma vastaus sittemmin voitiin muuntaa sanaksi kdyttden sanalistaa.
Keras version neuroverkko myos tallensi verkon joka koulutuskerta kdyttden Kerasin omaa
checkpoint funktiota. Mikali neuroverkkoa haluttiin jatkokouluttaa, voitiin aikaisempi koulutuksen

tila ladata verkolle ja ndin ollen jatkaa sen kouluttamista.
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Toiminnaltaan siis Keras version neuroverkko ei poikennut Tensorflowin versioon ndhden muutoin
kuin, ettd se ei kdyttanyt attention mekanismia. Nain ollen encoderin neuroverkko joutui
luottamaan, etta viimeinen LSTM-solu siirtaa kaiken opitun tiedon decoderin ensimmdiselle LSTM-
solulle. Mydskaan decoderin kerros ei pystynyt samalla tavalla huomioimaan encoderin sanojen
tarkeytta luodessaan decoderin LSTM-solujen tulosteita verrattuna attention mekanismia
hyodyntavaan neuroverkkoon. Tama ongelma ei valttamatta ndy niinkaan kielta kaantaessa silla
yleisimmin sanoille on vain yhdentyyppinen vastaus, kun taas keskusteluja luodessa voidaan ajatella
vastausten maardn olevan rajaton, jolloin ei ole olemassa yhta ainoata oikeata vastausta. Mydskaan
beam search ominaisuutta Kerasista ei I0ytynyt, jolloin softmax-kerrokselta jouduttiin aina ottamaan
suurimman arvon omaava sana. Tama ei keskusteluja luodessa valttdmatta ole paras tapa verrattuna
beam searchin tuomaan puurakenne hakuun. Silld Tensorflow sisdlsi kyseiset ominaisuudet,

paddyttiin botti toteuttaa kdyttaen pelkastdan Tensorflow koneoppimiskirjastoa.

4 Pohdinta

Mielestdni onnistuimme saamaan botin toimimaan odotusten mukaisesti, vaikka emme saaneetkaan
beam search ominaisuutta toimimaan. Botti pystyi itsendisesti kddantamaan seka luomaan vastauksia
kysymyksiin, mika oli haluttu lopputulos. Tutkimuksen aikana huomasimme, ettd varsinkin
suomenkielisia datajoukkoja oli hankala I6ytaa. Myodskin propagandamaista datajoukkoja oli hankala
|oytaa valmiina. Hotelliarvosteluilla oli helppoa esittda propagandamainen vastaaminen, mutta toki
normaalissa kdytGssa se ei ole vdlttamattd hyodyllinen. Bottia kuitenkin voidaan opettaa milld
tahansa koulutusdatalla ja sen vastauslaatu riippuneekin tdysin koulutusdatan laadusta. Tasta
huolimatta koimme, ettd padasimme tavoitteisimme seka saimme tietoa mita bottien tekemiseen
vaaditaan. Samalla saimme tietoa minkalaista datajoukkoa vaadittaisiin, mikali halutaan saada
aikaiseksi tietyntyyppinen chattibotti. Mydskin lopullisessa Tensorflow versiossa attention
mekanismin hyddyntaminen neuroverkossa testien mukaan paransi huomattavasti botin vastauksen
tuottamista verrattuna Keras versioon missa sitd ei kdytetty. Botti osasi monipuolisemmin vastata

erilaisiin syotteisiin sekd muotoilla lauseita jarkevammiksi.
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