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Taman opinnaytetyon tavoitteena oli tutkia konenakdjarjestelmaa ja etsia tun-
nistustarkkuutta parantavia tekijoita. Konenakojarjestelma oli tarkoitettu tyoko-
neiden osien tunnistamiseen varaosien tilaamisen helpottamiseksi ja nopeutta-
miseksi. Tarve tydlle tuli, kun jarjestelmaa oltiin ottamassa asiakaskayttoon,
mutta tunnistustulokset olivat olleet heikkoja.

Tyo tehtiin tutkimalla konenakdjarjestelman toimintaa ja etsimalla tekijoita tun-
nistustarkkuuden parantamiseksi. Ensin tydssa kasitelladan konenakdon liittyvia
aiheita, seka kerrotaan jarjestelman toiminnasta. Tutkimista varten tehtiin pai-
kallinen testiymparisto, jossa konenadn pystyi opettamaan ja testaamaan tark-
kuutta monella tavalla.

Tyon lopputuloksena saatiin tutkittua, testattua ja dokumentoitua konenadn
opettamisen ja testauksen vaiheet seka tulokset. Testien tuloksena pystyttiin to-
teamaan konenakojarjestelman toimivan hyvin, kun opetusdata on tarpeeksi
laadukasta. Kuvien tunnistus parani huomattavasti rajaamalla hairiotekijoita
taustalta pois, joten jos kuvien laatu olisi standardisoitua, niin silloin tunnistus-
tarkkuus saataisiin varmistettua.
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The goal of this thesis was to find factors from the machine vision system that
could improve system’s image classification accuracy. The machine vision sys-
tem was designed to identify parts of work machines and that way to make the
ordering spare parts easier and faster. The need for the thesis arose when the
system was being introduced to customers, but image recognition accuracy re-
sults had been poor.

The work was done by examining the operation of the system and looking for
factors to improve the recognition accuracy. This document deals with topics
and concepts related to the machine vision and describes the operation of the
system. Machine vision was taught and tested in many ways in the local test en-
vironment.

As a result of the work was this document which describes the steps of teaching
and testing the machine vision system and the test results. Image recognition
was considerably improved by delimiting interference factors from the image. By
standardizing the quality of the images would ensure the accuracy of the image
recognition.
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SANASTO

API

AWS

Base64

Malli

REST

Skripti

S3

Application Programming Interface, ohjelmistoissa kaytettava raja-

pinta.

Amazon Web Services, Amazonin kokoelma etatietojenkasittely-

resurssien palveluita.

Enkoodausmenetelma, jota kaytetaan datan muuttamiseen merkki-

jonoiksi ja takaisin alkuperaiseksi dataksi.

Koneoppimismalli, tiedosto, joka on opetettu tunnistamaan datasta

kuvioita ja piirteita.

Representational State Transfer, arkkitehtuurimalli rajapintojen to-

teutukseen, joka perustuu HTTP-protokollaan.

Tietokoneohjelma, joka on kirjoitettu jollain komentokielella ja suori-

tetaan ajonaikaisesti.

Amazon Simple Storage Service, pilvitallennusalusta.



1 JOHDANTO

Opinnaytety0 tehtiin Finlabsille vuoden 2021 kevaan aikana. Finlabs on konserni,
joka on perustettu vuonna 2017. Siihen kuuluu emoyhtio Financial labs Oy ja ty-
taryhtio Labrats Oy. Yritys tekee laaja-alaisesti design-lahtdisia ohjelmistoratkai-
suja kotimaisille seka kansainvalisille yrityksille. Finlabsilla on perustamisesta
saakka ollut New Yorkissa tyontekija, mutta vuonna 2020 virallisesti perustettiin
yritys Yhdysvaltoihin, jossa tyoskenteli tyon tekohetkelld nelja tydntekijaa. Yh-
teensa tyontekijoita oli vuoden 2021 alkupuolella noin 40, joista suurin osa Ou-
lussa. Finlabsin toimistot sijaitsevat Oulussa, Helsingissa seka New Yorkissa. (1;
2.)

Projektin yhteistydokumppani Green Master on oululainen vuonna 2016 perustettu
yritys, joka tilaa suomalaisten tarpeisiin tydkoneita kiinalaiselta tehtaalta. Mallis-

toon kuuluvat pyérakuormaajat, kaivinkoneet ja trukit. (3.)

Opinnaytetyon aihe syntyi, kun Finlabs oli kehittanyt konenakojarjestelman
Green Masterin tyokoneiden osien tunnistamiseen, mutta tunnistustarkkuus oli
ollut heikkoa. Opetusdata eli opetettavat kuvat osista otetaan ja lahetetaan mo-
biilisovelluksella, joka lahettaa kuvat pilvitallennuspalveluun ja sita kautta jarjes-
telmalle. Tunnistettavat kuvat kayttajan toimesta lahetetaan WhatsApp-keskus-
telusovelluksella ja lahetetty kuva menee tunnistettavaksi konenakojarjestel-
maan. Jos osan tunnistus onnistui, WhatsApp-keskusteluun tulee suora linkki
Green Masterin verkkokauppaan, josta osan voi tilata. Opinnaytetydn aloittamis-
hetkella jarjestelma oli siis jo olemassa, mutta ongelmana oli jarjestelman tuotta-

mien tunnistustulosten epatarkkuus.

Tyon tavoitteena oli tutustua jarjestelman toimintaan ja etsia seka testata tapoja,
jotka parantaisivat konenadn tunnistustarkkuutta. Opinnaytetyon tekijalla ei ollut

aikaisempaa kokemusta tamankaltaisista jarjestelmista.



2 TEKOALY

Tassa luvussa kaydaan lapi tekoalyn teoriaa, termeja seka tekoalyn osa-alueiden

eroavaisuuksia, jotka liittyvat oleellisesti taman opinnaytetydon aiheeseen.

Termi "tekoaly” eli Artificial Intelligence (Al) tarkoittaa yleisesti koneita tai ohjel-
mia, jotka pystyvat suoriutumaan tehtavista, joihin yleensa tarvitaan ihmisen alyk-
kyytta (4). Naita tekoalyn tehtavia ja kykyja, jotka perinteisesti liitetaan ihmisen
alyyn, ovat muun muassa paattely, ongelman ratkaisu, esineiden tunnistaminen,

kieleen reagointi ja oppiminen (5).

Tana paivana kaytetty tekoaly on heikkoa tekoalya, josta kaytetaan myds termia
kapea tekoaly (5). Heikko tekoaly on tekoalyn muoto, jossa ohjelma tai kone kes-
kittyy kapeaan tehtavaan ja seuraa sille asetettuja sdantoja eika voi poiketa niista
(6). Yksi esimerkki heikosta tekoalystd on shakkia pelaava tekoaly, jossa pelin
siirrot perustuvat aiemmin maaritettyihin saantdihin. Tekoaly ei siis itsessaan
tieda shakista mitaan, vaan se suorittaa siirrot tilanteen analysoinnin jalkeen sen

mukaan, miten se on ohjelmoitu kayttaytyvan. (7.)

Vahva tekoaly on lahempana ihmismieltd olevaa tekoalya. Siina tekoaly pystyy
itsenaisesti ajattelemaan ja tekemaan paatoksia ilman ihmisen puuttumista asi-
aan. Vahva tekoaly on kuitenkin vain teoreettista, eika sellaista ole ainakaan viela
kehitetty. (5.)

2.1 Koneoppiminen

Tekoalyn yksi keskeisin osa-alue on koneoppiminen (4). Koneoppimisessa tie-
tojarjestelma opetetaan hyddyntamaan algoritmeja ja havaitsemaan Kkuvioita,
jotka toistuvat datassa. Esimerkiksi sahkopostin suodatus, hakukoneen suosituk-
set, konenako ja kyky tunnistaa puhetta ovat tekoalya, joka hyodyntaa koneoppi-
mista. (8; 9.)

2.1.1 Ohjattu oppiminen

Ohjattu tai valvottu oppiminen tarkoittaa sita, kun konetta opetetaan lisaamalla

dataan jonkinlaisia tunnistetietoja. Esimerkiksi jos data sisaltaa valokuvia ja niihin
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on lisatyt tunnisteet kertomaan, mita kuva esittaa, algoritmi keraga nama tunnis-

teet pois datasta. (8.)
2.1.2 Ohjaamaton oppiminen

Jos koneet tunnistavat yhtalaisyyksia datasta ilman tunnisteiden kaytt6a, puhu-
taan valvomattomasta tai ohjaamattomasta oppimisesta. Tall6in algoritmi etsii ja
ryhmittelee yhteen esimerkkeja, joissa on samankaltaisuutta, ilman algoritmin oh-

jelmointia tiettyjen datalajien havaitsemiseen. (8.)
2.1.3 Vahvistava oppiminen

Vahvistavaksi oppimiseksi kutsutaan sita, etta kone oppii yrityksien ja virheiden
kautta ja osaa lopulta paattda parhaan tavan tehtavan suorittamiseen. Esimer-
kiksi videopelissa tekoalylla varustettu pelihahmo voi pystya oppimaan pelikentan

vaarallisia paikkoja ja vaistaa ne. (8.)
2.2 Malli

Koneoppimismalli on tiedosto, joka on opetettu tunnistamaan tietynlaisia kuvioita
ja piirteitd. Malli opetetaan datasettia eli opetusdataa vasten ja tarjotaan mallille
algoritmi, jonka avulla se oppii annetusta datasta. Kun malli on opetettu, sita voi-
daan kayttaa kaymaan lapi dataa, mita se ei ole viela nahnyt, ja tekemaan niin

sanottuja ennustuksia uudesta datasta. (10.)
2.3 Neuroverkot

Neuroverkko on matemaattisten yhtaldiden verkko. Se koostuu kerroksista,
joissa on solmuja eli keinotekoisia neuroneja. Verkon ensimmainen kerros on si-
saantulokerros, valissa piilokerroksia ja viimeisena on ulostulokerros. (11.) Neu-
roverkko vaatii yhden tai useamman tulomuuttujan (input) ja yhtaléverkon lapi-
kaydessa saadaan yksi tai useampi lahtomuuttuja (output) (13). Jokainen neuro-
verkon solmu suorittaa jonkinlaisen laskennan, joka valitetaan muille, syvem-

malla oleville verkon solmuille (11).
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Kuvassa 1 nahdaan yksinkertainen esimerkki neuroverkosta. Siina siniset ympy-
rat kuvaavat tulokerrosta, mustat ympyrat piilokerroksia ja vihreat lahtokerrosta
(13).

KUVA 1. Visualisointi neuroverkosta (11)
2.4 Syvaoppiminen

Syvaoppiminen on koneoppimisen osa-alue, jossa monikerroksiset neuroverkot
oppivat suurista datamaarista, ja sen rakenne jaljittelee ihmisen aivojen raken-
netta. Syvaoppimisalgoritmit yrittdvat saada samankaltaisia havaintoja kuin ihmi-
set, analysoimalla dataa annetun logiikan perusteella. Tata varten syvaoppimi-

sessa kaytetaan monikerroksisia neuroverkkoja. (12.)

Koneoppiminen ja syvaoppiminen eroavat toisistaan siten, etta syvaoppimisessa
algoritmi ei tarvitse niin sanottua piirreirrotusta (feature extraction). Tama tarkoit-
taa sita, etta perinteisessa koneoppimisjarjestelmassa ihmiset joutuvat maaritte-
lemaan koneoppimismallille erilaisia ominaisuuksia. Esimerkiksi jos halutaan,
etta koneoppimismalli tunnistaisi kuvasta auton, ihminen joutuu maarittelemaan
auton yleisia piirteitd (muoto, varit, ikkunat, renkaat yms.) algoritmille inputda-
tana. Aivan kuten ihminen vertaa nakemaansa objektia aiemmin nahtyyn saman-
kaltaiseen objektiin ja sen ominaisuuksiin. Syvaoppimisessa malli tunnistaa sa-
mankaltaisuuksia datasta ja tekee sen perusteella ennustuksia eli tassa esimer-

kissa, onko kuvassa auto vai ei. (12.)
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Kuvassa 2 nahdaan, ettd syvaoppimisessa feature extraction -vaihe on osa

prosessia, jossa tapahtuu myds tunnistaminen.

Machine Learning

&k -7 - Il

Input Feature extraction Classification Output

Deep Learning

& — 7zt — [

Input Feature extraction + Classification Qutput

KUVA 2. Koneoppimisen ja syvédoppimisen eroavaisuus (12)
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3 KONENAKOJARJESTELMA

Tassa luvussa kaydaan lapi tyon kohteena olevan konenakdéon perustuvan vara-
osien tunnistusjarjestelman toimintaperiaatetta ja teknologioita, joita siihen oli
kaytetty. Aiheet liittyvat opetusdatan tuottamiseen ja muihin relevantteihin asioi-

hin opinnaytetyon kannalta.
3.1 Lahtotilanne

Aloittaessani opinnaytetydon tekemisen konenakoratkaisu oli jo muuten toimiva
kokonaisuus, tunnistustarkkuuden heittelya lukuun ottamatta. Jarjestelma oli tar-
koitettu Green Masterin tydkoneiden osien tunnistamiseen, jotta osan tunnista-
minen ja varaosan tilaaminen olisi helpompaa ja resursseja saastavampaa. Jar-
jestelman perimmainen tarkoitus oli siis saastya aikaa vievalta ihnmisten valiselta
edestakaiselta kommunikoinnilta ja antaa koneen hoitaa osan tunnistaminen.
Nain asiakas voisi tilata osan suoraan verkkokaupasta ilman pitkien katalogien

selaamista.

Jarjestelman toiminta menee loppukayttajan nakdkulmasta nain: Kun tyékoneen
osa menee rikki ja sen tilalle tarvitaan varaosa, osasta otetaan kuva WhatsApp-
keskustelusovelluksella ja lahetetaan se tiettyyn numeroon. Lahetetty kuva me-
nee konenakoohjelmaan, jossa ohjelma yrittaa tunnistaa kuvassa esiintyvaa
osaa. Jos tunnistaminen onnistui, vastauksena tulee linkki Green Masterin verk-
kokauppaan, josta paasee helposti selaamaan kyseisia varaosia. Kuvassa 3 on
kuvankaappaus WhatsApp-keskustelusta, jossa on lahetetty kuva opetetusta ka-
tegoriasta. Kuvassa on laturi ja keskusteluun on tullut linkki verkkokauppaan,
josta paasee selaamaan myynnissa olevia latureita. Tama on nahtavissa palau-

tuneen linkin URL-osoitteessa.
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& : Greenmaster Kuvaus

Napauta saadaksesi lisatietoja.

Kauppa — Green Master

greenmaster.fi

Loydat osan verkkokaupasta: https:/
greenmaster.fi/kauppa?hae=Laturi&rid=
OTEYN7RW12X454KTYG4WG2RFOH

12156

KUVA 3. Vastaus tunnistetulle kuvalle WhatsApp-keskustelussa
3.2 Opetusdatan tuottaminen

Konenakojarjestelman opetusmateriaali tuotetaan kayttamalla Finlabsin kehitta-
maa mobiilisovellusta. Silla voidaan kuvata osa joko ottamalla osasta lyhyt video
tai valokuva, jonka jalkeen sovelluksessa annetaan kuvalle tunniste eli label. Tun-
niste annetaan osien kategorisoimista varten. Taman jalkeen opetusdata lahete-
taan Amazon Web Sevice S3 -pilvitallennuspalveluun (23). Kuvassa 4 on kuvan-

kaappaus opetusdatan tuottamista varten tehdysta mobiilisovelluksesta.
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Queue is empty.

testikuva Change label..

Ei tiedossa Change model..

DELETE QUEUE UPLOAD

KUVA 4. Mobiilisovellus opetusmateriaalin tuottamista varten

Mobiilisovellus on siis kamerasovellus, jolla osasta voidaan ottaa opetusdataksi
kuvia ja lahettaa ne pilvipalveluun. Pilvesta ne saadaan ladattua konenakojarjes-
telmalle, jonka voi opettaa tunnistamaan osia annetun tunnisteen perusteella. Ku-
ville on tunnisteen lisaksi mahdollista syottaa tyokoneen malli, jos se on tiedossa.
Taman avulla voidaan rajata varaosalistaa niin, etta se nayttaa vain varaosat,

jotka kayvat kyseiseen tyOkoneeseen.
3.3 Konttiteknologia

Puhuttaessa konteista ja konttiteknologiasta aiheita voi verrata logistiikkaan ja
rahtikontteihin. Ennen rahtifirmoilla oli ongelma: Tavaran kuljettaminen oli hyvin

vaikeaa ja kallista, koska tavara jouduttiin rekasta laivaan siirtdessa pakkamaan
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aina uudelleen. Vuonna 1950 kehitettiin merikontti, joka tehosti ja nopeutti tava-
ran kuljettamista. Kun tavara laitettiin konttiin, tavaroiden kuljetus oli paljon hal-
vempaa ja kontti liikkui maateitse rekassa kuin myos merella laivassa. Ohjelmis-

toalalla konteissa on kysymys samasta ilmidsta kuin esimerkissa. (14.)
3.3.1 Kontti

Kontti pakkaa ohjelmakoodin ja sen kaikki riippuvuudet, joten sovellusta voi ajaa
ymparistdsta toiseen nopeasti ja luotettavasti. Eras keskeisin teknologia tahan on

Docker, jota myos kaytettiin Finlabsin Green Master -projektissa. (15.)

Ohjelman ajamiseen tarvitaan paljon muitakin komponentteja, kuin vain pelkka
koodi. Koodin liséksi tarvitaan kirjastoja, asetuksia ja lisdosia, joita ilman ohjel-
maa ei voi ajaa. Virtuaalipalvelimella voisi ajaa ohjelma ymparistdssa, joka tar-
joaa sille tarvittavat asiat, mutta se sisaltaa paljon asioita, joita itse ohjelma ei
tarvitse mihinkaan. Virtuaalipalvelimen nakdistiedoston eli imagen eli koko voikin
olla noin 1 GB, joka on kontin imagen kokoon verrattuna jopa sata kertainen. (14.)
Kuvassa 5 nahdaan, etta kontissa pakataan koodi ja riippuvuudet yhteen ja useita
kontteja voidaan ajaa samalla koneella ja samalla kayttojarjestelmalla. Kaikki toi-
mivat silti omina prosesseina. Myés monia virtuaalipalvelimia voidaan ajaa sa-
malla koneella, mutta jokainen virtuaalipalvelin sisaltaa taydellisen kopion kayt-
tojarjestelmasta, sovelluksesta ja tarvittavista kirjastoista, jotka vievat valtavasti

tilaa. Virtuaalipalvelimen kaynnistyskin on hidasta. (15.)

Containerized Applications

Virtual Machine | | Virtual Machine | | Virtual Machine

Guest Guest Guest
Operating Operating Operating
System System System

Host Operating System

KUVA 5. Kontin ja virtuaalipalvelimen eroavaisuudet (15)
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Dockerista on monenlaisia hyotyja kehityksessa. Koska Docker standardoi eri
ymparistot saman nakoisiksi, sovelluksen siirtdminen kehitysymparistosta tes-
tiymparistoon ja sen jalkeen tuotantoon on hyvin suoraviivaista. Tasta johtuen
sovelluksen kehitystyd on nopeampaa. Koodi on helpommin siirreltdvissa ympa-
ristdsta toiseen ja nain myds paivityksien ja uusien ominaisuuksien julkaisu ta-
pahtuu ketterasti. (16.)

3.3.2 Imagen ajaminen

Docker sisaltaa erilaisia komponentteja, joista yksi on jo aiemmin mainittu
Docker-image. Se on erillinen kevyt suoritettava ohjelmapaketti, joka sisaltaa so-
velluksen suorittamiseen tarvittavat asiat eli muun muassa koodin, ajonaikaiset
tydkalut ja tarvittavat kirjastot (15). Imagen rakentamiseen kaytetaan Docker-tie-
dostoa eli Dockerfilea. Se on tekstitiedosto, joka sisaltda kaikki komennot imagen

rakentamista varten. (19.)

N N ) B Dockerfile

FROM ubuntu
RUN apt-get -y update && apt—get install -y cowsay

KUVA 6. Dockerfile-esimerkki

Kuvassa 6 nakyy, ettd Docker-tiedosto alkaa komennolla FROM, joka maarittaa
Docker-imagen pohjana kaytettavaa imagea. RUN ajaa halutut komennot ja
tassa tapauksessa asennetaan cowsay -niminen ohjelma. Viimeisella rivilla oleva
CMD:n tarkoitus on tarjota oletukset ajettavalle kontille. Tassa esimerkissa

Docker-tiedostossa annetaan parametrina viesti. (19.)
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Image rakennetaan Docker-tiedostosta komennolla "docker build”, joka ajaa
Dockerfilen rivi rivilta. Kuvassa 7 rakennetaan Docker-image ja annetaan sille

nimeksi cowsay lisaamalla komennon peraan -t cowsay”.

[valerihaataja@Finlabss—-MBP DockerExample % docker build -t cowsay .
[+] Building 1.9s (6/6) FINISHED

valerihaataja@Finlabss-MBP DockerExample % I

KUVA 7. Docker-imagen rakentaminen

Kun Docker-image on rakennettu, se voidaan ajaa kontissa (19). Docker-image
ajetaan antamalla komento "docker run”, jonka peraan lisatadan imagen id tai nimi.
Tassa esimerkissa komento "docker run cowsay” kaynnistaa kontin, jossa image

ajetaan (kuva 8).

[valerihaataja@Finlabss-MBP DockerExample % docker run cowsay

< Tamd on docker esimerkki >

\ A A

\  (00)\

|| ||
valerihaataja@Finlabss-MBP DockerExample % [

KUVA 8. Imagen ajaminen kontissa
3.4 Tensorflow

Tensorflow on Googlen kehittdma avoimen lahdekoodin Python-kirjasto numee-
rista laskentaa ja koneoppimista varten. Kehittaja voi rakentaa Tensorflow’lla da-
tavuokaavioita ja rakenteita maarittelemaan kuinka data liikkkuu kaavion lapi otta-
malla inputit moniulotteiseksi taulukoksi, jota kutsutaan Tensoriksi. Tensorflow’n

ominaisuuksia kaytetaan Python-ohjelmointikielella ja solmut ja tensorit ovat Pyt-
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hon-objekteja. ltse matemaattiset operaatiot kuitenkin suoritetaan C++ -binaa-
reina korkean suorituskyvyn vuoksi. Python vain ohjaa liikennettd ja yhdistaa
operaatiot yhteen. Tensorflow-sovelluksia voidaan ajaa monissa kohteissa, kuten
esimerkiksi pilvipalvelussa, mobiililaitteilla ja paikallisesti tietokoneella suoritti-

mella tai naytonohjaimella. (17.)

Suurin yksittainen hyoty Tensorflow’sta koneoppimisen kehittdamiseen on se, etta
kehittdja voi keskittya sovelluksen kokonaislogiikkaan. Tama tarkoittaa sita, etta
ei tarvitse keskittya algoritmien toiminnan yksityiskohtiin tai keksia oikeita tapoja
littda toimintojen lahtdja toisten tuloihin. Tensorflow huolehtii yksityiskohdista.
(17.)

3.5 Amazon Web Services

Amazon Web Services eli AWS on skaalautuva pilvialusta, joka toimii satojen
tuhansien yrityksien tukena ympari maailmaa. AWS:n palvelimia on Yhdysval-
loissa, Euroopassa, Brasiliassa, Singaporessa, Japanissa ja Australiassa. Sen
palveluihin kuuluu muun muassa datantallennus-, Web-yllapito- ja tietokantapal-
veluja. (22.)

3.5.1 S3-pilvitallennuspalvelu

S3 on Amazon Web Servicen tallennuspalvelu, johon voi tallentaa kaikenlaista
dataa. Yleisesti sita kaytetdaan muun muassa web-sivujen, sovelluksien ja var-
muuskopioiden tallentamiseen. S3-palvelu luo seka tallentaa kopiot kaikista S3-
objekteista automaattisesti. Taman avulla tallennetut tiedot palvelussa ovat aina
kaytettavissa ja suojattuina virheiltd seka uhilta. Kuten muitakin AWS-palveluita,
S3-palveluakin kaytetdéan AWS-hallintakonsolin kautta. (23.) Tassa opinnayte-
tydssa esitelty konenakdjarjestelma kayttaa S3-palvelua opetusdatan tallenta-

mista varten.
3.5.2 ECS-orkestrointipalvelu konteille

Amazon Elastic Container Service eli Amazon ECS on konttien orkestrointipal-
velu. ECS:n hyétyja ovat mahdollisuus palvelimettomaan laskentaan konteille,

koska se tukee AWS Fargate -palvelua. Toiseksi ECS on skaalautuva, ja silla
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pystyy nopeasti ja helposti kaynnistaan tuhansia kontteja. Eras ECS:n kayttota-
pauksista on koneoppiminen, jossa voidaan kayttdaa AWS-syvaoppimiskontteja

mallien opettamiseen ja tuotantoon laittamiseen. (24.)
3.6 Big Transfer -mallikokoelma

Big Transfer (BiT) on kokoelma valmiiksi opetettuja malleja. Nama kuvaluokitte-
lumallit on opetettu suuria datasetteja ja tiettyja neuroverkkoarkkitehtuureja vas-
ten. Naitd malleja ovat esimerkiksi bit/m-r50x1, jota kaytettiin myos tassa opin-
naytety0ssa kasiteltdvassa jarjestelmassa. Malli m-r50x1 on opetettu ImageNet-
21k-datasettia vasten ja ResNet-arkkitehtuuria hyddyntaen. (25.) Imagenet on
yleisesti konenakojarjestelmissa kaytetty kuvatietokanta, jossa kunkin hierarkian
solmu on kuvattu sadoilla ja tuhansilla kuvilla (26). Esimerkiksi malli m-r50x1 on
opetettu tunnistamaan tuhansia luokkia. Koska nama BiT-mallit osaavat tunnis-
taa erilaisia geneerisia piirteita kuvista, voidaan mallin opetusta jatkaa omalla da-
talla ja saada se tunnistamaan omia haluttuja kategorioita. Tahan liittyy termi

transfer learning.

Transfer learning on koneoppimismenetelma, jossa jotain tehtavaa varten kehi-
tettya mallia kaytetdan uudelleen toisen tehtavan mallin lahtokohtana. Tata me-
netelmaa kaytettdessa taytyy muistaa valita malli, joka on opetettu samankaltai-
seen tarkoitukseen. (27.) Kuten tassa jarjestelmassa, BiT-malli m-r50x1 on ope-
tettu tunnistamaan valtavasti erilaisia kuvia, joten sita voidaan kayttaa mainiosti

tassa kayttotarkoituksessa.
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4 KONENAKOJARJESTELMAN TUTKIMINEN

Tassa luvussa kasitellddn saatuja havaintoja jarjestelmaan tutustumisesta ja kay-

daan lapi kaytantoa siita, kuinka opetus Docker-kontissa tapahtuu.
4.1 Kuvien lahetys jarjestelmaan WhatsApp-sovelluksella

Jarjestelmassa kayttajan ja jarjestelman valissa kaytetdan WhatsApp-keskuste-
lusovellusta. WhatsApp olikin varmasti looginen vaihtoehto, koska se on hyvin
suosittu. Itsessaan keskusteluominaisuus, joka palauttaa linkin, on tehty kaytta-
malla Twilio-palvelua, joka tukee natiivisti muun muassa SMS- ja WhatsApp-kes-
kusteluja (18). Kun kuva lahetetdan, se menee REST APl:lle, joka on yhteydessa
Docker-imageen, jossa opetettu malli on ajossa. Tama Docker-image on ajossa
Amazon Web Servicen ECS -palvelussa. APl palauttaa keskusteluun vastauksen

sille lahetetyn kuvan perusteella.
4.2 Havainnot jarjestelmasta

Jarjestelman tutkiminen alkoi, kun kavin Green Masterin hallilla kokeilemassa,
mihin jarjestelma talla hetkella kykenee. Jarjestelman testauksen puolesta oli va-
litettavaa, etta varaosat olivat muualla, joten jouduin testaamaan ainoastaan ku-
vaamalla suoraan tyokoneessa kiinni olevia osia. Heti ensimmainen havainto tes-
tailussa oli se, etta samaa osaa kuvatessa eri kuvakulmasta tulos oli poikkeava.
Jarjestelma tunnisti siina olevan osan ja palautti oikean linkin, mutta toiselta puo-
lelta kuvatessa osaa ei tunnistettu, vaikka molemmat kuvat olivat muutoin hyvia
ja osat olivat keskellad kuvaa (kuva 9). Tama heratti kysymyksia, joten tutkin AWS
S3-bucketista, minkalaista opetusmateriaalia oli kaytetty tdman osan opettami-
seen. Opetusdatan maara oli melko vahaista, vain noin parikymmenta kuvaa
tasta osasta, ja jotkut kuvista olivat huonolaatuisia tai osa ei ollut kokonaan ku-

vassa.
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KUVA 9. WhatsApp-vastaukset kuville

Ylla olevassa havainnossa kaytettiin sen hetkista jarjestelman tilaa, ja opetus
naille osille oli tehty AWS:ssa aiemmin. Kuitenkin opetus oli mahdollista suorittaa
myo0s tietokoneella kayttaen prosessoria tai naytonohjainta, joten taytyi tutustua

jarjestelman eri osiin tarkemmin.
4.3 Makefile

Jarjestelman eri toimintoja kaytettiin komentorivilla Makefilessa maaritettyjen toi-
mintojen perusteella make-ohjelmalla. Makefilen avulla voidaan paattaa, mitka
ohjelman osat kaannetaan uudelleen. Make-apuohjelma taytyy asentaa tietoko-

neelle, jonka jalkeen sita voidaan kayttaa komentoriviltda komennolla "make”. (21.)

Esimerkiksi tassa konenakojarjestelmassa ennen opettamisen aloittamista uu-
della opetusdatalla taytyi rakentaa uusi Docker-image, joka tehtiin antamalla
tassa tapauksessa komento "make build-train”. Makefile on siis itsessaan kateva

tapa kerata kasaan skripteja ja make-ohjelmalla voidaan suorittaa niita.
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4.4 Docker-imagen rakentaminen

Kun opetusdataa oli tuotettu, jarjestelman pystyi opettamaan tunnistamaan an-
nettuja kategorioita. Mallin opettaminen oli mahdollista Docker-kontissa tai natii-
visti ilman Dockeria. Itse opetuksen pystyi suorittamaan paikallisesti tietokoneella
tai AWS:ssa.

Dockeria kaytettaessa ennen opetuksen aloittamista taytyi rakentaa Docker-
image. Tassa jarjestelmassa sen saavuttamiseksi ensin taytyi ajaa make-ko-
mento, joka latasi valmiiksi opetetun mallin TensorFlowHubista seka latasi ope-
tettavat kuvat AWS S3 -palvelusta. Lopuksi komento rakensi uuden Docker-ima-
gen. Docker-imageja voi tarkastella joko Docker Desktop -ohjelmalla tai komen-

torivilld komennolla "docker images” (kuva 10).

[(tfenv) valerihaataja@Finlabss—MBP gm-service % docker images
REPOSITORY TAG IMAGE ID CREATED
greenmaster-api latest 6bacbaB88cfe? days ago

greenmaster-train-cpu—-copy latest d19376d13509 days ago
cowsay latest 356b5d3f9ceb weeks ago
docker-whale latest 356b5d3f9ceb weeks ago
greenmaster—-train-gpu-copy latest 3bbé%eas7090f weeks ago

KUVA 10. Lista Docker-imageista
4.5 SavedModel

Kun malli oli opetettu, lopputuloksena oli TensorFlow SavedModel -formaatissa
oleva malli. Tassa formaatissa oleva malli voi vastaanottaa kuvia, jotka ovat
base64-enkoodattuja. Seuraavaksi taytyi saada lahetettya naita base64-enkoo-
dattuja kuvia tunnistettavaksi. Taman saavuttamiseksi taytyi rakentaa ja ajaa
Docker API, jonka kautta pystyttiin antamaan neuroverkolle tunnistettavia kuvia
ja saamaan vastauksena tunnistamisen tarkkuus. Kaytannossa tama tarkoittaa
sita, etta kun valmis malli on ajossa Docker-kontissa, sille voi lahettaa kuvia raja-
pinnan valityksella. API oli valmis, kun komentoriville tulostui "NET_LOG: Ente-

ring the event loop ...” (kuva 11).
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docker run --name model-api —--rm -p 8501:8501 greenmaster-api:latest

2021-02-17 11:34:17.542302: I tensorflow_serving/model_servers/server.cc:86] Building single TensorFlow model file config:

1 model_base_path: /models/model

2021-02-17 11:34:17.544473: I tensorflow_serving/model_servers/server_core.cc:464] Adding/updating models.

2021-02-17 11:34:17.544536: I tensorflow_serving/model_servers/server_core.cc:575] (Re-)adding model: model

2021-82-17 11:34:17.650587: I tensorflow_serving/core/basic_manager.cc:739] Successfully reserved resources to load servable]
rsi 1613561324}

2021-02-17 11:34:17.650633: I tensorflow_serving/core/loader_harness.cc:66] Approving load for servable version {name: mode
1324}

2021-02-17 11:34:17.650673:
2021-02-17 11:34:17.650780:
324

2021-82-17 11:34:17.900827: I external/org_tensorflow/tensorflow/cc/saved_model/reader.cc:54] Reading meta graph with tags f{|
2021-82-17 11:34:17.900906: I external/org_tensorflow/tensorflow/cc/saved_model/loader.cc:295] Reading SavedModel debug info
om: /models/model/1613561324

2021-82-17 11:34:17.907395: I external/org_tensorflow/tensorflow/core/platform/cpu_feature_guard.cc:143] Your CPU supports i
this TensorFlow binary was not compiled to use: AVX2 FMA

2021-02-17 11:34:18.577961: I external/org_tensorflow/tensorflow/cc/saved_model/loader.cc:234] Restoring SavedModel bundle.
2021-02-17 11:34:19.790930: I external/org_tensorflow/tensorflow/cc/saved_model/loader.cc:183] Running initialization op on
e at path: /models/model/1613561324

2021-02-17 11:34:20.561432: I external/org_tensorflow/tensorflow/cc/saved_model/loader.cc:364] SavedModel load for tags { s
uccess: OK. Took 2910679 microseconds.

2021-82-17 11:34:20.638624: I tensorflow_serving/servables/tensorflow/saved_model_warmup.cc:185] No warmup data file found 4
1613561324/assets.extra/tf_serving_warmup_requests

2021-02-17 11:34:20.740953: I tensorflow_serving/core/loader_harness.cc:87] Successfully loaded servable version {name: mod¢]
61324}

2021-02-17 11:34:20.755803: I tensorflow_serving/model_servers/server.cc:355] Running gRPC ModelServer at ©.0.0.0:8500 ...
[warn] getaddrinfo: address family for nodename not supported

2021-02-17 11:34:20.758663: I tensorflow_serving/model_servers/server.cc:375] Exporting HTTP/REST API at:localhost:8501 ..
ﬁevhttp_server,cc : 238] NET_LOG: Entering the event loop ...

tensorflow_serving/core/loader_harness.cc:74] Loading servable version {name: model version:
external/org_tensorflow/tensorflow/cc/saved_model/reader.cc:31] Reading SavedModel from: /mod¢

I
I

KUVA 11. Komentorivi kun APl on valmis

Ympariston toiminnan testaamista varten oli tehty valmiiksi skripti, joka lahetti
APl:lle base64-enkoodatun kuvan. Jos vastaus rajapinnalta saapui, voitiin todeta

ymparistdn toimivan.
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5 MALLIN OPETUS UUDELLA DATALLA

Ennen opinnaytetydn aloittamista pohdimme tyon toimeksiantajan kanssa mah-
dollisia tapoja yrittda parantaa tunnistustarkkuutta. Eras naista asioista oli kuvien
muokkaaminen, esimerkiksi rajaamalla tai tekemalla niille perspektiivimuunnok-
sia. Koska aikaisempien havaintojen perusteella opetusdatan laatu oli huonoa,

oli ensimmainen asia miettia paljonko, ja minkalaista opetusdata kannattaisi olla.

Green Masterin tydkoneiden osat olivat muualla, joten jouduin miettimaan, mita
muuta voisin jarjestelmalle opettaa. Ongelma oli tydkoneen osien kanssa pitkalti
se, ettd ne ovat hyvin saman nakdisia toistensa kanssa ja moottorin laheisyy-
dessa on hyvin paljon samankaltaisuutta. Paadyin tulokseen, etta opetan koneen
tunnistamaan kasityOkaluja, koska niita oli saatavilla ja monet niistd muistuttavat
hyvin paljon toisiaan. Tydkalujen kategorisointi ja koneen opettaminen niilla olikin

hyvin mielenkiintoinen lahtdkohta testausprosessin aloitukselle.
5.1 Testiymparisto

Python-ohjelmoinnissa usein on tapana luoda jokaiselle projektille oma virtuaa-
liymparistd. Tama tarkoittaa sita, etta luodaan jokaiselle sovellukselle itsenainen
hakemistopuu, johon voidaan asentaa Pythonin tietty versio ja pelkastaan halutut
kirjastot. Nain valtytaan ristiriidoilta kirjastojen versioissa ja saadaan sovelluksille
oma eristetty ymparisto, jossa on haluttu Python-versio seka ainoastaan kirjastot,
joita ohjelman suoritukseen tarvitaan. (20.) Tassa projektissakin Python-versiota

joutui alentamaan, koska Tensorflow ei tukenut uusinta versiota.

Koska halusin tehda kaiken paikallisesti tietokoneella, muokkasin sen saavutta-
miseksi Makefilea. Poistin sieltd S3-buckettiin liittyvat skriptit, ja loin omaan ha-
kemistoon kansiot. Kansiosta haettiin opetettavat kategoriat ja sinne sydtettiin
kuvat, jotka haluttin tunnistettavaksi. Lisaksi Makefilessa oli muuttuja
NUM_OF _EPOCHS, joka maaritti epochien maaran. Epoch on koneoppimisessa
kaytetty termi, joka ilmaisee algoritmin koko datasetin lapikayntien maaran (28).
Tassa tapauksessa epochien maara oli oletuksena vain kaksi. Jos epocheja on
vain kaksi, malli ei opi tunnistamaan kuvia kovin hyvin, joten muutin arvon kah-

desta 25:een.
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5.2 Testauksessa kaytetty opetusdata

Tyon toimeksiantaja halusi jarjestelmaa testattavan niin, etta opetettaisiin se laa-
dukkaalla opetusdatalla, jota on riittdva maara. Lisaksi tunnistettavien kuvien ot-
taminen tapahtuisi jonkun muun toimesta. Kun joku muu kuin itse opetusdatan
kuvannut ottaa tunnistettavat kuvat, esineen kuvakulma tai tausta poikkeaa
melko varmasti opetusdatasta. Taman avulla testi vastaisi jokseenkin tosielaman
tilannetta, kun asiakas ottaa tunnistettavia kuvia eika tieda, millaista opetusdata
on. Tassa testauksessa projektipaallikko otti tunnistettavat kuvat. Jos olisin itse
opettanut seka ottanut testikuvat, olisi niihin varmasti alitajuisestikin tullut saman-
kaltaisuutta, joka suoraan vaikuttaa esineen tunnistamiseen. Tallaisessa tapauk-
sessa kone tunnistaisi esineen ongelmitta. Testin tarkoitus oli siis simuloida ti-
lanne tosielamasta, kun asiakas ottaisi kuvan osasta ties millaista taustaa vasten

tai kuvakulmaa kayttaen.
5.2.1 Kategoriat

Testaamista varten valitsin yksitoista kategoriaa kasityOkaluista. Kategoriat olivat
vasara, jakoavain, lenkkiavain, ruuvimeisseli, pihdit, viila, kuusiokolo, taltta, hoh-
timet, tydntdomitta ja ruuvi. Opetusdataksi kuvattiin jokaisesta kategoriasta noin
20 kuvaa valkoista taustaa vasten hyvassa valaistuksessa. Jokaista opetettavaa
tyokalua kuvattiin eri kulmista ja jokaisen kategorian opetusdatasta tuli tasalaa-
tuista. Opetusdatan laadun olikin oltava hyvaa ja tasaista, koska vain nain pystyi
testaamaan koneen todellisesta kuvantunnistustarkkuutta. Kuvat piti seuraavaksi
laittaa omiin kansioihinsa ja nimeta kansiot sen mukaan, mita kuvia se sisalsi.

Kuvassa 12 on kuudesta eri kategoriasta yhdet opetusdatakuvat.
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KUVA 12. Opetettuja kategorioita

5.2.2 Mallin opettaminen

Opetusdatan kuvaamisen, kuvien kategorisoimisen ja Docker-imagen rakentami-
sen jalkeen mallin opettaminen voitiin tehda Makefilen skriptien mukaisesti.
Tassa tapauksessa malli opetettiin kayttamalla tietokoneen prosessoria. Kuten
aiemmin mainittiin, epochien maara oli muutettu kahteenkymmeneen viiteen ja
opetus on itsessaan melko raskas prosessi, joten mallin opettaminen vei useita
tunteja suorittimella tehtyna. Kuvassa 13 on kuvankaappaus komentorivilta, kun

opetus on kaynnissa 25 epochilla.
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10/10 [============——ooommmosoom=====] - 1495 14s/step - loss:

Epoch 2/25
18/16 [=
Epoch

10/1@

Epoch 4/25
1e/10 [=:
Epoch 5/
18/16 [=
Epoch 6/
18/16 [=
Epoch 7/25
10/1@

Epoch

10/1e

Epoch 9/25
18/10 [=
Epoch 1@
18/10 [=:
Epoch 11/25
10/10 [=
Epoch 12
1e/1e [=
Epoch 13
18/18 [=:
Epoch 14/25
10/1@

Epoch

10/1@

Epoch 16/25
18/18 [=
Epoch

10/1@

Epoch 18/25
10/10 [=
Epoch 19/25
18/10

Epoch

1e/1e

=] - 131s 14s/step - loss:
=] - 127s 13s/step - loss:
=] - 128s 13s/step - loss:
=] - 130s 13s/step - loss:
=] - 126s 13s/step - loss:
=] - 128s 13s/step - loss:
=] - 128s 13s/step - loss:
=] - 128s 13s/step - loss: @
=] - 130s 13s/step - loss: @
=] — 130s 13s/step - loss:

13s/step - loss:

1l4s/step - loss:

13s/step - loss:
=] — 130s 1l4s/step - loss: @
=] - 133s 1l4s/step - loss:
=] - 129s 13s/step - loss:
=] — 130s 13s/step - loss: 0@

13s/step - loss:

2.3414 - accuracy:
1.8521 - accuracy:
1.8869 — accuracy:
0.6524 - accuracy:
0.5001 - accuracy:
0.3313 - accuracy:
@.2554 - accuracy:
0.2277 - accuracy:
.1686 - accuracy:
.1869 — accuracy:
0.1922 - accuracy:
0.1563 — accuracy:
0.1198 - accuracy:
0.1434 — accuracy:
.1028 - accuracy:
0.1196 - accuracy:
©.1481 - accuracy:
.1223 - accuracy:

0.8956 — accuracy:

9.0915 - val_loss:
@.4883 - val_loss: 1
@.9458 - val_loss:
@.975@ - val_loss:
9.9745 - val_loss:
8.9897 - val_loss:
@.9878 - val_loss:
@.9899 - val_loss:
1.8000 - val_loss:
9.9842 - val_loss:
9.9828 - val_loss:
1.0000 - val_loss:
1.8000 - val_loss:
9.9932 - val_loss:
9.9982 - val_loss:
1.0060 - val_loss:
9.9828 - val_loss:
9.9885 - val_loss:

1.00€0 - val_loss:

=] - ETA: @s — loss: 0.0994 - accuracy: 0.9817]

1.9953 - val_accuracy:
.2475 - val_accuracy:
@.7707 - val_accuracy:
8.5166 - val_accuracy:
©.3802 - val_accuracy:
8.2759 - val_accuracy:
©.2207 - val_accuracy:
8.2296 - val_accuracy:
8.2129 - val_accuracy:
B8.1474 - val_accuracy:
0.1925 - val_accuracy:
8.1135 - val_accuracy:
08.1165 - val_accuracy:
©.1305 - val_accuracy:
0.1367 — val_accuracy:
8.1417 - val_accuracy:
0.1146 - val_accuracy:
B8.1465 — val_accuracy:

0.1049 - val_accuracy:

KUVA 13. Mallin opetus

Opetuksen valmistuessa lopputuloksena oli SavedModel-formaatissa oleva malli,

jolle pystyi alkaa antamaan base64-enkoodattuja kuvia tunnistettavaksi.
5.3 Tunnistettavat kuvat

Testin tavoitteena oli siis saada selville konenadn kykya tunnistaa kuvia, jotka
joku opetusdatasta tietamaton on ottanut. Tata varten projektipaallikko otti kuvia
tyokaluista, koska han ei ollut tietoinen, millaista opetusdataa oli kaytetty. Han
myos tarkoituksella kuvasi tyokaluja muun muassa erilaisia taustoja vasten, tar-
koituksena tarjota hamaavaa dataa neuroverkolle. Kuvia tuli yhteensa kaikista

kategorioista 54 kappaletta.
5.4 Kuvien lahetys neuroverkolle

Mallin opetuksen jalkeen kuvia voitiin antaa neuroverkolle tunnistettavaksi.
Docker-API:n rakentaminen tehtiin tassa vaiheessa. Kun se oli rakennettu ja lai-
tettu ajoon Docker-konttiin, neuroverkolle pystyi lahettamaan base64-enkoodat-
tuja kuvia. Koska Docker-rajapinta on REST API, sille voitiin lahettda tietoja
HTTP-pyynnaolla. Pyyntda varten olisi voinut kayttaa esimerkiksi curlia, joka on

komentorivityokalu URL-syntaksilla maaritettyjen tietojen siirtamista varten,
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mutta koska jarjestelma oli Python-ymparistdssa, paatin tehda pienen ohjelman
Pythonilla kuvien base64-enkoodausta ja HTTP-pyyntojen lahettamista varten.
Pythonille oli kirjastot olemassa tarvittavia toimintoja varten. Kuvassa 14 on Pyt-
hon-ohjelma, joka hakee kuvat annetusta polusta, base64-enkoodaa ne ja lahet-

taa neuroverkolle.

import requests
import baseé4
import json
import os

directory = '/Users/valerihaataja/Development/Pictures’
counter = @
for file in os.listdir(directory):
filename = os.fsdecode(file)
if filename.endswith(".jpg") or filename.endswith(".png") or
filename.endswith("jpeg") or filename.endswith("JPEG"):
picturePath = os.path.join(directory, filename)
counter = counter + 1
print("===" % 58)
print(counter,". ",filename)
with open(picturePath, 'rb') as datafile:
data = baseb4.bé4encode(datafile.read()).decode("UTF-8")
payload = json.dumps({'instances': [{'bé4': data}1})
r = requests.post('http://localhost:8501/vl/models/model:predict’,
headers={"Content-Type": "application/json"}, data=payload)
data_dict = json.loads(r.text)
print("")
print(r.text)

KUVA 14. Python-ohjelma tunnistustuloksia varten

Ohjelma tulostaa jokaisen kuvan jalkeen vastauksen komentoriville, jossa nakyy
kuvan nimi seka vastaus neuroverkolta. Vastaus tulee JSON-muodossa ja siina
on nahtavissa annetun kuvan todennakoisyydet seka kaikki opetetut kategoriat.
Todennakoisyys esitetaan asteikolla 0—1, joten voi ajatella, etta esimerkiksi 0,50
tarkoittaa 50 %:n todennakoisyytta. Kun kuvassa esiintyva esine tulee ensimmai-
sena vaihtoehtona, vaikka pienemmallakin todennakadisyydella, voitaisiin silti to-
deta, etta se on onnistuneesti tunnistettu. Kuvassa 15 on nakymaa, kun Python-

ohjelma suoritettiin.
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[valerihaataja®@Finlabss-MBP gm-service % python localTesting.py

Vasara_tummalla_poydalla_kulmassa.JPEG

"predictions": [
{
"classes": ["vasara", "viila", "jakoavain", "hohtimet", "taltta", "tyon
"probabilities": [©.537167966, ©.183004245, ©.0507971235, 0.0441205613,

Pihdit_tummalla_péydéalla.JPEG

"predictions": [
{
"probabilities": [©.883289278, ©.0359487198, ©.0324557051, ©0.0131360885
"classes": ["pihdit", "viila", "jakoavain", "taltta", "lenkkiavain", "hd

KUVA 15. Vastaukset komentorivilléa

Kaikki tunnistettavat kuvat tuli nimeta niin, etta komentoriviltd katsoessa tiesi,
mita mikakin kuva esittaa. Lisasin sitten kaikki kuvat hakemistoon ja ajoin ohjel-

man, jonka jalkeen otin tulokset jokaisesta ylos.
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6 TULOKSET

Monet tunnistettavat kuvat poikkesivat opetusdatan kuvista hyvinkin paljon.
Tama tehtiin testitarkoituksessa, jotta nahtiin, mihin kaikkeen opetettu malli tarttui
kuvia tunnistaessa. Esimerkki tallaisesta tapauksesta on kuvassa 16, jossa on
vasemmalla tunnistettava kuva ja oikealla yksi opetusdatan kuvista. Kuten on
huomattavissa, tassa kaytettiin kokonaan eri jakoavainta tunnistettavana, seka

hairidtekijaksi lisattiin muitakin tydkaluja taustalle.

KUVA 16. Tunnistettavaksi lahetetty kuva ja opetusmateriaalin kuva

Ylla olevassa tapauksessa neuroverkko palautti kategorian “jakoavain” ensim-
maisena vaihtoehtona todennakoisyydella 0,46. Vaikka tassa kuvassa kaytettiin
eri jakoavainta ja taustalla oli hairidtekijoita, kone tunnisti tyokalun hyvin. Voi siis

todeta, etta kone tunnisti jakoavaimen muodon ja pinnan piirteista.
6.1 Sekaannusmatriisi

Koneoppimisen tuloksien analysointiin kaytetdaan usein sekaannusmatriisia eli

confusion matrixia. Se on taulukko, jota voidaan kayttaa luokittelumallin suoritus-
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kyvyn testaamiseen testidatalla, joiden todelliset arvot tiedetaan. Sekaannusmat-
riisissa luokitellaan oikeat positiiviset ja negatiiviset arvot eli ne, joissa mallin en-
nuste on pitdd myos paikkaansa. Lisaksi matriisissa luokitellaan vaarat positiivi-
set ja negatiiviset arvot, jotka eivat pida paikkaansa. (29.) Kuvassa 17 on yksin-

kertainen esimerkki sekaannusmatriisista, jonka testidatassa on 30 koiraa ja 20

kissa.
ACTUAL
DG CAT
DOG 24 2
Predicted
CAT & 18
30 20

KUVA 17. Sekaannusmatriisi esimerkki

Mallin todellinen tarkkuus saadaan laskemalla oikein luokitellut yhteen ja jaka-
malla se testidatan kokonaismaaralla (30). Ylla olevassa esimerkissa tarkkuus on
siis 42/50, eli 0,84. Sekaannusmatriisilla voidaan laskea tarkkuuden lisaksi paljon
muutakin. Naita ovat muun muassa vaarat luokitukset, todellisten positiivisten ja
negatiivisten osuus, vaarien positiivisten ja negatiivisten osuus ja luotettavuus.
(29.)

6.2 Tunnistustarkkuus

Tein opetetuista kategorioista sekaannusmatriisin tuloksien tarkastelua varten
(kuva 18). Kuten siita on nahtavissa, kaikkien tyokaluista otettujen kuvien tunnis-
tamisen jalkeen neuroverkko palautti oikean kategorian ensimmaisena vaihtoeh-
tona 47 kuvassa. Kuvia oli yhteensa 54, joten malli luokitteli seitseman kuvaa
vaarin, mika tekee mallin tarkkuudeksi 47/54, eli 0,87. Todennakdisyydet olivat
kuitenkin pienia monissa kuvissa, vaikka luokittelu menikin oikein. Tallainen ti-
lanne voisi johtaa tosielamassa siihen, etta kone saattaisi palauttaa vaaran kate-
gorian, varsinkin silloin, jos kategorioita olisi enemman. Mallin kokonaistarkkuus

eli 0,87 oli kuitenkin todella hyva.
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Sekaannusmatriisista nakee myds helposti, mihin luokkiin konenakd sekoitti ku-
via. Esimerkiksi luokissa jakoavain, lenkkiavain, ruuvimeisseli ja taltta, konenako
sekoitti kuvia viilaan. Hohtimien kohdalla on nahtavissa, etta yksi kuva neljasta
oli mallin mielesta lenkkiavain. Matriisin jokaisen rivin loppuun on laskettu yhteen
jokaisen kategorian ennustuksien yhteenlasketut maarat, jotka sisaltavat siis vaa-
rin seka oikein menneet ennustukset. Jokaisen sarakkeen lopussa on todelliset

maarat. Vaarin menneet ovat punaisella pohjalla ja oikein menneet vihrealla poh-

jalla.
Hohtimet Jakoavain | Kuusiokolo | Lenkkiavain Pihdit Ruuvi Ruuvimeisseli Taltta Viila Tydntomitta Vasara Yhteensd
Hohtimet 3 o o o o o o o o 0 0 3
Jakoavain 0 4 o o o 0 o o 1] 0 0 4
Kuusiokolo 0 o 3 o o o 0 0 ] ] 3
Lenkkiavain i o o 5 o o o o] 0 o 0 6
Pihdit 0 o ] o 3 o o 1] o 0 0 3
Ruuvi 0 ] o o 1] 4 o o o 0 0 4
Ruuvimeisseli o o o o o o 7 o o o o 7
Taltta 0 o o ] o ] o 3 1] 0 0 3
Viila 0 i o 1 1] ] & 2 6 0 0 12
Ty@ntomitta 0 0 0 0 0 0 0 0 0 5 0 5
Vasara 0 o o o o o 0 0 1] 0 4 4
Yhteensa 4 5 3 & 3 4 9 5 6 5 4 54

KUVA 18. Kategorioiden sekaannusmatriisi

Mallin ennustuksissa eniten pieleen meni kategoria viila”. Kuten ylla olevasta
matriisista on nahtavissa, mallin mielesta viila esiintyi kahdessatoista kuvassa,

vaikka todellinen maara oli vain kuusi.

Kuten mainittu, sekaannusmatriisin avulla voidaan laskea erilaisia arvoja. Voi-
daan esimerkiksi laskea, kuinka usein malli oli vaarassa. Se saadaan laskemalla
ensin kaikki vaarin menneet ennustukset yhteen ja jakamalla summa datan ko-
konaismaaralla. Tassa tapauksessa vaarin menneita ennustuksia oli 7 ja kuvia
oli yhteensa 54, mika tekee 7/54, joka on 0,129 (29).
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6.3 Kuvien rajaus

Tosielamassa tyokoneiden osien tunnistamista hairitsi erilaiset taustat seka ku-
vissa ilmaantuvat muut osat. Tallaisessa tilanteessa voisi siis parantaa tark-

kuutta, jos hamaava tausta olisi rajattu pois kuvasta.

Taman testauksen tarkoitus oli siis yrittaa parantaa tunnistustuloksia rajaamalla
kuvia. Kone tunnisti eli antoi oikean kategorian alkuperaisista kuvista 0,87:n tark-
kuudella, joten rajasin kaikki vaarin luokitellut kuvat. Rajaamisen jalkeen kone
tunnisti kaikki kuvat, joten tassa vaiheessa pystyi jo toteamaan kuvien rajauksien

auttavan hyvin paljon tunnistamisessa.

Kuitenkin noiden kuvien tunnistustarkkuudet olivat osittain hyvin pienia, ja sen
takia tein uuden testin. Siina hyvaksyin kuvan tunnistetuksi ainoastaan silloin, jos
se oli saanut yli 0,60:n todennakoisyyden. Yleisesti ottaen yli 0,60:n todennakoi-
syys on hyvin korkea tulos ja yleensa konenakdjarjestelmissa riittaisikin, etta oi-
kea kategoria tulisi ensimmaisena vaihtoehtona. Tama jo saavutettiin edellisen
testin kuvien rajauksien jalkeen. Kuitenkin naita "todella hyvin” tunnistettuja, yli
0,60:n todennakdisyyden saaneita kuvia oli 32 kappaletta eli mallin tarkkuus oli
vain 0,59. Rajasin kaikki kuvat, jotka saivat tulokseksi alle 0,60 niin, etta tydkalu

oli kuvan keskella ja taustaa oli rajattu mahdollisimman paljon pois.

Kuvien rajausten jalkeen lahetin kuvat neuroverkolle tunnistettavaksi ja tulos oli
mielestani erittain hyva. Ennen rajauksia yli 0,60:n saaneita kuvia oli 32 ja rajauk-
sien jalkeen tulos oli 47. Tama tarkoittaa, etta uusia talla todennakoisyydella tun-
nistettuja kuvia tuli lisaa 15 kappaletta. Kokonaistuloksena tunnistustarkkuudeksi
saatiin siis tassa tapauksessa 0,87, eli tarkkuus parani lahes kolmekymmenta

prosenttia.

Vaikka opetusmateriaali ja tunnistettavaksi otetut kuvat tyokaluista poikkesivat
toisistaan, kuvien tunnistustarkkuus oli kuitenkin hyva. Yksi kuvista, jossa kone
ei tunnistanut siina esiintyvaa tyokalua, sai todennakoisyyden 0,05, joka on aa-
rimmaisen huono tulos. Tama varmaankin johtui siita, etta kuvassa esiintyva tyo-
kalu on hyvin kaukana, koska rajauksen jalkeen taman kuvan todennakoisyys
nousi 0,05:sta 0,79:8an (kuva 19).
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KUVA 19. Yksi tunnistamattomista kuvista

Testin tulos, jonka tarkoitus oli nahda, paljonko kuvan rajaus vaikuttaa tunnistuk-
seen oli hyva. Ensimmaisessa tapauksessa, jossa jatettiin tunnistustarkkuuden
arvot huomiotta, rajauksien jalkeen tulos parani 7 kuvaa eli kaikki kuvat tunnistet-
tiin.

Kuvien, joiden kohdalla tarkkuuden taytyi ylittda 0,60, parannus oli 15 kuvaa eli
27,78 %. Tama on hyva tulos, joten voi siis todeta, etta tassa tapauksessa kone

tunnisti esineen piirteet ja muodot hyvin tarkasti.

Konenakojarjestelma toimi hyvin silloin, kun se oli opetettu laadukkaalla opetus-
datalla ja opetusta itsessaan oli suoritettu tarpeeksi. Lisaksi kuvien tunnistus pa-
rani huomattavasti, kun niita rajattiin. Jos tunnistettavissa kuvissa esine olisi mah-
dollisimman keskella kuvaa, tunnistustarkkuus olisi varmasti hyva. Myos Green

Masterin tyokoneiden varaosien tunnistustarkoituksessa voisi todeta jarjestelman
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pystyvan tunnistamaan osia hyvin, jos opetusdatan maaraan ja laatuun panos-

tettaisiin enemman.
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7 YHTEENVETO

Konenakdjarjestelman tunnistustulokset olivat olleet huonoja Green Masterin tyo-
koneiden osien tunnistamisessa. Opinnaytetydn paamaarana oli tutkia jarjestel-
man toimintaa ja etsia seka testata konenaon tunnistustarkkuutta parantavia te-

Kijoita.

Lopputuloksena saatiin hyodyllista tietoa jarjestelman jatkoa ajatellen. Jarjes-
telma todettiin testien perusteella toimivaksi. Hyviin tuloksiin paastiin, kun ope-
tusdatan laatu oli riittavalla tasolla. Lisaksi tunnistettavat kuvat pitaisi olla kuvattu
niin, etta taustaa olisi kuvassa mahdollisimman vahan. Tutkimisen ja testien pe-
rusteella voisikin sanoa, etta jarjestelman ollessa asiakaskaytdssa opetusdatan
laatu ja maara pitaisi olla standardisoitua tasaisen tunnistustarkkuuden varmista-

miseksi.

Koneoppiminen ja lahes kaikki kasitellyista aihealueista olivat minulle uusia en-
nen opinnaytetydn aloittamista, joten niiden opettelussa menikin melko paljon ai-
kaa. Opinnaytetyon aihe oli mielestani todella mielenkiintoinen, ja ty6 oli kokonai-
suudessaan erittain opettavainen kokemus. Taman kaltaiselle jarjestelmalle voisi
olla rajattomia mahdollisuuksia, koska sen voi opettaa tunnistamaan kaytan-
nossa mita tahansa. Tyo sisalsi paljon teknologioita, joita tulen varmasti tarvitse-

maan ja kayttamaan tulevaisuudessa.
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