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Insindorityon tarkoituksena oli toteuttaa suosittelujarjestelma yhdistden koneoppimi-
sen ja suosittelujarjestelmien toimintatapoja. Suosittelujarjestelméa kehitettiin osaksi
tilaajan mobiilisovellusta, jossa sen tarkoituksena oli tuoda sovelluksen kayttajalle
personoituja suosituksia perustuen kayttajien katseluhistoriaan.

Suosittelujarjestelma tuli osaksi kaytetyn tavaran mobiilisovelluksen etusivua, jossa
on listattuna sovelluksessa myynnissa olevia tuotteita. Tyon tavoitteena oli korvata
etusivun tuotteiden noudon satunnaisuus personoiduilla suosituksilla. Koska puhelin-
sovellusta, jonka osaksi jarjestelma tuli, ei julkaistu tyon aikana, suosittelujarjestelméa
piti testata generoidulla datalla ja kehittaa niin, etté jatkokehittaminen on tulevaisuu-
dessa helppoa.

Tekoalymalli, eli suosituksia luova osa, luotiin Tensorflow-kirjaston metodeilla. Jarjes-
telma koostettiin sisaltdmaan neuroverkko katseluaikojen ennustamiseen ja metodit
kayttajien ja tuotteiden profiloimiseen 32-ulotteisiin vektoreihin. Tuotteiden nouto-
vaihe, joka hakee kayttajakohtaisesti X-maaran tuotteita koko valikoimasta, toteutet-
tiin palauttamaan ne tuotteet, joiden pistetulot pyydettyyn kayttajaan olivat pienim-
mat. Tuotteiden pisteytys, eli vaihe, jossa arvioitiin noudettujen tuotteiden sopivuus
kayttajalle, mahdollistettiin neuroverkon avulla. Neuroverkko ennusti kayttajan ja tuot-
teen valisen katseluajan yksi kerrallaan, minka jalkeen kohteet jarjesteltiin suurin aika
ensin.

Jarjestelman toimivuutta mitattiin vertaamalla sen suosituksia kayttéjien oikeisiin
nayttokertoihin, vertaamalla kayttgjien ja tuotteiden upotusvektoreita ja tarkkailemalla
mallin harjoitusmetriikoita. TyOn testeista selvisi, etta jarjestelma onnistuu molem-
missa sen tehtavissa, eli tuotteiden noudossa ja pisteytyksessa. Tyo tehtiin melko it-
sendisesti aihetta opiskellen, yritysten ja erehdysten kautta. Suurin osa tekoalyn toi-
mintatavoista testattiin Python-notebook-ymparistdssa. Kun jokin osa todettiin toimi-
vaksi, se liséttiin jarjestelman rajapintasovellukseen. Tuloksena oli tehtdvaansa so-
piva suosittelujarjestelma, joka suositteli testikayttajille osuvia tuotteita.

Avainsanat: suosittelujarjestelmat, tekodaly, koneoppiminen, Ten-
sorflow, Python, tietojenkasittely
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The purpose of the final year project was to create a recommendation system pow-
ered by artificial intelligence. The recommendation system was developed to be a
part of a secondhand marketplace mobile application, where its role will be to bring
personalized recommendations to users based on their watch history.

The recommendation system was developed to be a part of the application’s front
page, which lists random products that are currently being sold, its role being to per-
sonalize the page’s content. Because the application which the system was devel-
oped for was not released, the system had to be developed and tested based on
generated data.

The artificial intelligence model, the role of which is to create recommendations, was
created using TensorFlow’s libraries. The model was developed to include a neural
network to predict watching times and methods to create 32-dimensional user- and
product-embeddings. These methods enabled the system to handle two common
tasks of recommendation systems: retrieval, and ranking. At retrieval-phase, the sys-
tem retrieves X number of products from all products that are closest to queried user
based on dot-product. Ranking was done using the neural network of the model to
predict the watching times between queried user and given product.

The system was tested by comparing its recommendations to the watch history of
queried user. Based on the tests, the recommendation system handles both retrieval
and ranking well. The project was done quite independently via self-studying and
testing different methods in Python-notebook environment. When a feature was
deemed functional, it was added to the system. The product was a functional recom-
mendation system which worked as intended.

Keywords: recommendation systems, Al, Tensorflow, Python, ma-
chine learning, data science
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1 Johdanto

Sovellusten ja verkkosivujen, joiden toiminta perustuu suuren ja jatkuvasti muut-
tuvan sisaltomaaran tuomiseen kayttajalle, kuten YouTube (1), Spotify (2; 3) ja
Netflix (4), on jatkuvasti kehitettdva tapoja tuoda sisaltoa kayttajille. Jokaisella
suurella verkkopalvelulla on erittédin suuret maarat dataa seka kayttajista etta
tarjoamistaan kohteista. Yksi kysymys, joka yhdistaa kaikkia naita palveluita,
onkin se, miten kayttgjat loytavat haluamaansa siséltéa loputtomalta tuntuvasta
valikoimasta. YouTubea, Spotifyta ja Netflixia yhdistaa se, ettd ne kayttavat
omaan tarkoitukseensa kehitettyja suosittelualgoritmeja tuodakseen kayttgjil-

leen osuvinta mahdollista sisaltoa.

Tassa tydssa perehdytaan suosittelujarjestelmien ja Tensorflow-koneoppimiskir-
jaston perusteisiin ja luodaan suosittelujarjestelméa tuottamaan puhelinsovelluk-
sen etusivulle tuotesuosituksia kayttajien nahtavéaksi. Tyon on tilannut Jemma-
niminen startup-yritys, jonka samannimisen sovelluksen tarkoituksena on kan-

nustaa kayttajiaan kdymaan kauppaa omistamillaan tavaroilla.

Jemman etusivu on yksinkertainen lista palvelussa myynnissé olevia tuotteita.
Taman tyon tavoitteena on kehittaa sovelluksen etusivulle sopiva suosittelujar-
jestelma, joka innostaa kayttajia selaamaan sovelluksen tarjontaa tarjoamalla
kayttajakohtaisia, osuvia suosituksia. Ty toteutetaan Python-ohjelmointikielella
Tensorflow-koneoppimiskirjaston metodeja ja suosittelujarjestelmien menetel-

mid hyodyntaen.

2 Suosittelujarjestelmat

Suosittelujarjestelmét ovat suosituksia luovia ohjelmistoja. Suositusten tarkoi-
tuksena on auttaa kayttdjad sovellusta koskevissa paatoksentekoprosesseissa,
kuten mita elokuvia katsoisi, mité uutisia lukisi tai mitéa tuotteita ostaisi. Yleensa
suosittelujarjestelmat suosittelevat yhdenlaisia kohteita, kuten elokuvia, kirjoja
tai uutisia. (5, s. 1.) Suositukset voivat olla yleisia suosituksia, kuten 10 suosi-

tuinta elokuvaa, tai kayttajalle personoituja, kuten edellisiin katseluihin



rinnastettavia elokuvia (kuva 1). Yleiset suositukset ovat huomattavasti perso-
noituja suosituksia yksinkertaisempia luoda, minka takia niita ei yleensa kasi-
tella suosittelujarjestelmien tutkimuksissa. (5, s. 2.) Tamakin ty6 keskittyy taysin

personoitujen suosittelujarjestelmien tekniikoihin.
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Kuva 1. Netflixin suosittelulistoja. Ylempéana yleinen ja alempana personoitu.
Yleinen perustuu taysin sarjojen ja elokuvien katsojamaaraan vuorokauden ai-
kana. Personoidut suositukset perustuvat siihen, etta kayttaja on katsonut toi-
minta- ja jannityselokuvia seka -sarjoja. (6.)

Suosittelujarjestelméan toiminnan voi jakaa kolmeen paavaiheeseen:

. kohteiden nouto
o haettujen kohteiden pisteytys
o pisteytettyjen kohteiden uudelleenjarjestely.

Kohteiden nouto on vaihe, jossa jarjestelma kayttaa tarkoitukseensa sopivaa
suodatusmenetelméaé hakemaan suuresta kohdemaarasta tarkan ryhman kayt-
tajalle sopivia kohteita. Noudon jalkeen kohteiden sopivuus kayttajalle pisteyte-
taan. Koska pisteytysvaiheessa kohteita on jo huomattavasti vahemman, voi
tama vaihe olla paljon hitaampi suorittaa, eli suositukset voidaan pisteyttaa hy-
vinkin tarkasti. Viimeisen vaiheen, eli uudelleenjarjestelyn, tehtava on kayda
pisteytetyt kohteet lapi ja jarjestelld kohteet siten, ettd parhaat suosituskohteet

ovat ensimmaisina suositeltavina. (7.)

2.1 Hakuvaihe

Suosittelujarjestelmén noutovaiheeseen on pééasiassa kaksi eri toimintatapaa:



o yhteisdllinen suodatus, collaborative filtering (8; 9)
J siséltosuodatus, content-based filtering (8; 10).

Yhteisollisessa suodatuksessa kohdekayttajalle suositellaan kohteita, joita muut
kohdekayttajaa vastaavat kayttajat ovat katsoneet (9; 11). Sisaltdsuodatuk-
sessa verrataan kayttajan katsomien kohteiden ominaisuuksia ja naytetaan vain

kohteita, joilla on samoja ominaisuuksia (10; 11).

Molempia suodatusmenetelmia yhdistdd sama kysymys: Miten tiedetaan, mitka
kohteet ovat kayttajalle mielenkiintoisia? Mielenkiinnon osoituksia, eli arvoste-
luita, voidaan muodostaa kayttajien jattamien tietojélkien perusteella. Arvoste-
luja on seka ekspilisiittisia ja implisiittisid. Eksplisiittiset arviot ovat mita vain

kayttgjan tietoisesti jattamia arvosteluja:

. tykkaykset — binaarinen arvostelu, jossa kayttajat arvioivat kohteen
mielenkiintoiseksi tai ei-mielenkiintoiseksi

o arvostelut — kayttajat arvioivat kohteen ennalta méaaritellylla numero-
asteikolla huonoimmasta parhaaseen

. kommentit — kommentein jatetyista arvioista voi saada erittain tarkan
kuvan kayttajien mielipiteista, mutta niiden muuttaminen koneelli-
sesti kaytettdvaan muotoon on raskasta muihin eksplisiittisiin tapoi-
hin verrattuna. (5, s. 77.)

Implisiittiset arvot ovat seurantadataa, kuten klikkauksia, katseluaikoja tai katse-
lukertoja. Toisin kuin eksplisiittiset arvot, implisiittiset eivat tarvitse tallentuak-

seen mitaan aktiivista kayttajan toimintaa (5, s. 77).

Implisiittisesti saatua dataa on hyva kayttdd hakuvaiheessa, silla sita on huo-
mattavasti eksplisiittista enemman ja siitd saa tarkan kuvan kayttajan mielty-
myksista, vaikkei h&n arvioisi mitdan mita katsoo (12). Esimerkiksi Netflix kayt-
t&& naita arvoja tehdessaan suosituksia: Mité ohjelmia tai elokuvia kayttaja on
katsonut ja kuinka paljon? (4.) Toisaalta eksplisiittisten arvojen etuna on niiden
yksinkertaisuus. Jatetyt arvostelut tykkayksina tai numeroina kertovat jarjestel-
malle melko suoraan, mitka kohteet merkitsevéat kayttajalle muita enemman,

silla han on ndhnyt vaivaa niiden arvioimiseen (5, s. 77).



Hakuvaiheen datankasittelytapa perustuu siihen, ettd mallin luontivaiheessa jo-
kaiselle kayttajalle ja kohteelle annetaan upotusarvot. Upotusarvot ovat moni-
ulotteisia vektoreita, jotka esittavat kayttajia tai kohteita. Jokainen vektorin piste
merkitsee eri asiaa. Esimerkiksi kuvassa 2 kayttajavektorin ensimmainen, ja ai-
noa, arvo esittdd mieltymysta lasten elokuviin ja kohdevektorin ensimmainen

arvo esittdd, onko elokuva lapsille.
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Kuva 2. Yhteissuodatuksen tiedonkasittelymenetelma. Merkki kayttajan ja elo-
kuvan valissa merkitsee, etta kayttaja on katsonut elokuvan. Kayttgjien ja eloku-
vien upotusarvot ovat yksiulotteisia vektoreita valilla -1 ja 1. Kayttdjien upotus-
arvo kertoo kayttajien mieltymykset lasten vai aikuisten elokuville. Elokuvien
upotusarvot kertovat niiden kohdeyleison ikaryhman. (9.)

Upotusvektorit mahdollistavat kohteen ja kayttajan valisien suhteiden laskemi-
sen. Pistetulo, eli vektoreiden vélinen etaisyys, on yksi nédistd metodeista. Pieni

pistetulo kertoo isommasta todennakoisyydesta, etta kayttaja pitdd kohteesta.

(1.)



2.1.1 Yhteisollinen suodatus

Yhteisollisen suodatuksen vahvuus on se, ettei sen tarvitse tietdd kohteiden
ominaisuuksista mitd&n, mutta se voi silti luoda tarkkoja kohdesuosituksia mui-
den kayttdjien toiminnan perusteella. Yhteisotllisen suodatuksen avulla tehdyt
suositukset voivat olla myds positiivisella tavalla yllattavia, silla se ei ole rajoi-
tettu suosittelemaan tarkkojen kohdeominaisuuksien mukaan. Yhteiséllisen suo-
datuksen tuomat suositukset voivat parhaimmillaan auttaa kohdekayttajaa loyta-
maan uusia mielenkiinnon kohteita (5, s. 111).

Koska yhteiséllisen suodatuksen malli luo suosituksensa perustuen kaikkiin sen
luontivaiheessa olemassa oleviin arvosteluihin kayttajien ja kohteiden valilla, se
ei osaa suositella kohteita, jotka on lisatty sen alustuksen jalkeen (13; 5,

s. 111).

Jos yhteisdllisen suodatuksen suosittelumallin voisi alustaa uudelleen aina, kun
suositeltava data muuttuu, olisi edella mainittu ongelma helposti ratkaistu. On-
gelma on siing, etta malli on suunniteltu suuria tietomaaria varten ja siina yhtey-
dessé uudelleen alustaminen koko tietomé&aralla on erittdin raskasta. Yksi rat-
kaisu hallita uutta dataa yhteisdllisen suodatuksen mallissa on nimeltaan
WALS-yhtalo eli Weighted Alternative Least Squares (kaava 1). Yhtalon avulla
voidaan luoda kohteelle upotusarvo ilman, ettd mallia tarvitsee alustaa uudel-
leen.

Tere Il Aiy = Uy, I (1)

UiOEIRd

i, on kohde, jolle upotus lasketaan

A on arvostelumatriisi, johon upotus lisataan

U on syo6tettavan kohteen arvostelumatriisi

V;, on upotusarvo, jonka yhtalo palauttaa. (13.)

WALS-yhtélolla verrataan uutta kohdetta muihin, jo olemassa oleviin, ja anne-
taan sille upotusarvo perustuen muihin upotusarvoihin. Se toimiikin vain, jos uu-

della kohteella on kayttajaarvioita. Muiden kohteiden tai kayttéajien upotusarvot



eivat muutu WALS-yhtalon myota. Tama tarkoittaa sita, etta upotusarvoa teh-
dessa jarjestelma ei ota huomioon kayttajien vaihtuvia mielenkiinnonkohteita tai
kohteiden muuttuneita ominaisuuksia. Sen vuoksi yhteiséllisen suodatuksen
malli on hyvé alustaa kokonaan uudelleen, vaatimusten mukaan, viikoittain, pai-

vittain tai jopa tunneittain. (13.)

2.1.2 Sisaltdsuodatus

Puhtaasti siséltosuodatukseen perustuva jarjestelma ei suosittele kohteita sen
mukaan, ovatko muut kayttajat katsoneet niitd. Sen sijaan se suosittelee niita
kohteita, jotka ovat ominaisuuksiltaan samankaltaisia muiden kohteiden kanssa,
joita kayttaja on aiemmin arvostellut (5, s. 73). Koska sisaltosuodatuksen jarjes-
telman suositukset perustuvat vain kayttajan arvostelemien kohteiden ominai-
suuksiin, siind on kaksi merkittdvaa etua yhteisélliseen suodatukseen verrat-

tuna:

o Se ei tarvitse mitaan kayttajatietoja kohteiden suositteluun.

o Se voi suositella kayttajalle kohteita, vaikka ne eivat kiinnostaisi yh-
takaan muuta kayttajaa. (10.)

Sisaltosuodatuksen metodeja kayttava jarjestelma voi olla erittdin ennalta-arvat-
tava. Vaatii paljon hienosaatoa, jotta sen tuottamat suositukset pysyisivat kayt-
tajalle mielenkiintoisina tai yllattavina. (10; 5.) Kuvassa 3 on esitetty sisal-

tésuodatuksen toimintamalli, jossa kayttajalle suositellaan puhelinsovelluksia.
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Kuva 3. Sisaltosuodatuksen toimintamalli. Kayttaja on kayttényt tiede-, terveys-
ja opiskelusovelluksia paljon, joten jarjestelman tavoitteena on suositella naita
ominaisuuksia omaavia sovelluksia. (10.)

Mukautuvimman suosittelujarjestelmén saa, kun yhdistaa yhteissuodatuksen ja
siséltosuodatuksen ominaisuuksia hybridimalliin. Hybridimallin tarkoituksena on
tayttaad toisen mallin heikoimmat kohdat toisen mallin metodeilla, kuten ottaa yh-

teissuodatuksessa huomioon kohteiden ominaisuuksia arviointien liséksi. (5.)

2.2 Suositusten pisteytys ja jarjestely

Suosittelujarjestelmissa pisteytykseen hyédynnetdén usein koneoppimisen mal-
lia, joka, perustuen kayttajan jattamiin arvosteluihin, ennustaa kayttajan arvoste-
lun kohteelle. Jarjestelemalla listan siten, ettéa parhaan ennustusarvon saanut
kohde on ylimpana ja huonoimman alimpana, saadaan lista kohteista, jonka en-
simmaiset kohteet ovat jarjestelymallin mukaan kayttajalle osuvimpia. (15.)
(Kuva 4.) Tekoalymallin kehittaminen sisaltda useita vaiheita jarjestelméasta riip-

puen (16, s. 10). Taman tyon kannalta sen kolme tarkeinta vaihetta ovat

° datan valmistelu



o mallin harjoittaminen

° mallin evaluointi.

Datan valmistelu on erittéain merkittava osa tekoalymallin kehittamista. Pisteytys-
mallissa tarkeinta on arvioida, mita arvosteluarvoa kaytetaan kayttajan ja koh-

teen valilla. Jos harjoituksessa kaytetaan eksplisiittisia arvoja, pisteytysmalli pis-
teyttdd kayttajan tietoisesti hyvin arvostelleita kohteita vastaavat kohteet parhai-
ten. Kuvassa 4 pisteytysmalli on harjoitettu kayttajien eksplisiittisten, 0—-5 nume-

roasteikolla annettujen, arvostelujen avulla.

e_title,
g': predicted_rating.numpy

H)
pd.DataFrame( : x['predicted_rating'],
/' 45s
movie _title predicted_rating
b'lt Happened One Night (1934)°
b'Rear W
b'Wonderful, Horrible Life of Leni Riefenstahl...
1 Kane (1941)

b'Third Man, The (1949)°

Kuva 4. Jarjestelymallin avulla luotu lista pisteytetyista suosituksista suurin ar-
vosteluennustus ensimmaisena (15).

Kohteiden pisteytysté varten koneoppimisen malli kehitetédén siten, etta joka
harjoitusvaiheen sukupolvella, koneoppimisen termein epochilla, malli pyrkii en-
nustamaan kayttajan ja kohteen véalisen arvosteluarvon. Sukupolvien vélissa
malli vertaa ennustettua arvoa oikeaan arvosteluarvoon ja seuraavassa suku-
polvessa korjaa virhettd oikeaan suuntaan. Kun ennalta maaritetty maara suku-
polvia on takana, tekoalymallin ennusteiden tarkkuus evaluoidaan, minka jal-
keen, jos tuloksiin ollaan tyytyvaisia, sita voidaan kayttaa ennustusten luontiin ja

suositusten jarjestelyyn. (16, s. 10.)



3 Tensorflow ja koneoppiminen

Tensorflow on Googlen kehittdma ja vuonna 2015 julkaisema avoimen lahde-
koodin koneoppimisen alusta, joka sisaltaa paljon erilaisia kirjastoja moniin ko-
neoppimisen tehtaviin (17). Tensorflow’n kirjastoja on monelle eri ohjelmointikie-
lelle, kuten Javalle, C++:lle, JavaScriptille ja Pythonille. TAssa tydssa Ten-

sorflow’n kirjastoja kaytetaan Pythonilla.

Tassa tyossa tekoadlymallit ovat Tensorflow’n Keras-rajapinnan Model-luokkia
(18). Yleisesti maariteltynd Model on joko metodi, joka laskee jotain Tensor-da-
tatyypilla, tai X-maaréa muuttujia, joita voi paivittda harjoituksen kautta (19).
Kaikki Tensorflow’'n mallit, jotka harjoitetaan valvotusti, toimivat samalla tavalla:
mallille syotettava data on jaettu syote- ja nimikedataan, input ja label. Syo6te-
data sisaltda datan, jolle malli tulee tekemaan ennustuksia. Nimikedata, labels,
kertoo, minka kaltaisia ennustuksia mallin tulee syotetystéa datasta palauttaa.

(20.) Kuvassa 5 on esitetty yleinen Tensorflow’n mallin toimintarakenne.

Training loop

Evaluation loop

Kuva 5. Yleisluontoinen visualisointi Tensorflow-mallin toimintalogiikasta (21).

Mallit voidaan harjoittaa myos ei-valvotusti, eli ilman nimikedataa. Ei-valvotussa
harjoituksessa kaytetaan koneoppimisen metodeja analysoimaan ja
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ryhmittelemaén, kaytanndssa nimeamaan, sydtedatan ominaisuudet. (22.)
Tassa tydssa kohteiden ja kayttdjien luokittelu on toteutettu mallilla, jonka har-
joitus on ei-valvottu. Sen haviometriikalla, top k categorical accuracy, voi seu-

rata ei-valvotun mallin harjoitusta.

3.1 Harjoitus ja mittaaminen

Harjoitusvaiheen tavoitteena on saada malli oppimaan sille sy6tetyn datan tun-
nistus siten, etta se voi tehdé ennustuksia datalle, jota se ei ole ennen nahnyt.
Mallin ennustuksien tarkkuutta mitataan mittausmetodeilla. Niilla voidaan seu-
rata ennusteiden kehittymista harjoitussukupolvien yli. Tassa tydssa mallin tark-

kuutta mitataan kahdella eri mittaustavalla:

. Top K categorical accuracy — Kuinka monta kayttajan arvostelemaa
kohdetta on kierroksen aikana haetussa K-pituisessa kohdelistauk-
sessa. Malli toimii oikein, jos arvo nousee sukupolvien my6ta. (23.)

o Root Mean Squared Error — Kertoo mallin tuottamien ennustuksien
ja oikeiden arvojen erotuksien nelididen keskiarvon. Malli toimii oi-
kein, jos arvo laskee sukupolvien myota. (24.)

Top K categorical accuracy -mittausmetodia kaytetaan noutomallin harjoituksen
seurannassa. Jokaisella harjoituksen sukupolvella malli tuottaa K-mé&éaran suosi-
tuksia ja metodin avulla tarkistaa virheen, kuinka paljon kayttajan arvostelemia
tuotteita suosituksissa on. Esimerkiksi top-5 categorical accuracy’n arvo 0,2 ker-
too sen, etta kayttajan arvioima kohde on viidessa ensimmaisessa mallin pa-

lauttamassa suosituksessa 20 prosentin todennakdisyydella (25; 23).

Root Mean Squared Error, RMSE-menetelmaa, kaytetd&n neuroverkkoennus-
tusmallin harjoituksen seurannassa. Sen tulo on kaikkien ennustuksien ja nimi-
kearvojen erotuksien nelididen keskiarvo juuressa. Kaava 2 kuvaa RMSE:ta.
Mita pienempi RMSE:n arvo on, sitéd parempi malli on ennustamaan kayttotar-

koitukseensa sopivia arvoja.

RMSE = /2@ )
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P on ennustettu arvo

0 on nimikearvo

i on indeksi

n on kohteiden maara. (26; 24.)

Harjoittaessa tekoalymallia sille tulee maaritella vahintdan sukupolvien maara ja
oppimisnopeus. Jos sukupolvia on liikaa tai malli on liian monimutkainen, se voi
paatya ylisovitetuksi (27). Ylisovittunut, overfit, malli muistaa harjoitusdatan liian
tarkasti eika osaa luoda ennustuksia sen ulkopuolisesta datasta (28; 27).

Ylisovittumista voi estad monilla eri keinoilla:

. vahentamalla tekoalymallin harjoituskierroksia

o vahentamalla mallin monimutkaisuutta, kuten poistamalla neuroneita
tai neuroverkon kerroksia

. muuttamalla mallin oppimisnopeutta
. regularisoinnilla

. dropout-arvoa kayttamalla. (27.)

Oppimisnopeus, learning rate, maarittaa, kuinka herkasti malli korjaa sukupol-
vien valisia virheita. Jos korjauksen maara on liian iso, malli korjaa painoja su-
kupolvien valissa liikaa eika opi sopivia painoarvoja. Painvastoin liian pienella
korjauksen maaralla malli ei korjaa kerrosten vélisia painoja sukupolvien valissa
tarpeeksi. (29.)

Dropout on neuroverkoille tarkoitettu tapa estéé ylisovittamista. Jos neurover-
kolle on méaaritetty dropout-arvo, se kytkee satunnaisesti arvon méaéaran neuro-
neita pois paalta jokaisella harjoituskierroksella. Koska jokaisella harjoituskier-
roksella eri neuronit ovat pois paalta, ei ole suurta riskia, etta yksittaiset neuronit
vahvistuisivat liikaa. Dropoutin avulla neuroverkko ei tukeudu liikaa yksittaisten

neuroneiden opittuihin arvoihin eiké ylisovitu herkasti. (30.)

Regularisoinnin, suomeksi vakinaistamisen, tavoitteena on vahentaa harjoituk-

sessa opittuja painoarvoja, jotka ovat liilan tarkkoja harjoitusdatalle (32).
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LASSO-regressio (kaava 3) ja Ridge-regressio (kaava 4) ovat kaksi Ten-

sorflow’n yleista vakinaistamismetodia (31).

1 |W| (3)

Ax W2 4)

A on Tensorflow’n asiayhteydessa vakinaistamisen maara
W on mallin luoma painoarvomatriisi

Mallin harjoituskierroksen aikana ne luovat mallin luomista painoarvoista ran-
gaistusarvon, joka lisdtdan mallin haviometodiin. Jos rangaistusarvo, ja sita
kautta haviometodin arvo, on suuri, malli korjaa opittuja painoja enemman pois

opitusta kuin tavallisesti. (32; 33.)

3.2 Mallien rakenne

Tekoalymallit koostuvat lahes poikkeuksetta kerroksista, jotka palauttavat mal-
lille sy6tetyn datan toivotussa muodossa. Kerrokset voivat koostua misté vain
metodeista, jotka hyvaksyvat ja palauttavat Tensor-datatyypin arvoja. (19; 34.)
(Kuva 6.)

(x, kernel_size=[5,5], ...)
(x, kernel_size=[2,2], ...
(x, kernel_size=[5,5], ...)

(x, kernel_size=[2,2], ...

(x, activation_fn=tf.nn.relu)

(x, 0.5)

(x)

Kuva 6. Esimerkki Tensorflow-mallin kerroksista ja datan kulkusuunnasta. Ku-
vassa kuvantunnistusmallin rakenne (21).
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Tensorflow’n Layers-kirjasto siséltaa kerroksia moniin eri tehtaviin. Tassa

tyossa kaytetddn neljaa eri kerrosta:

o Dense — taysin kytketty neuroverkkokerros

o IntegerLookup — datanvalmistelukerros, joka muuttaa sille syotetyn
harvan numerolistauksen jatkuvaksi numerolistaukseksi

o StringLookup — kuten IntegerLookup, mutta tekstidatalle

o Embedding — upotuskerros, joka luo sille syétetyista positiivisista nu-
meroarvoista X-ulotteisia vektoreita.

Taysin kytketyt kerrokset, Dense-layers, koostuvat nimensa mukaisesti neuro-
neista, joista kaikki ovat yhteydessa toisiinsa (35). Neuroverkon sisaltdméan te-
koalymallin koulutusvaiheessa malli sdatelee neuroneiden vélisia yhteyksia si-
ten, etta haluttuihin tuloksiin johtaneet neuroniyhteydet vahvistuvat ja painvas-

toin virheellisiin tuloksiin johtaneet yhteydet heikentyvat (29) (kuva 7).

Deep neural network
Input layer Multiple hidden layers Output layer

Kuva 7. Taysin kytketty neuroverkko, jonka jokaisessa kerroksessa on pisteiden
maara neuroneita (36).
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Yksittainen neuroverkon neuroni laskee sydtedatansa painokertoimilla aktivoin-
tifunktion arvon ja syottaa sen seuraaville neuroneille (35) (kaava 3). Aktivointi-
funktioita on erilaisia, mutta kaikkien tavoite on sama: méaéaritella miten neuro-
verkko oppii ymmartamaan harjoitusdataansa (37). Harjoituksen aikana malli
paivittdd aktivointifunktion gradientin perusteella neuronin painokertoimet, jotka
muuttavat neuronin palautusta seuraavalla harjoituskierroksella (38). Kaava 5

esittdd, miten neuronin palautus lasketaan.
output = activation((input - kernel) + bias) (5)

input on neuronin sydtedata
kernel siséltda opitut painoarvot
bias on mallin luoma arvo, jolla se voi vaikuttaa neuronin aktivoin-

tiin
ReLU, Sigmoid ja Tanh ovat yleisia aktivointimetodeja. ReLU, Rectified Linear

Unit, on nopein aktivointimetodi. Se palauttaa joko neuronille sydtetyn arvon tai

nollan, jos arvo on sen alapuolella. (38.) (Kaava 6.)

f(x) = max (x, 0) (6)

x on funktiolle syotettava arvo

ReLU:n suurin ongelma on kuolleiden neuronien riski. Jos neuroni palauttaa
nollan, on sen gradienttikin nolla, eli neuronin painoarvoja ei paiviteta seuraa-
valle kierrokselle ja neuroni jaa hyodyttémaksi. (39.) Sigmoid on aktivointime-
todi, joka palauttaa aina arvon 0:n ja 1:n véliltd. Se on ReLU:a hitaampi suorit-
taa, mutta sopii tiettyihin tapauksiin ReLU:a paremmin, kuten todennakdisyyden

ennustamiseen. (40; 38.) (Kaava 7.)

1
80 = e (7)
Koska Sigmoid palauttaa aina arvon nollan ja yhden valilla, on mahdollista, ett&
Sigmoidin palauttama gradientti on niin |&hell& nollaa, etta gradientin korjaami-

nen harjoitusten valilla on kaytanndssa mahdotonta, eli neuronista tulee erittain
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lineaarinen. Tata ongelmaa kutsutaan nimella katoavan gradientin ongelma,
vanishing gradient problem. (40.) Tanh, hyperbolinen tangentti, on samanlainen
aktivointimetodi kuin Sigmoid, mutta palauttaa arvon miinus yhden ja yhden va-
lista (38). Tanh-metodillakin on riski katoavan gradientin ongelmaan.

Hyva tapa korjata aktivointimetodien ongelmia on vaihtaa tarkoitukseen epaso-
piva aktivointimetodi toiseen, joka toimii paremmin mallin kasitteleman datan
kanssa (40).

Upotuskerrokset, Embedding-layers, muuttavat niille syotetyt numeroarvot niita
vastaaviksi vektoreiksi (41). Tassa tydssa kaytetadn upotuskerroksien luomia
32-ulotteisia upotusvektoreita profiloimaan seké kayttajat ettd kohteet. Kohtei-
den noutovaihe kayttaa upotusvektoreita tuomaan kayttajalle suosituksia perus-
tuen esimerkiksi vektoreiden valiseen etaisyyteen (luku 2.1.1). Kuvassa 8 on

esitetty, minkalaisen upotusvektorin suosittelumalli on luonut mieskayttajasta 3.

user_embedding = recommender.user_model({
: np.a
-~ .
gender" :

user_embedding
"~ 06s

<tf.Tensor: shape=(1, 32), dty 32, numpy=

array([[ e.

Kuva 8. Suosittelumallin luoma upotusvektori kayttajasta 3, jonka sukupuoli on
mies (41).

Koska upotuskerrokselle syotettavan datan tulee olla numeerisessa muodossa,
on yleista, etta sille syotettdva data kasitellaan IntegerLookup- ja StringLookup-

kerroksien, tai vastaavien, avulla (22). Ne muuttavat syotetyn datan jatkuviksi



16

numerolistauksiksi (42). Kuvassa 9 on esimerkki, miten lookup-kerrokset muok-

kaavat niille syotetyn datan upotuskerrokselle sopivaksi.

= P [y S |
ids [1, 2, 5, 7, 1@, 39]
genders ['male’, 'female', '"other']

tf.keras.layers.SstringlLook =genders,
tf.keras.layers.IntegerLookup( =ids,

, str_lookup(genders).numpy())
id_lookup 5 ). numpy( ))

('genders:

4 0.bs

genders: [1 2 3]
ids [1 2 3 4 5 6]

Kuva 9. Lookup-kerrokset muuttavat niille syotetyn datan jatkuvaksi numerolis-
taukseksi, joka on seka upotuskerrokselle oikeassa muodossa etta tehokas ka-
siteltava (42).

Kaikki edella mainitut kerrokset yhdistettyna niita kayttava tekoalymalli on val-
mis profiloimaan sille syotettyja kohde- ja kayttajatietoja upotuskerroksien avulla

seka luomaan arvosteluennustuksia tiiviin neuroverkon avulla (7).

4 Suosittelujarjestelma mobiilisovellukseen

Insindoritydssa kehitettiin uusi tekoalysovellus tilaajayrityksen, Jemman, aiem-
man suosittelujarjestelman tilalle, joka loi suosituksia yhteiséllisen suodatuksen
menetelmin kayttaen kayttajien katseluaikaa arvioina. Vanhan jarjestelman suu-
rimmat heikkoudet olivat samat kuin yhteisoéllisesséa suodatuksessa yleisesti: se
ei tiennyt tuotteista, joilla ei ollut nayttokertoja, eika osannut suositella uusia
tuotteita ennen uudelleenkoulutusta. Kayttaja- tai tuotetietojen lisdédminen siihen

jarjestelmaan olisi myos ollut erittain vaikeaa, ellei mahdotonta.

Yhtena tyon tavoitteena oli mahdollistaa tuotteiden ja kayttéjien lisatietojen huo-
mioiminen. Kayttajien lisatiedot voivat olla esimerkiksi sukupuoli, mielenkiinnon
kohteet ja lasten maard. Ensimmainen liséattava kayttajan tieto oli sukupuoli,

koska se on yksinkertainen tekstiarvo, jonka lisddminen ja testaaminen ol
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muihin kayttajatietoihin verrattuna yksinkertaista. Tuotteiden lisétietoja ovat esi-
merkiksi tuotemerkki ja tuoteryhmé, mutta tassa vaiheessa kehitysta niiden lisa-
tiedot jatettiin huomiotta. Koska jarjestelmaa kehitetdan jatkossa aktiivisesti
kayttajapalautteen ja sovelluksen tarpeiden mukaan, oli tarkeaa, etta jatkokehit-
taminen, kuten kayttaja- ja tuotetietojen liséaminen, on uudessa suosittelujarjes-

telmassa helppoa ja jarjestelmén toiminta ja rakenne ovat selkeat.

Toteutettavan suosittelujarjestelman tuli osata kaikki suosittelujarjestelman teh-
tavat, eli suositusten haku, pisteytys ja jarjestely siten, etté jarjestelmén ennus-
tusten mukaisesti kiinnostavimmat tuotteet tarjotaan kayttajalle ensimmaisena.
Kaikkiin suosittelujarjestelman tehtaviin kaytettiin Tensorflow Recommenders -

kirjaston metodeja, jotka palvelevat suoraan ty6n tarkoitusta (19).

Koska suositusten haku tehdaéan rajapintakutsulla, suosittelujarjestelmasovellus
toteutettiin Flask-rajapintaohjelmistokehysta kayttéden. Flask on nopea ja erittain
suosittu Pythonille kehitetty rajapintaohjelmistokehys, joka mahdollistaa helposti

muokattavan ja skaalattavan rajapintasovelluksen kehityksen ja julkaisun. (43.)

Sovelluksen tarkeimmat rajapintakutsut ovat /train ja /recommend, harjoitus ja
suosittelu. Harjoituskutsussa haetaan ja kasitellaan tekoalymallin kayttama data
ja harjoitetaan tekoalymalli. Se palauttaa tekoalymallin harjoitushistorian ja -yh-
teenvedon, joka sisaltaa factorized top k:n ja RMSE:n mittausarvot harjoitussu-
kupolvilta ja viimeisimmalta sukupolvelta. Suosittelukutsu palauttaa listan ID:it4,
jotka ovat tekoalymallin suosituksia pyydetylle kayttajalle. Kutsuja lisattiin ja

muokattiin tarpeiden mukaan jarjestelman kehittamisen ohella.

4.1 Tiedon haku ja kasittely

Suositusten luontia ja pisteytysta varten suosittelujarjestelma tarvitsee dataa

kahdesta eri rajapinnasta, neljalla erillisella kyselylla:

o kayttajat — sovelluksen kayttajien sukupuolet
o tykkaykset — kayttajien antamat tykkaykset tuotteille
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° tuotteet — kaikki sovelluksen olemassa olevat tuotteet

o katseluajat — kayttajien kayttama aika tuotenakymassa.

Jemma-jarjestelmén kayttaja-, tykkays- ja tuotedata on varastoitu MySQL-tieto-
kantaan, jonka rajapintasovellus toimii Laravel-ohjelmistokehyksessa. Laravel
on PHP:lle kehitetty rajapintaohjelmistokehys, joka mahdollistaa helpon rajapin-
tasovellusten kehittamisen ja kommunikoinnin mm. tietokantapalvelimien
kanssa (44).

Aika-arvodata on varastoitu, erillisend MySQL-rajapintasovelluksesta, Redis
hash -tietokantaan. Redis on valimuistia kayttava tietokantajarjestelma, eli in
memory data structure store (45). Valimuistin kaytt6 mahdollistaa erittain no-
pean tiedonhaun verrattuna perinteisempiin kiintolevyratkaisuihin (46). Koska
Rediksen hash-tietokannan avaimet ovat tekstityyppia, kayttajien aikadata on
varastoitu avaimilla muodossa “kayttaja-ID:tuote-ID” views-nimiseen hash-tau-

luun (45). Avaimien takana oleva arvo on katseluaika millisekunteina.

Kun kayttaja on kirjautunut sisaan Jemma-puhelinsovellukseen, on sovellus jat-
kuvassa WebSocket-yhteydessa Jemman WebSocket-palvelimeen. Se huolehtii
kahdesta asiasta: ilmoitusten lahettamisesta ja, taméan tyon kannalta tarkeam-
pana, katseluaikojen tallentamisesta. Katseluajat tallennetaan erikseen muusta
Jemman kayttdmasta datasta, koska implisiittisesti jatettyd katseluaikadataa tu-
lee olemaan enemman kuin mitdan kayttajien eksplisiittisesti syottamaa dataa.
Pyrkimyksena on pitdd Jemman MySQL-tietokanta irtonaisena implisiittisesta

seurantadatasta.

Kun kayttaja avaa myynnissa tai vuokrattavissa olevan tuotteen koko naytt6én
puhelinsovelluksessa, aikaseurantaa tekeva sovelluksen sisdinen aikaseuranta-
luokka ottaa sen hetken aikaleiman muistiin. Kun kayttaja poistuu nakymasta,
aikaseuranta-luokka laskee poistumisajan ja aloitusajan erotuksen ja tieto lahe-
tetdan WebSocket-yhteyden kautta Redis-tietokantaan. Kuvassa 10 on esitetty
datan kulku Jemman sovellusten ja rajapintojen seka tietokantapalvelimien va-

lill&.



19

w

>

§ Puhelinsovellus Dashboard

3

O

=
2 WebSocket Laravel API Suosittelujarjestelma
E'?

O

5

< Redis MySQL

kS

|_

Kuva 10. Jemma-jarjestelmén rakenne. Suosittelujarjestelma kommunikoi Jem-
man API:n ja Redis-kannan kanssa.

Suosittelujarjestelmasovelluksen tiedonhaku tehdéaéan aina tekoalymallin koulu-
tuksen kanssa samaan aikaan, vahintaan kerran paivassa. Koska tiedonhaun ja
mallin koulutuksen nopeus ei nay puhelinsovelluksen kayttdjille mitenkaan, nii-
den nopeudella ei ole kaytanndssa mitaan valia. Suosittelujarjestelman tulee
olla nopea vasta suosittelumetodissa, jossa palautuksen nopeus vaikuttaa suo-

raan puhelinsovelluksen etusivun péaivitysnopeuteen.

Harjoitusvaiheessa tekoalysovellus teki nelja eri kyselya kaikelle tarvitsemalleen
datalle. Kun kaikki sovelluksen tarvitsema data oli noudettu, Redis-kannasta ha-
ettuun aikadataan yhdistettiin kayttgjien sukupuolet ja tykkaykset. Lopputulok-
sena oli taulu, joka sisélsi jokaisen katseluaikatiedon kayttaja- ja tuote-ID:n,
kayttajan sukupuolen ja tiedon tykkayksesta (kuva 11). Yhdistetyn kayttajatieto-
taulun liséksi sovellus teki tuotetaulun, joka sisaltaa kaikki sovelluksen tuotteet,
nekin, joita kukaan ei ole viela nahnyt tai arvostellut. Esimerkkikoodi 1 nayttaa,
miten tieto parsittiin Pandas dataframe -muotoon, jotta sen kasittely olisi mah-
dollisimman yksinkertaista. Jokaisen sovelluksessa tehtavan rajapintakyselyn

vastaus muutettiin samalla tavalla dataframe-muotoon.
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data = Redis.hgetall('views')

user ids, classified ids, times = [], [], []

for key in data:
user ids.append(int (key.split(':") [0]))
classified ids.append(int (key.split(':") [1]))
times.append (int (datalkey]))

df = pd.DataFrame ({
'user id': user ids,
'classified id': classified ids,
'time': times

})

Esimerkkikoodi 1. Katseluaikojen tiedon haku Redis-tietokannasta ja datafra-
men luominen.

Koska katseluajat saattavat erota toisistaan huomattavasti ja aariarvot vaaristai-
sivéat sovelluksen normaalikaytdsta saatavat arvot, yli 30 sekunnin ajat muutet-
tiin 30 sekuntiin. Taman jalkeen ajat normalisoitiin desimaaliksi nollan ja yhden
valille, jotta kasiteltdva data olisi kauttaaltaan samassa suuruusluokassa. Syo-
tettavan datan normalisoinnilla nopeutettiin mallin harjoitusta ja vahennettiin
epatoivottuja ilmidita, kuten pyoristysvirheita tai yksittaisten ominaisuuksien liial-
lista korostumista. Kuva 11 esittda katseluaika-taulua, jossa on yhdistettyna

kaikki kayttajan data katseluaikaan.

0.410647... @ other

2059 0.150006... @ female

male

other

other
0.420458... @ male
B.879579... male

Kuva 11. Suosittelumallin kayttdméa data yhdistettyna ja normalisoituna yhteen
tauluun.

Kayttajan implisiittista katseluaika-arvostelua kaytettiin seka suosittelujarjestel-
man haku- etta pisteytysvaiheessa. Hakuvaiheessa katselukertaa, eli bindarista
tietoa aika-arvon olemassaolosta, kaytettiin positiivisena mielenkiinnon osoituk-

sena kayttajalta tuotteelle. Pisteytysvaiheessa aika-arvoa kaytettiin arvioimaan
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kayttajan mielenkiinto tuotteelle. Pisteytyksessa myos kayttajan jattdmat tyk-
kaykset olivat isossa painoarvossa. Jos kayttaja tykkasi tuotteesta, eli antoi
koko naytdn nakymassa tuotteelle sydamen, kayttajan katseluaika tuotteelle
kaksinkertaistettiin. Nain kayttajan tykkaykset vaikuttavat siihen, mita tuotteita

han nakee ensimmaisena.

4.2 Tekoalymalli

Insinborityossa tehty tekoalymalli kehitettiin sisaltdm&én tuote- ja kayttajaupo-
tukset seka pisteytysta tekevan neuroverkko-pisteytysmallin (kuva 12). Harjoi-
tuksen aikana se saateli jokaisen osan painoarvoja siten, etta pisteytysmalli en-
nusti tarkasti kayttajan ja tuotteen valisen katseluajan ja toisiaan vastaavien
kayttgjien ja tuotteiden upotukset olivat l&hella toisiaan. Harjoituskierrosten seu-
rantaan malli kaytti RMSE- ja Top K categorical accuracy -metodeja.

recommender_model_2

. gradient_tape
rating_model Adagrad

NoOp

_"’L
concat
gradient_tape

gradient_tape gradient_tape
[teratorGetNext user_embedd... Adagrad  IteratorGetNext classified_embe... Adagrad
NoOp NoOp

Kuva 12. Koko suosittelumalli. Se sisaltaa sulautuskerrokset kayttajille ja tuot-
teille sekd neuroverkon, rating_model, pisteytysennustuksia varten.

Kayttaja- ja tuoteupotukset olivat omia mallejaan, joiden sydttbdata on niille vali-
tut ominaisuudet, tasséa tapauksessa vain kayttajien sukupuolet I1D:n liséksi.

Mallit palauttavat niille méaritellyt upotusvektorit. Koska upotukset luotiin omina
malleinaan, niiden jatkokehittdminen on jatkossa yksinkertaista. Kuva 13 esittda

kayttdjamallin rakennetta.
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Input:
unique_user_ids: numpy=array([1, 2, ... 1249], dtype=int64))
unique_user_genders: numpy=array(['male, female’, ‘'other], dtype=string))
embedding_dimension=32 \L

ID sulautus Sukupuolten sulautus
tf.keras.layers.Sequential([ tf.keras.layers.Sequential([
IntegerLookup( StringLookup(

vocabulary=unigue_user_ids), vocabulary=unique_user_genders),
Embedding 1) Embedding ]}

32-ulotteinen upotusvektori \l/ J/ 32-ulotteinen upotusvektor

concat

\l, 64-ulotteinen upotusvektori

tf.keras.layers.Dense
\], Output: 32-ulotteinen upotusvektori

Kuva 13. Kayttajamalli, joka profiloi kayttajan ID:n ja sukupuolen 32-ulotteiseksi
upotusvektoriksi, jota voi hyddyntaa suoraan noutomallissa (Lahteen 49 poh-
jalta).

Mallin noutovaiheen toteutustapaa kutsutaan two-tower retrieval modeliksi el
kahden tornin noutomalliksi. Kahden tornin noutomallissa toinen torni, query-to-
wer, esittdd kayttajaa, jolle suosituksia haetaan, ja toinen torni, candidate-tower,
esittdd kohdetta, jota noudetaan. (49.) Kahden tornin noutotavassa molemmat
tornit ovat saman mallisia upotusvektoreita. (Kuvat 13 ja 14.) Kahden tornin
suositukset perustuvat kayttajaa ja tuotteita esittavien vektoreiden valiseen etai-
syyteen, eli mita lahempana kayttajan vektori on tuotteen vektoria, sitda varmem-

min tuote on kayttajalle sopiva (8).
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Upotusvektori Upotusvektori
Kayttajamalli Tuotemalli
Ominaisuudet Ominaisuudet

Kuva 14. Kahden tornin suosittelumallin rakenne. Seka kayttgjien etta tuotteiden
ominaisuudet voivat olla mita vain nimista vareihin, kunhan ne ovat oleellisia
suosittelumallin asiayhteydessa. Tornien yhdistymiskohta voi esittaa mita ta-
hansa vektoreiden etdisyydenlaskentametodia, tassa tapauksessa pistetuloa.
(Lahteen 49 pohjalta.)

Jarjestelman noutovaihe toteutettiin BruteForce-metodilla, joka laskee pyydetyn
kayttajaupotuksen ja jokaisen jarjestelmassa olevan tuoteupotuksen etaisyyden,
eli pistetulon, ja palauttaa ne tuotteet, jotka ovat kaikista l[ahimpana (49). Bru-
teForce on melko tehoton noutometodi, mutta se oli tydn tekohetkella ainoa,
jota voi kayttaa Windows-pohjaisessa ymparistdssa. Jos BruteForce osoittautuu
testattaessa liian hitaaksi, sen voi vaihtaa vain Linux-ymparistéssa toimivaan
ScaNN-metodiin, silla tekoalyn tuotantopalvelin on Linux-pohjainen. ScaNN on
Approximate Nearest Neighbour -noutometodi, joka on noin 10 kertaa nope-
ampi kuin BruteForce. Nopeutensa lisaksi sen palautukset ovat lahes yhta tark-
koja kuin BruteForcen. (47; 50.)

Tekoalymallin neuroverkko oli vastuussa noutovaiheen palauttamien tuotteiden
pisteytyksesta. Neuroverkko koostui kolmesta kerroksesta, joista kaksi koostui
ReLU-aktivointimetodeja kayttavistd neuroneista ja viimeinen yhdesta lineaari-
sesta neuronista, joka palautti ennusteen kayttajan katseluajasta. Harjoituk-
sessa neuroverkon syétedata oli kayttajan ja tuotteen upotusvektorit ja
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nimikedatana katseluaika, eli malli opetettiin ennustamaan kayttdja- ja tuoteupo-

tusten valista katseluaikaa.

4.3 Testaaminen

Koska Jemma-sovellusta ei ollut viela julkaistu, mallin testaaminen piti tehda
manuaalisesti generoidulla datalla. Testaamista varten kehitettiin metodit tuot-
teiden ja nayttokertojen lisaamiselle. Sovellukseen lisattiin 1000 tuotetta tuote-

ryhmittéin, kolmeen eri tuoteryhmaan:

. naisten vaatteet
. tyokalut

. huonekalut.

Jokaiselle sovelluksen kayttajalle luotiin 50—200 nayttbkertaa ja jokaiselle nayt-
tokerralle tykkays 50 prosentin todenndkdisyydella satunnaisesti, jos nayttoker-
ran aika ylittdd 10 sekuntia. Nayttokerrat osoitettiin kayttajan sukupuolen mu-
kaan tiettyjen tuoteryhmien tuotteille. Jotta kayttajat olisi testatessa mahdollisim-
man helppo erottaa toisistaan, katselukerrat jaettiin siten, etta naiset katsoivat
naisten vaatteita ja miehet tai muunsukupuoliset katsoivat huonekaluja. Tydka-
lut jaivat kokonaan huomiotta, eli suosittelumallin ei tulisi suositella niitd kenelle-
kaan. Katselukertojen luontimetodissa oli hajautusparametri, jolla voi vaihtaa
mielenkiinnon kohteet sukupuolien valilla paikseen parametrin mukaisessa vai-
heessa nayttokertojen luontia. Sen avulla voitiin kokeilla, suositteleeko malli
miehille my6s naistenvaatteita n. puolet ajasta, jos nayttokertojen lisdys oli tehty

50 prosentin hajautuksella.

Jemmalla on kaytdssa React-ohjelmistokehyksella luotu verkkosovellus, jonka
avulla voidaan seurata ja hallita kaikkea puhelinsovellukseen liittyvaa tietoliiken-
nettd sekd mm. sopimus-, kayttaja- ja tuotedataa. Tekoalysovelluksen tarkkailua
varten Dashboard-verkkosovellukseen lisattiin nakyma, jossa voitiin luoda mie-
lenkiinnonkohdedata halutulla hajautuksella, harjoittaa tekoalymalli eri paramet-

reilla ja tarkkailla mallin harjoitusdataa. (Kuvat 15, 16 ja 17.)
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SUKUPOLVIEN MAARA AKTIVOINTIMETODI TYKKAYSTEN HAJONTA %
0 tarkoittaa sitd, ettd naiset tykkaavat vain vaatteista ja muut
huonekaluista

10 relu v

LEARNING RATE - KUINKA KARKKAASTI REAGOIDAAN VIRHEISIN ~ NOUTOMETODI
0 v

01 bruteforce v
NOUTOVAIHEEN SUOSITUSTEN MAARA

500
RATING WEIGHT

1 v
RETRIEVAL WEIGHT

1 v

RECOMMENDER

Top 100 categorical accuracy Top 50 categorical accuracy Top 10 categorical accuracy Top 1 categorical accuracy Root mean squared error

0.0729 0.0289 0.0035 0.0003 03562

1/1

Kuva 15. Tekoalynakyman testidatan luonti ja harjoituksen parametrien muok-
kaus. Alarivilla mallin results-data, joka kertoo mallin pisteytys- ja houtomallien
tarkkuuden top k categorical accuracy- ja RMSE-mittausmetodeilla.

Kutsuttaessa tekoalysovelluksen suosittelumetodia se palauttaa vain listan
ID:ita. Saatuaan tuote-ID:t Dashboard tekee sovelluksen palvelimelle kyselyn,
jolla se hakee kaikki tuotteet, jotka tasmaavat palautettuihin ID:ihin. Nain nah-
tiin, mit& tuotteita malli suosittelee ja mihin tuoteryhméaan ne kuuluvat. Ensim-
maisen testin testausdata generoitiin nollan prosentin hajautuksella, eli testi on-
nistuu, jos miehille suositellaan vain huonekaluja ja naisille vain vaatteita. Kuva

16 esittdd ensimmaisen testin palautusta.
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KAYTTAJA ID Tuote r\/hmat
3 - Maara: 100
SUKUPUOLI
male
Tuotteita 100 /500
ID Nimi Tuoteryhma Kuva Aika Tykatty Poistettu
Sohva Tuolit, sangyt & kalusteet = Ei Ei
Tuoli Tuolit, sangyt & kalusteet I Ei Ei

Kuva 16. Suositusten haku kayttgja-ID:n ja sukupuolen perusteella. Mieskayt-
taja 3 on katsonut vain huonekaluja.

Ensimmainen testi onnistui, silla malli suositteli tuotteita vain siita tuoteryh-
masta, jota kayttaja oli katsonut. Testi todisti sen, ettd mallin harjoitetut upotus-
vektorit kayttgjille ja tuotteille tasméaavat kohtuullisen hyvin ja kahden tornin nou-

tomalli toimii alustavasti.

Mallin ennustusten tarkkailuun Dashboard-nékymaan lisattiin ikkuna, jolla voi
tarkkailla syotetyn kayttajan ja tuotteen upotusvektoreiden eroa ja niille ennus-
tettua aikaa. Ikkuna on esitetty kuvassa 17, jossa haettiin edellisen testin kaytta-

jan ja ensimmaisen suositellun tuotteen upotukset.
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KAYTTAJA ID
3

CLASSIFIED ID

4666

SUKUPUOLI

male

KAYTTAJA- JA TUOTEUPOTUS

1 q ?

. A

AW IV WYY

ot [ A N\ WY BRALTA |

= 5‘/{ \' 1 / A ¢ \ 'I

-O..J*C‘/O\_‘O/ \J Y B/
b == LUSEr

0.48141035437583923

Kuva 17. Ennustus- ja hakumallin testaus. Tuote 4666 on mallin tuottamissa
suosituksissa ensimmaisena katseluajalla 0,481. Upotus-visualisoinnissa kayt-

tdjan kuvaaja on musta ja tuotteen oranssi.

Suosittelujarjestelmaa testattiin keinotekoisella datalla viela kahdella eri tavalla:

o Mitd malli suosittelee tuntemattomalle kayttajalle?

o Miten malli luo suositukset katseludatalla, joka on generoitu hajau-
tuksella?

Sovelluksen asiayhteydessa tuntemattomat kayttajat ovat niita kayttajia, jotka
ovat rekistergityneet Jemma-sovellukseen vasta sen jalkeen, kun malli on vii-
meksi koulutettu, eli niiden ID:ille ei ole tehty upotusarvoja. Mallin pitéisi toimia

niin, etta tuntemattomille kayttajille suositellaan tuotteita puhtaasti sukupuolen

perusteella. Kuvassa 18 ovat testin tulokset.
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KAYTTAJA ID Tuoteryhmét
-1 - Maara: 20
SUKUPUOLI
female
Tuotteita 20/ 100
ID Nimi Tuoteryhma Kuva Aika Tykatty Poistettu
Farkut Maisten vaatteet ﬂ Ei Ei
Farkut Maisten vaatteet ﬂ Ei Ei

Kuva 18. Suositukset naiskayttajalle, jota jarjestelma ei tunne, eli suositusten
hakuun kaytetaan vain kayttajan sukupuolta.

Jos katseludata on tehty 50 prosentin hajautuksella, eri tuoteryhmien tuotteiden
upotusvektoreiden ei kuuluisi erota toisistaan kovin merkittavasti, silla kaikki
kayttajat ovat katsoneet molempia tuoteryhmia keskimaarin yhta paljon. Kutsut-
taessa suosituksia hajautetulla datalla harjoitetulle mallille, suositusten pitéisi
olla n. 50 prosentin verran huonekaluja, loput naisten vaatteita. Kuvassa 19

ovat esitettynd hajautetulla datalla harjoitetun mallin suositukset.

KAYTTAJA ID Tuoteryhmat
3 - Maara: b5
- Maéra: 45
SUKUPUOLI
male
Tuotteita 100/ 500
1D Nimi Tuoteryhma Kuva Aika Tykatty Poistettu
|
Tuoli Tuolit, sangyt & kalusteet — Kylla Ei
Hame Maisten vaatteet Ei Ei

Kuva 19. Suositukset mieskayttajalle, joka on katsonut kalusteita ja naisten
vaatteita 50 prosentin hajonnalla.



29

Jokainen testi vastasi odotuksia: malli suositteli testidatan mukaisia tuotteita
seka tunnetuille ettd tuntemattomille kayttgjille. Seuraava vaihe oli julkaista suo-
sittelujarjestelma tuotantopalvelimelle ja lisata se osaksi puhelinsovelluksen etu-

sivua.

4.4 Julkaisu

Suosittelujarjestelma julkaistaan omalle Linux-pohjaiselle palvelimelleen, jossa
se pidetaan jatkuvasti kaynnissd omana palvelunaan. Kun sovellus on palveli-
mella kaynnissa, pitaisi kaiken manuaalisen hallinnan, lahdekoodin paivitysta lu-
kuun ottamatta, onnistua tavallisilla rajapintakutsuilla. Sovelluksen julkaisu Li-
nux-palvelimelle toteutetaan Gunicorn-HTTP-palvelimella, joka selkedn doku-
mentaationsa ansiosta on yksinkertainen tapa julkaista Flask-rajapintasovellus.
(48.) Kun rajapintasovellus on kaynnissa, se reititetddn Nginx-valityspalvelimen
avulla Jemman maarittamaan julkiseen HTTP-osoitteeseen, josta suosittelujar-

jestelman metodeja voi kutsua.

Suosittelujarjestelmassa ei viela ole tapaa lisata upotuksia uusille kayttgjille tai
tuotteille ilman uudelleen harjoitusta. Tassa vaiheessa Jemma-sovelluksen elin-
kaarta se ei ole ongelma, silla mallin harjoittamiseen ei mene juuri minuuttia pi-
dempéaan. Jotta malli olisi aina kohtuullisen tarkasti ajan tasalla, Jemman raja-
pintasovellukseen lisataan ajoitettu harjoituskomento, joka ajetaan joka kolmas
tunti. Myohemmin tihedn harjoitustahdin tilalla voidaan harkita mm. WALS-me-

todin kayttoonottoa.

Puhelinsovelluksen kayttajille suositukset nakyvat heti etusivulla. Kun kayttaja
kirjautuu siséén, sovellus kutsuu palvelimen getFeed-kutsua, joka sisaisesti kut-
suu tekoalypalvelimelta metodia "recommend”. Suosittelukysely palauttaa enin-
taan kolme tuntia vanhat suositukset, minka avulla sovelluksen palvelin tarjoaa
puhelinsovelluksen etusivulle tuotteet siina jarjestyksessa, jonka tekoalymalli
antoi. Koska mallin toiminta on jo vahvistettu ainakin kaytanndssa toimivaksi,
suurin kysymys tassa vaiheessa on suositusten noutoaika: Onko getFeed tar-

peeksi nopea tuomaan tuotteet kayttajan naytolle vai pitaako
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suosittelujarjestelman toimintaa tehostaa? Kaikkien puhelinsovelluksen GET-
kutsujen tulisi kestda enintddn 700 millisekuntia sovelluksen sulavan toiminnan
takaamiseksi. Kuvassa 20 ovat suosittelujarjestelmaa kayttavan etusivukutsun
tiedot.

Status Tyyppi Kiyttija Osoite Kieli Luotu Aika Koko
200 GET Matias lalava  fleed + 114842 2902s 10,06 Kt

Kuva 20. Etusivun suosituskutsun aika kyselyn luonnista siihen, etta palautet-
tava data on paassyt laitteelle. Kutsuun menee n. kolme sekuntia.

Kayttajan syotteen saanti kestaa n. kolme sekuntia, joka on aivan liian hidas
pyynndlle, joka tehdaan heti sovelluksen kaynnistyessa. liman lisattya tekoalya
pyyntdon menee n. 700 ms aikaa, eli suosittelujarjestelmé hidastaa pyyntdéa

huomattavasti (kuvat 20 ja 21).

Yksi ratkaisu suosittelujarjestelman palautusajan nopeuttamiseen voi olla aiem-
min mainitun ScaNN-metodin kayttdonotto suositusten noutoon (50). Sen lisaa-

misessa ilmeni kaksi ongelmaa:

o ScaNN-metodia kayttavan jarjestelman testaaminen on mahdotonta
Windows-pohjaisessa kehitysymparistossa, eikd Linux-pohjaisen
kehitysympariston kayttoonottoon ole aikaa.

o Vaikka suositukset noudettaisiin ScaNN-metodilla, pitdisi ne silti jar-
jestella yksitellen neuroverkon avulla, mika myoés vie aikansa.

Tassé kehitysvaiheessa nopein ratkaisu on muuttaa suosittelujarjestelmén toi-
mintaa siten, ettd mallin harjoitusvaiheen jalkeen jokaiselle kayttgjalle luodaan
suositukset automaattisesti ja tallennetaan ne samalla Linux-palvelimella toimi-
vaan Redis hash -tietokantaan. Kun suosittelukutsu tehdaan, jarjestelméa hakee

sisdisesta Redis-kannasta kutsutun kayttdjan suosituslistan. Jos valmiiksi
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tallennettuja suosituksia ei [6ydy, suosittelujarjestelma kutsuu suosittelumallin

haku- ja pisteytysmetodit tavalliseen tapaan ja palauttaa niiden antamat suosi-

tukset.
Status Tyyppi Kayttdja Osoite Kieli Luotu Aika Koko
s8) Ger  |Matieslalava - /ffeed _ 4+ 120052 757ms 1032 Kt
s0) Ger  Matiaslalava - ffeed _+ 120029 144s 10,40 Kt

Kuva 21. Rajapintakutsun kesto suosittelujarjestelman optimoinnin jalkeen jar-
jestelméan kanssa ja ilman jarjestelmaa. Ylempi kyselyista on ilman jarjestelmaa,
eli suosittelujarjestelma kaksinkertaistaa kyselyn pituuden.

Suositusten hakeminen Redis-kannasta puolittaa kyselyn keston, joka on tasséa
vaiheessa hyvaksyttava nopeus. Silta varalta, etta suosittelujarjestelmassa il-
menee jatkossa ongelmia tai se toimii liian hitaasti, Jemman palvelimelle lisa-
taan ymparistomuuttuja, jonka avulla voidaan estaa sen kayttd etusivun dataa
haettaessa. lIman suositusjarjestelmaa etusivulle haetaan vain satunnaisia
myynnissé olevia tuotteita. Kuvassa 22 on Jemma-sovelluksen etusivu ilman

suosituksia ja suositusten kanssa.
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Etusivu ilman suosituksia Etusivu suosituksilla

738B/s @O ¥ & 4098 %

144Kus @ O ¥ & 4098 %

Kuva 22. Jemma-puhelinsovelluksen etusivu suosittelumallin kanssa ja ilman
sita.

Kuten luvussa 4.3 mainittiin, mallin testeista ilmeni, etta suosittelujarjestelma ei
suosittele niité tuotteita kayttdjan etusivulle, joilla ei ole mallin harjoituksen ai-
kaan nayttokertoja. Kun sovellukseen saadaan enemman tuotteita ja kayttajia,
tulee etusivu eroamaan huomattavasti tydssé naytetyista esimerkeista ja ole-

maan personoitu kayttajakohtaisesti.
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5 Reflektointi

Puhelinsovelluksessa, jonka osaksi suosittelujarjestelma kehitettiin, on erittain
kattavasti tuoteryhmia vaatteista toimistotarvikkeisiin. Ihmiskayttajat eivat anna
robottimaisesti tykkayksia vain tuotteille, joita katsovat yli 10 sekuntia eivatka
selaa vain yhden tuoteryhman tuotteita riippuen omasta sukupuolestaan. Tassa
tydssa malli harjoitettiin tuotteilla kolmesta eri tuoteryhmastd, joissa jokainen
naiskayttaja katsoi yhté tuoteryhmaa ja muut sukupuolet katsoivat toista. Oike-
assa kayttotarkoituksessaan malli tulee tydskentelemaan paljon monimutkai-
semman datan kanssa, eika mallin toimivuutta monimutkaisemman datan
kanssa testattu kunnolla tassa ty6ssa. Kuitenkin perustuen siihen, miten nyt
tehty suosittelujarjestelma luo kayttaja- ja tuoteupotukset ja ennustaa niiden pe-
rusteella katseluajat, tulee jarjestelma erittain todennakoisesti toimimaan moni-

mutkaisessakin ymparistossa.

Koska suosittelujarjestelma hidasti puhelinsovelluksen etusivun latausta yli 2
sekuntia, muutettiin sen toimintaa siten, etté suositukset tallennetaan heti mallin
harjoituksen jalkeen tekoalypalvelimen paikalliseen Redis-tietokantaan. Rat-
kaisu oli hyva, silla se yli kaksinkertaisti suosittelujarjestelmén vastausnopeu-
den. Se myds toimii odotetusti testivaiheen 70 kayttajélle ja 100 suositukselle
kayttajaa kohden, mutta sita ei testattu suuremmilla tietomaarilla. Sovelluksen

kasvaessa siitd saattaa syntya ongelmia.

Jos ty0 aloitettaisiin nyt alusta, ensimmaisenda suunniteltaisiin, mitka kayttaja- ja
tuoteparametrit ovat suositusten kannalta merkityksellisia. Jarjestelman testaus
toteutettaisiin my6s monimutkaisemmalla datalla, joka vahintaan perustuisi oi-
keaan kayttajadataan. Tyossa jai epaselvéaksi, kuinka tarkasti jarjestelma profiloi
kayttgjat ja haettavat kohteet eli kuinka tarkasti tyon suosittelujarjestelma tulee

personoimaan tarjoamiaan suosituksia.

Testauksen puutteista huolimatta ty6é onnistui sen paaasiallisessa tarkoituk-
sessa. Suosittelujarjestelméa toimii omana osanaan sovelluskokonaisuudessa ja

tarjoaa kayttajakohtaisia tuotesuosituksia. Myos suosittelujarjestelman ajoitettu
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uudelleenharjoitus ja sen tarkkailun mahdollistava hallintapaneelindkyma ovat
tarkeitd ominaisuuksia sovelluksen tulevaisuuden kannalta. Tyon tilaaja oli tyy-
tyvéainen sen tuloksiin ja suosittelujarjestelmén luomiin mahdollisuuksiin, joten

tyon tavoitteisiin paastiin (51).

6 Yhteenveto

Insindoritydssa perehdyttiin suosittelujarjestelmien ja tekoalymallien toimintaan
ja toteutettiin suosittelujarjestelma osaksi puhelinsovelluskokonaisuutta. Tyon
suurimmat haasteet liittyivat aiheen monimutkaisen kokonaisuuden johdonmu-

kaiseen jasentamiseen ja oikean kayttajadatan puutteeseen.

Tyon tavoitteena oli kehittad sovelluksen etusivulle sopiva suosittelujarjestelma,
joka innostaisi kayttajia selaamaan sovelluksen tarjontaa mahdollisimman pal-
jon tarjoamalla kayttajakohtaisia, osuvia suosituksia. Tyon tavoitteisiin paastiin,
vaikka suosittelujarjestelma jai odottamaan jatkokehitysta. Mika tarkeinta, tyon
tilaajat Jemma Oy:ssa olivat tyytyvaisia tyon tuloksiin ja valmiita jatkamaan jar-

jestelman kehitysta tarpeiden mukaan.

Tyo6n aihe ja vaatimukset olivat erittain laajat. Tyo aloitettiin jo n. puoli vuotta en-
nen sen nykyista tilannetta toteuttamalla kevyt suosittelujarjestelmé esimerkkito-
teutuksia seuraten, mutta jatkokehityksen myoté lahes kaikki jarjestelmén toi-
mintatavat muutettiin. Koska seka tekodaly- ettd suosittelujarjestelmat olivat
tekijalle uusi aihe, tekodlymallien ja suosittelujarjestelmien toimintamallien opis-

kelu vaati ison osan jarjestelméan kehittamisajasta.

Suosittelujarjestelméan toimintaa ei paasty testaamaan oikeilla kayttajilla, mutta
sen toiminnan pystyi varmistamaan generoidulla datalla. Koska jarjestelma tuli
erilliseksi osakseen sovelluskokonaisuutta, sen jatkokehittdminen, muuttaminen

tai poistaminen ei muuta radikaalisti mitd&n puhelinsovelluksen toiminnasta.
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