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Asiakassegmentointi on tarkea osa yritysten toimintaa. Segmentoinnin avulla voidaan
palveluita, markkinointia ja viestintaa suunnitella eri kohderyhmien tarpeet huomioi-
den ja sita kautta sitouttaa asiakkaat palveluiden kayttoon. Asiakassegmentit voidaan
muodostaa erilaisia menetelmia hyodyntaen ja erilaisin kriteerein. Tassa opinnayte-
tydssa selvitettiin, miten klusterointimenetelmia voidaan hyddyntaa asiakassegmen-
toinnissa ja saadaanko klusteroinnin avulla UniSportin asiakastietojarjestelman da-
tasta muodostettua toiminnan kehittamisen kannalta hyodylliset segmentit, joita voi-
daan helposti paivittaa.

Klusterointitehtavan aineisto koottiin UniSportin asiakastietojarjestelmasta saatavilla
olevasta datasta, joka kasiteltiin sellaiseen muotoon, etta klusterointialgoritmi voitiin
suorittaa. Aineisto rajattiin kausikorttiasiakkaisiin, ja se koostui palveluiden kayttoon
ja asiakkuuden vaiheisiin liittyvista muuttujista. Klusterointi suoritettiin k-means- ja k-
medoids-algoritmeja hyddyntaen ja erilaisia muuttujien yhdistelmia ja datamuunnok-
sia testattiin prosessin aikana.

Tyon tuloksena saatiin muodostettua asiakassegmentit, joita voidaan hyddyntaa Uni-
Sportin toiminnassa ja ne voidaan helposti paivittaa. Palveluiden kayton perusteella
asiakkaista voitiin erottaa aktiivisesti ja passiivisesti palveluja kayttavat asiakkaat, uu-
det asiakkaat ja pitkaaikaiset asiakkaat seka mahdollisesti palveluiden kayton lopet-
taneet tai lopettamisvaarassa olevat asiakkaat. Data-aineistosta voitiin myds 16ytaa
tiettyja kausikorttipalveluita preferoivat ryhmat. Huomionarvoista on, etta vaikka
tydssa loytyi eri segmenteille tyypillinen tapa kayttaa palveluita, oli segmenttien si-
salla kuitenkin jonkin verran vaihtelua, eivatka segmentit erottuneet erityisen selke-
asti toisistaan.

Tyon tuloksia voidaan jatkossa hyodyntaa viestinnassa ja markkinoinnissa seka pal-
veluiden suunnittelussa. Syntyneita segmentteja voidaan myds tarkentaa tai syita tie-
tynlaiseen kayttaytymiseen selvittaa esimerkiksi kohdentamalla segmenteille asiakas-
kyselyita.

Avainsanat: klusterointi, asiakassegmentointi, ohjaamaton oppiminen,
asiakasprofiili
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Customer segmentation is an effective tool for companies to better understand their
customers, target marketing actions and communication and offer services that their
customers need. Customer segmentation can be done by many different ways and
criterion. In the present study the goal was to investigate how clustering algorithms
can be used for customer segmentation problems and whether it is possible to create
sensible customer segments based on UniSport customer data by using clustering
methods.

Data for the clustering task was gathered from the UniSport’s client data system. Be-
fore it could be passed for the algorithm, it was preprocessed in an appropriate way.
Others than training card customers were filtered out and features such as frequency
of using services and duration of customership were included in the analysis. Cluster-
ing algorithms used in the analysis were k-means algorithm and k-medoids algorithm.
Different combinations of features and data transformations were examined during
the process.

As a result, segments which can be useful for UniSport and which can be easily up-
dated, were formed. It was recognized that there were segments of active and pas-
sive customers, new and long-standing customers and those that may be at risk of
quitting using services. Also segments that were profiled for using certain types of
services were found. It is worth consideration that even though the generalized man-
ner of using services of each segment was found, there was some variance among
customers within the segments and the segments were not that clearly separated
from each other.

The results of the study can be used in the future for example to target marketing ac-
tions and communication to specific segments. To make the segments more accu-
rate, it is possible to expand the research for example by customer surveys.

Keywords: clustering, customer segmentation, unsupervised learning,
customer profile



Sisallys

Lyhenteet
1 Johdanto
2 Asiakassegmentointi

4

2.1 Asiakassegmentoinnin ja -profiloinnin kasitteet
2.2 Asiakassegmentointimallit

2.3 Asiakassegmentointi liikunta-alalla

2.4 UniSportin asiakasprofiilit - aikaisempi tutkimus

Klusterointi asiakassegmentoinnissa

3.1 Klusteroinnin hydédyntaminen asiakassegmentoinnissa
3.2 Klusteroinnin maaritelma
3.3 Klusterointiprosessi
3.3.1 Muuttujien valinta ja esikasittely
3.3.2 Laheisyysmitan valinta
3.3.3 Klusterointikriteerit
3.3.4 Klusterointialgoritmin valinta
3.3.5 Tulosten validointi
3.4 K-means-algoritmi
3.5 K-means-algoritmin variaatioita
3.5.1 K-median
3.5.2 K-medoids
3.5.3 K-modes ja K-prototypes

Analyysin toteutus

4.1 Analyysin lahtokohdat, tavoitteet ja rajaus
4.2 Analyysissa kaytetyt tyokalut ja menetelmat
4.3 Data-aineisto
4.4 Muuttujien valinta
4.5 Aineiston esikasittely
4.5.1 Aineiston kokoaminen
4.5.2 Muuttujien jakaumat ja poikkeavien havaintojen kasittely
4.6 Mallinnus
4.6.1 Aineiston standardointi

D O W DN

~

-~ © © o0 N

12
13
15
18
18
18
18

19

19
20
21
21
22
23

34
35



4.6.2 Algoritmin suoritus
4.7 Tulokset
4.8 Arviointi

5 Yhteenveto

Lahteet

36
40
47

49

52



Lyhenteet

RFM:

SSE:

Recency, frequency, monetary. Asiakkuuden arvoon perustuva seg-
mentointimalli, jossa muuttujina ovat ostosten viimeaikaisuus, osto-

tiheys ja ostosten suuruus.

Sum of squared error. Virheiden neliosumma, eli havaintojen ja ha-
vaintoryhman keskiarvon etaisyyden nelididen summa. Funktiota

voidaan kayttaa klusterin sisaisen hajonnan mittaamiseen.



1 Johdanto

Asiakassegmentointi eli asiakkaiden jakaminen ryhmiin tiettyjen ominaispiirtei-
den, kiinnostuksen kohteiden tai kayttaytymisen perusteella on tarkea tyokalu
yrityksille asiakasymmarryksen kasvattamiseksi ja sita kautta liiketoiminnan ke-
hittmiseksi. Asiakassegmentoinnin myota palveluita, viestintaa ja markkinointia
osataan suunnitella paremmin erilaisten kohderyhmien ominaispiirteet, tarpeet
ja mielenkiinnon kohteet huomioon ottaen ja sitouttaa asiakkaita palveluiden

kayttoon.

Asiakassegmentit voidaan muodostaa erilaisin menetelmin. Yksi menetelma on
hyodyntaa asiakassegmentointiin klusterointia, minka avulla voidaan automati-
soidusti I0ytaa toisistaan eroavat ryhmat isosta datamassasta useisiin eri muut-
tujiin perustuen. Taman opinnaytetyon tavoitteena on selvittaa, voidaanko klus-
teroinnin avulla I6ytaa UniSportin asiakastietojarjestelmaan kertyneesta datasta

toiminnan kehittamisen kannalta hyddylliset asiakassegmentit.

UniSport on Helsingin yliopiston, Aalto-yliopiston, Hankenin ja Taideyliopiston
yhteinen liikunta- ja hyvinvointipalveluorganisaatio. UniSportin asiakkaat koostu-
vat ylla mainittujen yliopistojen henkilokunnasta ja opiskelijoista sekd muista
asiakkaista. Asiakkaille tuotetaan mm. ryhmaliikunta- ja kuntosalipalveluita, pal-
lopelivuoroja, hierontaa, valmennusta ja kursseja kuudessa eri toimipisteessa
paakaupunkiseudulla. UniSportin tehtavana on tehda liikkunnasta ja hyvinvoin-
nista yha kiinteampi osa ihmisten arkea ja sita kautta edistaa hyvinvointia yli-
opistoyhteisdssa ja yhteiskunnassa. Tavoitteiden saavuttamiseksi on yhtena
tarkeana toimenpiteena tunnistettu olevan asiakasymmarryksen kasvattaminen

data-analytiikan keinoin.

Aiemmin UniSportissa on segmentoitu asiakkaita olemassa olevaa dataa hyo-
dyntéen ristiintaulukoimalla yksittaisia muuttujia. UniSportin asiakkaista on luotu
myds asiakasprofiilit laadulliseen tutkimukseen perustuen. Naista on saatu pal-

jon hyodyllista tietoa, mutta jotta asiakastietojarjestelmaan kertynytta moniulot-



teista dataa asiakkaiden taustoista, ostokayttaytymisesta ja palveluiden kay-
tosta voidaan hyoddyntaa tehokkaammin ja jotta asiakassegmentit voidaan auto-
matisoidusti paivittaa, on segmentointiin kaytettava yksinkertaista ristiintaulu-
kointia kehittyneempaa menetelmaa. Naista lahtokohdista lahdettiin tassa opin-
naytetyossa selvittdmaan, voisiko klusterointimenetelmien avulla saada muo-

dostettua asiakassegmentit.

Opinnaytetyon luvussa 2 syvennytaan asiakassegmentoinnin kasitteeseen, hyo-
tyihin ja menetelmiin seka otetaan lyhyt katsaus siihen, miten asiakassegmen-
tointia on likkunta-alalla ja UniSportissa aikaisemmin tehty. Seuraavassa luvussa
tutustutaan klusteroinnin teoriaan ja klusterointiprosessin eri vaiheisiin seka tut-
kitaan erilaisten klusterointimenetelmien soveltuvuutta erilaisiin data-aineistoihin.
Lisaksi katsotaan, miten klusterointia on aiemmin hyddynnetty asiakassegmen-
tointitehtavissa. Taman jalkeen luvussa 4 kaydaan tarkemmin lapi tyon 1ahtokoh-
dat ja tavoitteet seka selvitetaan, minkalaista dataa on saatavilla, miten sita tulee
muokata ja minkalaista lopputulosta tavoitellaan. Taman perusteella suoritetaan
klusterointitehtava, jonka jalkeen arvioidaan tulokset. Luvussa 5 vedetaan yhteen
tulokset seka pohditaan, mitka olivat tutkimuksen hyddyt ja rajoitteet ja mitka ovat

mahdolliset jatkotutkimuksen aiheet.

Opinnaytetyosta on hyotya UniSportin lisaksi myods lukijoille, jotka ovat kiinnos-
tuneita asiakassegmentoinnista ja data-analytiikasta liikunta-alan toimintaympa-

ristossa.

2 Asiakassegmentointi
2.1 Asiakassegmentoinnin ja -profiloinnin kasitteet

Asiakassegmentointi on markkinoinnin kirjallisuudessa laajalti kasitelty aihe.
Silla tarkoitetaan nykyisten ja/tai potentiaalisten asiakkaiden jakamista osiin tiet-
tyjen piirteiden perusteella. Asiakassegmentointia voidaan tehda eri tavoin riip-
puen siita, mitd segmentoinnilla tavoitellaan. Ryhman jasenten yhteiset piirteet
voivat liittya esimerkiksi asiakkaiden ominaisuuksiin, kayttaytymiseen, arvostuk-

siin tai mielenkiinnon kohteisiin. (Kotler & Armstrong 2018.)
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Asiakassegmentoinnin avulla voidaan markkinointia ja viestintaa kohdentaa eri-
laisille rynmille heita puhuttelevalla tavalla ja heidan kayttamissaan kanavissa
seka suunnitella palveluita heidan tarpeet huomioon ottaen. Lopputuloksena
saadaan tyytyvaisempi asiakas, sitoutetaan asiakasta palveluiden kayttoon ja

lisataan myyntia. (Bergstrom & Leppanen 2021.)

Palvelumuotoilun alalla puhutaan tyypillisesti asiakasprofiloinnista. Asiakaspro-
fillilla tarkoitetaan tietynlaisen asiakasryhman edustajan perusteellista kuvausta.
Asiakasprofiilia voidaan kayttda kuvaamaan ja konkretisoimaan asiakasseg-
mentteja. Profiili sisaltda yleensa kuvitteellisen asiakkaan nimen, valokuvan, de-
mografiset tiedot, elamantyylin, kiinnostuksen kohteet ja motiivit kayttaa yrityk-
sen palvelua. Ennen kuin profiilin kuvausta tehdaan, pyritaan syvalliseen asia-
kasymmarrykseen. Profiilien luomisessa kaytetaankin yleensa kvalitatiivisia me-
netelmia, kuten haastattelututkimuksia, mutta myds esimerkiksi dataa verkko-
kayttaytymisesta on hyddynnetty joissakin tutkimuksissa. (Tuulaniemi 2011;

Asiakasprofiili tehostaa viestintaa ja markkinointia.)

2.2 Asiakassegmentointimallit

Segmentointimallit jaetaan usein demografiseen, psykografiseen ja kayttaytymi-

seen perustuvaan segmentointiin.

Demografisessa segmentoinnissa ryhmitelldan asiakkaat heidan perustieto-
jensa kuten ian, sukupuolen, koulutuksen, tulotason ja postinumeron perus-
teella. Psykografisia muuttujia ovat esimerkiksi asenteet, mielipiteet, arvot, per-
soonallisuus ja kiinnostuksen kohteet. Kayttaytymiseen perustuvassa segmen-
toinnissa taas keskitytaan asiakkaiden ostamiin tuotteisiin tai kayttamiin palve-
luihin, osto- tai kayntitiheyteen tai kaytettyihin palvelukanaviin. (Bergstrom &
Leppanen 2021; Baker.) Segmentointi voidaan tehda myds asiakkuuden arvoon
perustuen. Tallainen on esimerkiksi RFM-malli, jossa asiakkaan arvo lasketaan
kolmeen muuttujaan perustuen: kuinka askettain asiakas on ostanut (recency),
kuinka usein asiakas ostaa (frequency) ja kuinka paljon rahaa asiakas kayttaa

(monetary). (Huttunen 2021.)
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Demografisiin muuttujiin pohjautuva segmentointi on helppoa, mutta sita on kri-
tisoitu eri lahteissa. Muun muassa Ahonen & Luoto (2015) kritisoivat demogra-
fista segmentointia. Heidan mukaansa demografisilla tekijoilla ei ole minkaan-
laista korrelaatiota tai kausaliteettia kulutuskayttaytymisen kanssa. Kuitenkin
esimerkiksi Bergstrom & Leppanen (2021) kirjoittavat, ettd demografiset muuttu-
jat ovat tarkeita asiakasegmentoinnissa, mutta ne eivat yksinaan riita. Niiden
ohelle tarvitaan myos muita tekijoita, kuten asenteet ja persoonallisuus, jotta
voidaan esimerkiksi suunnitella asiakasryhmalle omat markkinointitoimenpiteet.
On my0s havaittu, ettd ian perusteella voidaan markkinointia kohdentaa eri ikai-

sille asiakkaille erilaisissa sosiaalisen median kanavissa (Agnes 2022).

Psykografisiin muuttujiin perustuvaa segmentointia pidetaan hyvana menetel-
mana, koska se antaa kattavan kokonaiskasityksen asiakaskunnasta seka elaa
muuttuvien ymparistotekijoiden mukana. Psykografinen segmentointi vie kuiten-

kin aikaa, koska se vaatii useimmiten kyselytutkimuksen. (Huttunen 2021.)

Kayttaytymiseen perustuvaa segmentointia kaytetaan yha enemman erilaisten
dataa keraavien ohjelmistojen yleistyessa. Asiakkaiden kayttaytymisesta verk-
kosivuilla ja sosiaalisessa mediassa seka heidan ostamistaan tuotteista ja asi-
akkuuksistaan saadaan erilaisten tyokalujen avulla entista enemman tietoa ja

dataa voidaan helposti hyddyntaa segmentoinnissa. (Huttunen 2021.)

Segmentointimallin valinta riippuu segmentoinnin tavoitteesta, kaytettavissa ole-
vasta datasta ja toiminnan luonteesta. Harvemmin segmentointiin kaytetaan kui-
tenkaan vain yhta segmentointimallia, vaan yleensa erilaisia segmentointimal-
leja yhdistelemalla saadaan paras tulos. (Bergstrom & Leppanen 2021.) Cooll
ym. (2006) mukaan on kuusi tekijaa, joista voi tunnistaa hyvan segmentoinnin.
Naita ovat segmenttien stabiilius, kasvupotentiaali, koko, saavutettavuus, res-
ponsiivisuus ja se, etta yrityksella on edellytykset toimia ryhmittelyn perusteella

ja se auttaa yritysta paasemaan tavoitteisiin (Cooil ym. 2006).



2.3 Asiakassegmentointi liikunta-alalla

Katsaus liikunta-alan asiakassegmentointitutkimuksiin osoitti, etta useissa tutki-
muksissa asiakassegmentointi on toteutettu motiiveihin ja asenteisiin perustuen.
Niistd monissa asiakassegmenteista on luotu profiilikuvaukset, joiden avulla
segmenteille tyypillisia arvoja ja toimintaa on kuvattu. Seuraavaksi kuvataan

yksi esimerkki tallaisesta tutkimuksesta.

Vuonna 2021 Falardeaun ym. (2021) laatimassa raportissa kirjoitetaan, etta
asiakassegmentit ovat talla hetkella erottuvampia kuin koskaan. Heidan teke-
massaan tutkimuksessa liikuntapalveluiden kuluttajat jaetaan psykografisten ja
kayttaytymiseen perustuvien muuttujien mukaan neljagan ryhmaan: hyvinvointi-
intoilija, tutkija-kokeilija, perinteisiin tukeutuja ja passiivinen osallistuja. Hyvin-
vointi-intoilijoiden osuus kuluttajista on 23 %, ja he ovat kiinnostuneita kokonais-
valtaisesta hyvinvoinnista. Tutkija-kokeilijat etsivat jatkuvasti uutta ja mielenkiin-
toista eivatka valttamatta ole lojaaleja asiakkaita. Perinteisiin tukeutujille on tar-
keaa tiettyyn aikaan ja tietyssa paikassa tapahtuva treeni. Heita on vaikea
saada asiakkaaksi, mutta kun heidat saadaan, kestaa asiakassuhde usein pit-
kaan. Heidan osuus asiakkaista on 11 %. Raportin mukaan 55 % asiakkaista on
passiivisia osallistujia, jotka harrastavat liikkuntaa epasaanndllisesti. (Falardeau
2021.)

Club owners -nimisessa blogissa Agnes kirjoittaa asiakassegmentoinnin hyo-
dyista liikunta-alalla seka segmentoi liikunta-alan kuluttajat viiteen segmenttiin.
Tarkeimpana tassa pidetaan psykografisiin ja kayttaytymiseen perustuvia muut-
tujia, mutta mainitaan, etta ikaan perustuva segmentointi auttaa esimerkiksi oi-
keiden viestinta- ja markkinointikanavien valinnassa. Kirjoittajan mukaan on
myds hyodyllista tietda, mita palveluita asiakkaat kayttavat ja minka verran, jotta
heille osataan suunnitella oikeanlaisia jasenyysmalleja ilman, etta asiakkaat ko-
kevat maksavansa turhasta. Asiakkaiden segmentointi kayntitiheyden mukaan
auttaa asiakkaiden sitouttamisessa. Taman tiedon pohjalta voidaan esimerkiksi
asiakasta lahestya tietynlaisella viestilla silloin, kun nayttaa silta, etta asiakas ei

kayta palveluita. (Agnes 2022.)



2.4 UniSportin asiakasprofiilit - aikaisempi tutkimus

UniSportissa on aikaisemmin selvitetty asiakastietojarjestelman datan perus-
teella muun muassa palveluiden kayton jakautumista ja asiakassuhteen pi-
tuutta. Lisaksi on selvitetty laadullisin tutkimusmenetelmin eri asiakasryhmille
ominaisia tapoja kayttaa palveluita seka sita, mita eri asiakasryhmat arvostavat

ja mika heita motivoi.

UniSportin vuonna 2021 tekemassa analyysissa selvisi, ettd noin 70 % Uni-
Sportin asiakkaista kayttaa kuntosalipalveluita, noin 43 % kayttaa ryhmaliikunta-
palveluita ja noin 3 % osallistuu pallopelivuoroille. Noin 50 % asiakkaista kay
vain kuntosalilla. (Palveluiden analysointi syksy 2021.) Asiakassuhteen pituutta
tarkastelevissa selvityksissa on havaittu, etta asiakkaissa on paljon vaihtuvuutta
ja palveluiden kaytdn lopettaneista noin 40 % on ollut asiakkaina alle vuoden

(UniSport x Frankly -loppumateriaali 2020).

Vuonna 2020 tehtiin laadullinen tutkimus, jossa asiakkaista tunnistettiin nelja eri
asiakasprofiilia: aloitteleva liikkuja, tavoitteellinen treenaaja, ryhmassa tree-
naava ja sosiaalinen ryhmassa liikkuja. Aloitteleville liikkujille liikunta ei ole muo-
dostunut rutiiniksi. Heilla on tahtoa saada liikunta osaksi arkea, mutta syysta tai
toisesta se on jaanyt. Tavoitteelliselle treenaajalle taas likkuminen on tarkea
osa arkea. Liikkkuminen on saannollista, monipuolista ja tavoitteellista. Se ei ole
erityisen sosiaalista. Sosiaalista ryhmassa liikkkujaa taas motivoi yhdessa teke-
minen. Talla ryhmalla liikkuminen voi olla viikoittaista, mutta se saattaa myos
valilla jaada. Ryhmassa treenaava treenaa tavoitteellisesti ja rutinoituneesti ryh-
massa. Heille esimerkiksi ryhmaliikunta on tarkeaa. (UniSport x Frankly -loppu-
materiaali 2020.)

Ylla esiteltyjen lukujen analyysi ja asiakasprofiilitutkimus ovat olleet hyddyllisia
UniSportin kehittdmistydssa, mutta asiakasymmarryksen kasvattamiseksi edel-
leen on my0s laajamittaisemmalla ja reaaliaikaisemmalla data-analytiikalla
nahty arvoa. On mietitty, voisiko klusterointimenetelmia hyédyntamalla saada
ymmarrysta asiakkaiden kayttaytymisesta niin, ettd myods muutoksia kayttayty-

misessa voitaisiin helposti seurata. Seuraavissa luvuissa kaydaan lapi, miten



klusterointimenetelmia on hyddynnetty asiakassegmentointitehtavissa yleensa
ja miten klusterointiprosessi etenee. Taman jalkeen testataan, miten klusteroin-

timenetelmat soveltuvat UniSportin kayttétapaukseen.

3 Klusterointi asiakassegmentoinnissa
3.1 Klusteroinnin hyddyntaminen asiakassegmentoinnissa

Asiakassegmentointi on mahdollista toteuttaa eri menetelmin. Asiakkaat voi-
daan esimerkiksi luokitella ennalta maariteltyjen saantojen pohjalta erilaisiin ryh-
miin. Datamaaran lisdantyessa ollaan kuitenkin kokonaisvaltaisemman asiakas-
ymmarryksen lisdamiseksi oltu kiinnostuneita kayttamaan asiakassegmenttien
muodostamisessa useampia muuttujia kahden sijaan, jolloin saantoperustainen
luokittelu muuttuu haastavaksi. S&antdperustainen luokittelu vaatii myés ennak-
kotietoa tutkittavasta datasta, jollaista aina ei ole tarjolla. Algoritmien avulla voi-
daan monidimensionaalisesta datasta |0ytaa ennestaan tuntemattomia raken-
teita ja muodostaa asiakassegmentit joustavasti ilman rajoittavia saantoja.

(Customer Segmentation via Cluster Analysis 2022.)

Kun asiakassegmentoinnissa on tavoitteena jakaa asiakkaat ryhmiin mielek-
kaalla tavalla, on klusteroinnissa tavoitteena 16ytaa datasta siina luonnollisesti
esiintyvia samankaltaisia ryhmia. Nain ollen klusteroinnin on huomattu olevan
hyodyllinen menetelméa asiakassegmenttien muodostamisessa (Collica 2011).
Klusterointia on jo kauan hyodynnetty esimerkiksi laaketieteessa, mutta sen
hyodyntamisen tutkiminen asiakassegmentointitehtavissa on viimeisten vuosi-
kymmenien aikana lisdantynyt (Jain 2010). Hakusanalla "customer segmenta-
tion and clustering” I10ytyy Google Scholar -palvelusta tuhansia tieteellisia artik-

keleita, mika kertoo aiheen suosiosta.

Katsanto asiakassegmentointitutkimuksiin, joissa on hyddynnetty klusterointia,
osoitti, etta klusterointimenetelmat ovat moninaisia. Tutkimukset paaasiallisesti
kasittelevat rajattuja aihepiireja, ja menetelmat on valittu soveltuvaksi tiettyyn

tarkoin rajattuun data-aineistoon ja tutkimusongelmaan. Nain ollen tutkimuksia

on suoraan hankala soveltaa kulloinkin kasilla olevaan segmentointitehtavaan.



Huomionarvoista on kuitenkin se, etta useissa asiakassegmentointitehtavissa
klusteroinnissa on hyddynnetty k-means-klusterointialgoritmia, jonka avulla asi-

akkaat on segmentoitu RFM-malliin perustuen.

3.2 Klusteroinnin maaritelma

Koneoppiminen jaetaan perinteisesti ohjattuun oppimiseen ja ohjaamattomaan
oppimiseen. Ohjatussa oppimisessa jarjestelma opetetaan toimimaan annetun
mallin perusteella, kun taas ohjaamattomassa oppimisessa ei ole ennestaan tie-
dossa olevaa mallia, vaan tavoitteena on 10ytda ennestaan tuntemattomasta da-
tasta jonkinlainen rakenne, jossa tietyt kaavamaisuudet esiintyvat useammin
kuin toiset. (Alpaydin & Francis 2014.)

Klusterointi on ohjaamattoman oppimisen menetelma, jossa tavoitteena on osit-
taa ennestaan tuntemattomalla tavalla rakentunut data ryhmiin siten, etta sa-
maan ryhmaan kuuluvat havainnot ovat mahdollisimman samankaltaisia tois-
tensa kanssa, mutta eroavat muihin ryhmiin kuuluvista havainnoista mahdolli-
simman paljon. Kirjallisuudessa klusteri on maaritelty muun muassa pisteiden
ryhmittymaksi avaruudessa, jossa etaisyys minka tahansa kahden pisteen va-
lilld saman klusterin sisalla on pienempi kuin pisteiden etaisyys mihin tahansa
toisen klusterin pisteisiin. Toisessa maaritelmassa klusteri maaritellaan sel-
laiseksi pisteiden joukoksi, jossa pisteet esiintyvat tiheasti ja joka erottuu toisista
tiheiden pisteiden joukoista vahemman tiheiden alueiden avulla. Nama maaritel-
mat ovat hyvin yleisluontoisia, eivatka anna vastausta siihen, miten samankal-
taisuus maaritellaan ja miten sita mitataan. Nama riippuvat tutkimusongelmasta
ja ovat osa klusterointitehtavaa. Siksi tarkkaa yleispatevaa maaritelmaa kluste-
roinnille ja klusterille on haastava Ioytaa. (Jain & Dubes 1988; Theodoridis &
Koutroumbas 2006.)

Eri sovellustarkoituksiin on kehitetty suuri maara erilaisia klusterointimenetel-
mia, joita tutkijat voivat soveltaa omiin tutkimusongelmiinsa. Riippuu kaytetta-

vissa olevasta data-aineistosta ja tutkimusongelmasta, mitd menetelmia kayte-
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taan. Seuraavissa aliluvuissa katsotaan, minkalaisista vaiheista klusterointipro-
sessi koostuu ja minkalaisia valintoja sen aikana tehdaan. Valinnoista riippuu,

minkalainen tulos klusteroinnista saadaan.

3.3 Klusterointiprosessi

Theodoris & Koutroumbas (2006) jakaa klusterointitehtavan seuraaviin vaihei-
siin: muuttujien valintaan ja esikasittelyyn, laheisyysmitan valintaan, klusterointi-
kriteerien valintaan, klusterointialgoritmin valintaan, tulosten validointiin ja tulos-

ten tulkintaan.

3.3.1 Muuttujien valinta ja esikasittely

Muuttujien valinnalla voidaan vaikuttaa oleellisesti klusteroinnin lopputulokseen
ja laskentatehoon. Muuttujien valinnassa mahdollisimman paljon informaatiota
kiinnostuksen kohteesta sailytetdan, mutta turha ja paallekkainen tieto eliminoi-
daan. (Theodoris & Koutroumbas 2006.) Muuttujista voidaan valita vain kaikista
tarkeimmat muuttujat varsinaiseen analyysiin ja kayttaa muita muuttujia jalki-
analyysissa. Muuttujia voidaan myos yhdistaa laskemalla niille uusi arvo tahan
tarkoitettuja tekniikoita hyvaksi kayttaen. Yksi esimerkki tallaisesta menetel-
masta on paakomponenttianalyysi (PCA), jota kaytetaan usein, jos muuttujia on
paljon. (Jain 2010.) Klusteroinnin yhteydessa puhutaan monidimensionaalisuu-
den kirouksesta. Siina dimensionaalisuudesta johtuen melkein kaikki pisteparit
ovat yhta kaukana toisistaan. Tata ilmiéta voidaan valttaa muuttujia valikoimalla.

(Leskovec ym. 2011.)

Esikasittelyssa data muunnetaan sellaiseen muotoon, etta sita voidaan kasitella
seuraavissa vaiheissa tarkoituksenmukaisesti. Lisaksi data standardoidaan ja
puuttuvat, virheelliset ja poikkeavat havainnot kasitellaan tarpeen mukaan.
(Theodoris & Koutroumbas 2006.)

Standardoinnilla tarkoitetaan muuttujien saattamista yhtenevaiseen muotoon.
Useat klusterointimenetelmat vaativat, etta muuttujat noudattavat samaa skaa-

laa. Muutoin muuttujat, joissa skaala on suurempi, painottuvat analyysissa toisia
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muuttujia enemman. Standardoinnilla voidaan myds muokata aineiston ja-
kaumaa seka vaikuttaa poikkeaviin havaintoihin. Yleisia tapoja standardoida ai-
neisto on Z-score-standardointi ja Min-Max-skaalaus. (Karani 2022.) Z-score-
standardoinnissa kustakin havainnosta vahennetaan kaikkien havaintojen kes-
kiarvo ja tulos jaetaan havaintojen keskihajonnalla (kaava 1). Talla menetel-
malla havaintojen keskiarvoksi tulee O ja keskihajonnaksi 1. Aivan yhtenaista
skaalaa ei nain saavuteta, mutta poikkeavien havaintojen vaikutusta analyysiin
voidaan talla menetelmalla lieventaa. Z-score-standardoinnin matemaattinen

esitys on seuraava:

_ XiTH
Xscaled = lo ’ (1)
jossa x; on havainnon arvo, u on havaintojen keskiarvo ja o on havaintojen kes-

kihajonta. (Normalization.)

Min-Max-skaalauksessa havainnot skaalataan arvojen 0 ja 1 valille (kaava 2).
Siind minimiarvo saa arvokseen 0, maksimiarvo saa arvokseen 1 ja muut arvot
saavat arvot talta valiltd. Min-Max-skaalauksen avulla muuttujien arvot saadaan
muunnettua samaan skaalaan, mutta poikkeaviin havaintoihin ei voida vaikut-

taa. Min-Max-skaalauksen matemaattinen esitys on seuraava:

Xi—Xmi
Xscaled = x l_ _?:m, ) (2)
min min
jossa x; on havainnon arvo, x,,;, on havaintojen minimiarvo ja x,,,, on havain-

tojen maksimiarvo. (Normalization.)

Poikkeavat havainnot voivat vaikuttaa klusteroinnin lopputulokseen tarpeetto-
masti, joten tallaiset havainnot tulee 16ytaa ja kasitella tarpeen mukaan. Poik-
keavat havainnot voidaan etsia ja kokonaan poistaa tai ne voidaan kasitella so-
pivan menetelman avulla. (Brownlee 2020.) Toisiin etaisyysmittoihin poikkea-
villa havainnoilla on enemman vaikutusta kuin toisiin. Jos poikkeavat havainnot

halutaan pitdd mukana analyysissa, voidaan myos kaytettava etaisyysmitta va-
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lita niin, etta poikkeavilla havainnoilla ei ole niin paljon vaikutusta lopputulok-
seen. Virheelliset havainnot voidaan kokonaan poistaa tai ne voidaan korvata

esimerkiksi keskiarvolla. (Cowell & Victoria-Feser 1996.)

3.3.2 Laheisyysmitan valinta

Laheisyys- tai etaisyysmitan valinta on oleellinen osa klusterointiprosessia,

koska sen avulla mitataan, kuinka samanlaisia tai erilaisia havainnot ovat. Esi-
merkkeja etaisyysmitoista, joita kaytetaan klusteroinnissa havaintojen etaisyy-
den mittaamiseen, ovat euklidinen etaisyys, Manhattan-etaisyys, kosinisaman-

kaltaisuus ja Hamming-etaisyys.

Euklidisen etaisyyden matemaattinen maaritelma on:

d=XL (i —y)?, 3)

jossa d on etaisyys ja x on piste, jonka etaisyys lasketaan pisteesta y. Eukli-
dista etaisyytta kaytetaan yleisesti jatkuville muuttujille kaksi- tai kolmeulottei-
sessa avaruudessa. Monidimensionaalisessa avaruudessa se on herkka lu-
vussa 3.3.1 mainitulle monidimensionaalisuuden kiroukselle. Jainin (2010) mu-
kaan euklidinen etaisyys toimii hyvin, kun data-aineisto koostuu kompakteista ja
eriytyneista klustereista. Euklidista etaisyytta kaytettdessa muuttujat, joissa
skaala on suurempi, painottuvat pienempiskaalaisia muuttujia enemman. Data

tulee siis standardoida ennen etaisyyksien mittaamista. (Jain 2010.)

Manhattan-etaisyys soveltuu euklidisen etaisyyden tapaan jatkuvien muuttujien
etaisyyksien laskemiseen. Joidenkin tutkimusten mukaan se toimii euklidista
etaisyyttd paremmin monidimensionaalisessa avaruudessa (Grootendorst

2021). Sen matemaattinen kaava on:
d = Xiz1lx; — yil (4)

Kosinisamankaltaisuusmittaa (kaava 5) kaytetaan usein euklidisen etaisyyden

sijaan monidimensionaalisessa avaruudessa. Siind kahden havainnon etaisyys
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toisistaan on havaintojen paikkavektoreiden valisen kulman kosini. Sen mate-

maattinen maaritelma on:

d = 2?=1xi3/'i (5)

\ X, xf 1’271‘1=1yi2

Kosinisamankaltaisuus saa arvon -1 ja 1 valilta. Siina ei huomioida muuttujien
arvojen suuruutta, vaan se perustuu siihen, miten muuttujat suhtautuvat toi-
siinsa. Tassa mittaustavassa ei ole vaikutusta sellaisilla muuttuijilla, jotka saavat
arvokseen 0, vaan ainoastaan sellaiset muuttujat, jotka saavat jonkin arvon, te-

kevat havainnot samankaltaisiksi. (Jiawei ym. 2012.)

Hamming-etaisyytta kaytetaan luokkamuuttujien etaisyyksien laskennassa.
Siina etaisyyden arvo muodostuu saman arvon omaavien muuttujien lukumaa-
ran perusteella. (Charu & Chandan 2013.)

3.3.3 Klusterointikriteerit

Klusterointiprosessin aikana maaritellaan minkalaista klusterointitulosta Iahde-
taan hakemaan eli minkalaisten kriteerien perusteella tuloksen katsotaan olevan
mielekas. Klusteroinnissa loydetaan yleensa aina jonkinlainen tulos, mutta tulee
arvioida, 10ytyyko datasta todellista rakennetta, joka on mielekas ratkaistavan
tutkimusongelman kannalta vai onko datalla taysin satunnainen luonne.
(Theodoris & Koutroumbas 2006.)

3.3.4 Klusterointialgoritmin valinta

Klusterointialgoritmeja ja niiden variantteja on olemassa satoja, mutta karkeasti
klusterointialgoritmit voidaan jakaa hierarkkisiin, osittaviin, tiheyspohjaisiin ja
ruudukkopohjaisiin algoritmeihin. Riippuu tutkimusongelmasta, klusterointikri-
teereista, datan laadusta ja kaytettavista muista parametreista, mita klusteroin-

tialgoritmia kaytetaan.
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Hierarkkisissa algoritmeissa muodostetaan sisakkaisia klustereita, ja ne voivat
olla joko kokoavia (agglomerative) tai jakavia (divisive). Kokoavissa algorit-
meissa klusterit muodostetaan niin, etta aluksi kaikki havainnot ovat omissa
klustereissaan, joista ne yhdistetaan kaikista Iahimpana olevien havaintojen
kanssa. Tata jatketaan, kunnes paastaan hyvaan lopputulokseen. Jakavissa al-
goritmeissa taas kaikki havainnot ovat aluksi yhdessa klusterissa, josta ne ero-

tetaan pienempiin klustereihin. (Theodoris & Koutroumbas 2006.)

Osittavissa algoritmeissa, kuten yleisesti kaytetyssa k-means-algortimissa ei ole
hierarkkista rakennetta, vaan havainnot ositetaan klustereihin ennalta maaritel-

lyn klusterien lukumaaran perusteella (Jain 2010).

Klusterointimenetelmat voidaan jakaa my0s koviin ja pehmeisiin menetelmiin.
Pehmeissa menetelmissa havainnot voivat kuulua useampaan klusteriin yhta ai-
kaa, kun kovissa menetelmissa havainnot joko kuuluvat johonkin klusteriin tai

eivat kuulu. (Kassambara 2017.)

3.3.5 Tulosten validointi

Klusteroinnin tulosten hyvyyden arvioinnissa voidaan hyddyntaa erilaisia mitta-
reita. Klusteroinnin validointimittarit jaetaan ulkoisiin ja sisaisiin mittareihin. Ul-
koiset validointimittarit mittaavat klustereiden hyvyytta perustuen ulkoiseen tie-
toon, kuten ennalta tiedossa oleviin luokkiin tai aikaisempaan tutkimukseen. Si-
saisissa validointimittareissa arvioidaan klusterirakenteen hyvyytta ilman ul-
koista tietoa erilaisten laskennallisten kertoimien tai indeksien perusteella.
(Charu & Chandan 2013.)

Kun klusteroinnin tavoitteena on I0ytaa klusterit, joihin kuuluvat havainnot ovat
mahdollisimman samankaltaisia keskenaan ja mahdollisimman erilaisia muihin
klustereihin kuuluvien havaintojen kanssa, perustuu klusteroinnin sisainen vali-
dointi paaasiassa naiden kriteerien arvioimiseen. Sisaisen validoinnin yhtey-

dessa puhutaan klusteroinnin tiiveydesta (compactness) ja erottuvuudesta (se-

paration). Tiiveys kertoo, kuinka samanlaisia samaan klusteriin kuuluvat havain-
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not ovat ja sitd voidaan mitata esimerkiksi samaan klusteriin kuuluvien havainto-
jen hajonnan perusteella ja/tai mittaamalla samaan klusteriin kuuluvien havain-

tojen etaisyydet toisistaan tai klusterikeskipisteesta. (Charu & Chandan 2013.)

Erottuvuus kertoo, kuinka erottuvia klusterit ovat toisista klustereista. Erottu-
vuutta voidaan analysoida esimerkiksi mittaamalla klusterikeskipisteiden etai-
syydet toisistaan ja laskemalla eri klustereissa olevien havaintojen valiset mi-
nimi- tai maksimietaisyydet. Myos tiheyden mittaamiseen perustuvia mittareita

kaytetaan erottuvuuden mittaamisessa. (Charu & Chandan 2013.)

Yleisesti kaytetty klusteroinnin sisdisen validoinnin mittari on siluettikerroin (sil-
houette coefficient). Sen avulla voidaan arvioida seka klusteroinnin tiiveytta etta
erottuvuutta. (Charu & Chandan 2013.) Siluettikerroin mittaa, kuinka lahella ha-
vainto on samaan klusteriin kuuluvia havaintoja suhteessa muihin klustereihin
kuuluviin havaintoihin. Siluettikertoimen matemaattinen kaava yhden havainnon

kertoimen laskemiselle on:

s =(b—a)/max(a,b), (6)

jossa s on siluettikerroin, a on havainnon ja muiden samaan klusteriin kuuluvien
havaintojen etaisyyksien keskiarvo ja b havainnon ja lahimman klusterin havain-
tojen etaisyyksien keskiarvo. Siluettikerroin koko havaintojoukolle on kaikkien

havaintojen siluettikertoimien keskiarvo. (Wei 2020.)

Siluettikerroin saa arvon valilta [-1, 1]. Kun havainnon siluettikertoimen arvo |a-
hestyy yhta, tarkoittaa se, etta havainto on kaukana muiden klustereiden ha-

vainnoista suhteessa oman klusterin havaintoihin ja klusteroinnin tulos on hyva.
Kun arvo on lahella nollaa, on havainto kahden tai useamman klusterin valissa.

Jos arvo on negatiivinen, havainto kuuluu vaaraan klusteriin. (Wei 2020.)

Eri klusterointimallien hyvyytta voidaan vertailla myds Calinski-Harabasz-indek-
sin avulla, jossa klustereiden erottuvuutta verrataan klustereiden sisaiseen yhte-
nevaisyyteen. Yhtenevaisyytta mitataan havaintopisteiden etaisyytena klusteri-

keskipisteeseen ja erottuvuutta klusterikeskipisteiden etaisyytena globaaliin
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klusterikeskipisteeseen. Mita suurempi arvo on, sita parempi on klusteroinnin
tulos. (Wei 2020.)

Davies-Bouldin-indeksissa kaytetaan klustereiden sisaista hajontaa ja klusterei-
den valista etaisyytta kaikista samankaltaisimpien klusterien lI6ytamiseksi. Mita
samankaltaisempia klusterit ovat, sitd suuremman arvon Davies-Bouldin-indeksi
saa. Pienin mahdollinen arvo on 0. Mita lahempana 0:aa luku on, sita parempi
on tulos. Davies-Bouldin-indeksi on vanha, mutta paljon kaytetty validointimit-
tari. (Hassani 2016.)

3.4 K-means-algoritmi

Osittavista algoritmeista yksi tunnetuimmista ja kaytetyimmista on k-means-al-
goritmi. K-means-algoritmissa valitaan k painopistetta (centroid) satunnaisesti
tai muulla halutulla tavalla edustamaan kutakin klusteria. Sitten lasketaan kaik-
kien havaintopisteiden etaisyydet painopisteisiin valitulla etaisyysmitalla ja 0soi-
tetaan kukin havainto sita lahimpana olevaan klusteriin. Taman jalkeen laske-
taan kuhunkin klusteriin kuuluvien havaintojen keskiarvo ja muutetaan klusterei-
den painopisteeksi laskettu keskiarvo. Tata toistetaan, kunnes painopisteet ja
havaintojen klusterit eivat enaa muutu tai saavutetaan jokin muu valittu kriteeri.
(Charu & Chandan 2013.)

K-means-klusterointialgoritmin tavoitteena on virheiden neliGsumman (SSE) mi-
nimointi. Virheiden nelidsumma kertoo kunkin klusterin sisdisesta hajonnasta ja
pienenenee jokaisella iteraatiolla, kunnes saavuttaa lopulta lokaalin minimin.

Klusterin virheiden neliosumma voidaan esittda matemaattisesti seuraavasti:

SSE(C) = Eiza(xi — c)?, (7)

jossa SSE(C) on klusterin virheiden nelidsumma, x; on klusteriin kuuluvan ha-

vainnon arvo ja c, on klusterin havaintojen keskiarvo. (Charu & Chandan 2013.)
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K-means-algortimissa etaisyysmittana voidaan kayttaa esimerkiksi euklidista
etaisyytta, Manhattan-etaisyytta tai kosinisamankaltaisuutta, mutta yleisin kay-
tetty etaisyysmitta k-means-algoritmin kanssa on euklidinen etaisyys. (Charu &
Chandan 2013.)

K-Means-klusteroinnin etuna on kirjallisuudessa raportoitu olevan sen helppo
ymmarrettavyys, suhteellisen hyva suoritusnopeus, soveltuvuus suurille data-
aineistoille ja mahdollisuus vaikuttaa alkuasetelmaan, mika nopeuttaa algoritmin
lapivientia (Yildinm 2020). Algoritmin yhdeksi heikkoudeksi on kirjallisuudessa
todettu se, etta klustereiden lukumaara k tulee maaritella ennakkoon. Usein se
ei ole ennakkoon tiedossa, ja tiedon puute korvataan suorittamalla algoritmi
useilla eri k:n arvoilla. Tama ei kuitenkaan ole laskennallisesti kovin tehokasta,

koska usein kasiteltavana on suuria tietomaaria. (Charu & Chandan 2013.)

Klustereiden maaran arviointiin voidaan kayttaa esimerkiksi kyynarpaametodia.
Siina piirretaan SSE-funktion kuvaaja eri k:n arvoilla ja tutkitaan, missa kohtaa
kustannusfunktio ei enaa merkittavasti pienene ja kuvaaja tekee selkean kouk-
kauksen. Tama on todennakdisesti optimaalinen k:n arvo. Kuvassa 1 nahdaan
pystysuuntaisen katkoviivan kohdalla funktion kuvaajassa koukkaus, joten tassa

tapauksessa optimaalinen k:n arvo olisi 4. (Scikit-learn a.)

Distortion Score Elbow for KMeans Clustering
1

12000

~== elbowat k=4, score= 5659438

G000

14000

12000

10000

distortion score

b m—————

Kuva 1. K:n arvon maarittdminen SSE-funktion kuvaajan avulla.



17

Kyynarpaametodin lisaksi voidaan sopivaa klustereiden maaraa arvioida vali-
doinnin yhteydessa kasiteltyjen Calinski-Harabasz-indeksin, Davies-Bouldin-in-
deksin ja siluettikertoimen avulla. Arvot voidaan laskea etukateen usealla eri k:n
arvolla ja katsoa, mika k:n arvo antaa parhaan tuloksen. (Scikit-learn a.) Kuten
aiemmin mainittiin, ei tdma ole kovin tehokasta. Siluettikertoimen laskemisen te-
hokkuus on O(n?). Kuvassa 2 on esimerkki siluettikertoimen funktion kuvaajasta

eri k:n arvoilla ja siihen kulunut aika.

Silhouette Score Elbow for KMeans Clustering

—==- elbowat k=4, score=0.564

silhouette score

b e e ——————

Kuva 2. Siluettikertoimen kuvaaja k:n arvoilla 2, 3,4, 5,6 ja 7.

Kirjallisuudessa on todettu, etta k-means-algoritmi on herkka alkuasetelman
suhteen. Lopputulokseen vaikuttavat satunnaisesti valitut klusterikeskipisteet ja
havaintojen jarjestys. Tamakin ongelma ratkaistaan usein suorittamalla kluste-
rointi useaan kertaan ja valitsemalla tuloksista paras. On myds kehitetty erilaisia
alustusmenetelmia, joilla voidaan vaikuttaa alkuasetelmaan. Naista esimerkkina
on k-means++-algoritmi, jossa klusterikeskipisteet valitaan algoritmin suorituk-

sen aikana perustuen todennakoisyyksiin. (Charu & Chandan 2013.)

K-means-klusteroinnissa muuttujien tulee olla vahintaan valimatka-asteikollisia,

jotta niiden keskiarvo voidaan laskea ja etaisyytta mitata.
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3.5 K-means-algoritmin variaatioita

K-means-algoritmista on kehitelty paljon erilaisia variaatioita, jotka soveltuvat
erilaisiin data-aineistoihin ja joilla voidaan vaikuttaa edellisessa osiossa mainit-
tuihin heikkouksiin. Tassa luvussa esitelldan lyhyesti muutama naista variaati-
oista: k-median-, k-medoids-, k-modes- ja k-prototypes-algortimit. (Charu &
Chandan 2013.)

3.5.1 K-median

K-median-algoritmi perustuu k-means-algortmiin, mutta siind klusterikeskipis-
teiksi valitaan havaintojen mediaani keskiarvon sijaan. Tassa algortimissa kay-
tetdan etaisyyksien mittaamisen useimmiten Manhattan-etaisyytta. (Charu &
Chandan 2013.)

K-median algoritmi toimii k-means-algoritmia tehokkaammin sellaisen datan
klusterointiin, jossa on poikkeavia havaintoja, koska poikkeavat havainnot vai-
kuttavat keskiarvoon herkemmin kuin mediaaniin. Whelanin, Harrellin ja Wangin
mukaan pitaisi 50 % havainnoista olla poikkeavia, ettéd ne vaikuttaisivat oleelli-

sesti mediaaniin. (Whelan ym. 2015.)

3.5.2 K-medoids

K-medoids-algoritmi on k-medians-algoritmin ohella k-means-algoritmia vastus-
tuskykyisempi poikkeaville havainnoille. Siina klusterikeskipisteiksi valitaan oi-
keat havaintopisteet ja ne paivitetaan tutkimalla jokaisella iteraatiolla, miten kus-
tannusfunktio kayttaytyy, jos klusterikeskipiste vaihdettaisiin joksikin toiseksi.
(Charu & Chandan 2013.)

3.5.3 K-modes ja K-prototypes

K-means-algoritmi ei sovellu luokkamuuttujien klusterointiin SSE-funktion ja
keskiarvon laskemisen vuoksi. Sen sijaan k-modes-algoritmia voidaan tallai-

sissa tapauksissa kayttaa. Tassa algoritmissa kaytetaan aikaisemmin kuvattua
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Hamming-etaisyytta etaisyyden laskentaan, jonka perusteella havainnot osoite-
taan tiettyyn klusteriin. (Charu & Chandan 2013.)

Kun k-means-algortimi soveltuu vain numeeriselle datalle ja k-modes kategori-
selle datalle, voidaan k-prototypes-algoritmia kayttaa data-aineistoon, jossa on
seka numeerisia etta luokkamuuttujia. Eri muuttujia kasitellaan algoritmissa nii-

den luonteelle sopivin menetelmin. (Aprilliant 2021.)

4 Analyysin toteutus
4.1 Analyysin lahtokohdat, tavoitteet ja rajaus

Analyysin tavoitteena oli selvittaa, voidaanko UniSportin asiakastietojarjestel-
maan kertyneen datan perusteella muodostaa toiminnan kannalta hyodylliset
asiakassegmentit klusterointimenetelmien avulla. Tavoitteena oli saada parempi
ymmarrys siita, miten asiakkaat kayttavat UniSportin palveluita, keita palvelui-
den kayttajat ovat ja miten tietylla tavalla kayttaytyvat asiakkaat ovat jakautu-
neet. Ajatuksena oli, etta yksittaisten muuttujien tarkastelun sijaan klusteroinnin
avulla voitaisiin asiakkaiden kayttaytymisesta saada kokonaisvaltaisempi kasi-

tys.

Mikali segmentit saataisiin muodostettua, voitaisiin tyéta hyddyntaa hinnoittelun,
palveluiden, viestinnan ja markkinoinnin suunnittelussa. Kun tiedetaan, miten ja
mita palveluita asiakkaat kayttavat, voidaan se huomioida erilaisten kausikortti-
tai jasenyysmallien tarjonnassa. Esimerkiksi kayton perusteella voidaan pohtia,
onko ryhmaliikunta- ja kuntosalikortit tarpeen eriyttaa toisistaan. Segmentoinnin
avulla voidaan myos l6ytaa palveluita vahan kayttavat asiakkaat ja sitouttaa
heita palveluiden kayttoon markkinoinnin ja viestinnan keinoin seka kohdentaa
markkinointia tietyille asiakkaille tietyissa kanavissa. Tulosten pohjalta voidaan
pohtia, miten mahdollisesti palveluiden karsiminen tai lisdaminen vaikuttavat
asiakkaiden sitoutumiseen. Lisaksi automatisoidun analyysimallin avulla asia-

kassegmentit on helppo jatkossa paivittaa.
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Data kerattiin asiakastietojarjestelmasta, johon on tallennettu asiakkaiden pe-
rustiedot seka tiedot asiakkaiden ostoista ja palveluiden kaytosta. Opinnayte-
tyota varten ei tehty erillista asiakaskyselya tai haastattelututkimusta, jonka
avulla olisi saatu syvallista tietoa asiakkaiden arvoista ja motiiveista, vaan ta-
voitteena oli tassa vaiheessa saada asiakastietojarjestelman dataan pohjautuva
kasitys asiakkaiden kayttaytymisesta, jonka pohjalta tutkimusta voidaan myo-

hemmin mahdollisesti jatkaa esimerkiksi asiakaskyselyiden muodossa.

Analyysi rajattiin koskemaan vain kausikorttiasiakkaiden kayttaytymista ja kausi-
korttipalveluiden kayttoa. Kausikorttipalveluita ovat kuntosaliharjoittelu, ryhmalii-
kunta ja pallopelivuorot. UniSportilla ei ole kaytossa jatkuvaa jasenyysmallia,

vaan asiakkaat voivat ostaa kausikortteja 12, 4 ja 1 kuukaudeksi kerrallaan.

4.2 Analyysissa kaytetyt tyokalut ja menetelmat

OpinnaytetyOssa kaytettava data kerattiin tuotantokaytdssa olevasta asiakastie-
tojarjestelmasta, johon asiakastiedot kertyvat reaaliajassa. Jarjestelma tarjoaa
admin-kayttajalle kayttoliittyman, jonka avulla tietokannasta on mahdollista ha-

kea raportteja erilaisin ryhmittelyin ja suodattimin csv-muodossa.

Data ladattiin asiakastietojarjestelmasta Microsoft Excel 365 -ohjelmistoon,
jossa tarpeettomat henkildtiedot, kuten nimi- ja yhteystiedot poistettiin. Taman
jalkeen data tuotiin esikasiteltavaksi ja analysoitavaksi web-pohjaiselle Jupyter
Notebook -alustalle, jossa ohjelmointikielena kaytettiin Pythonia. Tata varten tie-
tokoneelle ladattiin Anaconda-ohjelmisto. Datamuunnoksissa ja mallinnuksessa
kaytettiin avoimen lahdekoodin Python-kirjastoja, kuten Scikit-learn-, Pandas-,

NumPy-, Seaborn- ja Yellowbrick-kirjastoja.

Analyysi tehtiin k-means-klusterointialgoritmia seka sen variaatioita hyodynta-
malla. Lisaksi erilaisia etaisyysmittoja seka alustus- ja standardointimetelmia
testattiin parhaan lopputuloksen lI6ytamiseksi. Lopuksi eri menetelmien tuotta-

mia tuloksia verrattiin keskenaan.
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4.3 Data-aineisto

Analyysia varten asiakastietojarjestelmasta ladattiin kolme eri raporttia, jotka yh-
distettiin yhdeksi data-aineistoksi esikasittelyvaiheen aikana. Analyysissa kay-
tettiin palvelujen kayton dataa kevaalta 2022 kahden kuukauden ajalta. Aineis-

toon valikoituivat seuraavat muuttujat:

. ika

o asiakasryhma

o kausikortin tyyppi

o pallopelivuorojen kayntitiheys
o kuntosalikayntien tiheys

o ryhmaliikuntakayntien tiheys
o asiakkuuden kesto

o aika, joka kulunut siita, kun asiakas viimeksi kaytti palveluita.

Seuraavissa aliluvuissa on kuvattu tarkemmin lopulliseen analyysiin valitut

muuttujat, perusteet niiden valinnalle seka aineiston esikasittelyprosessi.

4.4 Muuttujien valinta

Analyysissa kaytettavien muuttujien valintaan vaikutti tutkimusongelman lisaksi
asiakastietojarjestelmasta saatavilla oleva tieto. Analyysin edetessa muuttujien
tyypin ja jakauman perusteella osa muuttujista karsittiin, yhdistettiin tai muun-

nettiin sellaiseen muotoon, ettd ne soveltuivat suoritettavaan analyysiin.

Ika valittiin yhdeksi segmentointikriteeriksi, koska kirjallisuudessa on todettu,
etta eri ikaisille asiakkaille toiset markkinointikanavat toimivat paremmin kuin

toiset.

Asiakasryhma sai tdssa analyysissa arvokseen opiskelija, henkildkunta tai nor-
maalihinta. Opiskelijoilla ja henkilokunnalla tarkoitetaan rahoittajayliopistojen

(Helsingin yliopisto, Aalto yliopisto, Hanken, Taideyliopisto) opiskelijoita ja hen-
kilokuntaa. Asiakasryhman perusteella tehtavan segmentoinnin avulla voidaan

eri asiakasryhmille kohdentaa markkinointia heidan kayttamissaan kanavissa.
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Ymmartamalla eri asiakasryhmien kayttaytymista voidaan myos palveluita ja

hinnoittelua suunnitella asiakasryhmakohtaisesti.

Asiakkuuden kestolla tarkoitetaan paivien lukumaaraa siita, kun asiakas on re-
kisteroitynyt UniSportin asiakkaaksi. Asiakkuuden kesto poimittiin mukaan ana-
lyysiin, jotta asiakkuuden vaiheesta saatiin tietoa. Uudet asiakkaat, jotka eivat
valttamatta ole viela kovin sitoutuneita palveluiden kayttoon, kaipaavat mahdolli-
sesti erilaista viestintaa kuin asiakkaat, jotka ovat jo pitkaan olleet asiakkaina.
On myo6s palveluiden suunnittelun kannalta hyva olla tietoinen siita, miten muu-
tokset palvelutarjonnassa mahdollisesti vaikuttavat pitkaaikaisiin asiakkaisiin ja

toisaalta taas uusiin asiakkaisiin.

Eri palveluiden kayntitiheys laskettiin jakamalla asiakkaiden kayntikerrat niiden
paivien lukumaaralld, jolloin kausikortti oli tarkastelujakson aikana voimassa.
Kayntitiheyden perusteella saatiin selville, mista palveluista asiakkaat ovat kiin-
nostuneita ja kuinka sitoutuneesti he kayttavat palveluita. Vahemman aktiivisten
asiakkaiden aktivoimiseksi tai vain tiettyja palveluja kayttaville asiakkaille voi-
daan kohdentaa markkinointia tai viestintaa kohderyhman piirteiden mukaan.
Kun tiedetaan, mita palveluita asiakkaat kayttavat, voidaan arvioida, miten muu-
tokset palvelutarjonnassa mahdollisesti vaikuttavat eri kohderyhmiin ja kuinka

suurta osaa asiakaskunnasta ne todennakoisesti koskettavat.

Lisaksi analyysiin otettiin mukaan muuttuja, joka kertoo, milloin asiakas on vii-
meksi kayttanyt palveluita. Asiakas, joka on jo kauan aikaa sitten luopunut pal-
veluiden kaytosta, tarvitsee mahdollisesti erilaista motivointia kuin asiakas, joka

on vasta hiljattain kayttanyt palveluita.

4.5 Aineiston esikasittely

Aineiston esikasittelyvaiheessa muunnettiin data sopivaan muotoon, yhdistettiin
lahdeaineistot analyysia varten yhdeksi aineistoksi ja kasiteltiin virheelliset ja
poikkeavat havainnot.
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4.5.1 Aineiston kokoaminen

Jotta halutut muuttujat saatiin koottua yhteen aineistoon analyysia varten, tuli eri
aineistoissa olevia havaintoja kasitella tarkoituksenmukaisesti ennen tietojen
yhdistamista. Tavoitteena oli tuottaa data-aineisto, jossa kukin havainto koostui
yhdesta uniikista asiakkaasta ja asiakasta koskevista tiedoista. Tassa aliluvussa
kuvataan paapiirteissaan, miten aineisto saatiin koottua lahdeaineiston perus-

teella.

Aineisto kerattiin kolmesta eri datalahteesta: paasyoikeusraportilta, leimausra-
portilta ja asiakasraportilta. Kuvissa 3, 4 ja 5 nahdaan pieni nayte kunkin lahde-
aineiston sisallosta alkutilanteessa. Raportit luettiin Jupyter Notebookissa, jossa
paasyoikeusraportilta poimittiin asiakkaiden tili-id:t, asiakasryhma-id:t seka paa-
syoikeuksien tiedot. Paasyoikeuksien tiedoista sailytettiin paasyoikeuden tyyppi-
id seka alku- ja loppupaivan tiedot. Leimausraportilta poimittiin leimauspaiva,
tili-id, palvelu-id ja leimausten maara. Asiakasraportilta mukaan aineistoon tuli

tili-id, syntymapaiva ja asiakkaan luontipaiva.

access_right_id account_id access_right_template_id charging_timestamp caleculated_expiration_date agreement_id

L] T4445 82895 T 202007-27 0B:05:49 2021-05-16 3
1 8282 TETET 18 2020-10-16 10:00:30 2020-10-16 ]
2 18327 2338 4 2015-12-18 19:26:42 2020-02-25 N
3 BT182 215 2 2020-10-02 07:41:16 2020-10-21 N
4 107448 101 21 2021-08-02 17:00:40 2021-08-02 248

Kuva 3. Ote paasyoikeusraportin tiedoista lahtétilanteessa, kun ylimaaraiset
muuttujat oli suodatettu pois.
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day account_id service_id quantity

0 2022-04-11 111926 14.0 1
1 2022-05-07 105578 3.0 1
2 20220217 111799 20 1
3 2022-06-02 53570 20 1
4 2022-03-04 57057 20 1

Kuva 4. Ote leimausraportin tiedoista lahtéotilanteessa, kun ylimaaraiset muuttu-
jat oli suodatettu pois.

account date_of_birth created
0 MN2865 17 0 2021-09-01
1 77704 1 ) 2019-12-01
2 94115 | 2019-12-01
3 Mn2226 1 )y 2021-09-01
4 101015 maN  2020-06-01

Kuva 5. Ote asiakasraportin tiedoista lahtoétilanteessa, kun ylimaaraiset muuttu-
jat oli suodatettu pois.

Paasyoikeusraportti otettiin data-aineiston pohjaksi ja siihen otettiin mukaan
vain sellaiset paasyoikeudet, joiden tyyppi oli 12 kk:n, 4 kk:n tai 1 kk:n kausi-
kortti ja jotka olivat olleet voimassa tarkastelujaksolla. Kultakin asiakkaalta otet-
tiin mukaan viimeisin voimassa ollut kausikortti. Kausikortin alku- ja loppupaivan
perusteella luotiin apumuuttujat ensimmaista ja viimeista paivaa varten, jolloin
kausikortti oli tarkastelujaksolla voimassa. Myos voimassaolopaivien lukumaa-
raa varten luotiin uusi muuttuja ja aineistosta poistettiin sellaiset havainnot,
joissa kausikortti oli ollut voimassa tarkastelujaksolla alle 14 vuorokautta. Myos
UniSportin henkildkunnan tileihin liitetyt paasyoikeudet ja sellaiset paasyoikeu-
det, joissa kausikortin loppu- tai alkupaiva puuttui tai niiden katsottiin olevan

asetettu virheellisesti, poistettiin. Asiakasryhma-id ja paasyoikeuden tyyppi-id
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korvattiin tekstimuotoisilla arvoilla. Kuvan 6 datanayte havainnollistaa paasyoi-

keusdatan muotoa kasittelyn jalkeen.

account_id access_right ag reement first_d last_d ar_valid
0 59894 12 kk Opiskelijat 2022-04-01 2022-05-:1 ]
1 75011 12 kk  Mormaalihinta 2022-04-04 2022-05-31 57
2 116530 12 kk Opiskelijat 2022-04-01 2022-05-: i
3 109961 12 kk Opiskelijat 2022-04-01 2022-05-31 0
4 2832 12 kk Opiskelijat 2022-04-01 2022-05-H 60

Kuva 6. Nayte paasyoikeusaineistosta kasittelyn jalkeen.

Leimausraportilta mukaan aineistoon otettiin kunkin asiakkaan leimaukset, jotka

oli tehty asiakkaan viimeisimman kausikortin voimassaolon aikana. Leimaukset

ryhmiteltiin tili-id:n mukaan ja kunkin palvelun leimausten lukumaara tuotiin

omiin sarakkeisiinsa. Viimeisimman leimauksen paivamaaralle lisattiin myds

oma sarakkeensa. Kuvassa 7 nahdaan leimausaineiston muoto kuvatun kasitte-

lyn jalkeen.

account_id last_seen

gym agroup_training ball_sports quantity

0 104649 2022-05-31
1 113438 2022-05-29
2 82505 2022-05-18
3 118052 2022-05-31
4 60151 2022-05-30

13.0 1.0 Mard 1
14.0 a0 Mard 1

3.0 Mam Mam 1
14.0 5.0 Mard 1
Mard 1.0 Mard 1

Kuva 7. Nayte leimausaineistosta kasittelyn jalkeen.

Kun paasyoikeudet ja leimaukset oli saatu oikeanlaiseen muotoon, yhdistettiin
aineistot tili-id:n perusteella ja lisattiin asiakasraportilta aineistoon asiakkaan
syntymaaika ja asiakkaan rekisterditymispaiva. Syntymaaika puuttui 5 havain-

nosta. Nama korvattiin tdssa vaiheessa paivalla 1.1.1900. Palveluiden kayton
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osalta "Nan”-arvot korvattiin nollalla. Luontipaiva puuttui 26 havainnosta. Nama
havainnot poistettiin aineistosta kokonaan. Mikali asiakas ei ollut kayttanyt pal-
veluita tarkastelujaksolla ollenkaan, merkittiin viimeiseksi leimauspaivaksi tar-

kastelujakson ensimmainen paiva.

Kun puuttuvat arvot oli kasitelty, laskettiin syntymapaivan perusteella asiakkaan
ika ja viimeisen leimauspaivan avulla paivien lukumaara siita, kun asiakas oli
kayttanyt palveluita edellisen kerran. Lisaksi palveluiden kayttokerrat jaettiin
kausikortin voimassaolopaivien lukumaaralla ja kerrottiin 30:lla, jotta saatiin
arvo, joka kertoo, kuinka monta kertaa keskimaarin asiakas kaytti kausikorttiaan
kuhunkin palveluun kuukaudessa kausikortin voimassaolon aikana. Aineistoon
lisattiin myos muuttuja, joka kertoo kausikorttipalveluiden kayntitiheyden yh-
teensa silta varalta, etta se toimisi eri palveluiden kayntitiheyttd paremmin klus-

teroinnissa.

Edella kuvattujen toimenpiteiden jalkeen aineistosta poistettiin tili-id, kausikortin
ensimmainen ja viimeinen paiva seka tieto kausikortin voimassaoloajasta. Ai-

neistosta poistettiin myds asiakkaat, joilla ei ollut kausikortti voimassa tarkaste-
lujakson viimeisimpana paivana. Lopputuloksena saatiin kuvan 8 mukainen ai-

neisto. Kasittelyn jalkeen aineistoon jai yhteensa 9 muuttujaa ja 9831 havaintoa.

access_right agreement gym group_training ball_sports training_card _services age last_seen created
0 12 kk Opiskelijat 3.5 0.0 0.0 3.5 19.819178 43.0 119
1 12 kk  Mormaalihinta 4.0 0.0 0.0 4.0 26.717808 5.0 912
3 12 kk  Henkilékunta 5.0 0.0 0.0 50 36.405479 2.0 364
4 12 kk Opiskelijat 0.0 0.0 0.0 0.0 27.890411 0.0 912
5 12 kk Opiskelijat 0.0 3.5 0.0 3.5 26.819178 21.0 912

Kuva 8. Klusterointia varten yhdistetty data-aineisto.

4.5.2 Muuttujien jakaumat ja poikkeavien havaintojen kasittely

Kun lahdeaineisto oli saatu yhdistettya yhdeksi data-aineistoksi klusterointia

varten, tarkasteltiin muuttujien jakaumia ja tutkittiin, 10ytyyko aineistosta poik-
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keavia havaintoja. Ennen muuttujien yksittaista tarkastelua, tutkittiin numeeris-
ten muuttujien perustunnuslukuja Pandas-kirjaston describe-funktion avulla tuo-
tetusta yhteenvedosta. Funktion avulla saatiin luotua taulukko, joka nakyy ku-
vassa 9 ja josta nahdaan muuttujien minimi- ja maksimiarvot, keskiarvo, keski-

hajonta ja kvantiilit.

gym group_training ball_sports training_card_services age last_seen created

count 9831.000000 9831.000000 9831.000000 9831.000000 9831.000000 9831.000000 9831.000000
mean 3.149589 0777331 0.067246 3.994166 28.963305 10.839182  664.061133
std 4.143026 2.190089 0.622560 4.430071 9.281515 15.538148  314.277344
min 0.000000 0.000000 0.000000 0.000000 -9.106849 0.000000 30.000000
25% 0.000000 0.000000 0.000000 0.500000 23.194521 0.000000  303.000000
50% 1.500000 0.000000 0.000000 2.500000 26.210959 3.000000 912000000
5% 5.000000 0.500000 0.000000 6.000000 31.323288 15.000000 912000000
max 34.000000 G5.625000 22777778 65.625000  143.967123 G0.000000 912000000

Kuva 9. Muuttujien tunnusluvut.

Tunnuslukujen tarkastelun lisaksi piirrettiin aineistosta hajontakuvio muuttujapa-
reittain muuttujien suhteiden ja poikkeavien havaintojen havainnollistamiseksi
(kuva 10).



B oK 8 8

gym
]

B 8 & 3 83

group_training

-

& g
-
40
)
20 8

last_seen

Q 1o 20 0 o 2 40 @ 150 0 20 40 @ a 200 400 GO0 BOO
gym group_training ball_sports age last_seen caeated

Kuva 10. Hajontakuvio muuttujapareittain ennen poikkeavien havaintojen kasit-
telya.

Kuvista 9 ja 10 nahdaan, etta ikd-muuttujan arvot ovat valilla -9-144. Koska Uni-
Sportilla alaikaraja on 12, paateltiin tata alempien arvojen olevan virheellisia ar-
voja. Ne korvattiin ikdmuuttujan mediaanilla. Samoin tehtiin myoés yli 100 oleville
arvoille. Muutosten jalkeen ikajakauma oli kuvan 11 mukainen. Vaihteluvali oli
14-83 ja keskiarvo 29.
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Kuva 11. lkdjakauma.

Palvelujen kayton muuttujat: kuntosali, ryhmaliikunta ja pallopelivuorot kertovat,
kuinka monta kertaa keskimaarin asiakas on kayttanyt kyseista palvelua kuu-
kaudessa. Hajontakuviosta ja tunnusluvuista nahdaan, ettd muuttujista piirretyt
histogrammit olivat voimakkaasti oikealle vinoutuneita. Erityisesti ryhmaliikun-
nan ja palloilun arvot sisalsivat paljon nollia ja muutamia paljon muuta aineistoa
korkeampia arvoja. Nolla-arvot ja poikkeavat havainnot olivat kuitenkin tarkeita
analyysin kannalta, joten niita ei haluttu kokonaan poistaa. Asia ratkaistiin tuo-
malla suurimpia arvoja hieman lahemmas muuta aineistoa, jotta asteikko ei ve-
nynyt niiden vuoksi lilaksi. Tama tehtiin Winsorizer-kirjaston capper-metodin
avulla. Tama tehtiin vain 0,1 prosentille arvoista, mika auttoi tiivistamaan asteik-
koa, mutta arvot silti olivat mukana vaikuttamassa analyysiin. Kasittelyn jalkeen
pallopelivuorot saivat arvoja 0:n ja 8:n valilta, kuntosali O:n ja 26:n valilta ja ryh-
maliikunta 0:n ja 19:n valilta. Pallopelien keskiarvo oli 0,06, kuntosalin 3,1 ja
ryhmaliikunnan 0,77. Muuttujien frekvenssit olivat kuvien 12, 13 ja 14 mukaiset.

Kuvista nahdaan, ettd muuttujat saivat paljon Iahella nollaa olevia arvoja.
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[0,1) 9659 98.25 %
1,5 133 1.35%
[5.10) 39  0.40%

Kuva 12. Pallopelivuorojen (kaynnit/kk) frekvenssijakauma.

gym
[0,1) 4110 41.81 %

[1,5) 3233 32.89 %

[5, 10) 1657 16.85 %
[10,15) 607 6.17 %
[15,20) 177 1.80 %
[20,25) 34 0.35%
[25,30) 13 0.13%

Kuva 13. Kuntosalikayntien (kaynnit/kk) frekvenssijakauma.

group_training

[0,1) 7890 80.26 %

[1,5) 1455 14.80 %
[5,10) 374 3.80 %
[10,15) 83 084 %
[15,20) 29 029 %

Kuva 14. Ryhmaliikuntakayntien (kaynnit/kk) frekvenssijakauma.

30
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Asiakkuuden luontipaiva kertoo paivina ajan, joka oli tarkastelujakson viimei-
sena paivana kulunut siita, kun asiakas oli rekisteroitynyt asiakkaaksi. Kuvasta
10 nahdaan, etta asiakkaita oli rekisteroitynyt sykleissa. Asiakkuuden keston
maksimiarvo oli 912. Tama on ajankohta, jolloin nykyinen asiakastietojarjes-
telma otettiin kayttoon eika dataa tata aikaisemmalta ajalta ole. Keskimaarin
asiakkaat ovat rekisteroityneet 664 paivaa sitten eli hieman alle 2 vuotta sitten.
Kuvassa 15 on frekvenssitaulukko, josta nahdaan, kuinka suuri osa asiakkaista

on rekisteroitynyt alle vuosi sitten, 1-2 vuotta sitten ja yli kaksi vuotta sitten.

created

[0, 365) 3081 31.34 %
[365, 730) 1029 1047 %
[730, 1000) 5721 5819 %

Kuva 15. Luontipaivan frekvenssijakauma.

Viimeisinta kayntia kuvaava ”last_seen”-muuttuja kertoo, kuinka kauan sitten
asiakas on viimeksi kayttanyt palveluita. Tassa 0 tarkoittaa, etta asiakas on
kayttanyt palveluita tarkastelujakson viimeisena paivana ja suurempi arvo ker-
too paivien lukumaran tarkastelujakson viimeisesta paivasta asiakkaan viimei-
simpaan kayntiin. Muuttuja saa maksimiarvonsa 60, kun asiakas on kaynyt vii-
meksi tarkastelujakson ensimmaisena paivana tai ennen sita. Keskimaarin asi-
akkaat ovat kayneet viimeksi 10 paivaa sitten. Kuvassa 16 nahdaan, miten asi-
akkaat jakautuvat "last_seen”-muuttujan suhteen. Noin 60 % asiakkaista on
kayttanyt palveluita viikon sisalla, 73 % kahden viikon sisalla ja 87% kuukauden

sisalla.
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last seen

[0, 7) 5923 6051 %
[7,14) 1208 1234 %
[14, 30) 1362 1391 %
[30, B60) 1285 1323 %

Kuva 16. Viimeisin kaynti -muuttujan frekvenssijakauma.

Kausikorttipalvelut-muuttujassa on yhdistetty pallopelien, kuntosalin ja ryhmalii-
kunnan kaynnit eli se kertoo, kuinka paljon asiakas on kayttanyt kaikkia kausi-
korttipalveluita kuukaudessa yhteensa. Koska tassakin muuttujassa oli arvoja,
jotka poikkesivat huomattavasti muista arvoista, tehtiin sille samanlainen tiivis-
tysoperaatio kuin yksittaisille kausikorttipalveluiden muuttujille. Operaation jal-
keen muuttujan arvot vaihtelivat 0:n ja 29 valilla. Muuttujan keskiarvo oli 4,0.

Kuvassa 17 on taulukoituna muuttujan frekvenssijakauma.

training_card_services

[0,1) 2754 28.01%
[1,5 3912 39.79 %
[5.10) 2097 21.33 %

[10,15) 765 7.78 %

[15,20) 237 2.41%

[20, 25) 45 0.46%

[25,30) 21 0.21%

Kuva 17. Kausikorttipalveluiden kayntitiheyden (kaynnit/kk) frekvenssijakauma.

Asiakasryhma kertoo, onko asiakas rahoittajayliopiston opiskelija tai henkilokun-
taa vai onko han muu eli normaalihintainen asiakas. Kausikortin tyyppi kertoo

kausikortin pituudesta. Kausikortti voi olla 1:n, 4:n tai 12 kuukauden pituinen.
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Asiakasryhma ja kausikortin tyyppi ovat luokkamuuttujia, joita ei ole tarkoitus
kayttaa varsinaisessa klusterianalyysissa. Niita kaytetaan kuitenkin jalkianalyy-
sissa nayttamaan, onko mahdollisesti muodostuneiden ryhmien valilla eroavai-
suuksia naiden muuttujien suhteen. Kuvista 18 ja 19 nahdaan, miten kausikortin
tyyppi ja asiakasryhmat ovat jakautuneet. Yli 70 % asiakkaista on opiskelijoita ja
noin 90 % on 12 kuukauden kausikortti.

Asiakasryhmat

Opiskelijat

Henkildkunta

Mormaelihinta

Kuva 18. Asiakasryhmien jakauma.

Kausikortin tyyppi

12 kk

Kuva 19. Kausikortin tyypin jakauma.
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Kuvaan 20 on koottu numeeristen muuttujien keskiarvot, keskihajonnat seka mi-

nimi- ja maksimiarvot tdssa osiossa tehtyjen muunnosten jalkeen. Siita nah-

daan, etta palveluiden kayton ja ian muuttujien vaihteluvalit ja muut tunnusluvut

ovat hieman muuttuneet.

group_training

gym ball_sports training_card_services

age

last_seen

created

count
mean
std
min
25%
50%
T5%

Kuva 20. Muuttujien tunnusluvut muutosten jalkeen.

95831.000000
0.767140
2.036438
0.000000
0.000000
0.000000
0.500000

19.048571

4.6 Mallinnus

9831.000000 9831.000000

3146235
4 122563
0.000000
0.000000
1.500000
5000000
25 523182

0.062347
0.515929
0.000000
0.000000
0.000000
0.000000
§.085000

9831.000000
3.986924
4371775
0.000000
0.500000
2.500000
6.000000

28519474

9831.000000
28.992690
9.140865
14.301370
23.210959
26.227397
31.320548
82.761644

9831.000000
10.839182
15.538148

0.000000
0.000000
3.000000
15.000000
60.000000

9831.000000
664.061133
314277344

30.000000
303.000000
912.000000
912.000000
912.000000

Kun datan rakenne oli selvilla ja virheelliset arvot kasitelty, siirryttiin mallinta-

maan data-aineistoa. Analyysi vietiin lapi eri muuttujayhdistelmia, standardointi-

menetelmia, etaisyysmittoja ja algoritmeja kokeilemalla.

Tassa vaiheessa lopullisesta analyysista paatettiin jattaa pois ika-muuttuja.

Tama olisi ollut mielenkiintoista pitaa analyysissa mukana, mutta se jatettiin

pois, koska muuttujia oli jo paljon, eika haluttu, etta syntyy "dimensionaalisuu-

den kirous” -efektia. l1an ei katsottu myoskaan olevan niin kayttokelpoinen tutki-

muksen tavoitteen kannalta kuin muiden muuttujien. Dimensionaalisuuden va-

hentamiseksi paatettiin myos jakaa aineisto kahteen osaan ja suorittaa kluste-

rointi kahdella eri data-aineistolla. Toisessa aineistossa oli muuttujina kuntosali,

ryhmaliikunta, pallopelivuorot ja viimeisin kaynti. Toisessa aineistossa oli muut-

tujina kausikorttipalvelut, joka laskettiin palvelukohtaisista arvoista, asiakkuuden

kesto ja viimeisin kaynti -muuttuja. Selvyyden vuoksi kutsutaan ensimmaiseksi

mainittua aineistoa data-aineisto 1:ksi ja toiseksi mainittua aineistoa data-ai-

neisto 2:ksi.
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4.6.1 Aineiston standardointi

Ennen algoritmin suorittamista aineisto standardoitiin. Standardointiin kaytettiin
Skicit-learn-kirjaston metodeja. Koska aineisto oli vinoutunut ja sisalsi jonkin
verran poikkeavia havaintoja, kokeiltiin standardointiin Scikit-learn-kirjaston Po-
wer transformer ja Quantile transformer -metodeja. Power transformer muokkaa
datan enemman normaalijakauman muotoon ja minimoi vinouman (Scikit-learn
b). Quatile transformer muokkaa jakaumaa myds normaalijakauman suuntaan
ja hajauttaa kaikkein yleisimmat arvot vahentaen poikkeavien havaintojen vaiku-
tusta (Scikit-learn c). Nama eivat kuitenkaan tuottaneet mielekasta klusterointi-

tulosta.

Edella mainittujen standardointimenetelmien lisaksi aineiston starndardointiin
kokeiltiin Min-Max-skaalausta seka Z-score-standardointia. Mielekkaimman tu-
loksen antoi Z-score-standardointi, jota paatettiin kayttda molempien aineistojen

standardoimiseen.

Data-aineisto 1 koostui neljasta muuttujasta, joiden standardoiduista arvoista
muodostettu tunnuslukutaulukko ndhdaan kuvassa 21. Tassa otsikko 0 on kun-
tosali, 1 ryhmaliikunta, 2 pallopeliryhmat ja 3 aika viimeisimmasta kaynnista.
Kuvasta voidaan havaita, etta pallopelirynmien skaala on muita jonkin verran
suurempi, mika voi aiheuttaa sen, etta pallopelirynmat vaikuttavat dominoivasti

klusteroinnin tulokseen.

L] i 2 =]

count S.EI10Me+03 9E31000e+03 S.B31000e+03 SEINONDe+3
mean 4. 18312718 -E.TE8ES2=-10 5.BEZ132e-16 -1.380003=-15
std  1.000051=+00 1.000051e+00 1.000051=+00 1.000051e+0D
min -7.632132=-01 -3.787281e-01 -1.208508=01 -6.570207=01
% -T.632132=01 -2 787281201 -1.208508=01 -6.5976207=01
W% -2.553434=01 -3 TET2E1e01 -1.20B50G=01 -5.04537Te1
To% 4.456851=-01 -1.311885=01 -1.208506=01 2.67T5944=401
max 5.42B15Te+00 EB.STT615e+00 1.5550T0e+01 2.184040e+0D

Kuva 21. Standardoidun data-aineisto 1:n tunnusluvut.
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Data-aineisto 2 koostui kolmesta muuttujasta, joiden standardoitujen arvojen
perusteella muodostettu tunnuslukutaulukko on kuvassa 22. Tassa 0 on viimei-

sin kaynti, 1 on asiakkuuden kesto ja 3 kausikorttipalveluiden kayntitineys.

L] 1 2

count SEIT000e+d3  SEI10N0e+D3  SEI1000e+D3
mean -7.545785=-18  -1.831342=-17 £.07Z251=-17
std 1.000051e+30 1.003051=+00 1.0030051=+00
min -2.578207=01 -Z.017524=+00 -5.120155=01
% 5.570207Te01 -1.148520=+00 -7.576358=01
M -5.04537Te01  T.BERETIeO1  -2.407355=-D1
To% 267TT544=01 T.BESETE=01 4 604344201
max 3. 164040=+00 T.BERETE=01  5.611B02=+00

Kuva 22. Standardoidun data-aineisto 2:n tunnusluvut.

4.6.2 Algoritmin suoritus

Analyysin suorittamiseen kaytettiin k-means- ja k-medoids-algoritmeja. Myos k-
prototypes-algoritmia kokeiltiin niin, etta luokkamuuttujat saatiin mukaan analyy-
siin, mutta heti ensimmaisista kokeiluista nahtiin, etta se ei tuota tulosta, joten
sita ei nahty merkitykselliseksi raportoida tassa yhteydessa suuremmin. Luok-
kamuuttujia paatettiin kayttaa erikseen jalkianalyysissa. Analyysi suoritettiin
aluksi aineistolle 1, jonka klusterointiprosessia kasitellaan opinnaytetydssa seu-

raavaksi.

Ennen algoritmin suorittamista valittiin sopiva k:n arvo data-aineistolle. Ennak-
kotiedon pohjalta oletuksena oli, etta klustereita muodostuisi 3-6. Jotta sopiva
klustereiden maara saatiin selville, katsottiin, mika kyynarpaametodin ja siluetti-

kertoimen perusteella olisi paras k:n arvo.

Kuvassa 23 on piirretty virheiden neliosummafunktion kuvaaja, joka kuvaa klus-
tereiden tiiveytta eri k:n arvoilla. K:n arvon 5 kohdalla kuvaaja tekee kyynarpaan
nakoisen koukkauksen eika funktion arvo enaa oleellisesti laske. Taman analyy-

sin mukaisesti sopiva klustereiden maara olisi 5.
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Distortion Score Elbow for KMeans Clustering

—== glbowat k=5, score= 10067.159
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23000

20000

distortion score
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=
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Kuva 23. SSE-funktion kuvaaja k:n arvoilla 2-10.

Kuvassa 24 on visualisoitu havaintojen siluettikertoimet, kun klusterointi suorite-
taan k-means-algoritmilla ja k:n arvo on 3, 4, 5 tai 6. Kuvassa samaan klusteriin
kuuluvat havainnot ovat saman varisia. Vasemman laidan asteikon avulla nah-
daan, kuinka paljon havaintoja kuuluu kuhunkin klusteriin ja alalaidan asteikosta
nahdaan siluettikertoimen arvot. Pystysuuntainen katkoviiva kertoo, mika on
kaikkien havaintojen siluettikertoimien keskiarvo. Kuvasta nahdaan, etta siluetti-
kertoimen keskiarvo on noin 0,5 koko havaintoaineistolle k:n arvolla viisi ja
kuusi. Joidenkin havaintojen siluettikertoimet ovat alle nollan, mika kertoo siita,
etta kyseiset havainnot ovat siluettikertoimen tulkinnan mukaan luokiteltu vaa-
raan klusteriin. Kaikilla k:n arvoilla algoritmi muodostaa yhden hyvin pienen

klusterin ja k:n arvolla kuusi kaksi pienta klusteria.
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Kuva 24. Havaintojen siluettikertoimet.
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Silhouette Plot for 9831 samples in 4 clusters, Score=0.465
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K-means-algoritmi suoritettiin Scikit-learn KMeans-metodia kayttden. Kuvassa

25 nahdaan, mitka parametrit valittiin k-means-algoritmin suoritukseen. Kluste-

reiden lukumaaraksi valikoitui lopulta viisi ja alustusmenetelmaksi k-means++.

Scikit-learnin KMeans-metodissa ei ole mahdollisuutta erikseen valita etaisyys-

mittaa, vaan se on automaattisesti euklidinen etaisyys.

kmeans =

cluster.KMeans(n_clusters=5, init='k-means++', n_init=10, max_iter=180, random_state=42)
kmeans . fit(df_scaled)

Kuva 25. K-means-algoritmin suoritus ja kaytetyt parametrit.

K:n arvoksi valittiin viisi kuuden sijaan, koska kuudella klusterilla muodostui

muuten samantapaiset klusterit kuin viidella, mutta siina ryhmaliikuntakavijat

erotettiin useampaan klusteriin kayntikertojen perusteella ja syntyi kaksi hyvin

pienta klusteria. Taman ei katsottu olevan tarpeellista opinnaytetyon tavoittei-
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den kannalta. My6s SSE-funktion kuvaajan ja siluettikertoimen tarkastelun pe-
rusteella 5 oli sopiva k:n arvo. K-means-klusteroinnin tuloksiin palataan seuraa-

vassa luvussa.

K-medoids-algoritmin suorittamiseen kaytettiin Scikit-learn-kirjaston metodia
KMedoids, jossa voidaan erikseen valita, mita etaisyysmittaa kaytetaan. Analyy-
sia kokeiltiin euklidista-, Manhattan- ja kosinisamankaltaisuusmittaa kayttaen.
K:n arvona kaytettiin samaa arvoa kuin k-means-algortimin kanssa. Kuvassa 26

nahdaan parametrit, joilla jaliempana kuvatut tulokset syntyivat.

kmedoids = KMedoids({n_clusters=5, init="k-medoids++', metric="cosine", max_iter=188, method="pam"}.fit(df_scaled)

Kuva 26. K-medoids-algoritmin suorituksessa kaytetyt parametrit

Data-aineisto 1:n tapaan aineistolle 2 etsittiin sopiva k:n arvo kyynarpaametodia

ja siluettikerrointa hyddyntaen. Kuvassa 27 kyynarpaametodi osoittaa, ettd hyva

klustereiden maara olisi 4. Tosin taman jalkeen kustannusfunktio laskee viela

reilusti.
Distortion Score Elbow for KMeans Clustering
i
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Kuva 27. SSE-funktion kuvaaja k:n arvoilla 2-10.



40

Kuvaan 28 piirretty kuvio siluettikertoimien arvoista nayttaa, etta siluettikertoi-

men keskiarvo olisi korkeimmillaan k:n arvoilla 5 tai 6. Analyysia kokeiltiin kum-

mallakin k:n arvolla ja paadyttiin lopulta valitsemaan data-aineiston 2 klusteroin-

tiin k:n arvoksi 6.
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Silhouette Plot for 9831 samples in 3 clusters, Score=0.434
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Kuva 28. Data-aineisto 2:n siluettikertoimet k:n arvoilla 3, 4, 5 ja 6.

4.7 Tulokset

Data-aineistolle 1 saatiin k-means-algoritmista tuloksena kuvassa 29 nakyvat

klusterikeskipisteet. Kuvasta ndhdaan kunkin klusterin havaintojen osuus koko

data-aineistosta seka eri muuttujien keskiarvot klusterien sisalla.



f % gym group_training ball_sports last seen
0 1739 18% 11N 0.34 0.02 40.57
1 5409 55 % 159 0.35 0.02 5.03
2 1939 20% 1007 0.20 0.03 276
3 653 T% 101 7.1 0.00 4.48
4 91 1% 215 0.37 4.83 557
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Kuva 29. Data-aineisto 1:n klusterikeskipisteet ja klustereiden frekvenssit.

Kuvassa 30 on hajontakuvio muuttujapareittain, jossa on eri varein kuvattu ku-

hunkin klusteriin kuuluvat havainnot.
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Kuva 30. Data-aineiston 1 hajontakuvio muuttujapareittain ja klustereittain.
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Kuvasta 29 nahdaan, etta klusteriin O kuuluu 18 % asiakkaista. Tahan klusteriin
kuuluvat asiakkaat eivat juuri kayta palveluita ja ovat keskimaarin kayttaneet
palveluita viimeksi yli 40 paivaa sitten. Kuvaan 30 tama klusteri on merkitty vaa-
leansiniselld. Kuvasta voidaan tulkita, etta osa asiakkaista on kayttanyt palve-

luita aiemmin, mutta ovat lopettaneet palveluiden kayton tai jaaneet tauolle.

Suurin muodostunut klusteri on klusteri 1, johon kuuluu 55 % havainnoista.
Siina kaikkien palveluiden kayttd on vahaista. Ryhmaliikunnassa tahan kluste-
riin kuuluvat asiakkaat kayvat keskimaarin kerran kolmessa kuukaudessa ja
kuntosalilla alle kaksi kertaa kuukaudessa. Kuvasta 30, jossa kyseinen ryhma
on merkitty tummansinisella, voidaan tulkita, etta osa naista asiakkaista kuiten-
kin kay kuntosalilla ja/tai ryhmaliikunnassa vahan useammin, maksimissaan
kerran viikossa. Tahan ryhmaan kuuluvat asiakkaat ovat keskimaarin kayttaneet
palveluita viimeksi viisi paivaa sitten, joten he eivat todennakdisesti ole koko-

naan lopettaneet palveluiden kayttda, vaikka kayttavatkin niita harvakseltaan.

Klusteriin 2 kuuluu 20 % havainnoista. Nama asiakkaat kayttavat paljon kunto-
salipalveluita, mutta eivat kovin paljon ryhmaliikuntaa tai pallopelivuoroja. Klus-
teri on merkitty vaaleanvihrealla kuvaan 30. Siita nahdaan, etta jotkut asiakkaat
kayvat myos muissa palveluissa, mutta paasaantoisesti tahan ryhmaan kuulu-

vat asiakkaat kayttavat kuntosalipalveluita.

Klusteri 3 on ryhmaliikkujien klusteri. Tahan klusteriin kuuluvat asiakkaat kaytta-
vat ryhmaliikuntaa enemman kuin muita palveluita ja kayvat palveluissa aktiivi-
sesti - ryhmaliikunnassa keskimaarin 7 kertaa kuukaudessa ja kuntosalilla kes-

kimaarin 1 kerran kuukaudessa. 7 % asiakkaista kuuluu tahan klusteriin.

Klusterissa 4 on havainnot, joissa pallopelivuorojen muuttujan korkea arvo ko-
rostuu. Tahan klusteriin kuuluvat asiakkaat kayvat pallopelivuorojen lisaksi
my0Os kuntosalilla keskimaarin noin 2 kertaa kuukaudessa. Klusteriin kuuluu

vain 1 % havainnoista. Havainnot on merkitty kuvaan 30 punaisella.

Kuvissa 31 ja 32 on taulukoituna eri asiakasryhmien ja kausikorttityyppien pro-

senttiosuudet klustereittain. Klusterien havaintojen jakaumat noudattelevat
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melko hyvin kaikkien havaintojen jakaumia. Kuvasta 31 nahdaan kuitenkin, etta
klusterissa 3, jossa ryhmaliikunta korostuu, on muita klustereita enemman nor-
maalihintaisia asiakkaita. Klusterissa 4, johon on jakautunut verrattain paljon
pallopelivuoroilla kavijoita, on enemman henkilokuntaan kuuluvia asiakkaita
kuin muissa klustereissa. Kuvasta 32 nahdaan, etta niissa klustereissa, joissa
palvelujen kayttdé on vahaista (0 ja 1), on suhteessa enemman 12 kk:n kausi-

korttilaisia kuin muissa klustereissa.

] 1 2 3 4 Total

agreement

Henkilokunta 9% 9% 8% 13% 15% 9%
Normaalihinta 15% 16% 17% 26% 18% 17 %
Opiskelijat V6% 74°% 75% 61% B7% 74%

Kuva 31 Data-aineisto 1:n asiakasryhmien osuudet klustereittain.

0 1 2 3 4 Total

access_right

Tkk 0% 1% 6% 7% 10% 2%
12kk 91% 92% 84 % ©81% B85% B9 %
Adkk 9% T% 1% 12% 5% 8%

Kuva 32. Data-aineisto 1:n kausikorttityyppien osuudet klustereittain.

Data-aineisto 1:een sovellettiin k-means-algoritmin lisaksi k-medoids-algoritmia
eri etaisyysmittoja kayttaen. Kuvassa 33 nahdaan muodostuneet klusterikeski-
pisteet ja niiden frekvenssit, kun algoritmi suoritettiin kosinisamankaltaisuusmit-
taa kayttaen. Siitd nahdaan, etta algoritmi 16ytaa samankaltaiset klusterikeski-
pisteet kuin k-means-algoritmi. Poikkeuksena k-means-algoritmiin on, etta k-
medoids-algoritmi ei erottele pallopelivuorolla kavijoita omaksi klusterikseen,
vaan sen sijaan kaksi klusteria kuntosalikavijoille, joissa toisessa havaintojen

keskiarvo kuntosalimuuttujassa on 4 ja toisessa 9. Havainnot ovat jakautuneet
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klustereihin k-medoids-algoritmin tuottamassa klusteroinnissa k-means-algorit-

min tuottamaa tulosta tasaisemmin.

f % gym group_training ball_sports l|ast_seen
0 1036 11% 4.00 0.00 0.00 3.00
1 2409 25% 1.18 0.00 0.00 33.00
2 2856 20% 0.50 0.00 0.00 2.00
3 1206 13% 0.50 4.00 0.00 7.00
4 2234 23% 9.00 0.00 0.00 4.00
Kuva 33. Data-aineisto 1:n klusterikeskipisteet k-medoids-algoritmia kaytetta-
essa.

Data-aineistolle 2 I0ytyi k-means-klusteroinnissa kuvan 34 mukaiset klusterikes-

Kipisteet.

f % last_seen created ftraining_card_services
0 39559 40 % 5.14 873.57 223
1 1530 16 % 2.37 ©862.63 10.53
2 T4 B% 3.07 21474 10.61
3 685 T% 3574 229.73 1.74
4 1345 19 % 5.05 245.24 2.03
B 1082 11 % 40.84 B80.34 1.38

Kuva 34. Data-aineisto 2:n k-means-klusteroinnin klusterikeskipisteet ja kluste-
reiden frekvenssit.

Kuvassa 35 on hajontakuvio muuttujapareittain, jossa on eri varein kuvattu ku-

hunkin klusteriin kuuluvat havainnot.
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Kuva 35. Data-aineisto 2:n hajontakuvio muuttujapareittain ja klustereittain.

Kuvista 34 ja 35 nahdaan, etta klusteri 0, joka on merkitty hajontakuvioon vaa-
leansiniselld, on suurin klusteri. Siihen kuuluu 40 % asiakkaista. Nama asiak-
kaat ovat pidempiaikaisia asiakkaita, jotka kayttavat palveluita verrattain vahan.

He ovat kuitenkin kayneet palveluissa viimeisen kuukauden aikana.

Klusteriin 1, joka on merkitty hajontakuvioon tummansinisella, kuuluvat asiak-
kaat, jotka kayttavat verrattain paljon palveluita ja ovat olleet asiakkaana jo yli

kaksi vuotta. Heidan osuus kaikista asiakkaista on 16 %.
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Klusteriin 2, joka on merkitty hajontakuvioon vaaleanvihrealla, kuuluvat asiak-
kaat, jotka kayttavat kausikorttipalveluita verrattain paljon. He ovat tulleet asiak-
kaiksi viimeisen vuoden aikana ja kayttaneet palveluita viimeisen kuukauden si-

salla. Naiden asiakkaiden osuus kaikista asiakkaista on 8 %.

Klusteri 3 on merkitty hajontakuvioon tummanvihrealla. Tahan klusteriin kuulu-
vat asiakkaat ovat olleet asiakkaina alle vuoden eivatka ole kayttaneet palve-

luita yli kuukauteen. Heidan osuus kaikista asiakkaista on 7 %.

Klusteri 4 on merkitty hajontakuvioon vaaleanpunaisella. He ovat kuten klusteri

0, mutta ovat uudempia asiakkaita. Heidan osuus kaikista asiakkaista on 19 %.

Klusteriin 5, johon kuuluvat havainnot on merkitty hajontakuvioon tummanpunai-
sella, kuuluvat asiakkaat, jotka eivat ole viimeisen kuukauden aikana kayttaneet
palveluita ja ovat olleet asiakkaina yli kaksi vuotta. Heidan osuus asiakkaista on
11 %.

Kuvissa 36 ja 37 on taulukoituna eri asiakasryhmien ja kausikorttityyppien pro-
senttiosuudet klustereittain. Jakauma on melko tasainen. Klustereissa 2, 3 ja 4,
joissa on uudempia asiakkaita, on suhteessa enemman opiskelijoita kuin
muissa klustereissa. Kuvan 37 mukaan klusterissa 2, jossa on uudempia asiak-
kaita ja jotka kayttavat palveluita verrattain paljon, on enemman sellaisia asiak-

kaita, joilla on lyhyempi kuin 12 kuukauden kausikortti.

0 1 2 K3 4 & Total

agreement

Henkilokunta 12% 10% 6% 6% 5% 1% 10%
Hormaalihinta 18 % 22% 12% M% 13% 18% 18 %

Opiskelijat 70 % 68% 81 % 84% 82% T1% T2 %

Kuva 36. Data-aineisto 2:n asiakasryhmien osuudet klustereittain.
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0 1 2 3 4 5 Total

access_right

1kk 1% 5% &% 0% 2% 0% 3%
12kk 93% B88% T72% 26% 85 % 93 % 85%
4kk 6% T% 15% 13% H% 6% 9%

Kuva 37. Data-aineisto 2:n kausikorttityyppien osuudet klustereittain.

4.8 Arviointi

Aliluvussa 3.3.5 kasiteltiin klusteroinnin validointimenetelmia, jotka voidaan ja-

kaa ulkoisiin ja sisaisiin menetelmiin.

Sisaisissa menetelmissa klusteroinnin onnistumista arvioidaan erilaisilla mitta-
reilla, jotka perustuvat klusteroinnin tiiveyden ja erottuvuuden mittaamiseen.
Tassa opinnaytetydssa kaytettiin mittareita, jotka mittaavat naita molempia ulot-
tuvuuksia: siluettikerrointa, Calinski-Harabasz-indeksia ja Davies-Bouldin-indek-

sia.

Data-aineisto 1 sai k-means-klusteroinnin tulosten osalta siluettikertoimen ar-
voksi 0,50, Davies-Bouldin-indeksin arvoksi 0,65 ja Calinski-Harabasz-indeksin
arvoksi 7139. Data-ainesto 2 sai siluettikertoimen arvoiksi 0,46, Davies-Bouldin-

indeksin arvoksi 0,75 ja Calinski-Harabasz-indeksin arvoksi 7695.

K-medoids-algortimin tuottamalle klusteroinnille laskettiin vain siluettikerroin,
koska sen yhteydessa oli kaytetty kosinisamankaltaisuutta etaisyysmittana eika
se toimi Calinski-Harabasz- tai Davies-Bouldin-indeksin kanssa. Siluettikertoi-

men arvoksi kosinisamankaltaisuusmittaa kayttaen saatiin 0,7.

Tuloksista nahdaan, etta klusterit muodostuivat, mutta ne eivat ole erityisen tii-
viit ja toisistaan erottuvat. Klusterit ovat muodostuneet saannénmukaisesti kaik-
kien dimensioiden suhteen eika visualisoinneissa ndy vahemman tiheada havain-

topisteiden aluetta.
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Kahden algoritmin vertailussa k-medoids-algoritmi toimi siluettikertoimen mu-
kaan k-means-algoritmia paremmin. Kahden eri data-aineiston vertailussa data-
aineistolle 1 tehty klusterointi sai hieman paremmat arvot siluettikertoimelle ja
Davies-Bouldin-indeksille kuin aineistolle 2 tehty klusterointi. Calinski-Harabasz-

indeksi oli data-aineiston 2 klusteroinnissa hieman korkeampi.

Ulkoisissa menetelmissa klusteroinnin hyvyytta arvioidaan ulkoisen tiedon va-
lossa. Tassa opinnaytetyossa aiempaa tietoa havaintojen oikeista luokista ei ol-
lut eikd samanlaista tutkimusta ennestaan ole tehty. Voidaan kuitenkin tutkia,
l0ytyyko opinnaytetydssa muodostuneista segmenteista jotain samankaltai-
suutta aiemmissa tutkimuksissa kuvattuihin asiakasprofiileihin ja onko syntyneet

klusterit kayttokelpoiset toiminnan kehittamisen kannalta.

Falardeaun ym. (2021) laatiman tutkimuksen mukaan 55 % asiakkaista on pas-
siivisia osallistujia, jotka harrastavat liikuntaa epasaannollisesti. Myds UniSport
x Frankly -loppumateriaalissa (2020) tunnistettiin aloittelevien liikkujien asiakas-
profiili, johon kuuluvat asiakkaat liikkuvat satunnaisesti. Taman opinnaytetyén
analyysissa |0ytyi asiakkaiden ryhma, jotka kayttivat UniSportin palveluita n. 2
kertaa kuukaudessa, mutta jotka vahaisista kaynneista huolimatta olivat kaytta-
neet palveluita I&hiaikoina. Naihin asiakkaisiin luokittui noin 50-60 % asiakkaista
menetelmasta riippuen. Naihin asiakkaisiin saattaisi palvelujen kayton perus-
teella kuulua aiemmissa tutkimuksissa kuvattuja aloittelevia tai passiivisia liikku-

jia.

UniSport x Frankly -loppumateriaalissa (2020) kuvataan, etta tavoitteelliset liik-
kujat liikkuvat usein ja monipuolisesti. Taman opinnayteyon analyysissa l0ytyi
paljon palveluita kayttavien ryhma, mutta siind paljon palveluita kayttavat asiak-
kaat eriytyivat joko kuntosalipalveluiden tai rynmaliikunnan suosijoiksi. Kluste-
riin, jossa palveluiden kayntitiheyden arvo on verrattain korkea ja jossa asiak-
kaaksi rekisteroitymisesta on kulunut pitka aika, voisi kuulua Falardeaun ym.
(2021) kuvailemia perinteisiin tukeutujia. Klusteriin, jossa ryhmaliikunta saa kor-
kean arvon, saattaa kuulua UniSport x Franklyn materiaalissa kuvattuja ryh-

massa liikkujia.
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Analyysissa sellaisten asiakkaiden osuus, jotka eivat olleet yli kuukauteen kayt-
taneet palveluita oli noin 20 %. Naista noin 40 % kuului klusteriin, jossa asiak-
kuus oli kestanyt alle vuoden. Vastaavanlainen tulos on saatu aiemmin lopetta-

vien asiakkaiden tutkimuksesta (Unisport x Frankly -loppumateriaali 2020).

Taman aiempiin tutkimuksiin perustuvan tarkastelun pohjalta voidaan sanoa,
etta analyysissa muodostuneista segmenteista I6ytyy samanlaisia piirteita ja ja-
kaumia kuin opinnaytetyossa esitellyissa aiemmissa tutkimuksissa, mutta koska
tutkimukset on toteutettu hyvin eri tavoin ja aiemmassa tutkimuksessa asiakas-
profiilien luontiin on sisallytetty paljon enemman erilaisia muuttujia kuin tassa
tutkimuksessa ja ne on toteutettu hyvin eri tavalla, ei voida suoraan arvioida
analyysin hyvyytta naiden tutkimusten pohjalta. On myds hyva huomata, etta
aiemmissa tassa opinnaytetydssa kasitellyissa tutkimuksissa on analysoitu asi-
akkaiden liikuntakayttaytymista yleensa ja tassa opinnaytetydssa tulokset poh-

jautuvat vain UniSportissa tapahtuneisiin kaynteihin.

Vaikka klusterit eivat ole erityisen erottuvia ja tiiviita, ovat ne UniSportin toimin-
nan kannalta mielekkaat. Ne ovat helposti ymmarrettavissa ja niiden pohjalta
voidaan toimia. Toki on otettava huomioon, etta klustereiden sisalla on hajontaa
ja joidenkin asiakkaiden toiminta saattaa poiketa saman klusterin sisalla jonkin

verran.

5 Yhteenveto

Opinnaytetyon tavoitteena oli selvittaa, miten klusterointia voidaan hyddyntaa
UniSportin toiminnan kannalta hyddyllisten asiakassegmenttien muodostami-
sessa. Tavoitteena oli, etta mikali segmentit saadaan muodostettua, voidaan tu-
loksia hyodyntaa palveluiden suunnittelussa, viestinnassa, markkinoinnissa
seka jatkotutkimuksissa. Tavoitteeksi asetettiin myds, ettd mikali segmentit syn-

tyvat, ne saataisiin jatkossa helposti paivitettya.

Opinnaytetyossa perehdyttiin klusterointiin seka asiakassegmentointiin markki-
noinnin ja palvelumuotoilun nakokulmasta. Data-analyysin aineisto koottiin Uni-

Sportin asiakastietojarjestelmasta ja siihen sovellettiin k-means- ja k-medoids-
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klusterointialgoritmia. Tuloksena saatiin kolmella eri tavalla muodostetut asia-
kassegmentit. Asiakassegmenttien muodostaminen perustui asiakkaiden palve-

luiden kayton aktiivisuuteen, kaytettyihin palveluihin ja asiakkuuden kestoon.

Tutkimuksessa havaittiin, etta muodostuneet asiakassegmentit eivat ole erityi-
sen tiiviit ja toisistaan erottuvat, mutta ne ovat kuitenkin kayttokelpoiset. Seg-
menteissa oli havaittavissa samanlaisia piirteita kuin aikaisemmissa tutkimuk-
sissa on havaittu. Tydssa saatiin myos luotua malli, jonka avulla segmentteja on

helppo jatkossa paivittaa uudella data-aineistolla.

Tutkimusta rajoitti tutkimusajankohdan sijoittuminen koronapandemian ajalle.
Vaikka palvelut olivatkin tarkastelujaksolla avoinna jo normaaliin tapaan, pande-
mia ja siihen liittyvat suositukset vaikuttivat inmisten kayttaytymiseen. Tasta
syysta tulokset eivat ole taysin sovellettavissa nykyhetkeen. Datan saatavuus
oli rajoitettu myos siita syysta, etta nykyisin kaytdssa oleva asiakastietojarjes-
telma on otettu kayttoon vasta noin kaksi vuotta ennen tutkimusajankohtaa,
mista johtuen kovin pitkalta ajalta ei saatu tietoa asiakkaiden kayttaytymisesta.
Yhtena rajoitteena oli se, etta kaytettavissa oli vain asiakastietojarjestelman
data, jossa on tiedot asiakkaiden ostoista ja palveluiden kaytdsta, mutta ei esi-
merkiksi mielenkiinnonkohteista kuten verkkosivuanalytiikkatyOkaluja kaytetta-

essa on.

Opinnaytety0ssa saatiin ymmarrys siita, miten kaytetyt klusterointimenetelmat
soveltuvat tietyn data-aineiston klusterointiin ja asiakassegmenttien muodosta-
miseen. Aihe on kuitenkin laaja. Klusterointimenetelmia on satoja ja asiakas-
segmentointia voidaan tehda hyvin eri tavoin, joten tulosten yleistamista koske-
maan erilaisia tutkimusasetelmia, ei voida taman opinnaytetyon perusteella
tehda. Tuloksia voidaan kuitenkin tallaisenaan hyodyntaa UniSportin toimin-

nassa.

Tyon tuloksena syntyneet asiakassegmentit lisaavat asiakasymmarrysta seka
auttavat palveluiden, markkinoinnin ja viestinnan suunnittelussa seka jatkotutki-
musten kohdentamisessa. Esimerkiksi klusteroinnin tuloksena syntynytta seg-

menttia, jossa asiakkaat eivat ole kayttaneet palveluita hetkeen, voidaan yrittaa
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houkutella takaisin palveluiden pariin kohdennetuilla markkinointiviesteilla tai
heille voidaan lahettaa kohdennettuja asiakaskyselyita, joissa selvitetaan syita

palveluiden kayton lopettamiselle.

Klusteroinnissa erottui omat segmentit asiakkaille, jotka eivat kayta palveluita
saanndllisesti, mutta viimeisimmasta kaynnista ei ole pitka aika seka paljon pal-
veluita kayttavat pitkaaikaiset kanta-asiakkaat. Molemmat ryhmat on tarkeaa si-
touttaa palveluiden kayttoon, mutta todennakoisesti heihin tehoaa erilainen
viestinta. Segmenttien avulla sitouttaminen voidaan tehda eri tavalla kohderyh-

mien tarpeet huomioiden.

Klusteroinnin tulosta voidaan edellisten esimerkkien lisaksi hyodyntaa hinnoitte-
lussa. Tuloksista nahdaan, etta kuntosali- ja ryhmaliikunta-asiakkaat ovat melko
eriytyneet kayttdamaan vain toista palvelua ja he voisivat arvostaa hinnoittelu-

mallia, jossa voi valita vain toisen kyseisista palveluista.

Jatkossa opinnaytetydssa tehtya tutkimusta voidaan laajentaa esimerkiksi yh-
distamalla opinnaytetyon tuloksia asiakaskyselytutkimukseen. Analyysia voi-
daan myds kayttaa pohjana uudelle analyysille, jossa voidaan kayttaa uusia
muuttujia ja klusterointialgoritmeja uudenlaisten mielenkiintoisten rakenteiden

selvittamiseksi.
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